
MAPEAMENTO E RASTREAMENTO DE MÚLTIPLOS OBJETOS USANDO
CONJUNTOS ALEATÓRIOS FINITOS

Kleberson Meireles de Lima

Tese de Doutorado apresentada ao Programa
de Pós-graduação em Engenharia Elétrica,
COPPE, da Universidade Federal do Rio de
Janeiro, como parte dos requisitos necessários
à obtenção do título de Doutor em Engenharia
Elétrica.

Orientador: Ramon Romankevicius Costa

Rio de Janeiro
Junho de 2022



MAPEAMENTO E RASTREAMENTO DE MÚLTIPLOS OBJETOS USANDO
CONJUNTOS ALEATÓRIOS FINITOS

Kleberson Meireles de Lima

TESE SUBMETIDA AO CORPO DOCENTE DO INSTITUTO ALBERTO
LUIZ COIMBRA DE PÓS-GRADUAÇÃO E PESQUISA DE ENGENHARIA
DA UNIVERSIDADE FEDERAL DO RIO DE JANEIRO COMO PARTE DOS
REQUISITOS NECESSÁRIOS PARA A OBTENÇÃO DO GRAU DE DOUTOR
EM CIÊNCIAS EM ENGENHARIA ELÉTRICA.

Orientador: Ramon Romankevicius Costa

Aprovada por: Prof. Ramon Romankevicius Costa
Prof. Fernando Cesar Lizarralde
Prof. Alessandro Jacoud Peixoto
Prof. Paulo César Pellanda
Prof. José Paulo Vilela Soares da Cunha

RIO DE JANEIRO, RJ – BRASIL
JUNHO DE 2022



Lima, Kleberson Meireles de
Mapeamento e rastreamento de múltiplos objetos

usando conjuntos aleatórios finitos/Kleberson Meireles de
Lima. – Rio de Janeiro: UFRJ/COPPE, 2022.

XVI, 141 p.: il.; 29, 7cm.
Orientador: Ramon Romankevicius Costa
Tese (doutorado) – UFRJ/COPPE/Programa de

Engenharia Elétrica, 2022.
Referências Bibliográficas: p. 96 – 113.
1. Random Finite Sets. 2. Multitarget tracking. 3.

Cooperativo. 4. mapeamento. 5. Robótica. I. Costa,
Ramon Romankevicius. II. Universidade Federal do Rio de
Janeiro, COPPE, Programa de Engenharia Elétrica. III.
Título.

iii



Agradecimentos

Aos meu pais, Anai e José, por minha vida e pelos ensinamentos que a funda-
mentam até hoje.

À minha amada, Ana, que, apesar do hiato, sempre me incentivou e apoiou para
que eu pudesse alcançar mais um objetivo.

Ao meu orientador, pelo apoio e contribuições que tornaram este trabalho pos-
sível.

À banca, pelas contribuições que elevaram o nível desta tese.
Aos companheiros da COPPE/UFRJ, em especial, Diego Dias e Alessandro de

Lima, pela amizade e ajuda.
Aos companheiros, Rui Rodrigues e Rubens Pailo, de Instituto de Pesquisas da

Marinha, pela ajuda e discussões que contribuíram para a conclusão deste trabalho.
Aos companheiros, em particular, Lucas Wilke e Vanius Ferreira, de Diretoria

de Engenharia Naval, pela ajuda e contribuições para este trabalho.
A todos que contribuíram direta ou indiretamente para que esta tese fosse pos-

sível.

iv



Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários
para a obtenção do grau de Doutor em Ciências (D.Sc.)

MAPEAMENTO E RASTREAMENTO DE MÚLTIPLOS OBJETOS USANDO
CONJUNTOS ALEATÓRIOS FINITOS

Kleberson Meireles de Lima

Junho/2022

Orientador: Ramon Romankevicius Costa

Programa: Engenharia Elétrica

Este trabalho apresenta métodos baseados em conjuntos aleatórios finitos para
aplicação ou RFSs (do inglês, Random Finite Sets) nos problemas de rastreamento
de múltiplos objetos e no mapeamento em robótica, o qual também faz parte do
problema do Simultaneous Localization And Mapping (SLAM). Problemas de ras-
treamento de alvos ou objetos têm um papel central em diferentes aplicações, tais
como sistemas de vigilância em redes de sensores, robótica móvel e veículos autô-
nomos. Ao longo dos anos, tornou-se objeto de estudo da comunidade acadêmica
e de grandes corporações de diversos setores, como transporte, defesa e segurança,
logística e até mesmo no comércio eletrônico. Embora as técnicas convencionais
tenham sido amplamente estudadas, o problema permanece em aberto. Além disso,
as técnicas baseadas em RFSs apresentam-se como potenciais soluções para mape-
amento ou rastreamento em larga escala. Nesse contexto, este estudo tem como
objetivo propor técnicas baseadas em RFS para aplicação em sistemas complexos,
tais como no mapeamento (ou SLAM) cooperativo ou grandes redes de sensores.
Nesse sentido, esta tese propõe um esquema de fusão de dados para um sistema de
vigilância marítima. Por meio de simulações, é ilustrado o desempenho do esquema
proposto em um cenário realista. Os resultados obtidos indicam que problemas do
filtro Probability Hypothesis Density (PHD) original foram superados, em particu-
lar, o problema da oclusão. Além disso, é proposto o uso do modelo computacional
Gamma para a paralelização do filtro PHD baseado em mistura Gaussiana. O po-
tencial de uso deste modelo é demonstrado por simulações utilizando o MATLAB
Parallel Computing Toolbox, obtendo-se um aumento de velocidade significativo no
processamento ao se comparar o algoritmo paralelizado com o sequencial.
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the
requirements for the degree of Doctor of Science (D.Sc.)

COOPERATIVE TRACKING AND MAPPING: A RANDOM FINITE SETS
BASED APPROACH

Kleberson Meireles de Lima

June/2022

Advisor: Ramon Romankevicius Costa

Department: Electrical Engineering

This work presents Random Finite Sets (RFS) based methods for application to
multitarget tracking and robotics mapping problems, which is part of the Simulta-
neous Localization And Mapping (SLAM) problem. The tracking problem is a key
issue in applications such as surveillance systems in distributed sensor networks,
mobile robotics, and autonomous vehicles. Over the years, it has become an object
of study by the academic community and large corporations from various sectors,
such as transport, defense and security, logistics, and even e-commerce. Although
conventional techniques have been widely studied, the problem remains open, and
those based on RFS present themselves as potential solutions for large-scale map-
ping or tracking. This study proposes techniques based on RFS for application in
complex systems, such as cooperative mapping (or SLAM) or large sensor networks.
In this sense, this thesis proposes a data fusion scheme for a maritime surveillance
system. The proposed scheme’s performance in a realistic scenario is illustrated
through simulations. The results indicate that problems of the original Probability
Hypothesis Density (PHD) filter were overcome, particularly the problem of oc-
clusion. Furthermore, the Gamma computational model is proposed to parallelize
the GM (Gaussian Mixture) PHD filter. The potential use of this model is demon-
strated through simulations using MATLAB Parallel Computing Toolbox, obtaining
a representative speed up in processing.
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Capítulo 1

Introdução

Tornou-se frequente, ao se abrir um portal de notícias na internet, encontrar
manchetes sobre empresas que pretendem distribuir seus produtos vendidos on-line
por meio de um drone, exploração de petróleo em águas profundas por meio de AUVs
(Autonomous Underwater Vehicles), robôs utilizados em limpeza doméstica ou sobre
sistemas de transportes que operam sem a interferência humana. A autonomia é o
ponto comum entre elas.

1.1 Introdução aos sistemas autônomos

Em [3], [4] e [5] são encontradas diferentes definições para veículos autônomos
terrestres, subaquáticos ou aéreos. Em comum, todas afirmam que esses sistemas
possuem a ausência da interferência humana no cumprimento de seu propósito ou
missão. Segundo Cheng [4], veículos autônomos são plataformas robóticas móveis
dotadas de quatro tecnologias fundamentais:

• Percepção e modelagem do ambiente;

• Localização e mapeamento;

• Planejamento da trajetória e tomada de decisão;

• Controle de movimento.

Uma das principais motivações para o estudo de tecnologias associadas às plata-
formas terrestres é a grande quantidade de acidentes envolvendo veículos, de acordo
com [4]. Dessa forma, poder-se-ia tornar os sistemas de transporte terrestres mais
seguros. Além disso, a exploração espacial e aplicações militares também fomentam
o desenvolvimento de veículos cada vez menos dependentes da interferência humana,
como no caso do projeto “batalha não tripulada” ou do Urban Challenge financiados
pela DARPA (Defense Advanced Research Projects Agency) [6–8]. Dentre os grupos
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de tecnologias citados acima, destaca-se a aplicação dos chamados Filtros Bayesia-
nos tanto para a percepção e modelagem do ambiente quanto para o problema de
localização e mapeamento. Dentre as técnicas baseadas no framework Bayesiano,
pode-se evidenciar as baseadas nos conjuntos aleatórios finitos (do inglês, Random
Finite Sets ou simplesmente RFS), as quais são objeto deste estudo.

1.2 Breve histórico dos veículos autônomos

De acordo com [3], o primeiro passo para os veículos autônomos foi dado com
o desenvolvimento do carro controlado por rádio na década de 1920, chamado Lin-
riccan Wonder. Já na década de 1950, foi introduzido o conceito de rodovias in-
teligentes, as quais seriam dotadas de fios com padrões reconhecidos pelo veículo.
Inicialmente, essa técnica foi empregada em laboratório e, em seguida, numa rodovia
da cidade de Lincoln (Nebraska, EUA). Tal iniciativa teve a participação da General
Motors, que introduziu a capacidade de controle automático de direção, aceleração
e frenagem valendo-se de modelos avançados [3].

Em 1966, o Laboratório de Pesquisas em Sistemas de Transportes britânico lan-
çou o primeiro veículo “sem motorista”. Esse automóvel, um Citroen DS, era capaz
de regular a velocidade até 130km/h sem desvios de direção numa estrada dotada
de cabos magnéticos para guiagem.

Já década de 1980, a Mercedez-benz introduziu os sistemas de visão computaci-
onal para guiagem de um carro sem motorista. Para isso, foi utilizada uma van que
chegou a alcançar 63km/h numa via sem pedestres e veículos [3].

Na década de 1990, existiram várias iniciativas de empresas, entidades gover-
namentais e universidades para desenvolvimento de veículos autônomos e estradas
inteligentes, como o Projeto Prometheus [9] e o NHOA [10, 11], nos Estados Unidos,
e o Projeto Argo, na Itália. Nesse mesmo período, destacam-se as iniciativas em
aplicação militar financiadas pela DARPA, segundo[3]. No campo das aplicações
subaquáticas, salienta-se o desenvolvimento dos chamados robôs autônomos sub-
marinos pelo MIT (Massachusetts Institute of Technology) financiados pela ONR
(Office of Naval Research), órgão de fomento à pesquisa da Marinha dos EUA, por
exemplo [12–14].

Nos anos 2000, entrou em operação na Holanda o primeiro sistema de transporte
público autônomo: o ParkShuttle[15]. Além disso, o governo americano, por meio
de seu exército, faz uso experimental de ALVs (Autonomous Land Vehicles) em
operações de guerra como o Demo III [16].
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1.3 O problema de mapeamento e localização em

robótica móvel

Dada a classificação definida em [4], a localização e mapeamento constituem um
dos blocos fundamentais no desenvolvimento de veículos ou robôs autônomos. Pois
para realizar essas tarefas, o sistema autônomo necessita obter informações sobre o
mundo ao seu redor para poder fornecer subsídios para os sistemas de guiagem do
robô.

Quando o mapa já é conhecido e o robô necessita saber (ou estimar) onde se en-
contra, por meio de seus diversos sensores, tem-se o que é chamado de localização.
A tarefa de construção de um modelo do ambiente é chamada de mapeamento.
Uma vez que os processos de localização e mapeamento são solucionados simultane-
amente, tem-se o que se chama SLAM (Simultaneous Localization And Mapping).

Segundo [17], a representação computacional, bem como das incertezas envolvi-
das, desses processos é crucial para a navegação autônoma.

De acordo com Stachniss et al. [18], o problema de SLAM surgiu no início da
década de 1990 e até hoje se apresenta como um dos maiores desafios em robótica
móvel e sistemas autônomos. Tradicionalmente, são utilizadas três técnicas para se
resolver esse problema: filtros de Kalman, filtros de partículas e as baseadas em
teoria dos grafos [19].

De acordo com Agunbiade e Zuva [20], pesquisadores têm estudado extensiva-
mente esse problema computacional da navegação autônoma e proposto melhorias.
Além disso, há uma constante transição dessa tecnologia para as indústrias. No
entanto, ainda existem contratempos limitando a aceitação total da autonomia na
navegação, apesar de pesquisas terem sido conduzidas nos últimos 30 anos. Tais
dificuldades podem ser de natureza técnica (custo computacional elevado, processa-
mento em tempo real, limitação de energia etc.), aspectos legais ou outros fatores.
Para se ter ideia, mesmo a escolha do sensor adequado permanece como fator crítico
para o desafio da autonomia a longo prazo, como trata [21].

Apesar das técnicas ditas vetoriais (por exemplo, o Filtro de Kalman) serem
bem estabelecidas, elas apresentam uma dificuldade extra em aplicações reais: a
associação de dados. De acordo com [19], trata-se de algo bastante complexo e deve
ser solucionada à parte do problema de SLAM, entretanto, pode afetar diretamente o
desempenho do algoritmo de localização e mapeamento. Logo, soluções alternativas,
que lidem de maneira mais simples com a questão da associação de dados, são de
interesse para os problemas de localização e mapeamento.

Nesse contexto, a teoria dos conjuntos aleatórios finitos (do inglês, Random Fi-
nite Sets - RFS) vem sendo estudada e, de acordo com [17], é uma ferramenta
mais apropriada para a solução do problema de mapeamento (ou SLAM) quando
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comparada às técnicas convencionais.

1.4 O problema de rastreamento de múltiplos alvos

De acordo com Bar-Shalom e Li [22], a estimação é o processo de selecionar um
ponto de um espaço contínuo — a “melhor escolha” de acordo com alguns critérios;
rastreamento é a estimativa do estado de um objeto em movimento com base em
medições remotas, usando “N” sensores em locais fixos ou em plataformas móveis; e
filtragem é a estimativa do estado atual de um sistema dinâmico — a razão para o
uso da palavra “filtro” é que o processo para obter a “melhor estimativa” de dados
ruidosos equivale a “filtrar” o ruído.

Em geral, o objetivo do multitarget tracking (MTT) é estimar conjuntamente, a
cada tempo de observação, o número de alvos e suas trajetórias a partir de dados
de sensores. Mesmo em um nível conceitual, o MTT é uma extensão não trivial do
rastreamento de alvo único [23]. Esse problema tem dois objetivos: (1) estimar o
número aleatório de alvos que estão presentes na área de interesse e (2) estimar o
vetor de estado aleatório de cada alvo [24].

Nesse contexto, pelos mesmos motivos do caso do problema de mapeamento, as
técnicas de MTT baseadas em RFS mostram-se vantajosas em relação às vetoriais,
pois não há o problema derivado de associação de dados. O rastreamento em RFS usa
uma coleção de vetores de estado, tratando os elementos como variáveis aleatórias,
bem como o número de elementos nessa coleção em si.

1.5 Revisão da literatura

O presente trabalho tem como base o estudo das seguintes áreas: multitarget
tracking, mapeamento e localização em robótica, RFS aplicado ao problema de ma-
peamento e localização, bem como o multitarget tracking em sistemas cooperativos
(aqueles compostos por mais de um agente trabalhando colaborativamente).

Portanto, boa parte da revisão objetivou conhecer as principais técnicas utiliza-
das para mapeamento e localização em robótica baseadas no framework bayesiano.
Tais técnicas são amplamente difundidas na literatura, as quais são ditas vetori-
ais. Também foi analisada a literatura que aplica RFS na solução do problema de
mapeamento e localização. Por fim, o estado da arte em técnicas cooperativas é
revisado.

Já em relação ao problema de rastreamento de múltiplos alvos (multitarget trac-
king), a mesma estratégia é utilizada. Inicialmente, são abordados os algoritmos
vetoriais. Posteriormente, a busca na literatura sobre filtros RFS em sistema de
tracking (incluindo-se os cooperativos).
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1.5.1 Mapeamento e localização em robótica

Em [25], uma revisão histórica sobre o problema de SLAM é apresentada. Situa-
se o leitor na origem do problema de SLAM, na conferência 1986 IEEE Robotics
and Automation Conference realizada em São Francisco. Afirma-se nesse evento
que métodos probabilísticos estavam sendo introduzidos nas áreas de robótica e
inteligência artificial. Além disso, a formulação e estruturação para o problema
de SLAM no contexto probabilístico são definidas. Por fim, algoritmos como o
EKF-SLAM (Extended Kalman filter SLAM), FastSLAM e o filtro de partículas
Rao-Blackwellized são definidos, bem como realizações opensource em diferentes
linguagens de programação são indicadas. Já em [26], os temas de estado da arte,
à época, para o SLAM são apresentados, dentre os quais é exposto o problema de
Multihypothesis Data Association como um dos principais desafios para a área. Um
estudo (e revisão) acerca de filtros estocásticos do ponto de vista do framework
bayesiano é exibido em [27]. São definidos o filtro de Kalman e suas variações, além
de filtros não paramétricos, como o de partículas, bem como versões baseadas em
mistura gaussiana desses mesmos filtros. Também são apresentadas aplicações e
referências em diversas áreas do conhecimento, inclusive no problema de localização
em robótica móvel.

Em [28], realiza-se uma análise dos estudos e de temas em SLAM examinados no
período de 2010 a 2016. Apresenta-se, por exemplo, o vSLAM, que utiliza técnicas
de hodometria visual (VO, do inglês Visual Odometry) no processo de estimação
de mapas 3D. Também são abordados diferentes métodos para mapas baseados em
características (Feature based maps) combinados à VO. Nesse mesmo estudo, são
apontados problemas ainda em aberto, como: a iniciação do mapa e o problema de
escala para a determinação das referências absolutas.

O problema de rastreamento linear e não linear de alvos é apresentado em [2].
Como solução, propõe-se um novo algoritmo, formulado no contexto bayesiano e em
Random Finite Sets Statistics. Para a tratabilidade computacional do problema,
adota-se uma realização baseada em um filtro PHD (Probability Hypothesis Density),
no qual se propaga recursivamente a mistura gaussiana. Para o caso não linear, duas
variações do algoritmo baseado em mistura gaussiana PHD (GM-PHD) são apresen-
tadas: o extended Kalman PHD (EK-PHD) e o unscented Kalman PHD (UK-PHD).
O mesmo problema é tratado em [29], adicionalmente, o GM-PHD mostrou-se bem-
sucedido em estimar o número correto de alvos e suas trajetórias em alta densidade
de sinais espúrios ou falsos (clutter), além de apresentar melhor desempenho que
o filtro MHT (Multiple Hypothesis Tracker), até então o mais utilizado na área de
estimação de alvos.

Em [30], uma nova formulação baseada em RFS é apresentada, chamada cardina-
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lizada. Essa nova e matematicamente rigorosa recursão bayesiana lida formalmente
com os problemas de múltiplas medições geradas pelo alvo, o problema do campo
de visão e vetor de estado do sensor, bem como com medições espúrias. Para o caso
linear, tal formulação possui solução analítica fechada.

A aplicação em robótica dos conjuntos aleatórios finitos é tratada pela pri-
meira vez em [31]. Esse trabalho apresenta uma nova formulação para o FB SLAM
(Feature-Based SLAM), na qual o mapa é tratado como um conjunto de cardinali-
dade aleatória ao invés de ser visto como um vetor de dimensão desconhecida. Essa
nova proposta foi baseada nas similaridades entre o problema do robô ao se deslocar
em um ambiente desconhecido e o rastreamento de um radar em um ambiente no
qual o número de alvos é desconhecido. Essa abordagem, até então desconhecida
na comunidade de robótica, é apresentada como uma alternativa às formulações
convencionais, pois evita o problema de associação de dados.

Já em [32], o filtro PHD é apresentado como derivado da função intensidade sendo
aplicado em um mapa do tipo occupancy grid, baseado em localização (location-
based) que carrega a informação dos espaços vazios e ocupados do mapa.

Em [17], [33] e [34], apresentam-se novas realizações para filtros baseados em
RFS, como o SMC (Sequential Monte-Carlo) PHD e o filtro Rao–Blackwellized PHD
particle-based. Nesses trabalhos, o problema de estimação é considerado indepen-
dente do problema de localização. No subproblema de localização, é utilizado um
filtro de partículas, aumentando o desempenho do algoritmo.

Na área de localização, em [35], a teoria dos RFSs é combinada com VO e,
com uma única câmera, é aplicada na localização de um veículo on-road, auxiliando
no seguimento de trajetória de automóvel. Trata-se da primeira aplicação em um
ambiente real urbano, cenário caracterizado pela alta taxa de ocorrência de medições
espúrias.

Já na área de mapeamento, em [36], aplica-se RFS na detecção de landmarks
no tráfego real urbano. Trata-se da primeira aplicação nesse contexto. Para isso,
utiliza-se uma plataforma off-the-shelf (Iphone4) para aquisição de sinais de imagem,
giroscópio e GPS.

Em [37], são explorados os conceitos de mapeamento sob o contexto do framework
bayesiano em conjunto com a teoria dos RFSs. Nesse trabalho, são apresentadas
aplicações na geração de um mapa 3D, com dados obtidos por meio de radar ins-
talado em um robô móvel terrestre e no mapeamento de costa (detecção de rochas,
embarcações e outras features), informações obtidas por intermédio de um caiaque
adaptado.

Em [38], [39] e [40], são apresentadas aplicações do Single-Cluster PHD (SC
PHD) no problema de SLAM de um veículo autônomo submarino em um ambiente
controlado (tanque de testes). No primeiro trabalho, o SC PHD é comparado a
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um filtro EKF e apresenta resultados superiores na estimação da localização. Em
[39], apresenta-se o primeiro trabalho utilizado para estimação de features estáticas
e dinâmicas em adição à localização do AUV. No último trabalho, os algoritmos
RB PHD e o SC PHD são comparados, tendo o SC obtido resultados superiores na
localização do veículo. Além disso, todos os algoritmos em RFS equiparam-se, ou
superam, o FastSLAM (técnica mais utilizada) em relação ao custo computacional
e desempenho.

Em [41], estuda-se o mapeamento cooperativo utilizando um grupo de AUVs. O
problema é abordado de tal maneira que apenas um dos veículos é responsável pelo
mapeamento e localização de cada um deles, esse chamado master e os demais de
slaves. As estimativas são obtidas a partir da medição de todos os veículos e por
meio de um filtro EKF. Apesar de a ideia ser voltada para AUVs, todos os testes
foram realizados com robôs terrestres.

Lee et al. [42] expõem um levantamento de técnicas de fusão (merge) de mapas
para cooperative-SLAM (C-SLAM). Nesse estudo, as técnicas propostas são classifi-
cadas em duas categorias: fusão direta (direct map merging - DMM) e fusão indireta
(indirect map merging - IMM). DMM consiste em obter a matriz de transformação
dos mapas (map transformation matrix - MTM) diretamente dos sensores de dis-
tância ou câmeras. Já o IMM consiste em obter a MTM por meio das partes comuns
de cada mapa individual elaborado por cada robô. Após a apresentação dessas téc-
nicas, são discutidas as vantagens e desvantagens de cada uma delas no contexto de
precisão e de tempo de computação.

Diferentes trabalhos, como [43], [44], [45], [46] e [47], propõem novas técnicas
para solucionar a fusão de mapas por intermédio de métodos diretos ou indiretos.
Em comum, esses estudos focam na solução de merge e já recebem os mapas obtidos
por meio de um filtro vetorial convencional (Kalman, EKF, UKF e partículas).

Em [48], dois métodos de fusão de mapas são avaliados para o problema de
mapeamento cooperativo de AUVs. Por se tratar de uma comunicação submarina,
um ponto crítico a ser considerado é a restrição no canal de comunicação. Nesse
estudo, é proposto um algoritmo baseado em grafos responsáveis por gerar pacotes
capazes de transmitir otimamente a informação. Por fim, o algoritmo é validado
numa operação em ambiente real.

Em [49], a proposta de um framework baseado cloud computing para serviços em
robótica é apresentada. Dentre os serviços disponibilizados está o de SLAM, o qual
é implementado por meio do algoritmo FastSLAM. A ideia é que o mapa global
possa ser compartilhado com outros (novos) robôs introduzidos no ambiente por
meio de um modelo de software como serviço (SaaS - Software as a Service). Isso
reduz a carga de exploração e construção de mapas para um novo robô e minimiza
a necessidade de sensores adicionais.
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Em [50], uma visão geral (arquiteturas e aplicações) sobre cloud em robótica é
oferecida. Esse conceito tem sido bastante explorado nos problemas de SLAM, como
é possível consultar em [51], [52], [53], [54] e [55].

O mapeamento cooperativo de landmarks (detecção e localização de alvos) com
o uso de Random Finite Sets é abordado em [56]. Nessa tese, expõe-se a coleta de
dados do ambiente dos robôs, que poderiam estar operando em ambiente de elevado
risco ao ser humano, como inspeção de uma infraestrutura, exploração em minas,
segurança e vigilância, monitoramento ambiental ou busca e salvamento. Os robôs
comunicam-se com uma central de processamento, que realiza cálculos de estimativa
e controle, ou agem de forma descentralizada. Por fim, simulações digitais validam
a estrutura unificada de estimativa e controle.

Zhang, Buckl e Knoll [57] estudam o problema da localização cooperativa de
múltiplos veículos a partir da formulação de um filtro SMC PHD. Nesse trabalho,
em vez de uma arquitetura centralizada, uma solução descentralizada é investigada,
na qual cada veículo é um centro de fusão de dados e cada um deles lida apenas com
informações locais (apenas os vizinhos observados).

Uma arquitetura descentralizada, no mapeamento cooperativo utilizando RFS,
também é abordada em [56]. Nesses trabalhos, são consideradas duas abordagens
para a expansão do problema do SLAM com um único robô para o multi-veículo
SLAM (MVSLAM). Na primeira delas, a posição inicial dos robôs é conhecida,
enquanto na segunda é desconhecida. Em ambos os casos, utilizam-se RFS para
representação dos mapas e um filtro PHD para a estimação das posições dos objetos.
Já para a localização dos robôs, utiliza-se um filtro de partículas.

Em [58], o problema de localização e rastreamento de um time de futebol de
robôs é analisado. Nesse trabalho, um algoritmo de rastreamento multi-alvos com
RFS é utilizado para a solução do mapeamento global da equipe. Para isso, utiliza-
se uma realização GM PHD para a construção dos mapas locais e uma etapa extra
de prune & merge em cada um dos robôs.

Dames [59] propõe um algoritmo (utilizando o filtro GM PHD) distribuído de
estimativa e controle, o qual permite que robôs móveis cooperativos procurem e
rastreiem um número desconhecido de alvos. Esses alvos podem estar parados ou
em movimento, e o número de alvos pode variar ao longo do tempo à medida que
entram e saem da área de interesse. Trata-se de um problema clássico de multitarget
tracking aplica à robótica móvel, destacando a relevância do filtro PHD para ambos
os problemas.

Em [60], trata-se um cenário no qual um grupo de quadricópteros deve rastrear
vários alvos estacionários em um ambiente desconhecido e limitado enquanto reali-
zam uma random walk. Por meio de uma rede de comunicação, esses veículos podem
transmitir suas estimativas das localizações dos alvos para outros quadricópteros,
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essa estimativas são realizados com um filtro PHD.

1.5.2 Multitarget tracking

Muitos algoritmos e métodos para rastreamento de alvos estão disponíveis na
literatura. Técnicas de filtragem recursiva sob uma estrutura de estimativa Bayesi-
ana são comumente usadas para resolver o problema de rastreamento usando uma
abordagem estocástica. Esses algoritmos e métodos incluem extensões do conhe-
cido Filtro de Kalman (KF): O filtro Extended Kalman (EKF), filtragem Interactive
Multiple-Model (IMM) e filtragem IMM de estrutura variável (VS-IMM), além de
outras técnicas de filtragem, que incluem abordagens baseadas em grade, bem como
técnicas não paramétricas [61].

O filtro de Kalman é o estimador ótimo para sistemas lineares estocásticos com
ruído branco. Ao lidar com um problema de estimação não linear, essa técnica
apresenta limitações de desempenho substanciais e nenhuma garantia de convergên-
cia. As variantes estendida e unscented contornam os problemas de não linearidade
aplicando aproximações. Esses algoritmos são mais eficazes ao enfrentar proble-
mas unimodais. O desempenho dos métodos baseados no Filtro de Kalman diminui
significativamente quando aplicados a um problema multimodal, mesmo nos casos
mais simples. É justamente o problema considerado em uma região de vigilância
marítima: modelos não lineares e distribuições multimodais.

O problema de MTT é multimodal, ou seja, usualmente envolvem uma distri-
buição de probabilidade com mais de uma moda. Uma maneira estabelecida de
superar as limitações dos métodos paramétricos é alcançada com o rastreamento
baseado no Filtro Multi-Hipótese de Kalman (MHKF) ou no Filtro de Partículas
(PF). O objetivo do MTT é estimar conjuntamente, a cada instante de observação,
o número de alvos e suas trajetórias a partir de dados de sensores. Mesmo em um
nível conceitual, o MTT é uma extensão não trivial do rastreamento de alvo único.
De fato, o MTT é muito mais complexo tanto na teoria quanto na prática [23].

Embora essas técnicas de MTT vetoriais estejam bem estabelecidas, elas apre-
sentam o problema da associação de dados como uma dificuldade extra, a qual pode
ser até mais complexa. A falta de uma solução global ótima para estimar os estados
dos alvos e a ausência de um filtro Bayesiano sem algum método heurístico interme-
diário exemplificam tal complexidade. Alternativamente, buscando lidar com essa
fragilidade, Mahler [62] propõe um algoritmo MTT baseado na teoria dos RFS. A
abordagem proposta unifica o problema de MTT em um único procedimento proba-
bilístico, que contém detecção, correlação, rastreamento e classificação. O arcabouço
matemático Finite-set Statistics (FISST) que suporta a abordagem RFS é detalhado
em [63–65].
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Apesar de todas as vantagens teóricas do RFS, o filtro de Bayes recursivo baseado
em RFS, mesmo em problemas de alvo único, é tão desafiador computacionalmente
que requer uma solução aproximada para torná-lo implementável. Com essa moti-
vação, Mahler [66] apresenta o filtro PHD, que fornece o número de alvos esperados
a partir da integração da função intensidade. Considerando sua natureza recursiva,
ao propagar as estatísticas de momentos de primeira ordem do PHD, torna-se com-
putacionalmente atraente. Em seu estudo do filtro PHD, Vo e Ma [67] propõem
uma solução analítica para a recursão PHD de alvos com dinâmica linear. Clark e
Bell [68] analisam a convergência para a aproximação Sequential Monte Carlo (SMC)
usando um filtro de partículas, enquanto Clark e Vo [69] consideram as realizações
da Mistura Gaussiana (GM) sob processos estocásticos lineares ou não lineares.

Existem diversas aplicações abordadas na literatura para os métodos menciona-
dos que demonstram seu uso para rastreamento de vários alvos em um ambiente de
alto nível de clutter (ou falsos alarmes) como [70–73] para SMC e [2, 29, 74–76]
para implementações GM. Diferentes trabalhos [77–79] apresentam a versão Cardi-
nalizada (CPHD), que é uma generalização da recursão PHD, propagando conjunta-
mente a intensidade posterior e a distribuição de cardinalidade posterior, enquanto a
recursão PHD propaga apenas a intensidade. Mahler [80, 81] apresenta mais avanços
nas aproximações de PHD.

Em relação às aplicações em sistemas de rastreamento em áreas de interesse ma-
rítimo, Pace [82] implementa o filtro SMC e GM PHD para um radar 3D aplicado a
cenários aéreos e navais tridimensionais. Esse trabalho ilustra e compara o desempe-
nho dos filtros na detecção, iniciação e finalização de trilhas com presença de elevado
nível de clutter. Também relacionado ao mesmo tipo de aplicação, Do et al. [83]
propõem um método para rastreamento online de múltiplos alvos para uma área
naval usando um filtro Generalized Labeled Multi-Bernoulli (GLMB).

Em relação a sistema de tracking em redes de sensores distribuídos, Laneuville e
Houssineau [84] abordam o problema de rastreamento multitarget com dados passi-
vos, obtidos por câmeras geograficamente distribuídas usando um algoritmo baseado
em mistura Gaussiana. Battistelli et al. [24] tratam do CPHD aplicado ao rastre-
amento distribuído de vários alvos em uma rede de sensores de nós heterogêneos e
geograficamente dispersos com recursos de detecção, comunicação e processamento.
Pailhas et al. [85] propõem uma rede de sonares MIMO (Multiple-Input Multiple-
Output) para vigilância de área portuária, protegendo-a de intrusão submarina.
Gulmezoglu et al. [86] investiga o uso de filtros GM PHD para rastreamento de
várias pessoas usando uma rede de sensores de radar em um ambiente interno. Dias
e Bruno [87] apresentam um novo algoritmo de filtro de partículas cooperativo para
rastreamento de emissores usando medições de Received-Signal Strength (RSS) con-
siderando o custo da comunicação.
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A melhoria de desempenho desses algoritmos de rastreamento ganha importân-
cia significativa quando em sistemas de rastreamento cooperativo. Brancalion e
Dias [88] apresentam uma abordagem conceitual para um sistema distribuído de fu-
são de dados, utilizado para vigilância marítima, com ênfase ao impacto na grande
quantidade de dados no acréscimo de mais e mais nós à rede e na necessidade de
melhor desempenho tanto nos nós quanto na comunicação. De maneira similar, Liu
et al. [89] enfatizam a relevância e o impacto da Internet das coisas (IoT) e dos
sensores embarcados, bem como da eficiência dos métodos de fusão de dados para
veículos autônomos de superfície, os quais poderiam compor uma rede de vigilância
cooperativa.

1.6 Motivação

Apesar de o problema de mapeamento e localização ter sido estudado ao longo das
últimas décadas, possibilidades de contribuição permanecem em aberto. De acordo
com [90], existem muitos algoritmos de SLAM para um robô operando isoladamente,
os quais são eficazes e aplicados na prática. No entanto, a pesquisa sobre esse
problema para um grupo de robôs torna-se mais relevante devido à expansão de
seu uso em diferentes esferas, rápido desenvolvimento de hardware e evolução do
software, tornando-se, portanto, uma promissora linha de pesquisa.

Também segundo [90], ainda não existe um algoritmo de navegação amplamente
aceito, comprovado e confiável para grupos de robôs. Apesar de a comunidade
científica estar interessada no tema, as contribuições empregadas não se tornam
populares porque os autores não publicam os detalhes de implementação de suas
abordagens (código-fonte) ou porque os próprios algoritmos não são elaborados o
suficiente para serem uma solução universal.

Apesar das técnicas baseadas em Random Finite Sets (RFS) possuírem a ampla
difusão na comunidade científica de estudo das tecnologias voltadas para radar e
tracking, a aplicação em robótica é pouco estudada, quando comparadas às técnicas
vetoriais, pela comunidade de robótica. Adicionalmente, o uso de RFS para robótica
móvel é algo recente, o que é evidenciado pelo grande número de publicações recentes
e pela grande quantidade de aplicações em que esse método seria mais eficiente e
ainda não está implementado.

Além disso, uma das possíveis aplicações para as técnicas de SLAM em robótica
cooperativa seria na área de segurança e defesa, tal qual em [91], [92] e [93]. Tais
trabalhos abordam os desafios tecnológicos e operacionais que envolvem a natureza
de operações de abordagem e patrulha costeiras e propõem soluções em lanchas
autônomas. Aliado a isso, em 2018, deu-se início ao embrião do Sistema de Geren-
ciamento da Amazônia Azul (SisGAAz), o qual pretende monitorar a denominada
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Amazônia Azul, uma área de 3, 6 milhões de quilômetros quadrados na costa brasi-
leira. Esse sistema abrangerá inicialmente a Baía de Guanabara, região conhecida
como uma das portas de entrada para armas e drogas no município do Rio de Ja-
neiro. Nesse desenvolvimento inicial, é esperado um aporte em torno de 40 milhões
de reais. Tal sistema poderia, no futuro, contar com lanchas autônomas integrando
uma rede de sensores fixos (além dos embarcados), garantindo a vigilância constante
e com segurança para os operadores humanos.

Por fim, surge o crescente interesse na otimização e melhoria de desempenho e do
impacto da Internet das Coisas nas redes de sensores tanto de veículos autônomos
quanto em sistemas de tracking. Essa demanda aborda o problema sob duas óticas.
A primeira delas é a melhoria e um menor custo na comunicação entre os elementos
da rede. Já a outra vertente, foca na melhoria dos algoritmos e esquemas de fusão
de dados e no aumento de desempenho no processo dos nós, sendo essas abordagens
objeto de estudo neste trabalho.

1.7 Objetivo

Este trabalho tem por fim propor melhorias de desempenho para sistemas coope-
rativos de rastreamento de múltiplos alvos em tempo real, bem como no mapeamento
e na localização de múltiplos robôs por meio de técnicas baseadas em Random Finite
Sets.

Nesse contexto, tem-se como objetivo específico contribuir para uma proposta
de melhoria do desempenho computacional em um sistema cooperativo e, para isso:

• propor um esquema de fusão de dados para redes de sensores de sistemas de
rastreamento e vigilância;

• avaliar por intermédio de simulações uma nova abordagem de paralelização
para o filtro GM PHD.

1.7.1 Publicações

O presente trabalho resultou na publicação em congresso nacional especializado:

• LIMA, Kleberson Meireles de; COSTA, Ramon R.; PEREIRA-DIAS, Diego.
Aplicação de Conjuntos Aleatórios Finitos no Problema de Localiza-
ção e Mapeamento de Robôs Móveis. In: Anais do XXII Congresso Bra-
sileiro de Automática: CBA2018. https://www.sba.org.br/open_journal_
systems/index.php/cba/article/view/901/845.

Além disso, também foi publicado um trabalho em periódico internacional espe-
cializado:
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• Lima, K. M. de, & Costa, R. R. (2022). Cooperative-PHD Tracking Based
on Distributed Sensors for Naval Surveillance Area. In: Sensors (Vol.
22, Issue 3, p. 729). MDPI AG. https://doi.org/10.3390/s22030729.

1.7.2 Contribuições

Com base nas publicações realizadas e submetidas, pode-se indicar as seguintes
contribuições deste trabalho:

(i) fomento e difusão das técnicas baseadas em RFS na área de robótica móvel,
dado que [94], em nosso conhecimento, foi a primeira publicação dessa abor-
dagem em congresso e/ou publicação brasileira;

(ii) novo esquema de fusão para uma rede de sensores dotada de uma estação
central. Nesse esquema, inclui-se uma etapa adicional de “prune & merge” ao
algoritmo original do filtro GM PHD. Com isso, é possível superar as limitações
dos sensores e do algoritmo PHD original. O esquema proposto apresenta bons
resultados, atestados pela métrica Optimal Sub-Pattern Assignment (OSPA)
nas simulações realizadas. Além disso, a oclusão do alvo é superada, sendo
uma das principais fraquezas do algoritmo GM PHD;

(iii) proposta de utilização do modelo paralelo computacional Gamma, como uma
abordagem potencial para acelerar o processamento local em um sistema de
rastreamento multitarget distribuído, ilustrando esse potencial usando ferra-
mentas de computação paralela do MATLAB. Até onde sabemos, este é o
primeiro trabalho que explora o modelo Gamma e a implementação paralela
do GM PHD.

1.8 Definição do problema

1.8.1 Mapeamento e localização

Localização é o problema de descobrir onde objetos (tais como: obstáculos e
outros veículos) estão, inclusive o próprio robô. O conhecimento disso é o cerne de
qualquer interação física bem sucedida com o meio ambiente [95].

Segundo [96], localização, em robótica móvel, é o problema de se determinar
a pose de um robô em relação a um mapa do ambiente.

A localização pode ser vista como um problema de transformação de coordena-
das, com o mapa sendo o sistema de coordenadas global. Portanto, a localização é
o processo de estabelecer uma relação entre as coordenadas globais e as locais do
robô.
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Contudo, de acordo com [96], em geral, a pose não pode ser medida diretamente.
Ou seja, a maioria dos robôs não possui um sensor para medi-la. Logo, a pose
deve ser inferida a partir de dados (por exemplo, por um sensor de distância). Por
conseguinte, no problema de localização, o objetivo é estimar a posição do robô,
dados: o mapa do ambiente M , as observações zt e a ação de controle ut.

Segundo [96], o mapa é uma lista de objetos com as respectivas localizações em
um ambiente, o qual é definido formalmente por:

m = {m1,m2, . . . ,mN} , (1.1)

onde N é o número total de objetos no ambiente e cada mi, com i = 1 : N , repre-
senta as propriedades ou características de um objeto. Há duas abordagens para a
construção de mapas: as baseadas em características (feature-based) e as em loca-
lização (location-based). Em consonância com [96], mapas baseados em localização
são volumétricos e carregam a informação não apenas sobre os espaços ocupados por
objetos, mas também por espaços vazios. No caso planar mi = mx,y, o que evidencia
tratar-se de uma coordenada (x, y). Já nas abordagens baseadas em características,
o mapa define a localização de cada objeto e uma (ou mais) característica. Esse es-
tudo concentra-se na abordagem baseada em características (Feature Based Robotic
Mapping – FBRM). De acordo com [96], um vetor de características é definido por:

f(zt) =
{
f 1
t , f

2
t , ...

}
=
{
(r1t , ϕ

1
t , s

1
t ), (r

2
t , ϕ

2
t , s

2
t ), ...

}
, (1.2)

onde r é a distância para a origem de um sistema de coordenadas, ϕ é a orientação
em relação à mesma origem e s é a assinatura, a qual pode ser um valor numérico
(ex: para caracterizar uma cor) ou um valor multidimensional (ex: altura e cor).

No contexto de filtragem de Bayesiano, o problema de estimação pode ser definido
como a distribuição de probabilidade condicional

p(m|z1:k, x1:k), (1.3)

onde m é o mapa, z1:k são as observações ao longo da trajetória percorrida pelo robô
e x1:k é a trajetória do robô.

Já o problema de SLAM, caracteriza-se por ser uma combinação dos dois pro-
blemas, portanto, estimar o mapa e a localização do robô simultaneamente.

1.8.2 Multitarget tracking

Como já apresentado anteriormente neste capítulo, o problema de MTT consiste
em estimar recursivamente e conjuntamente o número de alvos e suas trajetórias
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a partir de dados de sensores. Esse problema tem dois objetivos: o de estimar o
número de alvos na área de interesse, bem como estimar o vetor de estado de cada
um deles. O MTT ou MOT (Multi-object tracking) é caracterizado pelo seguinte:

• número de alvos, ou objetos, variante no tempo e desconhecido;

• detecções perdidas: quando um objeto não é detectado por um sensor, apesar
de estar no campo de visão dele;

• falsos alarmes (ou clutter): detecções que não são causadas por qualquer objeto
ou alvo.

Diferente das técnicas vetoriais, as quais dividem o problema em casos desaco-
plados de alvo único, o rastreamento RFS usa uma coleção de vetores de estado,
tratando os elementos como variáveis aleatórias, bem como o número de elementos
nessa coleção em si. Matematicamente, o objetivo é obter as funções de densidade
de probabilidade conjunta (multitarget) a posteriori :

p(Xk,Zk), (1.4)

onde Xk e Zk são, respectivamente, os conjuntos finitos aleatórios de estado e das
observações no instante k. Esses conjuntos serão mais detalhados no capítulo se-
guinte.

1.8.3 O problema cooperativo

No mapeamento em robótica

De maneira geral, o problema é definido como: dado um conjunto de R robôs,
obter o mapa combinado do ambiente a partir dos mapas locais mi de cada um deles.
Ou seja,

Cmap = merge(
{
m1,m2, ...,mR

}
), (1.5)

onde Cmap é o mapa combinado, mi é o mapa local de cada robô e merge é a
operação definida como capaz de combinar tais mapas a partir de um certo limiar
da função de intensidade previamente definido, conforme [58]. Não há uma definição
formalizada matematicamente para a operação de merge, ela dependerá de cada caso
ou algoritmo empregado na solução.

Tal problema é conhecido como MVSLAM (do inglês, Multi-Vehicle SLAM ),
segundo [56].
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No multitarget tracking

De maneira análoga, o problema de multitarget tracking cooperativo pode ser
definido como:

Dcooperativo = merge(
{
D(x)1, D(x)2, ..., D(x)R

}
), (1.6)

onde R representa o número de sensores da rede de sensores distribuída e a função
intensidade D(x)i representa a estimativa realizada independentemente pelo i−th nó
da rede. É importante destacar que a solução final (o merge) de forma distribuída e
cooperativa é processada em uma estação central ou em todos os elementos da rede,
a depender da arquitetura do sistema.

1.9 Organização deste texto

No Capítulo 2, a partir do problema de mapeamento em robótica, apresenta-
se a abordagem baseada em Random Finite Sets (RFS). Após essa motivação, são
apresentados a definição formal desses conjuntos e arcabouço matemático necessá-
rio para aplicação dessa abordagem no contexto de filtragem Bayesiana recursiva
aplicada ao problema multi-objeto.

Então, já no Capítulo 3, é discutida a taxonomia do problema de localização e
mapeamento, bem como o mapeamento e SLAM. A partir dessa contextualização
inicial, é apresentado o filtro GM PHD aplicado ao problema de mapeamento em
robótica, bem como as simulações e resultados para o filtro proposto.

No Capítulo 4, apresentam-se os conceitos relevantes em multitarget tracking,
com foco na aplicação de vigilância em uma área marítima. Ainda nessa parte deste
trabalho, é proposto um esquema de fusão dos dados para uma rede de sensores
cooperativa aplicada numa área de vigilância marítima. Em seguida, o cenário
simulado é descrito e os resultados são discutidos.

No Capítulo 5, apresentam-se se as motivações para a paralelização do filtro
GM PHD, bem como o modelo computacional Gamma. A partir da apresentação
desse modelo, o potencial na paralelização desse filtro é demonstrado por meio de
simulações em diferentes casos.

O Capítulo 6 apresenta as conclusões deste trabalho e propostas de trabalhos
futuros.

Por fim, o Apêndice A contém as publicações realizadas.
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Capítulo 2

Conjuntos Aleatórios Finitos

Este capítulo visa apresentar, a partir do problema de mapeamento, a motiva-
ção para o uso de conjuntos aleatórios finitos ou, do inglês, Random Finite Sets
(RFS), bem como o arcabouço matemático utilizado em conjunto com o framework
bayesiano.

2.1 Conjuntos Aleatórios Finitos

De acordo com [17], as técnicas convencionais (baseadas em vetores) utilizadas
em FBRM (Feature Based Robotic Mapping) e SLAM (Simultaneous Localization
and Mapping) sofrem desvantagens quando aplicadas a situações realísticas. Isso
acontece em ambientes nos quais um número a priori desconhecido de característi-
cas, landmarks ou targets alvos deve ser estimado na presença de defeitos realistas
dos sensores, como detecções não atendidas e falsos alarmes, além do problema
desacoplado. Essas foram as principais motivações para o desenvolvimento dessa
abordagem, a qual foi iniciada na comunidade de radar, fusão de dados e sistemas
de multitarget tracking.

Uma variável RFS é uma variável aleatória que toma como valores conjuntos
finitos [97]. É definido por uma distribuição discreta que caracteriza o número de
elementos no conjunto e uma família de distribuições conjuntas que caracterizam a
distribuição dos valores dos elementos, condicionada à cardinalidade [98]:

p(X) = p(|X| = n)p(X = {x1, ..., xn} | |X| = n). (2.1)

Um exemplo de RFS pode ser visualizado na figura 2.1. Independente da ordem
ou organização dos elementos dentro da caixa, os conjuntos de mesma cardinalidade
são os mesmos. Além disso, a cardinalidade também é uma variável aleatória, uma
vez que ela pode assumir diferentes valores entre 0 e 3.
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Figura 2.1: Exemplos de um RFS de 0 a 3 elementos em um ambiente quadrado.
Fonte: extraído de [1].

2.2 Por que usar RFSs?

2.2.1 RFS x técnicas baseadas em vetores

Segundo [98], é preciso destacar as diferenças entre as técnicas baseadas em
vetores e em conjuntos quando se considera os problemas de FBRM e SLAM, os
quais podem ser entendidos como um problema multi-target quando os alvos são
estáticos. Nesse tipo de problema a quantidade de características (landmarks) não
é conhecida a priori e deve ser descoberta à medida que o robô explora o ambiente.
Dois pontos-chave, que serão explicados a seguir, surgem nesse tipo de problema:

• Gerenciamento das características (feature management) - estimar a posição
dos objetos/características no mapa;

• Associação de dados (data association) - atrelar as observações aos obje-
tos/características.

Considerando o cenário hipotético, apresentado na figura 2.2, um robô atravessa
os objetos m1,..., m7 ao longo de três trajetórias distintas X1, X2 e X3.

Caso seja usado um vetor M para representar o mapa estimado, para cada traje-
tória teríamos M̂1 = [m1 m2 m3 m4 m5 m6 m7]

T , M̂2 = [m4 m2 m3 m1 m5 m7 m6]
T

e M̂3 = [m6 m7 m5 m4 m3 m2 m1]
T .

Como a ordem dos elementos num vetor é importante, como resultado seriam
gerados três mapas diferentes. Destacando o fato de que o mapeamento seria de-
pendente da trajetória.

Contudo, no sentido lógico, o mapeamento deveria ser independente da trajetória
percorrida pelo veículo e, matematicamente, qualquer permutação nos elementos dos
vetores seria uma representação válida. Por definição, a representação que captura
todas as permutações dos elementos dentro de um vetor, e por conseguinte todas as
características do mapa, é o conjunto finito M̂ = {m1 m2 m3 m4 m5 m6 m7} [17].
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Figura 2.2: Três trajetórias realizadas por um robô em um cenário hipotético.
Fonte: extraído de [1].

Outra motivação para o uso de RFS é o problema de associação entre as obser-
vações z e as respectivas características m, como pode ser visualizado na figura 2.3.
Segundo [17], as técnicas de FBRM e SLAM baseadas em vetores exigem um passo
de reordenação das observações antes que um filtro bayesiano (Kalman, EKF etc.)
possa ser aplicado.

Por outro lado, utilizando-se de abordagem baseada em RFS, é possível fazer uma
associação direta entre o conjuntoM das características e o Z das observações.

Outro problema contornável pelo uso dos RFSs, quando comparado às técnicas
baseadas em vetores, é o existente pelo uso de sensores não ideais associado ao
crescimento do mapa por detecções falsas (clutter) ou objetos perdidos (fora do
campo de detecção). Esse tipo de problema pode ser exemplificado a partir da
figura 2.4.

Além das já citadas limitações das técnicas vetoriais, existem ainda o problema
de aumento de dimensão no vetor de estado a cada vez que um novo alvo ou objeto
é detectado. Supondo que as características m1, m2 e m3 já tenham sido detectadas
no instante k − 1, em uma representação baseada em vetores, e que no instante k

uma nova característica m4 é detectada, ter-se-ia:

M̂k−1 = [m1 m2 m3]
T
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Figura 2.3: Vetores das observações diferentes a depender da trajetória.
Fonte: extraído de [1].

Figura 2.4: Detecção perdida com sensor realístico.Fonte: extraído de [1].
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e
M̂k = [m1 m2 m3]

T “+” m4.

Segundo Mullane et al. [17], a operação de atribuição de m4 não é clara do ponto
de vista matemático. E, mesmo existindo técnicas que usem um vetor aumentado,
com o uso de RFS bastaria usar a operação de união entre os conjuntos nos instantes
k − 1 e k:

M̂k = {m1 m2 m3} ∪ {m4} .

Outro problema fundamental de qualquer FBRM ou SLAM é a necessidade de
relacionar as observações ao estado estimado [17]

Zk = h([m1 m2 m3 m4], Xk) + ruído

onde Zk = [z1 z2 z3 z4 z5]k representa o vetor de observações no tempo k (aqui se
usa o exemplo da figura 2.4), Xk é a pose do robô no instante k e h é o mapeamento
(tipicamente não linear) entre a pose do robô e as observações. Esse exemplo mostra
a dificuldade encontrada para mapear as quatro características (estados) com cinco
observações. A observação extra é, possivelmente, devido a uma detecção espúria
e uma característica foi “perdida”. Numa abordagem convencional, é indefinida a
forma de integrar ao equacionamento esses dois “problemas”. É preciso um gerencia-
mento heurístico do mapa para remover estados em excesso e forçar o funcionamento
do mapeamento.

Caso sejam utilizados conjuntos para representar as observações e mapa esti-
mado, tem-se a seguinte relação:

Zk =
⋃

m∈Mk

Dk(m,Xk) ∪ Ck(Xk),

onde Dk(m,Xk) é o RFS das medições geradas por uma característica em m e depen-
dente da pose Xk. Além disso, Ck(Xk) é o RFS das medições espúrias que poderia
ser em função da pose. Portanto, Zk = {z1k, z2k, ..., zzkk } consiste em um número
aleatório, zk, de medições em que a ordem que aparecem não tem um significado
físico com relação à estimativa das características no mapa. Consequentemente, de
acordo com Mullane et al. [17], fica claro que, nas técnicas baseadas em vetores, a
incerteza no número de características não é modelada, diferente de quando se usa
RFS (a incerteza é algo intrínseco à técnica).

É importante destacar que as motivações aqui apresentadas, apesar de terem sido
realizadas com exemplos na área de mapeamento, são válidas também em aplicações
de detecção de objetos, vigilância etc. Em suma, as vantagens dos RFSs em relação
às técnicas vetoriais são as seguintes:
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• os conjuntos são invariantes em relação à ordem dos elementos;

• possuem facilidade de adicionar e/ou remover elementos;

• suprimem o problema de associação de dados desacoplados.

Apesar de todas as vantagens, é preciso aprender muitas coisas novas: RFS?
conjunto de integrais? Distribuições? Modelos? Aproximações? Algoritmos? Mé-
tricas? Todas essas perguntas serão esclarecidas ao longo deste capítulo.

2.3 Conceitos-chave em FISST

Segundo Dames [98], apesar de todas as vantagens sobre as abordagens baseadas
em vetores, com RFS há a dificuldade de se lidar com matemática não familiar
para a maioria dos envolvidos com área de robótica. Portanto, para ser possível
realizar uma inferência estatística com conjuntos, é preciso definir variáveis aleatórias
adequadas e conseguir realizar operações como o cálculo de médias dessas variáveis.

2.3.1 Definição de conjunto aleatório finito

De acordo com Ristic, Beard e Fantacci [99], um RFS é um modelo probabilís-
tico conveniente para a representação de múltiplos sistemas dinâmicos estocásticos
(objetos ou características) e medições dos sensores. Em outras palavras, um RFS
é uma variável aleatória cujos resultados possíveis são conjuntos com um número
finito de elementos únicos. Isso é similar ao conceito convencional de variável alea-
tória, a qual é uma função que associa um número real a cada elemento do espaço
amostral.

Suponha que no instante k existam nk objetos com estados xk,1, ..., xk,nk
assu-

mindo valores do espaço de estados X ⊆ Rnx . Tanto nk quanto o número de estados
individuais em X são variáveis aleatórias e variantes no tempo. O estado das múl-
tiplas características, no instante k, é um estado finito definido por [99]:

Xk = {xk,1, . . . , xk,nk
} ∈ F(X ), (2.2)

o qual pode ser modelado como um RFS em X , em que F(X ) é o conjunto finito
formado por todos os subconjuntos de X .

De maneira similar, para as observações teremos:

Zk = {zk,1, . . . , zk,mk
} ∈ F(Z), (2.3)

que pode ser modelado como um RFS sobre o estado de observações Z ⊆ Rnz .
Tanto a cardinalidade |Zk| quanto os estados individuais em Zk são randômicos e
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F(Z) é o conjunto finito formado por todos os subconjuntos de Z.
A depender do contexto, o estado Xk definido poderia ser um alvo, um pedestre

ou um grupo de pedestres etc. Para fins de simplificação, será utilizado o termo
“objeto” ao longo da apresentação dos conceitos.

Como já dito anteriormente, um RFS recebe valores X ∈ F(X ) e seus elementos
xk pertencem a Rnx . Portanto, um exemplo de realização, com elementos escalares,
num instante k seria:

X = {∅} → nenhum objeto presente

X = {x1} → um objeto, estadox1

X = {x1, x2} → dois objetos, estados x1 e x2 (x1 ̸= x2).

Aqui se utiliza uma notação simplificada, omitindo-se o índice k tanto nos conjun-
tos quantos nos respectivos elementos. Ocasionalmente, essa mesma simplificação
poderá aparecer no texto.

Por fim, é importante destacar que um RFS é totalmente caracterizado por sua
distribuição de cardinalidade ρ(n) = p(|X| = n), com n ∈ N e por uma família de
distribuições conjuntas simétricas pn(x1, . . . , xn) = p(X = {x1, . . . , xn} | |X| = n),
conforme a Equação 2.1.

2.3.2 Funções de probabilidade e distribuições de um RFS

De acordo com Mahler [100], uma função de conjunto é uma função de valor real
Φ(T ) definida nos subconjuntos mensuráveis T de Y , ou seja, Φ : Y ⊆ T → R.

A função massa de probabilidade (ou simplesmente função de probabilidade) de
um RFS X pertence ao espaço de estados X pode ser definida como [100]:

PX(S) = Pr(X ∈ S), (2.4)

onde Pr indica uma probabilidade e S é uma região, tal que S ⊆ X.
Tal qual no caso escalar ou vetorial, a função de densidade de probabilidade (fdp)

de um RFS, X é utilizada para descrever sua distribuição. A função de densidade
de probabilidade fX de um RFS X é definida tal que:

PX(S) =

∫

S

fX(x)dx. (2.5)

Nesse contexto, a fdp de um RFS é uma função não negativa em conjuntos,
que quando integrada é igual a um. Essas funções capturam tanto a distribuição
sobre a cardinalidade quanto a distribuição sobre os elementos do conjunto (dada a
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cardinalidade), que corresponde à fdp multiobjeto

f(X = {x1, ...,xn}) = n! ρ(n)pn(x1, ...,xn). (2.6)

Dada a cardinalidade, é possível obter a função de densidade de probabilidade
multiobjetos (simplesmente, fdp multiobjetos), denotada por f(X), de um RFS x,
tal que [100]:

pX(X) = f({x1, ...,xn}) =




f(x1, ...,xn), se |{x1, ...,xn}| = n;

0, caso contrário.
(2.7)

Como os conjuntos são invariáveis à ordem, as fdps também o são, por exemplo:
pX({x1,x2}) = pX({x2,x1})

A seguir, são apresentados exemplos de distribuições, dadas as cardinalidades.

Exemplo 2.3.1 RFS com um único elemento escalar.

Se x ∈ R, x ∼ N (0, 1) e X = {x}, temos:

pX(X) =




N (v; 0, 1), se X = v;

0, se |X| ≠ 1.

Então, pX({0.3}) = 0 e pX({0.2}) = N (0.2; 0, 1) ≈ 0.391.

Exemplo 2.3.2 RFS com dois elementos escalares de distribuição uniforme.

Se x1 ∼ unif(0, 1) e x2 ∼ unif(1, 2) são independentes, com X = {x1, x2}, então:

pX(X) =




p1(v1)p2(v2) + p1(v2)p2(v1), se X = {v1, v2};
0, se |X| ≠ 2,

onde

p1(x) =




1, se 0 < x < 1;

0, caso contrário,

e

p2(x) =




1, se 1 < x < 2;

0, caso contrário.

Nesse caso, se pX({1, 25, 0.25}) = p1(1.25)p2(0.25) + p1(0.25)p2(1.25) = 0 + 1 = 1.
É importante destacar que se temos uma matriz ou vetor X = Π[x1, ..., xn],

podemos ordenar seus elementos de n! formas diferentes. Portanto, se temos um

24



RFS X = {x1, ..., xn}, ou seja, com mesmos elementos, temos a seguinte relação

n!pX([x1, ..., xn]) = pX({x1, ..., xn}) ou (2.8)

pX([x1, ..., xn]) =
1

n!
pX({x1, ..., xn}). (2.9)

Essas relações são de particular interesse para as aproximações e deduções dos filtros
recursivos.

2.3.3 Integral de conjunto

Para usar os benefícios das distribuições de probabilidade de um RFS, é preciso
uma definição adequada de integrais.

Seja f(X) uma função real sobre um conjunto, a integral de conjunto (do inglês,
set integral) de f(X) é definida por:

∫
f(X)δX =

∞∑

n=0

1

n!

∫
f({x1, ..., xn})dx1...dxn. (2.10)

Essa integral caracteriza a soma sobre a cardinalidade de um conjunto, inte-
grando todos os conjuntos possíveis de acordo com cardinalidade. Além disso, o
termo 1/n! considera as permutações de um conjunto de tamanho n.

Exemplo 2.3.3 Exemplo 2.3.1 revisitado: set integral de um RFS com um único
elemento escalar.

A integral de qualquer fdp multiobjeto deve ser igual a 1, portanto, para

pX(X) =




N (v; 0, 1), se X = {v};
0, se |X| ≠ 1,

temos
∫
pX(X)δX =

∫
f(pX({x1})δX =

∫
N (x1; 0, 1)dx1 = 1.

Exemplo 2.3.4 Exemplo 2.3.2 revisitado: efeito do termo 1/n!.

Uma vez que

pX(X) =




p1(v1)p2(v2) + p1(v2)p2(v1), se X = {v1, v2};
0, se |X| ≠ 2,
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temos

∫
pX(X)δX =

∞∑

n=0

1

n!

∫
px({v1, ..., vn})dv1...dvn

=
1

2!

∫
px({v1, v2})dv1dv2

=
1

2

∫
(p1(v1)p2(v2) + p1(v2)p2(v1))dv1dv2

=
2

2

∫
p1(v1)dv1

∫
p2(v2)dv2 = 1.

Valor esperado

Outra importante aplicação das integrais de conjunto é a obtenção do valor
esperado. Para uma função f : F(X )→ R o valor esperado é definido por

E[f(X)] =

∫
f(X)pX(X)δX. (2.11)

Uma aplicação do valor esperado é equação de Chapman–Kolmogorov, utilizado no
passo de predição dos filtros Bayesianos, a qual será explorada mais adiante.

Distribuições de cardinalidade

A distribuição de cardinalidade de um RFS X ∼ pX(·) é definida por [100]

pX = Pr[|X| = n] (2.12)

=

∫

|X|=n

pX(X)δX (2.13)

=
1

n!

∫
pX({x1, ...,xn})dx1...dxn. (2.14)

Exemplo 2.3.5 Exemplo do cálculo de cardinalidade de um caso trivial.

Se a distribuição de cardinalidade é dada por

X ∼ pX(X) =




N (x; 0, 1), se X = {x};
0, se |X| ≠ 1,
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então

Pr[|X| = n] =
1

n!

∫
pX({x1, ...,xn})dx1...dxn

=





∫
N (x; 0, 1)dx1 = 1, se X = {x}

0, se |X| ≠ 1.

2.3.4 Função intensidade

A função de intensidade D(x) (também conhecida como probability hypothesis
density ou, simplesmente, PHD) é uma importante caracterização de um RFS X

em X , o qual é definido como seu momento estatístico de primeira ordem [99]. De
acordo com Mahler [100], trata-se de uma função ordinária de densidade de um
único objeto x ∈ X , portanto, de maneira intuitiva:

• o número D(x) é a densidade de objetos em x;

• D(x)dx é o número de objetos contidos de uma região infinitesimal dx centrada
em x;

• D(x) não é uma fdp (a área sob a curva não é igual a 1).

Para definir a função PHD, é preciso primeiro definir a função set Dirac delta [99]:

δX(x) =
∑

w∈X

δw(x), (2.15)

onde δw(x) é a função delta de dirac standard concentrada em w.
Pode-se, então, definir a cardinalidade de um RFS como:

|X| =
∫

X
δXdx (2.16)

A função intensidade D(x) pode ser definida de tal forma que a cardinalidade espe-
rada de X sobre X é a integral:

E {|X|} =
∫

X
D(x)dx. (2.17)

Lembrando que

E {|X|} ≜
∫

X
|X|f(X)δX. (2.18)

Combinando-se as Equações 2.17 e 2.18 (ver desenvolvimento em [99]), é possível
definir

D(x) ≜ {δX(x)} =
∫

X
δX(x)f(X)dx. (2.19)

27



Com base em [98], o valor esperado da PHD corresponde ao número de caracte-
rísticas, alvos ou objetos (landmarks) de uma região, além de reforçar a ideia que a
PHD não é uma distribuição de probabilidade. De acordo com [100], o número de
objetos esperado numa região de interesse X é a integral da função intensidade:

N =

∫

X
D(x)dx. (2.20)

De acordo com [100], outra importante propriedade da função PHD é a da soma de
intensidades. Sejam X1, ...,Xn RFSs independentes e X1 = X1 ∪ ... ∪ Xn, então

DX(x) = DX1(x) + ...+DXn(x). (2.21)

Exemplo 2.3.6 Exemplo de uma função intensidade unidimensional.

Seja D(x) = N (x; 1, 1) +N (x; 4, 1), apresentada na Figura 2.5, temos que

N =

∫ +∞

−∞
D(x)dx =

∫ +∞

−∞
N (x; 1, 1)dx+

∫ +∞

−∞
N (x; 1, 1)dx = 1 + 1 = 2.

Figura 2.5: Função intensidade unidimensional.
Fonte: extraído de [1].

2.3.5 Processo de Poisson em RFSs

Para a utilização dos RFSs, é importante conhecer algumas das distribuições mais
relevantes, bem como as respectivas propriedades e parâmetros. Segundo [100], o
processo de Poisson (Poisson Point Process - PPP) é a família de RFSs central para
a teoria dos filtros PHD, o qual é o objeto deste trabalho.
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De acordo com [99], se cardinalidade de um RFS é independente identicamente
distribuída (IID) com λ > 0

ρ(n) =
e−λλn

n!
, com n = 0, 1, 2.... (2.22)

então, é esse RFS é dito Poisson (ou PPP). A distribuição multiobjeto de um RFS
X PPP é definida por [100]

pX(X) = e−λ
∏

X∈X

D(x), (2.23)

onde λ =
∫
D(x)dx é a taxa de Poisson e é a função intensidade D(x). A Equa-

ção 2.23 pode ser reescrita como

pX({x1, ...,xn}) = e−λ

n∏

i=1

D(xi). (2.24)

De acordo com [99], o RFS Poisson RFS é o único RFS que é completamente
determinado por sua função de intensidade, sendo caracterizado por

D(x) = λpX(x) e (2.25)

E {|X|} =
∫

D(x)dx = λ. (2.26)

Os processos de Poisson são comumente utilizados para modelar diferentes va-
riáveis em MTT que exijam uma distribuição uniforme na região de interesse. Por
exemplo, podem ser aplicadas para modelar o clutter e são amplamente usadas na
modelagem de surgimento de novos alvos ou objetos no campo de visão de um sensor
para o passo de predição do filtro PHD.

2.4 Filtro PHD

2.4.1 Filtro RFS recursivo

De acordo com Dames [98], é a abordagem mais básica usada para estimação
com RFS, a qual atualiza a média recursivamente. Além disso, é o análogo do Filtro
de Kalman, contudo, usa uma distribuição de Poisson.

Nessa abordagem, a estimação dos estados explora a intuição física do primeiro
momento da função intensidade. Essa perspectiva é consistente com o equivalente de
vários alvos do valor esperado — a expectativa de um RFS. Como dito anteriormente,
a função PHD corresponde a uma densidade de massa, e a massa corresponde ao
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valor esperado de alvos em alguma região do espaço de estados S ⊆ X [1]. Por esta
razão, é possível vincular a função PHD e o framework bayesiano.

O teorema de Bayes permite calcular a probabilidade de um evento com base
no conhecimento prévio das condições relacionadas ao evento e algumas novas evi-
dências. Esse conceito é a base dos filtros ditos Bayesianos, os quais estimam re-
cursivamente o estado atual de um sistema dinâmico de forma probabilística. Este
processo consiste em duas etapas: predição e atualização (ou filtragem). Essas duas
etapas são definidas de acordo com:

p(xk | z1:k−1) =

∫
p(xk|xk−1)p(xk−1 | z1:k−1)dxk−1, (2.27)

e
p(xk | z1:k) =

p(zk | xk)p(xk | z1:k−1)∫
p(zk | xk)p(xk | z1:k−1)dxk

, (2.28)

onde x é o vetor de estado, e z é o vetor de observação, ambos no sentido con-
vencional. As Equações 2.27 e 2.28 constituem o algoritmo recursivo do Teorema
de Bayes. O filtro apresentado tem importância apenas conceitual. A integral na
Equação 2.27, ela é tratável computacionalmente apenas para alguns casos discretos.
No entanto, todos os filtros recursivos Bayesianos, como o Filtro de Kalman, são
derivados dele.

De maneira análoga ao filtro Bayesiano, o filtro RFS Bayes recursivo tem como
objetivo estimar a densidade posterior de um estado multiobjeto, representado pela
variável RFS Xk [99]. Além disso, a evolução desse RFS é modelada como um
processo de Markov.

Dados os RFSs do estado multiobjeto Xk e das observações Zk, no instante
k, suponha que no instante k − 1 a fdp a posteriori do estado multiobjeto
fk−1(Xk−1|Z1:k−1) é conhecida. Aqui Z1:k−1 ≡ Z1, . . . ,Zk−1 é a sequência de to-
das as medições anteriores. Então, respectivamente, as densidades multi-objeto dos
passos de predição e filtragem são expressas da seguinte forma [99]:

fk|k−1(Xk|Z1:k−1) =

∫
Πk|k−1(Xk|X′)fk|k−1(X′|Z1:k−1)δX′, (2.29)

fk(Xk|Z1:k) =
φk(Zk|Xk)fk|k−1(Xk|Z1:k−1)∫
φk(Zk|X)fk|k−1(X|Z1:k−1)δX

, (2.30)

onde X′ é o conjunto de alvos observados anteriormente, φk(Zk|Xk) é a função
de verossimilhança das observações e Πk|k−1(Xk|X′) é a densidade de transição de
estados, a qual representa o modelo de movimento dos alvos ou objetos.

30



2.4.2 Filtro PHD recursivo

O filtro apresentado acima sofre de problemas de tratabilidade computacional
das integrais tal qual o filtro de Bayes. Portanto, tem sua importância igualmente
teórica. Visando suplantar tais limitações, Mahler [66] deriva um filtro Bayesiano
recursivo utilizando a função intensidade, o qual é chamado filtro PHD. Essa técnica
considera vários sensores, probabilidade não constante de detecção, alarmes falsos
de Poisson, bem como o aparecimento, spawning e desaparecimento dos objetos.
O PHD é uma aproximação de melhor ajuste da posterior multitarget e propaga o
momento estatístico de primeira ordem da posterior multitarget. Para um processo
de ponto de Poisson, conforme descrito anteriormente, as equações de predição e de
atualização do filtro PHD são [97], respectivamente,

Dk|k−1(x) = bk(x) + pS

∫
πk|k−1(x|x′)Dk−1(x′)dx′ (2.31)

e

Dk(x) = Dk|k−1(x)×
[
1− pD +

∑

z∈Zk

pDgk(z|x)
ck(z) +

∫
pDgk(z|x)Dk|k−1(x)dx

]
, (2.32)

onde x é o estado de um único objeto (um vetor aleatório), z é uma medida de
um único objeto (um vetor aleatório), bk(x ) é intensidade dos births no instante
k, pS é a probabilidade de que um alvo ainda exista no momento k, e πk|k−1 é a
função de transição alvo, Dk−1 é a intensidade anterior, Dk é a PHD a posteriori,
pD é a probabilidade de que um objeto seja detectado no momento k, ck(z) é o PHD
do clutter no instante k, gk(z|x) é o modelo de observação. Por simplicidade, as
probabilidades de detecção pS e pD apresentadas aqui são independentes do estado.

A Equação 2.32 é interessante para uma interpretação intuitiva do passo de
atualização [1]:

• Sem objetos no campo de visão do sensor: nesse caso, número de alvos ou
objetos teriam pD = 0 e, consequentemente, Dk = Dk|k−1×(1−0+0) = Dk|k−1.
Ou seja, sem novas observações, a estimativa seria a própria predição;

• Presença de objetos no campo de visão do sensor: considerando que um objeto
no campo de visão do sensor tem pD ≈ 1 teríamos

Dk(x) ≈
∑

z∈Zk

gk(z|x)
ck(z) +

∫
pDgk(z|x)Dk|k−1(x)dx

Portanto, a PHD da predição seria modificada pela soma dos termos depen-
dentes das observações e do clutter ;
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• Robustez ao clutter : considerando que λ é grande e uniformemente distribuído
numa região |R|, teríamos

pD
gk(z|x)

λ
|R| + pDgk(z|x)Dk|k−1(x)

≈ pD
|R|
λ

gk(z|x) ≈ 0,

uma vez que λ domina o numerador. Portanto, nessa região R, é provável que
seja um falso alarme e não contribuiria significativamente para a posteriori.
Por outro lado, se uma observação é originada de uma região de baixo clutter,
é improvável que seja um falso alarme, portanto, ck(z) ≈ 0, portanto,

pD
Dk|k−1(x)gk(z|x)

ck(z) + pDgk(z|x)Dk|k−1(x)
≈ pD

Dk|k−1(x)gk(z|x)
0 + pDgk(z|x)Dk|k−1(x)

≈ 1,

ou seja, contribuiria na atualização da intensidade.

2.4.3 Filtro PHD baseado em misturas Gaussianas

De acordo com [101], muitos modelos estatísticos envolvem uma distribuição de
mistura finita de uma forma ou de outra. Tais modelos recebem particular atenção
no campo da aprendizagem não supervisionada. Por exemplo, misturas Gaussianas
podem ser utilizadas para representar a existência de clusters. Apesar de menos
difundido, esse tipo de modelo também é utilizado na estimação Bayesiana, como
no caso do (Mixture Kalman Filter) proposto em [102].

Uma mistura Gaussiana, para um filtro multiobjetos GM PHD, pode ser definida
como uma soma ponderada [103]:

GM(x) =

Jk∑

i=1

w
(i)
k N (x;m

(i)
k , P

(i)
k ), (2.33)

onde w
(i)
k , m(i)

k e P
(i)
k são, respectivamente, o peso, a média e a matriz de covariância

do i-ésimo componente da mistura composta por um total de Jk Gaussianas. No
filtro GM PHD, todos os seus componentes (births, spawning etc.) são modelados
como uma GM.

O filtro PHD possui duas aproximações clássicas. A primeira delas utiliza par-
tículas, chamada Sequential Monte Carlo (SMC) [73, 104]. Já a abordagem GM,
objeto deste estudo, é tida como menos custosa computacionalmente [2].

Aqui, será apresentada uma versão linear do filtro, podendo ser adaptada para o
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caso não linear (ver [2]), na qual cada alvo ou objeto possui o modelo dinâmico [29]

fk|k−1(xk|k−1) = N (x;Fk−1xk−1, Qk−1) e (2.34)

gk(z|x) = N (z;Hkxk−1, Rk), (2.35)

onde N (·;m, Qk−1) denota uma fdp Gaussiana de média m e matriz de covariância
Q, Fk−1 é matriz de transição de estado, Qk−1 é covariância do ruído do processo,
Hk é matriz de observação e Rk é covariância do ruído da observação.

No caso mais geral, as probabilidades de sobrevivência pS,k(x) e de detecção dos
objetos pD,k(x) são dependentes do estado, contudo, são consideradas constantes
na maioria das aplicações encontradas na literatura. Os RFSs que modelam os
nascimentos espontâneos dos alvos existentes e dos alvos gerados a partir dos já
existentes são aproximados pelas misturas [2]

γk(x) =

Jγ,k∑

i=1

w
(i)
γ,kN (x;m

(i)
γ,k, P

(i)
γ,k) (2.36)

e

βk|k−1(x) =

Jβ,k∑

j=1

w
(j)
β,kN (x;Fβ,k−1m

(j)
β,k + d

(j)
β,k, P

(j)
β,k). (2.37)

O termo Fβ,k−1m
(j)
β,k + d

(j)
β,k leva em consideração que a posição provável dos objetos

gerados é a partir da posição a priori dos objetos já existentes acrescida de um fator
d. Além disso, a distribuição para o clutter c(z) é a de Poisson é dada por

c(z) = λkvk(z), (2.38)

onde λk é o parâmetro de Poisson que especifica o número esperado de falsos alarmes
e vk é a distribuição de probabilidade sobre o espaço de medição.

Predição

A cada instante k, a predição de função intensidade é realizada por meio da
soma das misturas gaussianas a priori (instante k − 1) com as misturas objetos
sobreviventes e dos objetos gerados

Dk|k−1(x) = DS,k|k−1(x) + γk(x) + βk|k−1(x), (2.39)

onde DS,k|k−1(x) = pS,k(x)Dk−1(x). Mais especificamente, com pS,k constante, temos

DS,k|k−1(x) = pS,k

Jk−1∑

j=1

w
(j)
k−1N (x;m

(j)
S,k|k−1k, P

(j)
S,k|k−1), (2.40)
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com
m

(j)
S,k|k−1 = Fk−1m

(j)
k−1 e (2.41)

P
(j)
S,k|k−1 = Qk−1 + Fk−1P

(j)
k−1F

T
k−1. (2.42)

Em relação aos objetos gerados, temos

w
(j)
k−1w

(l)
β,kN (x;m

(j,l)
β,k|k−1k, P

(j,l)
β,k|k−1), (2.43)

com
m

(j)
β,k|k−1 = F

(l)
β,k−1m

(j)
k−1 + d

(l)
β,k−1 e (2.44)

P
(j)
β,k|k−1 = Q

(l)
β,k−1 + F

(l)
β,k−1P

(j)
β,k−1(F

(l)
β,k−1)

T . (2.45)

Exemplo 2.4.1 Exemplo do passo de predição de uma PHD unidimensional.

Suponha que em certo instante Dk−1|k−1(x) = 0.04N (x;−2, 0.01)+0.04N (x; 2, 0.01),
ps = 0.9, Fk−1 = 1 e Qk−1 = 0.09. Além disso, não há alvo gerado a partir da PHD
a priori. Portanto, teríamos

DS,k|k−1(x) = 0.9× 0.04× (N (x;−2, 0.09 + 0.01) +N (x; 2, 0.09 + 0.01)).

Nesse mesmo instante, considerando dois nascimentos tal que

γk(x) = 0.01× (N (x;−1, 0.01) +N (x; 1, 0.01)),

teríamos a predição de acordo com

Dk|k−1(x) =0.9× 0.04× (N (x;−2, 0.09 + 0.01) +N (x; 2, 0.09 + 0.01))

+ 0.05× (N (x;−1, 0.2) +N (x; 1, 0.2)).

Esse resultado é apresentado na Figura 2.6. Observa-se uma diferença entre a inten-
sidade a priori Dk−1|k−1(x) e a DS,k|k−1(x). Como ps difere da unidade, ocorre uma
diminuição do máximo das gaussianas, bem como o achatamento da curva, uma vez
que a incerteza é aumentada durante a predição.

Atualização

Na etapa de atualização, o filtro estima os valores da função intensidade no
instante k, com base nas observações obtidas nesse mesmo instante. Como modelo
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Figura 2.6: Exemplo do passo de predição do filtro GM PHD.

para as observações, utiliza-se

gk(zk|{xk}) =





pD,kN (zk;Hkxk, Rk), se zk = {zk};
1− pD,k, se zk = ∅;

0, se |zk| > 1;

(2.46)

com pD,k e gk linear.
A função intensidade a posteriori Dk(x) é a composição entre os objetos não

detectados e os detectados [2, 29]

Dk(x) = (1− pD,k)Dk|k−1 +
∑

z∈Z

DD,k(x, z), (2.47)

onde

DD,k(x, z) =

Jk|k−1∑

j=1

wk(j)N (x;m
(j)
k|k−1k, P

(j)
k|k−1), (2.48)

wk(j) =
pD,kw

(j)
k|k−1q

(j)
k (z)

ck(z) + pD,k

∑jk|k−1

l=1 w
(l)
k|k−1q

(l)
k (z)

, (2.49)

q
(j)
k (z) = N (z;Hkm

(j)
k|k−1, Rk +HkP

(j)
k|k−1H

T
k ), (2.50)

m
(j)
k|k = m

(j)
k|k−1 +K

(j)
k (z −Hkm

(j)
k|k−1), (2.51)

P
(j)
k|k = [I −K

(j)
k Hk]P

(j)
k|k−1, (2.52)

K
(j)
k = P

(j)
k|k−1H

T
k (HkP

(j)
k|k−1H

T
k +Rk)

−1. (2.53)

Notar que I refere-se à matriz Identidade e Kk ao ganho de Kalman. Adicionalmente,
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é importante destacar que os componentes q
(j)
k são atualizados conforme um Filtro

de Kalman convencional. Portanto, para modelos não lineares, pode-se substituí-los
por suas derivações Extended ou Unscented.

Outro ponto de destaque para esse filtro é que, inicialmente, considera todas as
detecções no momento k− 1 como objetos no momento k. Isso permite que objetos
de baixa probabilidade de detecção sejam estimados de forma confiável [1].

Exemplo 2.4.2 Exemplo do passo de atualização de uma PHD unidimensional -
continuação Exemplo 2.4.1.

Suponha que z = {−2,−1, 1}, Dk|k−1 é a função intensidade apresentada na Fi-
gura 2.6 e pD = 0.7. Adicionalmente, Hk = 1, Rk = 0.22 e

ck(z) =




0, 3 se |x| ≤ 5;

0, caso contrário.

O resultado do passo de atualização é apresentado na Figura 2.7. Ressalte-se que
a PHD a posteriori possui 16 Gaussianas, contudo, apenas os elementos principais
são visíveis.
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Figura 2.7: Exemplo do passo de predição do filtro GM PHD.

36



Prune, Merge e extração

Para implementações práticas, este algoritmo necessita de etapas complementa-
res quando comparado à forma canônica da sequência Bayesiana. O filtro GM PHD
sofre de problemas computacionais associados ao aumento sem limites do número
de componentes gaussianos com o passar do tempo, de acordo com [2]. Os métodos
de Prune & Merge visam superar essa limitação prática do filtro.

O Prune consiste em eliminar componentes da mistura gaussiana com valores
abaixo de um limite T . Combinado com o primeiro, o método de Merge é aplicado
para evitar o crescimento ilimitado. Este método consiste em agrupar componentes
da GM em uma região definida pela distância de Mahalanobis1 L e delimitada pelo
limiar U de acordo com:

L :=
{
i ∈ I = w

(i)
k > T |(m(i)

k −m
(j)
k )T (P

(i)
k )−1(m

(i)
k −m

(j)
k ) ≤ U

}
, (2.54)

onde j se refere ao componente com maior peso no conjunto I. Essa distância
mede o quanto alguns pontos estão distantes da média, refletindo a dispersão da
amostra considerando a matriz de covariância. Uma interpretação intuitiva é que
quanto mais os dados estiverem correlacionados, menor será a distância entre eles,
formando um cluster.

A última etapa de uma aplicação prática do filtro GM PHD é a extração de
estado, a qual elimina componentes GM com pesos fracos após a etapa de Prune &
Merge. Uma alternativa melhor é selecionar as médias das Gaussianas que possuem
pesos maiores que um Limite de extração E [2]. É importante observar que esta
etapa não interfere no desempenho do filtro.

A estratégia proposta por Vo e Ma [2] é apresentado no Algoritmo 1.

Algorithm 1 StateExtratction
({

w
(i)
k ,m

(i)
k , P

(i)
k

}Jk

i=1

)

Set X̂k := ∅
for i← 1 to Jk

do





if w
(i)
k > E

then for i← 1 to round(wk)

do X̂k := [X̂k,m
(i)
k ]

return (X̂k)

Métricas de desempenho do filtro

O conceito de erro entre uma grandeza de referência e seu valor estimado desem-
penha um papel fundamental em qualquer problema de filtragem [106]. Ao contrário

1Ver [105].
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da ideia de distância perdida em sistemas de rastreamento de objeto único, como o
erro entre o estado real e estimado, não há uma maneira direta de medir esse erro no
caso de vários objetos. Como afirmado por Schuhmacher et al. [106], uma distância
de erro multiobjeto satisfatória precisa capturar a “diferença” entre dois conjuntos
de vetores, ou seja, o estado multiobjeto de referência e o multiobjeto estimado
estado do objeto, de uma maneira matematicamente consistente, mas fisicamente
significativa.

A métrica Optimal Sub-Pattern Assignment (OSPA) é a “distância” entre um
conjunto de objetos rastreados e as posições verdadeiras conhecidas. Essa métrica
contém duas medidas de erro entre esses conjuntos: componente de erro de locali-
zação (que considera a estimativa de estado) e componente de cardinalidade (uma
referência para o número de alvos perdidos).

Para dois conjuntos finitos X e Y com as respectivas cardinalidades m e n, para
m ≤ n, a métrica OSPA é definida de acordo com [106]:

d
(c)

p (X, Y ) :=

(
1

n

(
min
π∈Π

m∑

i=1

(d(c)(xi, yπ(i))
p + cp(n−m)

)) 1
P

, (2.55)

onde d(c)(x, y) := min(c, d(x, y)) é a distância de corte entre dois elementos de X e
Y com c > 0 sendo o parâmetro de corte, Πn representa o conjunto de permutações
de comprimento m com elementos retirados de {1, 2, . . . , n} com n ∈ N, qualquer
elemento π ∈ Πn é uma sequência π(1), ..., π(n) e 1 ≤ p <∞ .

O parâmetro de corte c determina o peso relativo do componente de erro de car-
dinalidade em relação ao componente de erro de distância base. Valores maiores de
c tendem a enfatizar erros de cardinalidade. Já o parâmetro p, controla a penalidade
atribuída às estimativas “outlier” (que não estão próximas das posições truth). Um
valor mais alto de p aumenta a sensibilidade a valores outliers [107].

2.4.4 Considerações finais

Além da motivação para uso dos RFS, este capítulo abordou os principais con-
ceitos necessários para aplicação dessa técnica no problema de tracking ou de ma-
peamento em robótica, desde a definição até aplicação de filtro PHD.
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Capítulo 3

Filtro PHD no problema de
mapeamento em robótica

A solução do problema de localização é um dos pontos-chave para o desenvol-
vimento de robôs. A partir da obtenção dessa informação, é possível fornecer os
dados para o sistema de navegação do veículo. Com isso, uma trajetória é definida
e seguida pela camada (ou módulo) de controle da trajetória.

Contudo, antes de se localizar, é preciso uma referência ou, de maneira abran-
gente, um mapa. Em muitos sistemas reais, os mapas não são completamente co-
nhecidos ou são, até mesmo, desconhecidos.

Portanto, em robótica, temos dois problemas, localização e mapeamento, que
quando combinados e solucionados de maneira conjunta são chamados SLAM (Si-
multaneous Localization and Mapping). Isto posto, esse capítulo objetiva apresentar
os principais conceitos relacionados ao tema do ponto de vista bayesiano.

O objetivo deste capítulo é apresentar os principais conceitos de localização e
mapeamento e, a partir disso, apresentar aplicação de abordagem baseada em RFS
utilizada para o mapeamento em robótica.

3.1 A taxonomia dos problemas de localização e

mapeamento

Segundo Thrun et al. [96], nem todo problema de localização é igualmente difícil.
Para se entender a dificuldade envolvida nesse tipo de problema, é realizada uma
classificação baseada nos casos mais recorrentes. Uma vez que no SLAM trata, em
muitos casos, o mapeamento e a localização como problemas independentes, essa
mesma divisão pode ser adotada.

A seguir, apresenta-se tal categorização com base no proposto por Thrun
et al. [96] e Stachniss et al. [18].
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3.1.1 SLAM completo x em tempo real

O problema de SLAM é dito completo (do inglês, full) é aquele no qual se quer
determinar toda a trajetória realizada por um robô desde o instante inicial 0 [108].
Matematicamente, temos a distribuição de probabilidade

p(X0:k|Z0:k, U0:k), (3.1)

onde a X1:k = [x0 ... xk], Z1:k = [z0 ... zk], e U1:k = [u0 ... uk]. Nesse caso, toda a
informação disponível é utilizada.

Já o chamado SLAM em tempo real (do inglês, online), apenas a informação
instantânea é de interesse e, para isso, utiliza-se a distribuição

p(Xk|Zk, Uk). (3.2)

Os algoritmos que tratam do problema online são comumente chamados fil-
tros [18].

3.1.2 Localização global x local

Esse tipo de problema pode ser caracterizado pelo conhecimento acerca da lo-
calização no instante inicial. São três casos, num nível crescente de dificuldade, de
acordo com [96]:

1. Rastreamento de posição (position tracking) – a posição inicial do robô é
conhecida. A incerteza da posição é aproximada por uma distribuição unimo-
dal. Trata-se de um problema local (incerteza confinada a uma região onde a
pose é verdadeira).

2. Localização global (global localization) – a posição inicial não é conhecida.
A aproximação por distribuições unimodais é inadequada.

3. Problema do robô sequestrado – durante a operação, o robô pode ser
retirado da posição ao longo de seu percurso e transferido para outra posição
aleatória. É uma variação do problema de localização global, porém ainda
mais complexo, pois o robô pode acreditar estar em um ponto no qual ele não
está. O uso prático desse tipo de problema é na verificação da habilidade do
robô se recuperar de falhas em uma localização global.

3.1.3 Ambientes estáticos x dinâmicos

Com relação ao ambiente no qual o robô está inserido, pode-se dizer ser estático
quando o único agente em movimento é o próprio robô. Já no dinâmico, outros
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objetos podem movimentar-se ou mudar de posição com o tempo. O caso dinâmico
pode ser mais realista, porém, mais complexo do que o primeiro.

3.1.4 Representação topológica x métrica

Algumas representações do ambiente são fundamentadas numa descrição quali-
tativa do ambiente, o qual é descrito por meio de relações entre os marcos (locais
de interesse, importância). Esse mapas caíram em desuso em robótica e os métricos
(baseados em coordenadas, distâncias) são os mais utilizados em SLAM, de acordo
com Stachniss et al. [18].

3.1.5 Localização passiva x ativa

Na localização passiva, o sistema de localização do robô apenas observa o ambi-
ente e não há atuação sobre o movimento do robô motivada por essa tarefa.

Já na localização ativa, o sistema de localização do robô pode, de acordo com
a necessidade, utilizar-se do controle de movimento para auxiliar nessa tarefa. Ti-
picamente, possuem resultados melhores do que no caso passivo. Um exemplo de
aplicação é na navegação costeira que tem como limitação depender de uma ação de
controle sobre o robô. Outro exemplo típico é o processo de triangulação de uma
AUV que utiliza sonares passivos, ver [109].

3.1.6 Multi-robôs x robô único

Quanto à quantidade de robôs empregados na solução, há a possibilidade de
haver um sistema de localização baseado em apenas um robô, o qual com meios
próprios determina sua localização no mapa.

Contudo, existem sistemas que empregam times de robôs, onde cada robô pode
compartilhar dados sobre sua localização com os demais por um sistema de comu-
nicação.

3.1.7 Localização baseada em marcos x casamento de mode-

los

Na localização baseada em marcos (landmarks), objetos do ambiente são utili-
zados como referencial para prover localização.

Já na localização por casamento de modelos (model matching), características
geométricas são extraídas de imagens do ambiente e comparadas com um modelo
do ambiente, possibilitando assim a verificação de erros de odometria [110], para
exemplos, ver [111, 112].
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3.2 Mapeamento “convencional”

Segundo Stachniss et al. [18], os trabalhos nessa área foram inicialmente con-
centrados em robôs que operavam em ambiente fechado (indoor). Daí a utilização
inicial de mapas bidimensionais, dada a facilidade de representação dos obstáculos
ou objetos presentes. Hoje há uma enorme gama de aplicações e diferentes formas
de representar o mundo no qual o sistema autônomo está inserido, cada uma delas
adequada à situação enfrentada. Diferentes formas para modelar o ambiente utili-
zadas nos problemas de mapeamento e SLAM pode ser consultadas em [18], [113] e
[114].

Do ponto de vista bayesiano, o mapeamento é definido matematicamente como
a distribuição

p(M |Xk, Zk), (3.3)

onde M é o mapa do ambiente, Xk é posição do veículo e Zk a observação.
Essa distribuição será definida de acordo com o tipo de abordagem adotada. His-

toricamente, as principais formas de representação são: occupancy gridds e feature-
based.

3.2.1 Mapas baseados em occupancy grids

Segundo Burgard et al. [115], os mapas dessa categoria, introduzidos nos anos
1980 por Moravec e Elfes[116], são uma abordagem popular e probabilística para
representar o meio ambiente. A técnica consiste em dividir o ambiente numa grade
e calcular a probabilidade de cada célula estar ocupada ou não.

Possuem a vantagem de não depender de algum recurso predefinido. Além disso,
oferecem acesso em tempo constante às células e fornecem a capacidade de represen-
tar áreas desconhecidas (não observadas), que podem ser importantes, por exemplo,
de acordo com Burgard et al. [115], em tarefas de exploração. Como principal limita-
ção, podem apresentar erros significativos de arredondamento devido à discretização.

Para o caso 2D, assume-se que o mapa é uma grade bidimensional de L células,
denotas por m1, ...,mL. Dadas a sequência de observações e a das posições do
robô, o objetivo é calcular a distribuição de probabilidade a posteriori p(M |Xk, Zk)

considerando a hipótese de independência

p(M |x1:k, z1:k) =
L∏

l=1

p(M |x1:k, z1:k), (3.4)

como forma de tornar o problema tratável computacionalmente.
Note que esta suposição é bastante forte. Basicamente, afirma que qualquer

informação sobre a ocupação de uma célula não nos diz algo sobre as células vizinhas
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[115]. Com isso, o problema resume-se a se determinar a ocupação de cada célula
individualmente. Detalhes acerca do algoritmo podem ser encontrados em [117].

3.2.2 Mapas baseados em Features

Para ambientes com objetos (marcos ou alvos, também chamados na literatura
inglesa de landmarks ou simplesmente features) localmente distinguíveis, os mapas
feature-based têm sido amplamente utilizados. Assumi-se que a posição do robô
é sempre conhecida e que resta, simplesmente, manter uma estimativa sobre as
posições dos marcos individuais ao longo do tempo [115].

Como já explicitado neste trabalho, um mapa M , definido sob essa abordagem,
consiste em uma coleção de features. O caso mais simples a ser considerado é quando
o objeto é caracterizado apenas por suas coordenadas cartesianas (representado
como um ponto), não se considerando nenhuma característica adicional (e.g. cor,
geometria etc.).

Essa facilidade de representação, associada à condição da posição do robô ser
considerada determinística, faz com que as distribuições gaussianas sejam as mais
utilizadas, considerando-se o modelo de observação linear. Tal hipótese diminui
a complexidade do algoritmo, sendo tomada como base para o FastSLAM [118],
segundo Burgard et al. [115].

Matematicamente, temos

p(M |xk, zk) =
p(zk|xk,M)p(M,Xk)

p(xk, zk)
, (3.5)

considerando p(xk) = 1,

p(M |xk, zk) = ηp(zk|M)p(M), (3.6)

sendo η um fator de normalização.
O modelo de predição é simplesmente

xmap(k|k − 1) = xmap(k − 1|k − 1). (3.7)

Inicialmente, o mapa está vazio, por isso, é necessário utilizar algum método
para a adição de features recém-descobertos a ele. Para este fim, introduz-se uma
função de inicialização de características Y que toma como argumentos o vetor de
estado antigo e uma observação para um marco e retorna um novo vetor de estado
mais longo com o novo recurso em seu final, considerando a utilização de abordagem
vetorial.

Como exemplo, para o caso de medições de direção e distância, ter-se-ia a adição
de nova característica dada por
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xnew =

[
xv + r cos(θ + θv)

yv + r sin(θ + θv)

]
, (3.8)

onde [xv yv]
T corresponde à coordenada do veículo, θv à orientação do veículo, θ é o

ângulo do marco em relação ao robô.
Com essa estratégia, também é preciso uma forma de alterar a matriz de co-

variância da distribuição p(M |xk, zk). Possíveis estratégias e seus maiores detalhes
podem ser consultados em [96], como no caso da adotada pelo filtro EKF.

3.2.3 Localização e mapeamento simultâneos

O SLAM, do ponto de vista bayesiano, consiste em determinar a distribuição
a posteriori da pose do robô e do mapa dadas as medições e a ação de controle.
Matematicamente,

p(xk,M |zk, uk). (3.9)

Esse problema é do tipo chicken and egg, pois um mapa é necessário para se deter-
minar a localização e para a estimativa da pose é necessário um mapa.

O SLAM é fundamental para uma variedade de aplicações, como robôs em am-
bientes indoor, outdoor ou confinados, veículos aéreos e subaquáticos tripulados e
autônomos.

Torna-se de difícil solução, uma vez que é preciso estimar tanto a posição do
robô quanto o mapa, cuja relação entre as observações não é conhecida. Daí surge
outra dificuldade extra, a associação de dados, que, segundo Stachniss et al. [18], na
prática, é um dos problemas mais difíceis do mapeamento e localização simultâneos.

Ainda segundo Stachniss et al. [18], existem três paradigmas principais, dos
quais as demais soluções derivam, os filtros EKF, de partículas e as baseadas em
representações gráficas (grafos).

Um algoritmo que merece ser destacado é o FastSLAM (Fast Simultaneous Lo-
calization and Mapping). De acordo com Montemerlo e Thrun [119], o EKF tem
duas sérias deficiências que o impedem de ser aplicado a ambientes grandes e reais:
complexidade quadrática e sensibilidade a falhas na associação de dados. Ainda em
consonância com [119], trata-se de uma abordagem alternativa baseada no Filtro de
Partículas Rao-Blackwellized [120], que escala logaritmicamente o número de pontos
de landmarks no mapa.

De acordo com [18], o FastSLAM utiliza partículas Rao-Blackwellized na etapa
de predição e mantém na estimação (filtragem) o EKF. Maiores detalhes sobre o
algoritmo, e suas diferentes versões, podem ser consultados em [121].
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3.3 RFS aplicado ao mapeamento em robótica

Como mencionado anteriormente, em contraste com a representação vetorial, o
RFS dos estados do mapaMk pode encapsular de forma unificada as incertezas de
cardinalidade e localização. Dessa forma, superando a associação de dados, a qual
é um dos principais desafios no mapeamento, como já afirmado anteriormente.

Nessa abordagem, o mapa pode ser definido como o RFSM tal que

Mk = {mk,1, ...,mk,nk
} ∈ F(M), (3.10)

onde F(M) é o conjunto com todos os subconjuntos de M ⊆ Rnm e m ∈ Rf , com
f sendo o número de features utilizado.

O RFS para as observações é definido como [1]

Zk =
⋃

m∈Mk

Dk(m,Xk) ∪ Ck(Xk), (3.11)

onde Dk é obtido a partir das medidas geradas pelas características (features) e Ck
pelas medidas espúrias (clutter), em um instante k, que podem depender da posição
Xk do robô.

De forma geral, Zk pode representar uma série de parâmetros medidos, mas, no
caso mais simples aqui descrito, é uma medida de distância e ângulo em relação ao
sensor do robô. É importante ressaltar que a cardinalidade de Zk geralmente difere
da de Mk devido às incertezas nas medições, oclusões, medições espúrias e novos
elementos entrando no campo de visão do robô. Supõe-se também que Dk e Ck são
RFSs independentes [34].

O RFS de medidas gerado por uma feature m tem densidade de probabilidades
igual a pD (m,Xk)gk(z|m,Xk), onde o primeiro termo é a probabilidade de um sensor
detectar uma feature m e o segundo é a probabilidade de uma feature m gerar uma
medida z.

A habilidade de um sensor (ou um algoritmo de detecção de features) detectar um
dado objeto pode ser altamente influenciada por sua posição relativa. Por exemplo,
uma oclusão ou grande distância pode resultar em pD = 0 [31].

A densidade de probabilidade de um sensor produzir uma medida Zk , dado um
estado do robô (posição e orientação), Xk, é dada pela convolução [1]:

gk(Zk|Xk,Mk) =
∑

W⊆Zk

gD(W|Mk,Xk)gC(Zk −W), (3.12)

onde gC(Zk−W) é a densidade das medições espúrias e gD é a densidade do RFS Dk

das medições geradas pelas features em Mk (dado estado do veículo). O primeiro
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termo incorpora as incertezas das medições e ruídos, o segundo termo modela os
dados espúrios gerados pelo sensor que é, tipicamente, definido previamente. É
reproduzida abaixo a forma geral da recursão de Bayes para mapeamento baseado
em RFS:

pk|k−1(Mk,Z0:k−1,Xk) =∫
fM(Mk|Mk−1,Xk)pk−1(Mk,Z0:k−1,X0:k−1)δMk−1

(3.13)

e

pk(Mk,Z0:k,Xk) =

gk(Zk|Xk,Mk)pk|k−1(Mk,Z0:k−1,Xk)∫
gk(Zk|Xk,Mk)pk|k−1(Mk,Z0:k−1,Xk)δMk

,
(3.14)

sendo δ a indicação de integral de um conjunto e a integral é definida de acordo
com a Equação 2.10. É importante ressaltar que essa formulação é equivalente à
apresentada nas Equações 2.29 e 2.30, apenas adaptada ao caso onde o estado de
interesse é um mapa.

Esse mapa baseado em features encapsula as incertezas inerentes no número de
características introduzidas na detecção, medidas espúrias e movimentos do robô,
assim como as incertezas de posição introduzidas pelo ruído de medição.

Como fica evidente pelas equações acima, a aplicação da forma geral da recursão
de Bayes é matematicamente intratável, similar ao caso descrito no Capítulo 2. Uma
aproximação baseada no filtro GM PHD é proposta em [34]. O filtro aqui utilizado
é o definido na Tabela II dessa referência. O objetivo é propagar a intensidade υk

do mapa no lugar de toda a densidade multidimensional

υk|k−1(m|Xk) = υk−1(m|Xk−1) + bk(m|Xk), (3.15)

onde bk é o PHD do RFS das últimas features detectadas B(Xk).
A correção do filtro PHD, que tem forma similar ao Filtro de Bayes usual, é dada

por:

υk(m|Xk) = υk|k−1(m|Xk)×
[
1− pD(m|Xk)+

∑

z∈Zk

pD(m|Xk)gk(z|m,Xk)

ck(z|Xk) +
∫
Mk

pD(m|Xk)(ξ|Xk)gk(z|ξ,Xk)υk|k−1(ξ|Xk)dξ

]
,

(3.16)

onde υk(m|Xk) é a predição para a função de intensidade, pD(m|Xk) a probabilidade
de uma feature m ser detectada com o robô na posição Xk, gk(z|m,Xk) o modelo
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de medição do sensor no instante k e ck(z|Xk) a intensidade de medições espúrias
no instante k.

3.4 Simulações e resultados

Neste estudo, foi considerado apenas o problema de mapeamento, o que não
invalidaria uma análise, pois mesmo no RFS SLAM, para um melhor desempenho
computacional, há uma separação do problema. A partir da hipótese de independên-
cia entre os problemas, a localização é, normalmente, realizada por algum algoritmo
baseado em Kalman ou filtro de partículas, conforme [99].

3.4.1 Cenário

Para as simulações, foram utilizados os dados do ambiente e dos sensores dispo-
nibilizados em [122]. Tal framework foi adaptado para receber o algoritmo imple-
mentado, o qual foi baseado nas referências [2], [29] e [17], bem como nos códigos
disponibilizados em [123, 124] e [125].

O mapa true do ambiente, com escala em metros, pode ser visualizado, para o
instante k = 1, na Figura 3.1.
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Figura 3.1: Cenário simulado em k = 1.
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As landmarks estáticas, num total de 9, estão marcadas em preto e o robô em
vermelho, as observações estão marcadas por pontos em azul e as linhas pretas entre
o robô e as detecções são apenas uma representação para indicar cada observação
dentro do FoV dos sensores. As coordenadas do robô e a posicionação de cada objeto
é definida na Tabela 3.1

Tabela 3.1: Estado do robô e objetos (landmarks) em k = 0.

Entidade x0 [m] y0 [m] Orientação inicial θ0 [Deg]

Robô 0 0 0

Objeto 1 0 4 Não aplicável
Objeto 2 2 7 Não aplicável
Objeto 3 9 2 Não aplicável
Objeto 4 10 5 Não aplicável
Objeto 5 9 8 Não aplicável
Objeto 6 5 5 Não aplicável
Objeto 7 5 3 Não aplicável
Objeto 8 5 9 Não aplicável
Objeto 9 2 1 Não aplicável

3.4.2 Modelos utilizados

Neste cenário, o robô possui a seguinte equação dinâmica (modelo odomé-
trico) [96]:

xk = xk−1 + δtrans cos (θk−1 + δrot1), (3.17)

yk = yk−1 + δtrans sin (θk−1 + δrot1), (3.18)

θk = θk−1 + δrot1 + δrot2, (3.19)

onde [xk yk θk]
T corresponde à pose do robô no instante k, no intervalo (k − 1, k] o

movimento é aproximado por uma rotação δrot1, seguido de uma translação δtrans e
uma segunda rotação δrot2.

Já o modelo de observação dos objetos é dada por [96]:

zk =

( √
q

atan2(δy, δx)− θk,robot

)
, (3.20)

onde q = δT δ,

δ =

(
δx

δy

)
=

(
xk,object − xk,robot

yk,object − yk,robot

)
(3.21)
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e atan2 é a tangente inversa de quatro quadrantes (várias linguagens de programação
fornecem uma implementação dessa função). Essa extensão da função arco tangente
retorna valores entre [−π, π] ao invés de valores entre [−π/2, π/2].

3.4.3 Parâmetros do filtro

Nas simulações, foi implementado o filtro GM PHD com os parâmetros apresen-
tados na Tabela 3.2, os quais foram obtidos por tentativa e erro.

Tabela 3.2: Parâmetros utilizados pelo filtro GM PHD.

Parâmetro Valor

Alcance máximo do sensor 2.5 km
σ2 para a distância 0.16 m
σ2 para ângulo π/180◦

Probabilidade de sobrevivência (pS) 1

Probabilidade de detecção (pD) 0.98

Clutter 0.02× 102

Prune threshold (T ) 10−5

Merge threshold (U) 4

Extraction threshold (E) 0.5

Para a estratégia de nascimento dos objetos, utiliza-se uma mistura gaussiana
em que cada nova landamrk i, detectada no instante k, possui peso wk,i = 0.01,

xk,i = h−1(zk,i,xk,robot),

e
Pk,i = Mk,iRk,iM

T
k,i,

onde
Mk,i = jacobiano(xk,i,xk−1,robot)

e

Rk,i =

(
0.162 0

0 (π/180)2

)
.

3.4.4 Resultados

Os resultados obtidos são apresentados por meio de um exemplo, ver Figura 3.2,
que ilustra os objetos estimados no instante k = 330, o último passo da simulação
realizada. Além disso, a métrica OSPA, com c = 100 e p = 1, é apresentada na
Figura 3.3.
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Figura 3.2: Cenário simulado em k = 330.
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Figura 3.3: Métrica OSPA para as simulações realizadas.

A métrica OSPA indica que, após um transitório inicial, os alvos dentro do
FoV dos sensores do robô são observados e estimados com um erro praticamente
constante, exceto em torno de k = 250 e k = 300. Nessa primeira região, ocorre
uma piora do desempenho do filtro, enquanto no segundo momento há uma sútil
melhora, relembrando que quanto menor o valor da métrica, melhor é considerado
o desempenho do filtro.

3.5 Considerações finais

Inicialmente, este capítulo retomou conceitos-chave no problema de SLAM. Além
disso, definiram-se os diferentes tipos de mapas utilizados em robótica. A partir
disso, foi proposto um filtro GM PHD para aplicação no problema de mapeamento
em robótica baseado em features, apresentando-se os resultados por meio da métrica
OSPA.

Com isso, pode-se aplicar técnicas baseadas em Random Finte Sets ao problema
de mapeamento em robótica.
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Capítulo 4

Filtro PHD em rastreamento e
vigilância marítima distribuída

Este capítulo tem como objetivo apresentar a aplicação das técnicas baseadas em
RFS no problema de rastreamento de múltiplos alvos (multitarget tracking) em uma
área de vigilância marítima. Nesse contexto, é proposto um esquema de fusão dos
dados obtidos localmente por cada nó da rede. Para isso, são apresentados conceitos
iniciais relacionados ao problema de rastreamento de múltiplos alvos e sistemas de
tracking, em particular, numa área de vigilância marítima. Em seguida, o cenário
simulado é descrito e os resultados são discutidos.

4.1 Introdução aos sistemas de rastreamento

Existem diversas aplicações para os sistemas de tracking: veículos autônomos,
aviação, substância em células etc. Os algoritmos utilizados nesses sistemas são
desenvolvidos para responder diferentes questionamentos, tais quais:

• Quantos objetos existem?

• Onde eles estão e para onde vão?

• Possuem características ou propriedades importantes?

• Como esses objetos se comportam ao longo do tempo?

Somente para exemplificar a diversidade de aplicações dos sistemas de vigilância
e desses algoritmos, poder-se-ia citar:

• sistemas de radares terrestres de vigilância em aeroportos [126, 127];

• grupo de pedestres por segurança ou qualquer outro motivo [128–131];

• rastreamento microfluídico das propriedades de células [132, 133];
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• rastreamento de corpos rígidos (extended targets) [134, 135];

• veículos autônomos rastreando objetos (outros carros), faixas, pedestres
etc [136–140].

Todos esses sistemas possuem o tema em comum: rastrear múltiplos alvos. Esse
problema é chamado multi-object tracking (MOT) ou multi-target tracking (MTT),
o qual é relevante para áreas como:

• robótica;

• vigilância;

• veículos autônomos;

• automação da produção;

• medicina;

• redes de sensores.

Historicamente, os algoritmos de MTT têm sua origem em aplicações de ras-
treamento e/ou acompanhamento de aviões com o uso de radares. Entretanto, o
rastreamento de objetos em cenários urbanos, com o intuito de promover a compre-
ensão (situation awareness ou consciência situacional) desse, torna-se cada vez mais
importante, ainda mais com o advento e a evolução crescente das tecnologias em
veículos autônomos (ou condução autônoma) [141].

Definições em multitarget tracking

O Single Target Tracking (STT) ou Single Object Tracking (SOT) é um problema
de filtragem. SOT consiste em um cenário com um único alvo, cujo estado evolui
ao longo do tempo e é apenas parcialmente observado por um sensor em intervalos
discretos de tempo [142].

De acordo com [143], SOT pode ser definiodo como processamento sequencial
das observações de sensores ruidosos para estimar o estado do objeto, o qual pode
conter:

• posição;

• propriedades que descrevem seu movimento (velocidade, por exemplo);

• outras características de interesse.
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Normalmente, o estado completo não pode ser medido diretamente.
Já o MTT ou MOT, segundo Granstrom [143], é uma extensão do SOT e

pode ser definido como o processamento de várias medições obtidas de vários alvos.
Portanto, o MOT pode ser definido como o processamento sequencial de medições
de sensores ruidosos para determinar:

• o número de objetos dinâmicos; e

• o estado de cada objeto.

Percebe-se que, a partir, dessa definição, o MOT poderia ser encarado como diversos
problemas SOT. Daí, surge outro problema, como associar às observações a cada
um dos alvos? Esse é o problema da associação de dados.

Uma parte relevante da solução no MOT é resolver o problema de associação de
dados, às vezes também chamado problema de correspondência. Associação de dados
significa associar cada medição a uma das fontes geradoras de medição, ou seja, a
um alvo ou a um falso alarme [143]. Existem as chamadas técnicas convencionais
(ver [144]) para lidar com essa questão, tais como Global Nearest Neighbor (GNN)
e Joint Probabilistic Data Association e Multiple Hypothesis Tracking (MHT). Uma
abordagem mais apurada dessas técnicas fogem do escopo deste trabalho, uma vez
que os filtros baseados em RFS não possuem uma associação de dados desacoplada,
algo já abordado anteriormente.

Desafios em multitarget tracking (MTT)

Os principais desafios em MTT consistem em:

• o número de objetos desconhecidos no campo de visão do sensor (FoV, do
inglês Field of View);

• o estado de cada objeto é desconhecido;

• os sensores são imperfeitos.

Pode-se enfatizar ainda que os objetos estão se movendo, possivelmente, de tal
forma que:

• desaparecem, ou seja, deixam o FoV (death);

• novos objetos aparecem, ou seja, entram no FoV (birth);

• alvos dentro de FoV ocluem uns aos outros.

A imperfeição dos sensores leva aos seguintes problemas principais:

• detecção perdida: quando o objeto não é detectado pelo sensor;
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• detecção falsa: uma observação que não é causada por um objeto. Também
chamados alarmes falsos ou clutter.

4.1.1 Sistemas de rastreamento e vigilância no ambiente ma-

rítimo

De acordo com Nato [145], Vigilância Marítima é a observação sistemática de
áreas marítimas de superfície e subsuperfície por todos os meios disponíveis para,
principalmente, encontrar, identificar e determinar os movimentos de navios, sub-
marinos e outros veículos, amigos ou inimigos, procedendo sobre ou sob a superfície
dos mares e oceanos do mundo. Já o Sistema de Vigilância Marítima consiste em
um sistema de coleta, reporte, correlação e apresentação de informações de apoio à
decisão. Esse sistema dá apoio à vigilância marítima. Essa percepção dos elemen-
tos e eventos ambientais sobre o ambiente monitorado corresponde à consciência
situacional da área de interesse.

Com base em [146], o MTT é uma tarefa difícil, porém, quando comparado a
rastreamentos em vários campos ou cenários, o MTT Marítimo (Maritime MTT) é
ainda mais desafiador. Essa complexidade relacionada ao ambiente marítimo está
ligada à relação sinal-clutter, a qual dificulta e limita a detecção de alvos, levando a
um elevado número de detecções imprecisas ou perdidas dos sensores (radares, por
exemplo), bem como um considerável número de falsos alarmes.

Ainda segundo Chao e Yueji [146], construir um sistema de monitoramento marí-
timo, bem estruturado e poderoso, é uma medida importante para fortalecer a defesa
nacional e manter a segurança marítima nacional. Nesse contexto, a importância do
radar para a detecção nesse tipo de ambiente continua em ascensão, portanto, forta-
lecer a pesquisa em tecnologias de rastreamento para obter uma situação marítima
mais precisa e eficiente tem um significado prático muito importante.

Dada a relevância desse tema e das dimensões da costa brasileira, em 2015, a
Marinha do Brasil apresentou o programa estratégico denominado Sistema de Geren-
ciamento da Amazônia Azul (SisGAAz). Trata-se de um sistema de vigilância com o
objetivo de monitorar a vigilância das Águas Jurisdicionais brasileiras e as áreas in-
ternacionais de responsabilidade das operações de Busca e Salvamento (SAR) [147].

O Sistema de Consciência Situacional por Aquisição de Informações Marítimas
(SCUA) implementa o projeto-piloto do SisGAAz. Trata-se de um C4ISR (Com-
mand, Control, Communications, Computers, Intelligence, Surveillance, and Recon-
naissance) que integra dados de múltiplos sensores e de múltiplas fontes para avaliar
a consciência situacional ou apoiar as atividades de tomada de decisão para a área
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marítima de interesse. No contexto da consciência situacional, o rastreamento de
múltiplos alvos é uma tarefa crucial.

A arquitetura desse sistema proposto é dita distribuída, ou seja, é composta por
diversos nós, os quais compõem uma rede de sensores. Esses dispositivos podem ser
fixos (estacionários) ou móveis (embarcados em navios ou lanchas). Essas arquite-
turas distribuídas, ainda mais em redes de grandes dimensões como é a proposta do
SisGAAz, possuem a capacidade de geração de dados em altas taxas proporcionada
pela evolução das tecnologias de sensores para uso militar e exigem o uso de vários
subsistemas existentes, sensores comerciais off-the-shelf (COTS) e de Internet das
Coisas (IoT) devido à suas vantagens inerentes [88]. Para processar esses dados pro-
duzidos por diversas fontes, foram desenvolvidas técnicas de fusão de informações
de múltiplos sensores distribuídas, onde as observações são processadas de forma
distribuída [148–150].

Em arquiteturas distribuídas tais como a utilizada pelo SCUA (Figura 4.1), as
estimativas locais usando as observações de processadores locais são feitas e então
transmitidas para um centro de fusão onde a decisão final global ou estimativa é
feita em termos de alguns critérios. Essa arquitetura multissensor distribuída tem
muitas vantagens, como mais capacidade, confiabilidade, robustez e capacidade de
sobrevivência do que a arquitetura centralizada [151]. As simulações apresentadas

Figura 4.1: Arquitetura de sistema distribuído com fusão de dados centralizada.

neste capítulo utilizam esse mesmo esquema, o qual é ilustrado por uma rede de 2

sensores estacionários que realizam a solução local de MTT e uma estação central
responsável pela fusão da informação oriunda dos sensores distribuídos.
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4.2 Simulações

Por questões de confidencialidade e acesso aos dados, as simulações aqui apresen-
tadas são baseadas em observações obtidas por meio do MATLAB Sensor Fusion®,
esses dados são utilizados para ilustrar os resultados do esquema de fusão proposto.

4.2.1 Cenário simulado

Neste cenário de simulação, a rede distribuída é composta por dois sensores es-
tacionários (radares 2D), os quais cobrem um setor de azimute de 90 graus de uma
baía. Esses radaress estão posicionados diagonalmente na área de vigilância em
direções opostas, conforme Tabela 4.1. Cada um deles possui uma solução local res-
ponsável por rastrear os alvos em seus respectivos FoV e fornecer a distribuição de
intensidade a posteriori. Os efeitos de latência e limitações de largura de banda na
comunicação não são considerados nas simulações. Devido às relativamente peque-
nas distâncias envolvidas, o efeito da curvatura da Terra nas observações também
não é considerado.

Este cenário foi definido de acordo com os principais aspectos: disponibilidade
e facilidade de acesso aos dados. Não havia mais sensores disponíveis na coleta e
análise de dados reais para preparar a simulação. Além disso, dados obtidos de
sensores instalados em navios podem expor dados sensíveis de desempenho do meio.
Dadas as regulamentações brasileiras, esses dados adicionais exigiriam um esforço
significativo para consultar as autoridades competentes. Apesar desta limitação de
dados, este cenário mostrou-se adequado para este trabalho.

Tabela 4.1: Sensores e Estação Central utilizados nas simulações.
Sensor Coordenadas da posição [km] Setor pelo FoV [rad]

Radar 1 (7.38,−0.236) [0,−π/2]
Radar 2 (−4, 9) [−π/2, π/2]

Estação Central (Tower) (0, 0) Não aplicável

Além disso, esse cenário simulado inclui embarcações tipicamente encontradas
na área marítima de interesse (Baía de Guanabara). Foram definidos cinco navios
no porto no setor sob vigilância. Dois deles estão navegando em movimento circular
a 20 e 30 nós. Os outros estão viajando com um movimento retilíneo de 10, 12 e 6

nós. A Tabela 4.2 resume as informações sobre os estados iniciais das embarcações.
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Tabela 4.2: Estado inicial e tipo de movimento dos alvos.
Embarcação Velocidade inicial [knot] Orientação inicial [º] Posição inicial [km] Tipo de movimento

1 20 130 (3.15, 7.4) Circular com raio de 200 m
2 30 120 (−0.5, 6) Circular com raio de 400 m
3 10 0 (3.2, 1.3) Retilíneo
4 12 0 (−1.5, 7) Retilíneo
5 6 90 (−0.6, 0.7) Retilíneo

A Figura 4.2 resume e ilustra o cenário de vigilância descrito.

Ship 1

Ship 2

Ship 3

Ship 4

Ship 5

Figura 4.2: Cenário de vigilância utilizado nas simulações

4.2.2 Modelos utilizados

Modelo dinâmico dos alvos

O modelo de cada embarcação (single-target model) no cenário simulado é defi-
nido por:

x = [x ẋ y ẏ ω]T , (4.1)

onde (x, y) corresponde a coordenadas de posição, (ẋ, ẏ) corresponde a velocidades
e ω é a taxa de giro constante.
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Modelo dinâmico utilizado pelos filtros

Outro modelo dinâmico crucial é o utilizado pelo próprio filtro. Apesar de se
tratar de um problema de rastreamento de múltiplos alvos, cada alvo precisa de um
modelo de movimento para a etapa de atualização do filtro. Além disso, a escolha
desse modelo está diretamente ligada ao desempenho do filtro.

O rastreamento de alvos com movimento de giro coordenado (coordinated turn
motion) é altamente dependente dos modelos e algoritmos [152]. Como os alvos
são possivelmente embarcações pequenas, rápidas e fáceis de manobrar, o modelo
não linear de giro quase constante é a melhor escolha [153]. Para cada objeto, a
dinâmica do estado é dada por [2]:

xk = F (ωk−1)xk−1 +Gwk−1 (4.2)

ωk = ωk−1 +∆uk−1, (4.3)

onde xk = [xk yk ẋk ẏk]
T corresponde às coordenadas de posição e velocidades no

instante k, ω é a taxa de variação de giro no tempo k, w = [wx wy]
T é um ruído

Gaussiano de média zero e matriz de covariância σω ∈ R2×2 , u é uma variável
aleatória com média zero e covariância σu,

F (ω) =




1 0 sinω∆
ω

−1−cosω∆
ω

0 1 1−cosω∆
ω

sinω∆
ω

0 0 cosω∆ − sinω∆

0 0 sinω∆ cosω∆



,

G =




∆2

2
0

0 ∆2

2

∆ 0

0 ∆



,

e ∆ é o intervalo de amostragem.
Para cada alvo e sensor estacionário, o modelo de observação consiste em medi-

ções de distância e ângulo, de acordo com:

zk =

[√
(xk − xs)2 + (yk − ys)2

atan2
(

yk−ys
xk−xs

)
]
+ ϵk, (4.4)

onde (xk, yk) é a posição objeto no instante k, (xs, ys) é a posição do sensor e ϵk é o
ruído Gaussiano de média zero do processo com matriz de covariância Rk ∈ R2×2 .
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4.2.3 Parâmetros utilizados nos filtros

Os filtros GM PHD utilizados nas simulações são os descritos nas Equações (2.31)
e (2.32). Cada um deles permite estimar as posições das embarcações individual-
mente, conforme descrito anteriormente. Como o modelo preditivo é não linear,
o filtro considera a versão EKF na etapa de atualização (ver [2]). A Tabela 4.3
apresenta os parâmetros de filtro usados nas simulações.

Além disso, não há spawning e o RFS de nascimento de alvos é Poisson, ou seja,
é IID no FoV do sensor, com taxa de 10−5. Os objetos são inicializados com um
peso inicial unitário e uma matriz de covariância inicial

Pbirth =




105 0 0 0 0

0 105 0 0 0

0 0 105 0 0

0 0 0 105 0

0 0 0 0 1000



.

Tabela 4.3: Parâmetros utilizados pelos filtros.

Parâmetro Valor

Alcance máximo do sensor 12 km
σ2 para a distância 25 m
σ2 para ângulo 0.5◦

Probabilidade de sobrevivência (pS) 0.99

Probabilidade de detecção (pD) 0.9

Sensor field-of-view (FoV) 90◦

Clutter 2× 10−8

Prune threshold (T ) 10−6

Merge threshold (U) 25

Extraction threshold (E) 0.8

Número máximo de componentes da GM 1000

Por fim, o RFS para os falsos alarmes segue o modelo uniforme de Poisson sobre
o FoV do sensor, sendo a região de vigilância [−π/2, π/2] rad × [0, 12] km.

Cada radar estima independentemente as coordenadas dos alvos, essa informação
precisa ser fundida. Em seguida, o processamento central simulado mescla essas
distribuições, obtendo a solução final de forma distribuída e cooperativa. Da mesma
forma que [58], o processo de merge é aquele definido na Equação 1.6. Nesse esquema
de fusão proposto, a função intensidade de cada elemento da rede é fundida por meio
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da clusterização baseada na distância de Mahalanobis, ou seja, um passo adicional
de merge.

4.2.4 Resultados obtidos

Com base na métrica OSPA exibida na Figura 4.9, os resultados apresentados nas
simulações são satisfatórios. Inicialmente, para ilustrar o desempenho alcançado, o
sistema de rastreamento simulado utiliza apenas um radar, cujo FoV é representado
pela região delimitada por linhas vermelhas (como nas demais figuras). O rastreador
apresenta bons resultados, ou seja, consegue rastrear os alvos observados pelo sensor.
As Figuras 4.3 e 4.4 ilustram esses resultados.

Figura 4.3: Rastreamento com um sensor.
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Figura 4.4: Rastreamento de dois alvos com trajetórias diferentes.

Como declarado anteriormente, esses figuras ilustram o desempenho do sistema
de rastreamento com apenas um sensor. Além disso, mostram que os navios são
rastreados independentemente de o movimento realizado ser linear ou circular, ape-
sar de um transitório inicial. Ressalta-se que as embarcações apresentam diferenças
significativas em suas velocidades e movimentos: simultaneamente, uma navega a
12 nós, enquanto a outra gira a 30 nós.

A Figura 4.4 apresenta uma visão ampliada de dois alvos com movimentos dife-
rentes, um linear e outro circular. Essa figura reforça a capacidade de rastreamento
do sistema em diferentes condições de movimento do alvo. Além disso, atesta a boa
escolha do modelo dinâmico de taxa de giro para os alvos. Essa escolha é um fator
essencial para o sucesso do sistema de rastreamento, conforme afirma [152].

Apesar da escolha bem sucedida para o modelo de predição, a Figura 4.5 ilustra
um problema existente em sistemas reais, chamado oclusão de alvos. A Figura 4.5
exibe essa limitação ao se utilizar apenas um radar. A embarcação de maior di-
mensão oclui a menor, portanto, ela não é detectada pelo sistema de rastreamento.
Tendo em vista que o sistema visa combater atividades ilegais, as quais poderiam ser
realizadas na região por embarcações de pequeno porte, é imprescindível a utilização
de sensores distribuídos por toda a área de vigilância. Este fato é ainda reforçado
pelas grandes dimensões da área de vigilância.
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Figura 4.5: Alvo em oclusão

A inserção de um segundo radar evita a oclusão de alvos, conforme ilustrado na
Figura 4.6.
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Figura 4.6: Resultado após a inserção de um segundo radar.

As Figuras 4.7 e 4.8 apresentam os resultados para o esquema de fusão proposto,
ou seja, uma rede de sensores distribuído, com dois radares.

64



Figura 4.7: Solução de tracking para o esquema proposto.
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Figura 4.8: O número de alvos estimados pelas soluções locais individualmente e
pelo esquema proposto.

É possível observar que a combinação das informações de cada solução local
permite uma convergência mais rápida para o número de alvos reais. Além disso,
é mais robusto, pois o aumento das fontes de dados (sensores) no sistema evita a
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oclusão de alvos, comparando-se ao caso com apenas um radar.
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Figura 4.9: Métrica OSPA.

Por fim, a Figura 4.9 apresenta a métrica OSPA e seus componentes, corrobo-
rando as análises qualitativas baseadas nas figuras anteriores. A solução proposta é
mais rápida e estável, como pode ser observado nos gráficos, principalmente, após o
tempo de simulação de 40 s. Cabe ressaltar que quanto menor o valor da métrica,
melhor o desempenho do filtro. Além disso, o resultado para o esquema proposto
apresenta melhores resultados para componentes OSPA de localização e cardinali-
dade. O componente de localização está relacionado ao erro de posição, como pode
ser observado na Figura 4.9, após 40 s, o valor tende a zero. Da mesma forma, no
mesmo instante, o componente de cardinalidade torna-se zero.

4.3 Considerações finais

(As simulações ilustram o problema de oclusão de alvos quando apresentam
diferentes geometrias e dimensões. A inserção de um novo sensor, e o consequente
aumento da rede de sensores, evita a oclusão dos alvos e melhora o desempenho
geral do sistema de rastreamento. Esses resultados reforçam a afirmação de Vo e
Ma [2]: A eficiência e simplicidade na implementação da recursão do filtro GM PHD
também sugerem uma possível aplicação para rastreamento em redes de sensores.

O algoritmo utilizado possui limitações de desempenho já demonstradas em ou-
tras pesquisas. A arquitetura proposta apresenta bons resultados ao aplicar uma
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etapa adicional ao algoritmo original, a principal contribuição deste trabalho: um
esquema de fusão de dados de baixa complexidade. Além disso, este esquema pro-
posto apresenta resultados promissores, principalmente quando se trata do problema
de oclusão do alvo. A questão da oclusão evidencia, ainda, para a aplicação, a neces-
sidade de uma rede de sensores distribuídos, dada a missão do sistema e a extensão
da área de interesse. Adicionalmente, é possível concluir que o aumento da área
coberta, utilizando sensores de menor capacidade, também contribui para o aspecto
econômico deste empreendimento modular.
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Capítulo 5

Filtro PHD e computação paralela

Este capítulo tem como objetivo avaliar o uso de métodos de paralelização com-
putacional combinados com filtro PHD. Essa classe de filtro surge como a base de
todas as abordagens fundamentadas em RFS, tanto em problemas de localização
& mapeamento simultâneo e mapeamento em robótica quanto no rastreamento de
múltiplos alvos. Após uma motivação para uso de versões paralelizadas do filtro,
apresenta-se o modelo computacional Gamma, o qual já vem sendo investigado para
aplicações em sistemas de rastreamento. Esse modelo é baseado em reações químicas
sendo introduzido para eliminar a sequencialidade dos cálculos executados, produ-
zindo um paralelismo intrínseco em consequência de uma execução não determinís-
tica dessas computações. Por fim, demonstra-se o potencial para a paralelização do
filtro GM PHD por intermédio de simulações.

5.1 Motivações para um filtro PHD paralelizado

Técnicas de filtragem baseadas em RFS, desempenham um papel de destaque
em aplicações de rastreamento de múltiplos alvos e robótica no problema de ma-
peamento. O filtro PHD e suas variações representam a realização computacional
primária dessa abordagem.

Apesar da ampla difusão dessa técnica, a investigação em aplicações de tempo
real ainda é incipiente, principalmente, quando se trata de redes de sensores ou
agentes (por exemplo, robôs) que colaboram na troca de dados. Existem duas
abordagens relevantes para essa questão. A primeira estratégia preza por limitar
os dados propagados na rede, enquanto a segunda em aumentar a velocidade de
computação do algoritmo.

Em uma rede de sensores cooperativos, um filtro SMC PHD sequencial com-
binado a um algoritmo de baixo custo de comunicação baseado na disseminação
aleatória de informações é proposto em [87]. As referências [154, 155] propõem uma
abordagem de consenso de cardinalidade chamada prior-CC para uma filtragem PHD
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com base em uma rede de sensores descentralizada com comunicação severamente
restrita. Ao contrário das abordagens de comunicação de filtragem serial já existen-
tes, o esquema proposto permite que a comunicação entre cada nó seja realizada em
paralelo com o cálculo da solução local do filtro.

Há uma demanda crescente por poder computacional para a resolução de proble-
mas complexos, antes considerados improváveis de serem solucionados. Por exemplo,
os carros autônomos, que exigem grandes quantidades de computação para o pro-
cessamento de dados de inúmeros sensores para tomar decisões em tempo real com
base nessa informação. O paralelismo na execução, onde vários cálculos são reali-
zados simultaneamente, tornou-se a maneira mais comum de fornecer níveis mais
altos de poder computacional, aproveitando unidades computacionais de hardware
massivamente paralelo [156].

A pesquisa em computação paralela é essencial para assegurar o progresso futuro
dos computadores convencionais. Essa, no que lhe concerne, requer programas de
benchmark para comparar plataformas, identificar gargalos de desempenho e avaliar
as soluções potenciais [157].

De acordo com [158], a paralelização de filtros PHD não é uma questão que
tenha sido explorada diretamente até 2016. Além disso, esse trabalho apresenta
um framework para filtragem paralela baseado em processamento múltiplo, que
paraleliza totalmente todas as etapas do filtro SMC PHD. De acordo com [159],
embora não haja problema de associação de dados no filtro PHD, dificilmente pode
ser implementado em tempo real em um processador serial. Esse artigo propõe um
esquema de paralelização e implementação para o filtro SMC PHD na unidade de
processamento gráfico (GPU) sob o framework Compute Unified Device Architecture
(CUDA) [160]. Até onde é sabido, não há relato sobre a paralelização da versão
do filtro PHD de mistura gaussiana (GM), apesar de existir um potencial para a
paralelização de partes do filtro, como a etapa de atualização. Nessa etapa, são
realizadas combinações entre a informação a priori e a informação observada, na
qual cada execução dessa combinação independe das demais.

O GAMMA (General Abstract Model for Multiset Manipulation) foi proposto
em 1986 para especificação de programas baseados na reescrita de multiconjuntos
(multisets) paralelos. De acordo com [161], o modelo possui execução não determi-
nística, pois seus elementos podem reagir livremente em modo paralelo, tornando
desnecessária a recursão explícita. Essa abordagem conta com uma metáfora de re-
ação química: a única estrutura de dados é o multiconjunto, cuja computação pode
ser vista como uma sucessão de reações químicas consumindo elementos do mul-
ticonjunto e produzindo novos elementos de acordo com regras particulares [162].
Essa técnica já é utilizada em outros algoritmos de rastreamento para acelerar a
computação em uma complexa rede de sensores [163–165].
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É importante destacar que a melhoria de desempenho desses algoritmos de ras-
treamento ganha importância significativa quando em sistemas de rastreamento coo-
perativo como sistema de vigilância marítima, tal como apresentado em [88, 89, 103].
Essas referências enfatizam a relevância e o impacto da Internet das Coisas (IoT) em
uma rede de sensores distribuídos. Nesse sentido, Gamma pode ser usado para explo-
rar a velocidade local combinada com melhorias de comunicação paralela no contexto
da computação fluida [166]. Versões paralelas (por exemplo, dynamic dataflow [167])
de programas imperativos ou funcionais podem ser definidas, mas nenhuma delas
pode genuinamente modelar a total ausência de ordenação entre elementos que pode
ser alcançada pelos programas em Gamma [168].

5.2 O modelo Gamma

5.2.1 Motivação para a paralelização Gamma

Computadores sequenciais estão se aproximando dos limites físicos de seu po-
der computacional, apesar do incrível ritmo de desenvolvimento da tecnologia de
processadores. Em um sistema de computação sequencial, cada processador é apli-
cado para realizar uma operação por vez, ou seja, quando uma instrução é fornecida
em um determinado momento, a próxima instrução deve aguardar a execução da
primeira instrução.

Em vez disso, em uma computação de sistema paralelo, vários processadores
cooperam para resolver um problema, reduzindo o tempo de computação porque
operações podem ser executadas simultaneamente. Em outras palavras, divide-se o
trabalho em operações sequenciais menores, as quais são realizadas concomitante-
mente.

É importante destacar a distinção entre paralelismo lógico e físico. Enquanto o
paralelismo físico está relacionado à implementação, que corresponde à distribuição
de tarefas em vários processadores, o paralelismo lógico é a possibilidade de descrever
um programa como uma composição de várias tarefas independentes [169].

Modelos paralelos de computação são relevantes para a análise e projeto de al-
goritmos em conjunto com a avaliação de desempenho. Esses modelos devem ser
independentes de hardware ou arquitetura. Como efeito, há muita diversidade neste
campo. Algoritmos desenvolvidos adotando modelos paralelos devem ser implemen-
táveis e executáveis em computadores com diferentes arquiteturas [170].

O modelo de computação baseado em reações químicas foi introduzido para
eliminar a sequencialidade dos cálculos executados para resolver um determinado
problema e assim fornecer um modelo de execução não determinístico [171]. O
Gamma foi o primeiro desses, tendo sido proposto em 1986 [162], o qual fornece
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paralelismo intrínseco como consequência dessa execução não determinística.

5.2.2 Conceitos fundamentais em Gamma

O modelo sequencial de computação baseado na arquitetura von Neumann sem-
pre desempenhou um papel de liderança no design de muitas linguagens de progra-
mação criadas no passado, principalmente por dois motivos [168]:

• Modelos de execução sequencial forneceram uma forma adequada de abstração
para algoritmos, atendendo a percepção intuitiva de um programa definido
como receita para alcançar o resultado pretendido;

• As implementações foram realizadas em arquiteturas de processador único,
refletindo essa visão sequencial abstrata.

Nesse contexto, a maioria das linguagens de programação são baseadas no pa-
radigma imperativo, que supostamente engloba a arquitetura tradicional de von
Neumann. Consequentemente, os programas contêm instruções sequenciais, que
nem sempre são impostas pela lógica do problema em si, mas sim pelo modelo
computacional.

As linguagens de programação funcionais representam uma tentativa de forma-
lismo de alto nível não imperativo. No entanto, elas fazem uso massivo da recursão,
tanto em estruturas de dados quanto em programas, o que acaba se tornando uma
forma disfarçada de sequencialidade [172].

É fundamental destacar as questões relacionadas à separação entre o problema
e a implementação. Seria outro fator complicador na programação paralela, pois
várias linhas de controle sequenciais precisariam ser gerenciadas simultaneamente.

O modelo Gamma surge como um formalismo de alto nível para especificar pro-
gramas de forma elegante e naturalmente paralela por meio do operador Γ e sua
estrutura de dados: o multiset que pode ser do tipo real, character, integer, tuple,
ou mesmo outro multiset.

Este modelo pode ser descrito como um transformador do multiset : a computa-
ção é uma sucessão da aplicação de regras que consomem seus elementos enquanto
novos são produzidos no multiset. A computação termina quando nenhuma regra
pode ser aplicada [172].

As operações básicas em multisets são as seguintes [169]:

• união: o número de ocorrências de um elemento em M1+M2 é a soma de seus
números de ocorrências em M1 e M2;

• diferença: o número de ocorrências de um elemento em M1−M2 é a diferença
entre seus números de ocorrências em M1 e M2 (se essa for maior ou igual a
zero; caso contrário, é zero);
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• produto: M ×N é o produto cartesiano entre M e N ;

• máximo: o número de ocorrências de um elemento em M ∪N é o máximo de
seus números de ocorrências em M e N ;

• mínimo: o número de ocorrências de um elemento em M ∩ N é o mínimo de
seus números de ocorrências em M e N ;

• cardinal: card(M) fornece a soma dos números de ocorrências de todos os
elementos do multiconjunto M .

O conceito central em Gamma é o operador Γ. Essa estrutura de controle possi-
bilita a execução de um programa de acordo com o modelo e pode ser formalmente
definida por (adaptado de [172]):

Γ((R1, A1), ..., (Rm, Am))(M) =

if ∀ i ∈ [1,m],∀x1, ..., xn ∈M,¬Ri(xi, ..., xn)

then M

else let x1, ..., xn ∈M, let i ∈ [1,m]

such that Ri(xi, ..., xn) in

Γ((R1, A1), ..., (Rm, Am))((M − {x1, ..., xn}) + Ai(x1, ..., xn))

(5.1)

Essa definição pode ser interpretada como segue. Os pares de funções (Ri, Ai)

representam as reações aplicadas ao multiconjunto (M) e especificam como as rea-
ções foram usadas e suas condições de execução. A aplicação do par (Ri, Ai) em M
resulta na substituição em M de um subconjunto de elementos (x1, ..., xn) tal que
Ri(x1, ..., xn) é verdadeira para os elementos de Ai(x1, ..., xn). Caso o elemento não
satisfaça a condição de nenhuma reação, o resultado do cálculo é o próprio M inicial.
Caso contrário, o resultado é o multiconjunto M subtraído do subconjunto de ele-
mentos (x1, ..., xn) mais o subconjunto especificado pelos elementos Ai(x1, ..., xn), ou
seja, ((M−{x1, ..., xn})+Ai(x1, ..., xn)). Portanto, no caso de condições verdadeiras
ocorrerem, há uma consequente transformação do multiconjunto existente.

É importante perceber que as reações ocorrem de forma não determinística. Por-
tanto, as condições de reação podem ser satisfeitas simultaneamente e em qualquer
ordem. Por esse motivo, a decisão de qual reação ocorrerá, uma vez que essas opções
podem ser diversas e independentes, será não determinística e simultânea. Esse fato
confere ao Gamma uma característica naturalmente paralela.
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5.2.3 Gamma aplicado à extração de estados

Para demonstrar a aplicabilidade do paradigma Gamma ao filtro GM PHD em
sistemas de rastreamento ou SLAM, esta seção deriva um exemplo de paralelização
para a extração de estados apresentada no Algoritmo 1.

Para um multiconjunto definido para uma Mistura Gaussiana com componentes
Jk, com i-ésimo elemento composto por {w(i)

k ,m
(i)
k , P

(i)
k }, três condições de reação

são derivadas de acordo com

REDUCE = replace
({

w
(i)
k ,m

(i)
k , P

(i)
k

})
(5.2)

by NULL

if w(i)
k ≤ 0.5;

EXPAND = replace
({

w
(i)
k ,m

(i)
k , P

(i)
k

})
(5.3)

by
{
0,m

(i)
k , P

(i)
k

}
,
{
w

(i)
k − 1,m

(i)
k , P

(i)
k

}

if w(i)
k > 1.5;

e

ESTIMATE =

replace
({

w
(i)
k ,m

(i)
k , P

(i)
k

}
,
{
w

(j)
k ,m

(j)
k , P

(j)
k

})
(5.4)

by
{
0,m

(i)
k , 0

}
∪
{
0,m

(j)
k , 0

}

if true.

O algoritmo Gamma apresentado tem como multiconjunto inicial Jk Gaussianas
para um dado instante k, representado por tuplas de três elementos: peso, média
e a matriz de covariância. Nesse exemplo, o algoritmo possui essas três reações
conectadas pelo operador sequencial “;”, o que implica que uma reação só pode
iniciar sua execução quando a anterior já tiver terminada. Essa sequencialidade é
necessária para garantir o correto funcionamento do algoritmo, o que não prejudica
a exploração do paralelismo, uma vez que ocorre no escopo interno de cada reação.
Inicialmente, a reação REDUCE é realizada para remover do multiconjunto todas as
Gaussianas (tuplas) cujo peso seja menor ou igual a 0.5, uma vez que tais Gaussianas
não serão utilizadas para o estado final estimado. A reação definida pela Equação 5.2
seleciona qualquer tupla do multiconjunto e a remove ("by null") se a condição de
reação w

(i)
k ≤ 0.5 for satisfeita. Essa operação pode ser realizada em paralelo sem
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impor nenhuma restrição de ordem ou sequencialidade neste processamento.
Após a reação REDUCE, inicia-se a execução da segunda reação definida pela

Equação 5.3, que visa replicar as Gaussianas do multiconjunto em uma quantidade
proporcional ao seu peso, preparando assim o banco de dados para a fase final
do algoritmo, que precisa concatenar as médias gaussianas. Nesse caso, a função
replace seleciona qualquer tupla do multiconjunto e a duplica em novas tuplas que
diferem apenas em seu peso, sendo que uma recebe um peso igual a zero e a outra
o original subtraído de uma unidade. Essa reação só ocorre se a tupla selecionada
tiver um peso w

(i)
k > 1.5, o que garante que a replicação da tupla seja realizada em

uma quantidade adequada com base em seu peso original. Como no caso da reação
REDUCE, a transformação do multiconjunto durante a reação EXPAND pode ser
processada totalmente em paralelo com a criação de réplicas ocorrendo para cada
tupla existente.

Este método estima o estado de uma Mistura Gaussiana de forma similar àquela
definida no Algoritmo 1. É importante ressaltar que todos os componentes GM já
estão no multiset, devidamente replicados de acordo com seu peso original. Essa
reação ESTIMATE, definida na Equação 5.4, ocorre selecionando quaisquer pares
de tuplas do multiconjunto e substituindo-os por uma única tupla cujo segundo
elemento (média) é a concatenação das médias das tuplas escolhidas. O primeiro e
terceiro elementos são substituídos por 0 uma vez que o peso e a matriz de covariância
não são usados para a extração do estado. Essa reação ocorre sem que nenhuma
condição seja satisfeita, de modo que ao final do cálculo restará apenas uma única
tupla, cujo segundo elemento será a concatenação final das médias das gaussianas.
Como nas reações anteriores, ocorre o processamento de pares de tuplas, explorando
todo o paralelismo possível para este tipo de cálculo. A Figura 5.1 apresenta como
exemplo uma sequência de execução do algoritmo proposto.

5.3 Simulações e resultados

Apesar dos trabalhos já apresentados, aplicações práticas em Gamma carecem
de investimentos nos ambientes de execução atualmente fornecidos [173]. O uso
desse modelo como uma linguagem de programação real requer a disponibilidade de
um compilador que consiga gerar um binário executável sobre alguma arquitetura
existente. Por exemplo, em [174], apresenta-se uma implementação de compilador
Gamma que consegue gerar códigos em C/CUDA para serem executados sobre pla-
taformas paralelas e distribuídas de hardware, como um cluster de GPUs. Todavia,
são poucos os trabalhos que buscam atacar esse problema, de modo que o acesso
a um ambiente completo para se testar programas em Gamma é ainda bastante
restrito. Por esse motivo, opta-se neste trabalho por exemplificar a modelagem de
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4
k, 3m

5
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Figura 5.1: Exemplo de sequência de execução para o algoritmo proposto.

um trecho do algoritmo do filtro GM PHD em Gamma.
Adicionalmente, utiliza-se o Parallel Computing Toolbox do MATLAB para ilus-

trar o potencial do emprego de técnicas de paralelização no filtro GM PHD, cu-
jos ganhos de desempenho poderão ser obtidos de maneira similar nas platafor-
mas Gamma. Para as simulações, utiliza-se um PC com um processador Intel(R)
Core(TM) i7-10510U CPU @ 1.80GHz 2.30 GHz quad core.

Nessa ferramenta de processamento paralelo, cada core tem um pool associado,
o qual é denominado worker, conforme ilustrado na Figura 5.2
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Figura 5.2: Execução paralela de um loop usando o comando parfor.
Fonte: disponível em Matlab help center.

5.3.1 Paralelização na extração de estados

Nessa seção, são apresentados os resultados da paralelização do Algoritmo 1.
Esse algoritmo tem sua importância para o plot dos alvos ou objetos, seja numa
Interface Homem-Máquina (IHM) ou para transmissão entre os elementos da rede,
bem como para a tomada de decisão de um sistema de combate, por exemplo.

Foram realizadas simulações do mesmo cenário utilizado no Capítulo 3. O resul-
tado é ilustrado por meio da Figura 5.3, a qual compara o resultado entre o tempo
de processamento entre extração no processamento sequencial e paralelo (com um
pool de quatro workers). A primeira linha da figura apresenta os valores do tempo
de processamento para cada caso, enquanto na segunda linha, é apresentado uma
ampliação da imagem para permitir uma melhor visualização. Já a terceira linha,
apresenta a diferença entre os tempos de processamento tparalelo − tsequencial.

Da observação da imagem, é possível perceber que, com os mesmos dados e
condições (cenário, número de objetos etc.), o processamento paralelo é um pouco
mais rápido que o sequencial na maior parte do tempo. Para o caso ilustrado, a
diferença média entre esses tempos foi 0.2221ms, com as diferenças máxima e mínima
de aproximadamente 164ms e −170ms (ponto em que o processamento sequencial
foi mais rápido), respectivamente.

Nesse mesmo caso, o tempo médio de processamento no caso paralelo foi de
2.0344ms e no caso sequencial de 2.2565ms, levando a uma redução média de 10%. É
importante frisar que mesmo o algoritmo de extração não sendo considerado custoso
computacionalmente, a paralelização teve um bom resultado, a despeito do overhead
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Figura 5.3: Comparação entre o tempo de processamento sequencial x paralelo.

de comunicação entre a aplicação host e o pool de paralelização.
Também é importante destacar que no cenário simulado existem apenas 8 ob-

jetos, portanto, é de se esperar um speed up ainda maior na aplicação em casos de
maior complexidade, ou seja, com mais landmarks. Essa afirmação é corroborada
por Lee [175], o qual afirma que o update pode criar quantidade significativa de
componentes gaussianos, cada um consistindo de uma matriz de pesos, médias e
covariâncias (relembrar que o número de componentes após a atualização do filtro
PHD é de Jk|k−1× (1+ |zk|)). Para se ter uma noção dessa magnitude, apresenta-se
a Figura 5.4, a qual apresenta um exemplo de um caso real de objetos identificados.

5.3.2 Paralelização no filtro GM PHD

Apesar da relevância da extração de estados para algumas aplicações, esse mé-
todo não altera o desempenho do filtro PHD. Em consonância com [175], a maior
complexidade ou custo computacional está associada ao passo de predição do filtro
GM PHD. De fato, como o número de combinações entre a quantidade de observa-
ções |zk| e a função intensidade oriunda do passo de predição cresce, então o número
de objetos em determinado cenário cresce.

Nesse contexto, define-se o update como a parte do filtro GM PHD com potencial
para a paralelização. A Figura 5.5 destaca o trecho objeto da paralelização. É nesse
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Figura 5.4: Exemplo de feature-based SLAM: as elipses vermelhas representam land-
marks estimadas pelo veículo, à medida que se move ao longo da trajetória em azul.

Fonte: extraído de [176].

loop que se realiza a combinação entre a informação a priori e a informação dos
sensores.
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Figura 5.5: Parte do código paralelizado neste trabalho.
Fonte: algoritmo apresentado em [2].

Nesta seção, ilustra-se o potencial de paralelização do filtro a partir de três
funções PHD: uma escalar, uma 2D e, por fim, uma 3D.

As simulações exploram três casos:

1. número de observações |zk| fixo, aumentado-se o número de componentes da
intensidade Jk|k−1 - emula um aumento no número de alvos, provavelmente
falsos alarmes;

2. aumento do número de componentes da intensidade Jk|k−1 e igual aumento do
número de observações - emula um situação de elevado número de objetos no
campo de visão do sensor e uma alta probabilidade de detecção;

3. aumento do número de observações |zk| com um número de componentes Jk|k−1

constante - emula uma situação do aumento abrupto de objetos, os quais
poderiam ser causados por oclusões ou uma mudança de cenário (entrada de
alvos no campo de visão de uma radar, por exemplo).
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Nas simulações realizadas, são utilizados 4 workers para o processamento para-
lelo. Além disso, os resultados apresentados são as médias de 10 amostras, dessa
forma, sendo possível uma melhor avaliação dos resultados e a minimização dos
efeitos de não determinismo no processamento realizado pelos workers.

Paralelização no filtro GM PHD - caso escalar

Nesta parte do estudo, confrontam-se os resultados obtidos pelos processamentos
sequencial e paralelo para uma função intensidade escalar, tal qual a apresentada
nos Exemplos 2.4.1 e 2.4.2.

A Figura 5.6 apresenta o tempo de processamento considerando um número de
observações fixo |zk| = 5, aumentado-se o número de componentes da intensidade
obtida na predição. Já na Figura 5.7, apresenta-se o mesmo resultado, com destaque
para o intervalo inicial de 5 ≤ Jk|k−1 ≤ 6× 105.
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Figura 5.6: Comparação entre o tempo de processamento sequencial x paralelo.
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Figura 5.7: Comparação entre o tempo de processamento sequencial x paralelo -
destaque para o intervalo de 5 ≤ Jk|k−1 ≤ 6× 105.

O segundo caso simulado é obtido aumentado-se o número de componentes da
intensidade obtida na predição e aumentando-se de igual maneira o número de ob-
servações. Portanto, nesse caso é emulado um aumento do número de objetos com
uma probabilidade de detecção próxima da unidade. Os resultados obtidos podem
ser observados nas Figuras 5.8 e 5.9.
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Figura 5.8: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de objetos e de observações.
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Figura 5.9: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de objetos e de observações - destaque para o intervalo de
40 ≤ Jk|k−1 ≤ 200.

Como terceiro caso, simula-se o aumento do número de observações com um
número fixo Jk|k−1 = 50. Esse cenário emula uma medição com elevado nível de
ruído, como o encontrado em sistemas submarinos com detecções por câmera, por
exemplo, no caso de um AUV [39]. Os resultados obtidos são apresentados nas
Figuras 5.10 e 5.11.
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Figura 5.10: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de observações e Jk|k−1 = 10.
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Figura 5.11: Comparação entre o tempo de processamento sequencial x paralelo
com aumento do número de observações e Jk|k−1 = 10 - destaque para o intervalo
de 0 ≤ |zk| ≤ 10000.

Paralelização no filtro GM PHD - caso 2D

Nesta parte do estudo, confrontam-se os resultados obtidos pelos processamentos
sequencial e paralelo para uma função intensidade definida para um objeto de estado
x ∈ R2, sendo a posição em um plano. Esse caso assemelha-se ao discutido no
Capítulo 3.

A dinâmica de cada objeto é definida pelo modelo linear

xk =

(
1 1

0 1

)
xk−1 + 0.09

(
1 0

0 1

)
wv, (5.5)

e segundo o modelo de observação

zk =

(
1 0

0 1

)
xk−1 + 0.04

(
1 0

0 1

)
wϵ, (5.6)

onde os ruídos wv e wϵ ∈ R2×1.
A Figura 5.12 apresenta o tempo de processamento considerando um número

de observações fixo |zk| = 50, aumentado-se o número de componentes da intensi-
dade obtida na predição. Já na Figura 5.13, apresenta-se o mesmo resultado, com
destaque para o intervalo inicial de 2 ≤ Jk|k−1 ≤ 60.
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Figura 5.12: Comparação entre o tempo de processamento sequencial x paralelo com
|zk| = 50 - caso 2D.
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Figura 5.13: Comparação entre o tempo de processamento sequencial x paralelo com
|zk| = 50 - caso 2D - destaque para o intervalo de 2 ≤ Jk|k−1 ≤ 60.

O segundo caso simulado é obtido aumentado-se o número de componentes da
intensidade obtida na predição e aumentando-se de igual maneira o número de ob-
servações. Portanto, nesse caso é emulado um aumento do número de objetos com
uma probabilidade de detecção próxima da unidade. Os resultados obtidos podem
ser observados nas Figuras 5.14 e 5.15.
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Figura 5.14: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de objetos e de observações.
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Figura 5.15: Comparação entre o tempo de processamento sequencial x paralelo
com aumento do número de objetos e de observações - destaque para o intervalo de
2 ≤ Jk|k−1 ≤ 80.

Como terceiro caso, simula-se o aumento do número de observações com um
número fixo Jk|k−1 = 10. Os resultados obtidos são apresentados nas Figuras 5.16
e 5.17.
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Figura 5.16: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de observações e |Jk|k−1| = 50.
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Figura 5.17: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de observações e |Jk|k−1| = 50 - destaque para o intervalo de
2 ≤ zk ≤ 80.

Paralelização no filtro GM PHD - caso 4D

Nesta parte do estudo, confrontam-se os resultados obtidos pelos processamentos
sequencial e paralelo para uma função intensidade definida para um objeto de estado
x ∈ R2, sendo a posição em um plano. Esse caso assemelha-se ao discutido no
Capítulo 4.
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A dinâmica de cada objeto é definida pelo modelo linear

xk =




1 1 0 0

0 1 0 0

0 0 1 1

0 0 0 1




xk−1 +




1/2 0

1 0

0 1/2

0 1




wv, (5.7)

e segundo o modelo de observação

zk =

(
1 0

0 1

)
xk−1 + 0.04

(
1 0

0 1

)
wϵ, (5.8)

onde o ruído wv ∈ R4×1 e wϵ ∈ R2×1.
A Figura 5.18 apresenta o tempo de processamento considerando um número

de observações fixo |zk| = 50, aumentado-se o número de componentes da intensi-
dade obtida na predição. Já na Figura 5.19, apresenta-se o mesmo resultado, com
destaque para o intervalo inicial de 2 ≤ Jk|k−1 ≤ 70.
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Figura 5.18: Comparação entre o tempo de processamento sequencial x paralelo com
|zk| = 50 - caso 2D.
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Figura 5.19: Comparação entre o tempo de processamento sequencial x paralelo com
|zk| = 50 - caso 2D - destaque para o intervalo de 2 ≤ Jk|k−1 ≤ 70.

O segundo caso simulado é obtido aumentado-se o número de componentes da
intensidade obtida na predição e aumentando-se de igual maneira o número de ob-
servações. Portanto, nesse caso é emulado um aumento do número de objetos com
uma probabilidade de detecção próxima da unidade. Os resultados obtidos podem
ser observados nas Figuras 5.20 e 5.21.
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Figura 5.20: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de objetos e de observações.
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Figura 5.21: Comparação entre o tempo de processamento sequencial x paralelo
com aumento do número de objetos e de observações - destaque para o intervalo de
2 ≤ Jk|k−1 ≤ 100.

Como terceiro caso, simula-se o aumento do número de observações com um
número fixo Jk|k−1 = 10. Os resultados obtidos são apresentados nas Figuras 5.22
e 5.23.
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Figura 5.22: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de observações e Jk|k−1 = 50.
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Figura 5.23: Comparação entre o tempo de processamento sequencial x paralelo com
aumento do número de observações e |Jk|k−1| = 50 - destaque para o intervalo de
2 ≤ zk ≤ 80.

Análise dos resultados

A partir da observação dos gráficos apresentados para o caso escalar (Figuras
5.6 e 5.7, é possível constatar que o tempo de processamento cresce de maneira
aproximadamente linear para o caso do processamento sequencial. Ao contrário
do caso sequencial, no caso de processamento paralelo há uma fase que o tempo de
processamento é praticamente constante. Essa constatação indica que, independente
do aumento de Jk|k−1 ou |zk|, o processamento permanece o mesmo. Além disso,
pode-se concluir que essa diferença significativamente maior, inicialmente, no tempo
de processamento paralelo é causada pelo overhead de comunicação com a aplicação
cliente e os pools de processamento. Além disso, esse custo de paralelização só
volta a aumentar a partir de uma determinada quantidade de dados, ou seja, há
um custo mínimo para a paralelização. É importante destacar que a utilização de
outras ferramentas de paralelização podem reduzir esse custo fixo mínimo quando
comparado à ferramenta utilizada nas simulações.

Nos gráficos ampliados, também é possível visualizar aproximadamente o ponto
no qual se torna vantajoso paralelizar o filtro. Para o caso exemplificado na Fi-
gura 5.9, a partir de 150 objetos no cenário de tracking ou de mapeamento, a me-
lhora de desempenho na paralelização já supera o custo de comunicação envolvido.
Já para o cenário apresentado na Figura 5.11, a partir de uma relação de objetos
por falsos alarmes de aproximadamente 700, a paralelização também se tornaria
vantajosa. Esses limites poderiam ser utilizados para lógicas de seleção do tipo “IF”
para a utilização de um modo sequencial × paralelo, dessa forma, utilizando-se o
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caso paralelo somente quando vantajoso.
É importante frisar que as simulações realizadas para o caso escalar possuem

custo computacional reduzido quando comparadas com problemas de maior dimen-
são, dadas as operações matriciais envolvidas, principalmente, com o processo de
atualização de Kalman. Portanto, comparando-se ao caso sequencial, melhores de-
sempenhos ainda seriam possíveis em aplicações de maior complexidade.

De fato, a afirmação acima é atestada pelas simulações realizadas tanto para o
problema em duas ou quatro dimensões. A Tabela 5.1 apresenta uma comparação
entre cada caso simulado, a depender do tipo de PHD, quando a paralelização se
torna vantajosa em relação à execução sequencial do algoritmo.

Tabela 5.1: Comparação entre os casos simulados - ponto em que a paralelização se
torna vantajosa.

Caso Escalar 2D 4D

1 Jk|k−1 ≈ 1 × 105 Jk|k−1 ≈ 45 Jk|k−1 ≈ 48

2 Jk|k−1 ≈ 140 Jk|k−1 ≈ 42 Jk|k−1 ≈ 56

3 zk ≈ 7000 zk ≈ 45 zk ≈ 42

Adicionalmente, a partir da informação na Tabela 5.1 para os casos 2D e 4D, é
possível observar que os valores em que à paralelização torna-se vantajosa são da
mesma ordem de grandeza. Portanto, para as simulações realizadas, aumentando-
se a dimensão do problema, não houveram ganhos significativos de velocidade de
processamento da mesma forma que houve no aumento de dimensão do caso escalar
para o 2D.

5.4 Considerações finais

Neste Capítulo, foi apresentado o modelo computacional baseado em reações
chamado Gamma. Tal técnica vem sendo estudada e apresenta diversas potenciais
aplicações em áreas como IoT, fluid computing, computação distribuída, computa-
ção aproximativa, redes de sensores e sistemas de tracking. Ainda nesse contexto,
a aplicação desse modelo computacional foi exemplificada com uma proposta de al-
goritmo em Gamma para o problema de extração de estados, utilizado em conjunto
com o filtro GM PHD.

Por fim, foram realizadas simulações para demonstrar o potencial do uso de
computação paralela em conjunto com o filtro GM PHD. Nessas simulações, apesar
do overhead de comunicação entre a aplicação overhead e os pools, responsáveis

91



por executar o paralelismo, ainda há um ganho de desempenho à medida que a
complexidade do problema aumenta. Esse aumento de dimensão do problema é o
esperado numa rede complexa de sensores distribuídos ou de IoTs.
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Capítulo 6

Considerações Finais

6.1 Conclusões

Este trabalho aborda a aplicação de técnicas baseadas em Random Finite Sets
nos problemas de multi-object tracking e de mapeamento em robótica, o qual é parte
do problema de SLAM.

Com base na pesquisa bibliográfica realizada, conclui-se que o uso de RFS re-
presenta uma importante evolução em relação às metodologias vetoriais utilizadas
para rastreamento, mapeamento e SLAM. As técnicas baseadas em conjuntos apre-
sentam como principais vantagens a possibilidade de tratamento de erros de forma
matematicamente rigorosa e a eliminação da etapa desacoplada de associação de
dados entre medições e objetos já existentes a priori.

Contudo, mesmo sendo o método mais simples e rigoroso matematicamente,
quando comparado ao vetorial, é inviável a implementação direta da recursão de
Bayes em RFS devido à intratabilidade computacional das equações com integrais
múltiplas no espaço dos conjuntos em que resulta. Portanto, é necessário recorrer a
alguma aproximação que torne o problema aplicável computacionalmente.

Com base no estudo, foi possível concluir que o filtro PHD é amplamente utili-
zado como solução da intratabilidade dos filtros bayesianos em RFS. Tal solução é
proposta como a mais simples de implementação para a recursão de Bayes, sem per-
der o controle sobre suas propriedades (estimação dos erros), ainda que não exista
uma forma fechada para o caso geral.

Verificou-se que, assim como em uma grande parte das soluções para mapea-
mento e rastreamento convencionais, é praticamente impossível chegar-se a uma
solução geral em que não se considere um determinado contexto e que se aplique em
todos os casos.

Neste trabalho, foram apresentadas as motivações para o uso de RFS e alguns
exemplos das ferramentas matemáticas utilizadas nessa abordagem com o máximo
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de generalidade possível, para que o detalhamento não dificultasse a compreensão
da técnica.

Foi possível concluir que o uso de RFS para robótica móvel é algo relativamente
recente, uma vez que há pouca informação na literatura e pela grande quantidade
de possíveis aplicações em que esse método seria mais eficiente e ainda não está
implementado. Isso evidencia que o problema em tempo real permanece em aberto.

Este trabalho também apresenta um Sistema de Vigilância Marítima para o Li-
toral brasileiro, o qual possui uma rede complexa de sensores distribuídos e estações
de processamento. Nesse contexto, apresenta-se um esquema de fusão para dados
de rastreamento, de um número desconhecido de alvos, a partir de múltiplos senso-
res em uma área de vigilância em larga escala. Nesse cenário, o esquema de fusão
combinado com o filtro PHD apresenta resultados promissores, por meio de simu-
lações, mesmo para alvos com diferentes tamanhos, movimentos e velocidades. O
esquema de fusão de dados proposto no Capítulo 4 melhora o desempenho geral do
sistema de rastreamento e supera a oclusão dos alvos. Este fato evidencia ainda,
para a aplicação, a necessidade de uma rede de sensores distribuídos, dada a missão
do sistema e a extensão da área de interesse. Adicionalmente, é possível concluir
que o aumento da área coberta utilizando sensores de menor capacidade também
contribui para o aspecto econômico deste empreendimento modular.

Também foi possível observar que a combinação de métodos de computação
paralela com o filtro PHD pode trazer ganhos às aplicações em tempo real. Tal
conclusão foi obtida por meio da simulação e da comparação dos resultados obtidos
nos processamentos sequencial e paralelo.

6.2 Trabalhos futuros

Para trabalhos futuros na área de vigilância, um dos focos seria investigar dife-
rentes filtros baseados em RFS, bem como as capacidades dos algoritmos extended
e diferentes tipos de sensores, como sonares passivos estacionários ou radares de
bordo.

Além disso, os modelos computacionais utilizados para paralelismo e multipro-
cessamento devem ser investigados. Em particular, aqueles baseados em modelos
Gamma, uma vez que as aplicações de fusão de dados SCUA já utilizam esta abor-
dagem. Esses trabalhos futuros poderão atestar, corroborar os resultados empíricos
obtidos nas simulações, e contribuir para a utilização desses algoritmos em um novo
paradigma computacional.

Ainda em relação ao processamento paralelo, poder-se-ia investigar a paraleliza-
ção de outros filtros baseados em RFS, incluindo-se versões extended, e paralelização
de algoritmos de detecção e clusterização. Esses últimos, como uma alternativa ao
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merge tradicional, os quais podem ser mais robustos em aplicações com um significa-
tivo número de dados, tais como o sistema de tracking em tempo real para veículos
autônomos, numa rede de sensores ou robôs baseados em Internet das Coisas.

Por fim, sugere-se a investigação de técnicas de compressão e supressão de dados
como forma de melhorar aplicações de tempo real em redes de sensores, levando-se
em consideração a relação entre uso da banda de comunicação pelos nós e a qualidade
da estimação efetuada cooperativamente.
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APLICAÇÃO DE CONJUNTOS ALEATÓRIOS FINITOS NO PROBLEMA DE LOCALIZAÇÃO E
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Abstract— This paper presents an overview on Random Finite Set (RFS) applied to the problem of mapping in robotics. A
solution is presented for the RFS-based mapping problem. Initially, this type of approach is presented and the use of its advan-
tages over vector-based techniques is motivated. Conflicts that occur in construction maps are shown when using conventional
approaches, such as: maps dependent on the trajectory traversed and the problem of data association. Once justified the use of
RFS in the problem of mapping and location of robots, the mathematical framework involved is presented and the main concepts
pertinent to this formalism are defined. Afterwards, the RFS is presented within the Bayesian framework, the PHD filter. Finally,
through simulations, an application to obtain a map of the environment using the Probability Hypothesis Density (PHD) filter is
shown.

Keywords— Robotics, mapping, Random Finite Sets.

Resumo— Este trabalho apresenta uma visão geral sobre Conjuntos Aleatórios Finitos (do inglês Random Finite Sets) aplicado
ao problema de mapeamento em robótica. Além disso, aplica-se uma solução baseada em RFS para o problema de mapeamento
FBRM (Feature-Based Robot Mapping). Inicialmente, faz-se uma apresentação desse tipo de abordagem e motiva-se a utilização
dessa técnica através de suas vantagens em relação às vetoriais. São mostrados conflitos que acontecem na construção de mapas,
quando do uso das abordagens convencionais, tais como: mapas dependentes da trajetória percorrida e o problema da associação
de dados. Uma vez que justificado o uso de RFS no problema de mapeamento e localização de robôs, apresenta-se o arcabouço
matemático envolvido e define-se os principais conceitos pertinentes a esse formalismo. Em seguida, apresenta-se o RFS dentro
do framework Bayesiano, o filtro PHD, do inglês Probability Hypothesis Density . Por fim, através de simulações, mostra-se uma
aplicação para obtenção de um mapa do ambiente com uso do filtro PHD.

Palavras-chave— robótica, mapeamento, Random Finite Sets.

1 Introdução

A importância da robótica na nossa vida cotidiana tem
crescido nos últimos anos. Tornou-se frequente, ao se
abrir um portal de notı́cias na internet, encontrar man-
chetes sobre empresas que desejam distribuir seus pro-
dutos vendidos on-line por meio de um drone, robôs
utilizados em limpeza doméstica ou sobre sistemas de
transportes que operam sem a interferência humana.
A autonomia é o ponto comum entre elas.

Quando o mapa já é conhecido e o robô neces-
sita saber (ou estimar) onde se encontra, através de
seus diversos sensores, tem-se o que é chamado de
localização. Uma vez que os processos de localização
e mapeamento são solucionados simultaneamente,
tem-se o que se chama SLAM (Simultaneous Lo-
calization And Mapping). Segundo (Mullane et al.,
2011a), a representação computacional, e incerteza,
desses processos é crucial para a navegação autônoma.

Para realizar essas tarefas, o sistema autônomo
necessita obter informações sobre o mundo ao seu re-
dor para que possa fornecer subsı́dios para os sistemas
de guiagem do robô. A tarefa de construção de um
modelo do ambiente é chamada de mapeamento.

O problema de SLAM surgiu na década de 90 e
até hoje apresenta-se como um dos maiores desafios
em robótica móvel e sistemas autônomos. Tradicio-
nalmente, são utilizadas três técnicas para se resolver
esse problema: filtros de Kalman, filtros de partı́culas
e as baseadas em teoria dos grafos (Siciliano and Kha-

tib, 2016).s
As técnicas baseadas em filtros de Kalman e de

partı́culas são as mais amplamente exploradas e apli-
cadas (Zhang et al., 2017). Apesar dessas técnicas se-
rem bem estabelecidas, elas apresentam uma dificul-
dade extra em aplicações reais: a associação de da-
dos. De acordo com Siciliano and Khatib (2016), esta
é uma dificuldade bastante complexa que deve ser tra-
tada à parte do problema de SLAM, mas que pode
afetar diretamente o desempenho da solução. Logo,
soluções alternativas, que lidem de maneira mais sim-
ples com a essa questão da associação de dados, são
de interesse para os problemas de localização e mape-
amento.

Nesse contexto, a teoria dos conjuntos aleatórios
finitos (do inglês, Random Finite Sets - RFS) vem
sendo estudada e, de acordo com (Mullane et al.,
2011a), é uma ferramenta mais apropriada para a
solução do problema de mapeamento (ou SLAM)
quando comparada às técnicas convencionais.

Este trabalho apresenta um estudo sobre a
aplicação da técnica RFS no problema de mapea-
mento. A contribuição deste trabalho é fomentar o
estudo das técnicas baseadas em RFS em nossa comu-
nidade, através de um caso em ambiente simulado. O
trabalho está organizado da seguinte forma: na Seção
2 resume-se o problema de localização, na Seção 3
apresenta-se o ferramental teórico dos RFS, na Seção
4 descrevem-se os resultados obtidos e na Seção 5 são
expostas as conclusões e comentários finais.



2 Formulação do Problema

Localização é o problema de descobrir onde os obje-
tos estão, inclusive o próprio robô. O conhecimento
disso é o cerne de qualquer interação fı́sica bem suce-
dida com o meio ambiente (Russel and Norvig, 2010).

Segundo (Thrun et al., 2005), localização, em
robótica móvel, é o problema de se determinar a pose
de um robô em relação a um mapa do ambiente. Para
o caso de um robô móvel que se move no plano, temos
que a pose, em um dado instante t, é definida pelas co-
ordenadas cartesianas e a orientação da parte frontal,
ou seja, xt = [x y θ ]T .

A localização pode ser vista como um pro-
blema de transformação de coordenadas, com o mapa
sendo o sistema de coordenadas global. Portanto, a
localização é o processo de estabelecer uma relação
entre as coordenadas globais e as locais do robô. Con-
tudo, de acordo com (Thrun et al., 2005), em geral a
pose não pode ser medida diretamente. Ou seja, a mai-
oria dos robôs não possuem um sensor para medi-la.
Logo, a pose deve ser inferida a partir de dados (por
exemplo, por meio de um sensor de distância).

Por conseguinte, no problema de localização, o
objetivo é estimar a posição do robô dados: o mapa do
ambiente M, as observações zt e a ação de controle ut .

Segundo (Thrun et al., 2005), o mapa é uma lista
de objetos com as respectivas localizações em um am-
biente e é definido formalmente por:

m = {m1,m2, . . . ,mN} , (1)

onde N é o número total de objetos no ambiente e cada
mi, com i = 1 : N, representa as propriedades ou carac-
terı́sticas de um objeto.

Há duas abordagens para a construção de mapas:
as baseadas em caracterı́sticas (feature-based) e as em
localização (location-based). Em consonância com
(Thrun et al., 2005), mapas baseados em localização
são volumétricos e carregam a informação não apenas
sobre os espaços ocupados por objetos mas também
por espaços vazios. No caso planar mi = mx,y, o que
evidencia tratar-se de uma coordenada (x,y). Já nas
abordagens baseadas em caracterı́sticas, o mapa define
a localização de cada objeto e uma (ou mais) carac-
terı́stica. Esse estudo concentra-se na abordagem ba-
seada em caracterı́sticas (Feature Based Robotic Map-
ping – FBRM ).

De acordo com (Thrun et al., 2005), um vetor de
caracterı́sticas é definido por:

f (zt) =
{

f 1
t , f 2

t , ...
}
=
{
(r1

t ,φ
1
t ,s

1
t ),(r

2
t ,φ

2
t ,s

2
t ), ...

}
,

onde r é a distância para a origem de um sistema de
coordenadas, φ é a orientação em relação à mesma
origem e s é a assinatura, a qual pode ser um valor
numérico (ex: para caracterizar uma cor) ou um valor
multidimensional (ex: altura e cor).

Resumidamente, o problema de mapeamento
caracteriza-se por estimar o mapa m através da
distribuição de probabilidade p(m | zt , xt). Já o

problema de SLAM, caracteriza-se por ser uma
combinação dos dois problemas, portanto, estimar o
mapa e a localização do robô simultaneamente.

3 Conjuntos Aleatórios Finitos

De acordo com (Mullane et al., 2011a), as técnicas
convencionais (baseadas em vetores) utilizadas em
FBRM e SLAM sofrem dificuldades quando aplicadas
em situações realı́sticas. Isso acontece em ambientes
nos quais um número a priori desconhecido de carac-
terı́sticas deve ser estimado e, na presença de defeitos
realistas dos sensores, como detecções não atendidas
e falsos alarmes.

Um RFS é uma variável aleatória que toma va-
lores como conjuntos finitos. É definido por uma
distribuição discreta que caracteriza o número de ele-
mentos no conjunto e uma famı́lia de distribuições
conjuntas que caracterizam a distribuição dos valores
dos elementos, condicionada à cardinalidade (Dames,
2015):

p(X) = p(|X |= n)p(X = {x1,x2, . . . ,xn}
∣∣ |X |= n). (2)

Um exemplo de RFS pode ser visualizado na Fi-
gura 1.

Figura 1: Exemplos de um RFS de 0 a 3 elemen-
tos em um ambiente quadrado.
Fonte: Extraı́do de (Mullane et al.,
2011a).

O problema de rastreamento multi-alvos utili-
zando RFS já é amplamente difundido na comunidade
de radares e, recentemente, vem sendo aplicado em
robótica móvel, de acordo com (Dames, 2015).

RFS x Técnicas Baseadas em Vetores

Segundo (Dames, 2015), é preciso destacar as
diferenças entre as técnicas baseadas em vetores e
em conjuntos quando se considera os problemas de
FBRM e SLAM (o qual pode ser entendido como um
problema multi-target quando os alvos são estáticos).
Nesse tipo de problema, a quantidade de carac-
terı́sticas (landmarks) não é conhecida a priori e deve
ser descoberta à medida que o robô explora o ambi-
ente. Dois pontos principais, que serão explicados a
seguir, surgem nesse tipo de problema:



• Gerenciamento das caracterı́sticas (feature ma-
nagement) - estimar a posição dos obje-
tos/caracterı́sticas no mapa;

• Associação de dados (data association) - atrelar
as observações aos objetos/caracterı́sticas.

Observa-se, na Figura 2, o cenário hipotético em que
um robô percorre três trajetórias distintas X1, X2 e X3
nas vizinhanças dos objetos m1, . . . , m7.

Figura 2: Três trajetórias realizadas por um robô
em um cenário hipotético.
Fonte: Extraı́do de Mullane et al.
(2011a).

Caso seja usado um vetor M para repre-
sentar o mapa estimado, para cada trajetória,
terı́amos M̂1 = [m1 m2 m3 m4 m5 m6 m7]

T ,
M̂2 = [m4 m2 m3 m1 m5 m7 m6]

T e M̂3 =
[m6 m7 m5 m4 m3 m2 m1]

T . Como a ordem dos ele-
mentos num vetor é importante, ter-se-ia três mapas
diferentes, destacando-se o fato de que o mapeamento
seria dependente da trajetória.

Contudo, no sentido lógico, o mapeamento de-
veria ser independente da trajetória percorrida pelo
veı́culo e, matematicamente, qualquer permutação nos
elementos dos vetores seria uma representação válida.
Por definição, a representação que captura todas as
permutações dos elementos dentro de um vetor (e, por
conseguinte, todas as caracterı́sticas do mapa) é o con-
junto finito M̂ = {m1 m2 m3 m4 m5 m6 m7} (Mullane
et al., 2011a).

Uma outra motivação para o uso de RFS é o pro-
blema de associação entre as observações z e as res-
pectivas caracterı́sticas m, como pode ser visualizado
na Figura 3. As técnicas de FBRM e SLAM ba-
seadas em vetores exigem um passo de reordenação
das observações antes que um filtro Bayesiano (Kal-
man, EKF, partı́culas etc.) possa ser aplicado (Mullane
et al., 2011a), .

Por outro lado, utilizando-se de abordagem ba-
seada em RFS, é possı́vel fazer uma associação di-

Figura 3: Vetores das observações diferentes a de-
pender da trajetória.
Fonte: Extraı́do de Mullane et al.
(2011a).

reta entre o conjunto M das caracterı́sticas e o Z das
observações.

Um outro problema contornável pelo uso dos
RFSs, quando comparado às técnicas baseadas em
vetores, é o devido ao uso de sensores não ideais
associado ao problema de crescimento do mapa por
detecções falsas ou objetos perdidos (fora do campo
de detecção). Esse tipo de problema pode ser exem-
plificado a partir da Figura 4.

Supondo que as caracterı́sticas m1, m2 e m3 já
tenham sido detectadas no instante k − 1, em uma
representação baseada em vetores, e que no instante
k uma nova caracterı́stica m4 é detectada, ter-se-ia:

M̂k−1 = [m1 m2 m3]
T (3)

e
M̂k = [m1 m2 m3]

T “+” m4. (4)

Segundo (Mullane et al., 2011a), a operação de
atribuição de m4 não é clara do ponto de vista ma-
temático. E, mesmo existindo técnicas que usem um
vetor aumentado, com o uso de RFS, bastaria usar
a operação de união entre os conjuntos nos instantes
k−1 e k:

M̂k = {m1 m2 m3} ∪ {m4} . (5)

Um outro problema fundamental de qualquer
FBRM ou SLAM é a necessidade de se relacionar
as observações ao estado estimado (Mullane et al.,
2011a).

Zk = h([m1 m2 m3 m4],Xk)+ ruı́do (6a)
i.e.[z1 z2 z3 z4 z5] = h([m1 m2 m3 m4],Xk)+ ruı́do, (6b)

onde Zk representa o vetor de observações no tempo k
(aqui se usa o exemplo da Figura 4), Xk é a pose do



Figura 4: Detecção perdida com sensor realista
(não ideal).
Fonte: Extraı́do de Mullane et al.
(2011a).

robô no instante k e h é o mapeamento (tipicamente
não linear) entre a pose do robô e as observações.
Esse exemplo mostra a dificuldade encontrada para
mapear as quatro caracterı́sticas (estados) com cinco
observações. A observação extra é, possivelmente, de-
vido a uma detecção espúria e a uma caracterı́stica que
foi “perdida”. Numa abordagem convencional, é inde-
finida a forma como integrar ao equacionamento es-
ses dois “problemas”. É preciso um gerenciamento
heurı́stico do mapa para remover estados em excesso
e forçar o funcionamento do mapeamento.

Caso sejam utilizados conjuntos para representar
as observações e mapa estimado, tem-se a seguinte
relação:

Zk =
⋃

m∈Mk

Dk(m,Xk)∪Ck(Xk), (7)

onde Dk(m,Xk) é o RFS das medições geradas por
uma caracterı́stica em m e dependente da pose Xk.
Além disso, Ck(Xk) é o RFS das medições espúrias
que poderia ser em função da pose. Portanto, Zk ={

z1
k ,z

2
k , ...,z

zk
k

}
consiste de um número aleatório, zk,

de medições cuja ordem em que aparecem não tem
um significado fı́sico com relação à estimativa das ca-
racterı́sticas no mapa. Então, de acordo com (Mullane
et al., 2011a), fica claro que, nas técnicas baseadas em
vetores, a incerteza no número de caracterı́sticas não é
modelada diferente de quando se usa RFS (a incerteza
é algo intrı́nseco à técnica).

4 Conceitos Fundamentais em RFS

Segundo (Dames, 2015), apesar de todas as vantagens
sobre as abordagens baseadas em vetores, com RFS

há a dificuldade de tratar com matemática não fami-
liar para a maioria dos profissionais e acadêmicos que
lidam com robótica. Portanto, para ser possı́vel rea-
lizar uma inferência estatı́stica com conjuntos, é pre-
ciso definir variáveis aleatórias adequadas e ser capaz
de realizar operações como o cálculo de médias dessas
variáveis.

4.1 Random Finite Set

De acordo com (Ristic et al., 2016), um RFS é um mo-
delo probabilı́stico conveniente para a representação
de múltiplos sistemas dinâmicos estocástico (objetos
ou caracterı́sticas) e medições dos sensores.

Suponha que, no instante k, exista nk objetos com
estados xk,1, . . . , xk,nk assumindo valores do espaço de
estados X ⊆Rnk . Tanto nk quanto o número de esta-
dos individuais em X são variáveis aleatórias e vari-
antes no tempo. O estado das múltiplas caracterı́sticas,
no instante k, é um estado finito definido por:

Xk =
{

xk,1, . . . , xk,nk

}
∈F (X ), (8)

o qual pode ser modelado como um RFS em X . Onde
F (X ) é o conjunto finito de todos os subconjuntos de
X .

De maneira similar, para as observações teremos:

Zk =
{

zk,1, . . . , zk,mk

}
∈F (Z ),

pode ser modelado como um RFS sobre o estado de
observações Z ⊆ Rmk . Tanto a cardinalidade |Zk|
quanto os estados individuais em Zk são aleatórios e
F (Z ) é o conjunto de todos os subconjuntos de Z .

Um RFS é totalmente caracterizado por sua
distribuição de cardinalidade ρ(n) = p(|X |= n), com
n ∈ N e por uma famı́lia de distribuições conjuntas
simétricas pn(x1, ...,xn) = p(X = {x1, ...,xn}||X |= n)
(vide (2)).

4.2 Set integral

Seja f (X) uma função real sobre um conjunto, a set
integral de f (X) é definida por:

∫
f (X)δX =

∞

∑
n=0

1
n!

∫
f ({x1, ...,xn})dx1 . . . dxn. (9)

Essa integral caracteriza a soma sobre a cardinali-
dade de um conjunto, integrando todos os conjuntos
possı́veis de acordo com cardinalidade. Além disso, o
termo 1/n! leva em conta as permutações de um con-
junto de tamanho n.

O interesse é quando f (X) é um distribuição de
probabilidade!

4.3 Distribuições de Probabilidade Sobre um RFS

Considerando a hipótese de que os elementos do
RFS são independentes e identicamente distribuı́dos



(mesma distribuição de probabilidade), a probabili-
dade de um RFS é dada por:

p(X) = |X |!p(|X |)∏
x∈X

p(X), (10)

onde | · | é o operador cardinalidade, |X |! é o número
de permutações dos elementos do conjunto, p(|X |) é
a distribuição de cardinalidade e p(X) é a probabili-
dade de uma caracterı́stica (landmark) ter o estado x.
Para p(X), (10) ser uma distribuição de probabilidade
válida, é necessário que a set integral seja unitária, a
verificação pode ser obtida em (Ristic et al., 2016).

4.4 Probability Hypothesis Density (PHD)

A função intensidade (ou simplesmente PHD) é im-
portante na caracterização do primeiro momento es-
tatı́stico de uma RFS, segundo (Ristic et al., 2016).
Inicialmente, é preciso definir a função Set Dirac
Delta:

δX (X) = ∑
w∈X

δw(x), (11)

onde δw(x) é a função delta de Dirac standard concen-
trada em w. Pode-se, então, definir a cardinalidade de
um RFS como:

|X |=
∫

X
δX dx (12)

A função intensidade D(x) pode ser definida de tal
forma que a cardinalidade esperada de X sobre X é
a integral:

{|X |}=
∫

X
D(X) dx. (13)

Desenvolvendo a integral é possı́vel obter (Ristic et al.,
2016),

DX (x) = {δX (X)}=
∫

X
δX (x) f (X) dx. (14)

O valor esperado da PHD corresponde ao número de
caracterı́sticas (landmarks) de uma região e a PHD não
se trata de uma distribuição de probabilidade (a área
sob a curva não é igual a 1) (Dames, 2015).

4.5 Filtro PHD

A abordagem mais básica usada para estimação com
RFS é a qual atualiza a média recursivamente (Dames,
2015). Além disso, é o análogo do Filtro de Kalman,
contudo, usa uma distribuição de Poisson, que é defi-
nida por

p(X) = e−λ ∏
x∈X

v(x), (15)

onde λ =
∫

v(x)dx.
Mostra-se o problema do ponto de vista bayesi-

ano, o qual possui formulação similar aos filtros baye-
sianos para o caso vetorial. Ou seja, o problema é re-
solvido recursivamente e é dividido em duas partes:
predição (através do modelo de transição de estados)
e filtragem (fusão da informação obtida através das
observações ou sensores).

4.6 Mapeamento Baseado em RFS

Como mencionado anteriormente, em contraste com
a representação vetorial, o RFS dos estados do mapa
Mk pode encapsular de forma unificada as incertezas
de cardinalidade e localização. Assim como o RFS de
medidas Zk pode encapsular as incertezas de medida
e valor.

Como realizado em uma seção anterior deste es-
tudo, o RFS é definido de acordo com a equação (6b).
Nessa equação, há um conjunto Dk obtido a partir das
medidas geradas pelas caracterı́sticas (features) e ou-
tra Ck pelas medidas espúrias, em um instante k, que
podem depender da posição Xk do robô.

De forma geral, Zk pode representar uma série
de parâmetros medidos, mas, no caso mais simples
aqui descrito, é uma medida de distância e ângulo em
relação ao sensor do robô. É importante ressaltar que
a cardinalidade de Zk geralmente difere da de Mk de-
vido às incertezas nas medições, oclusões, medições
espúrias e novos elementos entrando no campo de
visão do robô Dk e Ck são assumidos como RFS in-
dependentes.

O RFS de medidas gerado por uma fea-
ture m tem densidade de probabilidades igual a
PD (m,Xk)gk(z |m,Xk), onde o primeiro termo é a
probabilidade de um sensor detectar uma feature m e
o segundo é a probabilidade de uma feature m gerar
uma medida z.

A habilidade de um sensor (ou um algoritmo de
detecção de features) detectar um dado objeto pode ser
altamente influenciada por sua posição relativa. Por
exemplo, uma oclusão ou grande distância pode resul-
tar em PD = 0.

A densidade de probabilidade de um sensor pro-
duzir uma medida Zk , dado um estado do robô
(posição e orientação), Xk, é dada pela convolução:

gk(Zk|Xk,Mk) = ∑
W ⊆Zk

gD(W |Mk,Xk)gC (Zk−W ), (16)

onde gC (Zk − W ) é a densidade das medições
espúrias e gD é a densidade do RFS Dk das medições
geradas pelas features em Mk (dado estado do
veı́culo). O primeiro termo incorpora as incertezas das
medições e ruı́dos, o segundo termo modela os dados
espúrios gerados pelo sensor e é tipicamente definido
previamente. É reproduzida abaixo a forma geral da
recursão de Bayes para mapeamento baseado em RFS:

pk|k−1(Mk,Z0:k−1,Xk) =∫
fM (Mk|Mk−1,Xk)pk−1(Mk,Z0:k−1,X0:k−1)δMk−1

(17)

e

pk(Mk,Z0:k,Xk) =

gk(Zk|Xk,Mk)pk|k−1(Mk,Z0:k−1,Xk)∫
gk(Zk|Xk,Mk)pk|k−1(Mk,Z0:k−1,Xk)δMk

,
(18)

sendo δ a indicação de integral de um conjunto e a
integral é definida de acordo com a equação (9).



Esse mapa baseado em features encapsula as in-
certezas inerentes no número de caracterı́sticas intro-
duzidas na detecção, medidas espúrias e movimentos
do robô, assim como as incertezas de posição introdu-
zidas pelo ruı́do de medição.

Como fica evidente pelas equações acima, a
aplicação da forma geral da recursão de Bayes é ma-
tematicamente intratável. Uma aproximação baseada
em filtro PHD é proposta em (Mullane et al., 2011b).
O objetivo é propagar a intensidade υk do mapa no lu-
gar de toda a densidade multidimensional (vide (18)).

υk|k−1(m|Xk) = υk−1(m|Xk−1)+bk(m|Xk), (19)

onde bk é o PHD do RFS das últimas features detecta-
das B(Xk).

A correção do filtro PHD, que tem forma similar
ao Filtro de Bayes usual, é dada por:

υk(m|Xk) = υk|k−1(m|Xk)×
[
[1−PD (m|Xk)+

∑
z∈Zk

PDgk(z|m,Xk)

ck(z|Xk)+
∫

PD (ξ |Xk)gk(z|ξ ,Xk)υk|k−1(ξ |Xk)dξ
]

]
,

(20)

onde υk(m|Xk) é a predição para a função de intensi-
dade, PD (m|Xk) a probabilidade de uma feature m ser
detectada com o robô na posição Xk, gk(z|m,Xk) o mo-
delo de medição do sensor no instante k e ck(z|Xk) a
intensidade de medições espúrias no instante k.

5 Simulação e Resultados

Para a simulação dos resultados, foram utilizados
como base os dados do ambiente e dos sensores dispo-
nibilizados para download em (Stachniss, 2018). Tal
framework foi adaptado para receber o algoritmo im-
plementado, o qual foi baseado nas referências (VO
and MA, 2006), (Clark et al., 2006) e (Mullane et al.,
2011a), bem como nos códigos disponibilizados em
(Vo; Clarke) e (Sola, 2018). O mapa true do ambiente,
com escala em metros, pode ser visualizado na Figura
5. As landmarks estão marcadas em azul, caminhos
que não devem ser cruzados em preto e a trajetória de-
seja para o robô está em vermelho.

Figura 5: Mapa do ambiente com as posições reais das
features em azul e trajetória planejada para o robô em
vermelho.

O resultado obtido, após o seguimento da tra-
jetória pelo robô, pode ser observado na Figura 6. A
trajetória estimada é apresentada em azul, a trajetória
executada pelo veı́culo em vermelho. Já as features
estimadas estão em verde, sendo os cı́rculos azuis as
features true.

Figura 6: Posições estimadas das features x posições
reais.

Neste estudo foi considerado apenas o problema
de mapeamento. Mesmo no RFS SLAM, para um me-
lhor desempenho computacional, há uma separação do
problema , sendo a localização normalmente realizada
por algum algoritmo baseado em Kalman ou filtro de
partı́culas, conforme (Ristic et al., 2016).



6 Conclusão

Inicialmente, pode-se concluir que o uso de Random
Finte Sets é adequado à aplicação no problema de ma-
peamento em robótica. Tal resultado já era esperado,
dado que fundamentalmente foi pensado para o pro-
blema de multi-target tracking oriundo da comunidade
de radares.

Também é possı́vel verificar que, apesar de todas
as vantagens apresentadas, o arcabouço matemático
diferente do usual, do utilizado pela comunidade e es-
tudiosos em robótica, pode tornar-se um entrave.

Uma vez superada tal dificuldade, a aplicação do
filtro PHD apresenta resultados consistentes e há uma
associação direta entre a integral da função intensi-
dade e número de features ou landmarks existente no
ambiente. Além disso, torna-se uma tarefa simples
estimar a posição desses marcos, já que os valores
de máximo locais da mistura Gaussiana correspon-
dem à posição deles. E, em posse dessa informação,
é possı́vel obter-se o vetor das médias e, portanto, as
coordenadas x e y de cada feature.

Dessa forma, a principal colaboração desse tra-
balho é fomentar o estudo das técnicas baseadas em
RFS em nossa comunidade. Além disso, este trabalho
abre a possibilidade para aplicação de RFS em pro-
blemas reais nos robôs pertencentes ao Laboratório de
Controle (LabCON/PEE) da Universidade Federal do
Rio de Janeiro. Portanto, espera-se apresentar traba-
lhos futuros dessa forma, além de uma evolução para
o caso mais complexo SLAM e elaboração de um am-
biente simulado via ROS.
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Abstract: Brazil has an extensive coastline and Exclusive Economic Zone (EEZ) area, which are
of high economic and strategic importance. A Maritime Surveillance System becomes necessary
to provide information and data to proper authorities, and target tracking is crucial. This paper
focuses on a multitarget tracking application to a large-scale maritime surveillance system. The
system is composed of a sensor network distributed over an area of interest. Due to the limited
computational capabilities of nodes, the sensors send their tracking data to a central station, which is
responsible for gathering and processing information obtained by the distributed components. The
local Multitarget Tracking (MTT) algorithm employs a random finite set approach, which adopts a
Gaussian mixture Probability Hypothesis Density (PHD) filter. The proposed data fusion scheme,
utilized in the central station, consists of an additional step of prune & merge to the original GM
PHD filter algorithm, which is the main contribution of this work. Through simulations, this study
illustrates the performance of the proposed algorithm with a network composed of two stationary
sensors providing the data. This solution yields a better tracking performance when compared to
individual trackers, which is attested by the Optimal Subpattern Assignment (OSPA) metric and
its location and cardinality components. The presented results illustrate the overall performance
improvement attained by the proposed solution. Moreover, they also stress the need to resort to a
distributed sensor network to tackle real problems related to extended targets.

Keywords: surveillance systems; tracking; PHD filter

1. Introduction

In 2015, the Brazilian Navy presented the strategic program, so-called the Management
System of Amazônia Azul (SisGAAz). Its main objective is to monitor the surveillance of
Brazilian jurisdictional waters and the international areas of responsibility for Search and
Rescue (SAR) operations [1].

The SCUA (freely translated to the Unified Situational Awareness System) implements
the SisGAAz’s first step in the gradual development of this Brazilian program. This system
is a C4ISR (Command, Control, Communications, Computers, Intelligence, Surveillance,
and Reconnaissance) that integrates multisensor and multisource data to either evaluate
situational awareness or support decision-making activities for the maritime area of interest.
In the context of situational awareness, multitarget tracking is a crucial task.

As for the problem of tracking multiple targets with an unknown number of targets,
random finite sets have attracted significant attention since they were introduced in the
1990s by Mahler [2]. Since this new approach was introduced, several filters for its imple-
mentation have been proposed. In the 2000s, real-data implementations were emerging in
areas as diverse as underwater active acoustics and air-to-ground GMTI (Ground Moving
Target Indicator) detection and tracking [3].

Although the Probability Hypothesis Density (PHD) filter is already widely known,
real-time implementation in systems that demand high performance and availability re-
mains an issue. Over the years, several works have proposed ways to overcome these
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concerns. According to Gao et al. [4], although there is no data association problem in this
filter, it can hardly be real-time implemented on a serial processor.

Different approaches have tried to overcome processing limitations or speed up pro-
cessing. Zheng et al. [5] have proposed an efficient event-driven data particle PHD filter
for real-time multi-target tracking. In order to reduce processing, the proposed method
distinguishes the survival measurements, spontaneous birth measurements, and clutters for
weight computation, which are steps with high computational complexity. With the same
objective, Li et al. [6] present an algorithmic framework for parallel SMC-PHD filtering
based on multiple processing. This algorithm fully parallels all Sequential Monte Carlo
(SMC) steps.

Few papers address the parallelization and optimization of the implementation of SMC
PHD filters. Li et al. [7] has proposed a novel Cardinality Consensus (CC) scheme to PHD
filter for multitarget tracking in decentralized sensor networks with severely constrained
communication. This scheme has a parallel filtering-communication mode as it performs
communication parallel to filtering operations, which leads to data exchanges that require
only a tiny amount of time. Li et al. [8] present details of GM PHD on the CC scheme,
which is the first distributed GM filter based on the parallel filtering-communication mode,
according to the authors.

In distributed multitargeting tracking applications, the fusion process of data received
from sensors is another concern. Li et al. [9] propose a suitable real-time data fusion
algorithm called Generalized Covariance Intersection (GCI). They, see [10], present another
solution for this issue. This work introduces Fixed-nodes PHD (FN-PHD) fusion, which can
achieve similar performance as PHD, but at much lower communication and computational
costs. Firstly, radars track targets by a PHD filter. Then the target state closest to the fusion
node is chosen, and all states among radars based on GCI are predicted and fused.

The SCUA applies parallelism to solve complex problems concerning data fusion in
real time. The Brazilian Navy system has already implemented the PPTS (Pair of Plots in
Two Stages) algorithm. This approach is a graph-based method proposed in [11], which is
PP (Pair of Plot [12]) based. In 2015, Mello et al. proposed the implementation based on
the model Gamma [13]. The proposed solution was the first parallel implementation of the
PPTS method, which employed three Gamma models, where two of them exploited the
resources of a parallel hardware environment (using MPI protocol and GPU).

This manuscript deals with the application of the GM PHD algorithm in a distributed
sensor network, which can be: Radars or cameras installed along the coast or area of interest;
radars on patrol or larger ships; and sensors installed in smaller boats. In such a system,
unlike those presented in other applications [14–16], each node has its processing and
tracking solution. Furthermore, through a communication link, they send their tracking
data to a central station responsible for gathering and processing the information obtained
by the distributed components.

The main contribution of this work is to propose an additional step of ‘prune &
merge’ to the original GM PHD filter algorithm. This approach includes an additional step
expecting to overcome the limitations of sensors and the original PHD algorithm. The
proposed scheme presented good results attested by the OSPA metric in the simulations
carried out. Furthermore, the target occlusion is overcome, which is one of the main
weaknesses of the GM PHD algorithm.

The paper is organized as follows: Section 2 presents related works; Section 3 defines
the MTT problem, presents the mathematical framework for RFS-based MTT, and presents
the PHD filter definition; Section 4 illustrates a distributed network tracking system appli-
cation, describes methods, presents the simulated scenarios and modeling, and analyzes
the results; and Section 5 exposes the conclusions.

2. Related Works

Many algorithms and methods for tracking targets are available in the literature.
Recursive filtering techniques under a Bayesian estimation framework are commonly used
to solve the tracking problem using a stochastic approach. These algorithms and methods
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include extensions of the well-known Kalman Filter (KF): The Extended Kalman filter
(EKF), Interactive Multiple-Model (IMM) filtering, and Variable-Structure IMM (VS-IMM)
filtering, besides others filtering techniques, that include grid-based approaches, as well as
nonparametric particle techniques [17].

The Kalman filter is the optimal estimator for stochastic white noise linear systems.
When dealing with a nonlinear estimation problem, this technique has substantial perfor-
mance limitations and no convergence guarantee. Extended and unscented KF variants
circumvent the nonlinearity issues applying approximations. These algorithms are most ef-
fective when facing unimodal problems. The performance of Kalman Filter-based methods
significantly decreases when applied to a multimodal problem, even in the most uncom-
plicated cases. It is precisely the problem considered in a maritime surveillance region:
Monlinear models and multimodal distributions.

The Multitarget Tracking (MTT) problem is multimodal. An established way to over-
come parametric methods limitations is achieved with the Multi-Hypothesis Kalman Filter
(MHKF) or Particle Filter (PF)-based tracking. The objective of MTT is to jointly estimate, at
each observation time, the number of targets and their trajectories from sensor data. Even
at a conceptual level, MTT is a nontrivial extension of single-target tracking. Indeed, MTT
is far more complex in both theory and practice [18]. According to [19], if the assumptions
of the Kalman filter or grid-based filters hold, then no other algorithm can out-perform
them. However, the assumptions in typical real scenarios do not hold, and approximate
techniques are essentially employed. As mentioned by [20], the problems found in these
applications favor and justify the use of MTT algorithms. The study by Jinan and Raveen-
dran [21] presents a particle realization applied to MTT using the coordinate turn model to
characterize targets dynamics in a two-dimensional maneuver representation. The survey
by Wang et al. [22] introduces some advances in algorithms for multitarget tracking.

While the Kalman Filter is concerned with tracking a unique object under a single
target problem, there are complementary steps of data association and management that
compose multitarget tracking. Conventional MTT techniques typically employ divide-
and-conquer approaches that partition a multitarget problem into a family of parallel
single-target problems [23]. Given that each KF instance corresponds to a unique target,
the data association issue arises as a consequence. If a wrong association occurs (i.e., some
observation is associated with a wrong track), the system cannot recover from this error.
When dealing with crowded scenes, it is not straightforward to assign an observation to
a particular track [20]. One strategy to deal with this problem in Multiple-Hypothesis
Tracking (MHT) is to delay data association decisions by keeping multiple hypotheses
active until data association ambiguities are solved [24]. Data association is a process in
which each measurement is hypothesized to have been originated from a known target, a
new target, or clutter. This process is the vital point of MTT, and it becomes more complex
with multiple targets, where the tracks compete for measurement [25]. For an introduction
to conventional algorithms of data association in MTT, see [26]. In [27], the data association
problem is treated as an optimization problem, and two methods are presented, one using
a neural network and the other, an evolutionary algorithm.

Although these MTT techniques are well established, they present the problem of data
association as an extra and even more complex difficulty. The lack of an optimal global
solution for estimating target states and the absence of a Bayesian filter without some
intermediate heuristic method exemplify such complexity. Alternatively, seeking to cope
with this brittleness, Mahler [2] proposes an MTT algorithm based on the theory of Random
Finite Sets (RFS). The indicated approach unifies into a single probabilistic procedure that
contains detection, correlation, tracking, and classification. Finite-set Statistics (FISST) is
the mathematical framework that supports the RFS approach, see [23,28,29] for a more
detailed review.

Notwithstanding all RFS theoretical advantages, the RFS-based recursive Bayes fil-
ter, even in single-target problems, is so computationally challenging that it requires an
approximate solution to make it implementable. For this purpose, Mahler [30] presents
the PHD filter, which gives the number of expected targets when integrated over a region
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in target state space. Considering its recursive nature, by propagating PHD’s first-order
moment statistics, it becomes computationally attractive. In their study of the PHD filter,
Vo and Ma [31] propose an analytical solution for the PHD recursion of targets with linear
dynamics. Clark and Bell [32] analyze convergence for Sequential Monte Carlo (SMC) ap-
proximation using a particle filter, while Clark and Vo [33] consider the Gaussian Mixture
(GM) realizations under linear or nonlinear stochastic processes.

There are significant applications in the literature for the mentioned methods that
demonstrate their use to multitarget tracking under a high clutter environment as [34–37]
for SMC, and [38–42] for GM implementations. Different works [43–45] present the Car-
dinalized version (CPHD), which is a generalization of the PHD recursion, propagat-
ing jointly the posterior intensity and the posterior cardinality distribution, whilst PHD
recursion propagates only the intensity. Mahler [46,47] introduces more advances in
PHD approximations.

Regarding naval applications, Pace [14] implements SMC and GM PHD filter for
a 3D radar applied to realistic three-dimensional aerial and naval scenarios. This work
illustrates and compares their performance in detecting, initiating, and terminating tracks
with clutter presence. Also related to the same type of application, Do et al. [16] propose a
method for online tracking multiple targets for a naval area using a Generalized Labeled
Multi-Bernoulli (GLMB) filter.

There is some research on surveillance and distributed sensors based on PHD filter-
ing. However, few papers deal with maritime surveillance and distributed processing.
Laneuville and Houssineau [48] consider the problem of multitarget tracking with pas-
sive data, obtained by geographically-distributed cameras using a GM-based algorithm.
Battistelli et al. [49] treat CPHD applied to distributed multitarget tracking over a sensor
network of heterogeneous and geographically-dispersed nodes with sensing, communica-
tion, and processing capabilities. Pailhas et al. [15] attempt Multiple-Input Multiple-Output
(MIMO) sonar systems for area surveillance, especially to a harbor environment, with a
restricted area located close to a traffic area, protecting it from underwater intrusion. Gul-
mezoglu et al. [50] investigate the use of GM PHD filters for multiple people tracking using
a network of radar sensors in an indoor environment. Dias and Bruno [51] introduce a new
cooperative particle filter algorithm for tracking emitters using Received-Signal Strength
(RSS) measurements considering the communication’s cost. They propose two different
solutions for reducing communication overhead with a modest degradation in performance.
Concerning maritime surveillance, these cited applications have in common the following
aspects: A central sensor fusion, stationary sensors, and no local PHD computation.

3. Background

This section provides minimal background to readers unfamiliar with the problem of
tracking multiple targets, Bayesian filters, or the RFS approach.

3.1. Problem Statement

To formulate the tracking problem under a RFS framework, it is necessary to define
some fundamental issues. According to Bar-Shalom and Li [52], estimation is the process
of selecting a point from a continuous space—the “best choice” in line with some criteria;
tracking is the state estimation of a moving object based on remote measurements, using
one or more sensors at fixed locations or on moving platforms; and filtering is the current
state estimation of a dynamic system—the reason for the use of the word “filter” is that
the process for obtaining the “best estimate” from noisy data amounts to “filtering out”
the noise.

In general, the objective of MTT is to jointly estimate, at each observation time, the
number of targets and their trajectories from sensor data. Even at a conceptual level, MTT is
a non-trivial extension of single-target tracking [18]. This problem has a two-fold objective:
(1) Estimate the random number of targets that are present in the area of interest and
(2) estimate the random state vector of each target [49].
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Different from traditional MTT vector-based techniques that divide the problem into
decoupled single-target problems, RFS tracking uses a state vector collection, treating
the elements as random variables as well as the number of elements in that collection
itself. Mathematically, the objective is to obtain the posterior multitarget joint probability
density functions:

p(Xk, Zk), (1)

where Xk and Zk are, respectively, the state and observations random finite sets, which are
defined in the next section, at the instant k.

3.2. RFS Fundamentals

This section presents concepts and mathematical tools necessary to contextualize
RFS-based tracking and Bayesian filtering. For a more detailed review, see [23,29].

A random finite set is a convenient probabilistic model for the representation of
multiple stochastic dynamic systems (objects) and sensor measurements. Suppose, at the
discrete-time k, there are nk objects with states xk,1, . . . , xk,nk

taking values in the state space
X ⊆ Rnx . Both the number of dynamic objects, nk and their individual states in X are
random and time-varying. The multi-object state at instant k, represented by a finite set.

Xk =
{

xk,1, . . . , xk,nk

}
∈ F (X ), (2)

can be modeled as a random finite set on X . Here F (X ) is the set of finite subsets of X [53].
Analogously, suppose that Zk is a measurement set from an observation process, which

contains mk elements reported at time k, then:

Zk =
{

zk,1, . . . , zk,mk

}
∈ F (Z), (3)

is the RFS model on the observation space Z ⊆ Rnz .
The cardinality (number of elements) and the individual state for a random finite

collection are random variables that take values as unordered finite sets. These RFS charac-
teristics provide this technique with the capacity to perform data association automatically
and multitarget state estimation jointly.

The cardinality is a random variable and is modeled by a discrete distribution [54],
according to:

ρ(n) = Pr{|X| = n}, (4)

where n ∈ N, and Pr denotes the probability.
A random finite set is a finite-set valued random variable. Thereof, it has the usual

probabilistic descriptors of a random variable in the sense of Finite Set Statistics (FISST),
such as the Probability Density Function (PDF) and its statistical moments. The PDF of an
RFS variable X is denoted f (X) and uniquely defined by the cardinality ρ(n) and symmetric
joint distributions fn(x1, . . . , xn). Mathematically, the FISST PDF definition is [54]:

f (X) = f ({x1, . . . , xn}) = n! · ρ(n) · fn(x1, . . . , xn). (5)

The probability distribution of the cardinality itself is obtained according to:

ρ(n) =
1
n!

∫
f ({x1, . . . , xn})dx1 . . . dxn. (6)

A central concept in FISST is the set integral. Given f (X) is a random variables
distribution over a random set, the set integral of f (X) is defined by:

∫
f (X)δX =

∞

∑
n=0

1
n!

∫
f ({x1, . . . , xn})dx1 . . . dxn. (7)
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This integral characterizes the sum over the set cardinality, integrating all possible sets
according to the number of elements. Besides, the term 1/n! considers the permutations of
a set of size n.

The intensity function (also known as the probability hypothesis density or PHD) of an
RFS X is defined as its first statistical moment [54]:

D(x) = E{δX(x)} =
∫

δX(x) f (X) δX, (8)

where δw(x) is the standard Dirac delta function concentrated at w and δX(x) is the set
Dirac delta function, which is defined according to:

δX(x) = ∑
w∈X

δw(x). (9)

It is important to indicate that the PHD is not a probability density. It is uniquely character-
ized by the following property. Given a region S of single-target state space, the integral is
defined by:

m̂ =
∫

S
D(x)dx, (10)

and is the expected number of targets in S, i.e., equal to unity. In particular, if S is the entire
state space (the multitarget state space), then the integral is the total expected number of
targets in the scene [23]. An intuitive interpretation of this function considers it as the
density of the expected number of targets occurring at a given point. Furthermore, the mass
is seen as the density’s integral over the volume of space. Consequently, it is the expected
number of targets. Additionally, the peaks of the intensity function indicate locations with
a relatively high concentration of the expected number of targets, in other words, locations
with a high probability of feature existence [55].

The Poisson RFS is a vital probability distribution type for this study. It is the unique
RFS completely specified by its intensity function. Its name comes from the Poisson point
process. If the RFS is Poisson, i.e., the number of points is Poisson distributed and the points
themselves are IID (Independently and Identically Distributed), then the probability density
of X can be constructed exactly from the PHD [55]. Summarily, its cardinality distribution,
multi-object PDF, and intensity function follow, respectively, Equations (11)–(13).

ρ(n) =
e−λλn

n!
, n = 0, 1, 2, . . . (11)

where λ > 0 is the expected cardinality of X.

f (X) = e−λ ∏
x∈X

λ p(x). (12)

D(X) = λ p(x). (13)

In this context, p(x) refers to the Probability Density Function (PDF) of a random variable
x, which can be distributed as Gaussian or Uniform, for example.

3.3. PHD Filter Definition

A simple approach to set-based estimation is to exploit the physical intuition of the first
moment of an RFS, known as its PHD or intensity function [55]. This approach is consistent
with the multitarget equivalent of expected value—the expectation of an RFS. As stated
previously, the PHD function corresponds to a mass density, and the mass corresponds
to the expected value of targets in some state-space region S ⊆ X . For this reason, it is
possible to link the PHD function and Bayesian framework.

In order to obtain a definition for the PHD function, there are two intuitive ways. The
first one would be to obtain the PHD as a mathematical expectation of a point process
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density, as previously presented in Equation (8). The second one would be to treat the PHD
as the limit of an occupancy grid probability.

As stated by Erdinc et al. [56], the surveillance region can be partitioned into bins, and
it is assumed that each bin has the same volume. Furthermore, these bins are sufficiently
small so that each bin is potentially occupied by at most one target [56]. Based on this, if mi
denote the centre and B(mi) the region defined by the boundaries of the ith grid cell, then
the expected number of features over the region SJ =

⋃
i∈J B(xi) is given by:

E
{∣∣X ∩ SJ

∣∣} = ∑
i∈J

Pocc(B(xi)) = ∑
i∈J

D(xi)λ(B(xi)), (14)

where X ∩ SJ is the intersection between the state space X and surveillance area SJ ,
Pocc(B(xi)) denote the occupancy probability, λ(B(xi)) is the area of the ith grid cell, and:

D(xi) =
Pocc(B(xi))

λ(B(xi))
(15)

is the intensity function. As the grid cell area tends to zero (or for an infinitesimally small
cell), B(xi)→ dxi, the sum then becomes an integral, and the expected number of features
in S becomes:

E
{∣∣X ∩ SJ

∣∣} =
∫

S
D(x)dx. (16)

D(x) defines the PHD and it can be interpreted as the occupancy probability density at the
point x [55]. The main objective for MTT RFS-based is propagating the intensity function to
estimate targets state recursively based on the Bayesian framework.

Bayes theorem allows computing the probability of an event based on prior knowledge
of conditions related to the event and some new evidence. This concept is the basis of
Bayesian filters, which estimate the current state of a dynamic system in a probabilistic way.
This process consists of two steps: Prediction and update, according to:

p(xk | z1:k−1) =
∫

p(xk|xk−1)p(xk−1 | z1:k−1)dxk−1, (17)

and

p(xk | z1:k) =
p(zk | xk)p(xk | z1:k−1)∫

p(zk | xk)p(xk | z1:k−1)dxk
, (18)

where x is the state vector, and z is the observation vector, both in the conventional sense.
Equations (17) and (18) are the recursive algorithm presentation of the Bayes Theorem.

Because of the Markov assumption, the posterior probability of the state is only
determined based on the prior distribution, i.e., it is conditionally independent of the other
earlier states. This premise is the basis for recursive estimation.

The presented filter has only conceptual importance. Because of the integral in
Equation (17), it is computationally tractable only for a few discrete cases. However,
all Bayesian recursive filters, such as Kalman Filter, are derived from it.

The recursive RFS filter is defined by Equations (19) and (20), similarly to the Bayesian
filter one. Given the multitarget state Xk, and measurement Zk in the random finite set
framework, suppose that at time k− 1 the posterior FISST PDF of the multi-object state,
fk−1(Xk−1|Z1:k−1) is known. Here Z1:k−1 ≡ Z1, . . . , Zk−1 is the sequence of all previous mea-
surements. Then, respectively, the predicted and updated posterior multi-object densities
is expressed as follows [53]:

fk|k−1(Xk|Z1:k−1) =
∫

Πk|k−1(Xk|X′) fk|k−1(X
′|Z1:k−1)δX′, (19)

fk(Xk|Z1:k) =
ϕk(Zk|Xk) fk|k−1(Xk|Z1:k−1)∫
ϕk(Zk|X) fk|k−1(X|Z1:k−1)δX

, (20)
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where X′ is the set of targets previously observed, ϕk(Zk|Xk) is the observation likelihood
function, and Πk|k−1(Xk|X′) is the FISST transitional density (representing the multitarget
motion model in the RFS sense). The posterior density is the estimate of a set of points from
the multi-object filter at each time step. It is a target state estimate collection (unlabeled
and unordered). Similar to the integral present in the Bayes filter, computing the exact
multi-object posterior density is numerically intractable because of the set integrals. All the
practical algorithms are approximations, and the PHD filter is one of these algorithms.

Mahler [30] derives a recursive Bayes filter for a PHD filter that accounts for multiple
sensors, nonconstant probability of detection, Poisson false alarms, as well as the appear-
ance, spawning, and disappearance of targets. The PHD is a best-fit approximation of
the multitarget posterior in an information-theoretic sense and propagates the first-order
statistical moment of the multitarget posterior.

For a Poisson point process, as described previously, the prediction and update recur-
sive filter equations are [54]:

Dk|k−1(x) = bk(x) + pS

∫
πk|k−1(x|x′)Dk−1(x

′)dx′, (21)

Dk(x) = Dk|k−1(x)×
[

1− pD + ∑
z∈Zk

pDgk(z|x)
ck(z) +

∫
pDgk(z|x)Dk|k−1(x)dx

]
, (22)

respectively, where x is the state of a single object (a random vector), z is a measurement
of a single object (a random vector), bk(x) is the PHD of the births at instant k, pS is the
probability that a target still exists at time k, and πk|k−1 is the target transition function,
Dk−1 is the prior intensity, Dk is the posterior intensity, pD is the probability that a target is
detected at time k, ck(z) is the clutter PHD at time k, gk(z|x) is the target observation model.
For simplicity, the probabilities of detection pS and pD presented here are independent of
the state.

For computational implementations, see [38,39] for approximations based on Gaussian
Mixture and [37,57] for particle methods.

This work implements a Gaussian Mixture realization. The GM is a weighted sum of
Gaussians, according to:

GM(x) =
Jk

∑
i=1

w(i)
k N (x; m(i)

k , P(i)
k ), (23)

where w(i)
k is the weight, m(i)

k is the mean, and P(i)
k is the covariance matrix of the ith

component from total Jk.
For practical implementations, this algorithm needs complementary steps when com-

pared to the canonical form of the Bayesian sequence. The GM PHD filter suffers from
computational problems associated with the increasing number of Gaussian components
as time progresses. This issue implies that the number of components in the posterior
intensities increases without bound [38].

The prune & merge methods are the two most implemented methods to solve these
issues in practical implementations. The first one consists of reaping components of the
Gaussian mixture with values below a limit of T. Combined with the pruning operation, the
merge method is applied to prevent unbounded growth. This method consists of clustering
GM components in a region defined by the Mahalanobis distance L and delimited by
threshold U according to:

L :=
{

i ∈ I = w(i)
k > T|(m(i)

k −m(j)
k )T(P(i)

k )−1(m(i)
k −m(j)

k ) ≤ U
}

, (24)

where j refers to the component with the highest weight in set I. This distance measures
how some points are distant from the mean, reflecting the sample dispersion considering
the covariance matrix. An intuitive interpretation is that the more the data is correlated,
the shorter the distance between them will be, forming a cluster.
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The last step is the state extraction, which eliminates GM components with weak
weights after the prune & merge step. A better alternative is to select the means of the
Gaussians that have weights greater than an Extraction threshold E [38]. It is important to
note that this step does not interfere with the filter performance.

Algorithm 1 presents the relationship between the filter equations and the execution
steps for the GM PHD approximation .

Algorithm 1 GMPHD(D(xk−1))

for Every instant k
do



Prediction based on Equation (21)
Update based on Equation (22)
Prune and Merge based on Equation (24)
comment: Extraction based on:

Set X̂k := ∅
for i← 1 to Jk

do

{
if w(i)

k > E
then X̂k := [X̂k, m(i)

k ]

return (D(xk), X̂k)

3.4. Optimal Subpattern Assignment (OSPA) Metric

The concept of error between a reference quantity and its estimated value plays a fun-
damental role in any filtering problem [58]. Unlike the idea of miss-distance in single-object
tracking systems, such as the error between actual and estimated state, there is no direct
way to measure this error in the multi-object case. As stated by Schuhmacher et al. [58], a
satisfactory multi-object miss-distance needs to capture the “difference” between two sets
of vectors, namely the reference multi-object state and the estimated multi-object state, in a
mathematically consistent yet physically meaningful manner.

In short, the OSPA metric is the “distance” between a set of tracks and the known
truths. This metric contains two error measures between those sets: Localization error
component (accounts for state estimation) and cardinality error component (a benchmark
for the number of missed targets). There is a third component out of the scope of this work
called the labeling error component, which accounts for an incorrect assignment.

For two finite sets X and Y with respective m and n cardinalities, for m ≤ n, the OSPA
distance metric is defined according to [58]:

d
(c)
p (X, Y) :=

(
1
n

(
min
π∈Π

m

∑
i=1

(d(c)(xi, yπ(i))
p + cp(n−m)

)) 1
P

, (25)

where d(c)(x, y) := min(c, d(x, y)) is the cutoff distance between two elements of X and Y
with c > 0 being the cutoff parameter, Πn represents the set of permutations of length m
with elements taken from {1, 2, . . . , n}, and 1 ≤ p < ∞.

The cutoff parameter c determines the relative weighting of the cardinality error
component against the base distance error component. Larger values of c tend to emphasize
cardinality errors and vice versa. The order parameter p controls the penalty assigned to
“outlier” estimates (which are not close to the ground truth tracks). A higher value of p
increases sensitivity to outliers [59].

4. Application for Tracking Maritime Surveillance

The SCUA integrates multisensor and multisource data to evaluate situational aware-
ness and support decision-making activities for the maritime area of interest. Both types of
sensors, shipboard or stationary, can belong to the distributed network. Therefore, different
devices such as cameras, radars, and sonars can integrate the system.
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For small ships, computers (sometimes IoT devices or tablets) have a limited processing
capacity. System components exchange data via communication links such as 4G, LoRaWan,
or satellite. As a result of processing capacity and bandwidth limitations, the tracker should
have a low computational load. Allied to this, it should produce good results in a low
clutter environment with a high probability of detection.

Each network member has a local application, which runs SCUA with several features
and services, with the tracker being one of those. SCUA has parallel processes and comput-
ing (based on OpenCL), depending on the hardware used in the node. The parallelization
method is not concerning in this manuscript.

Figure 1 presents the implementation scheme for PHD filtering in local trackers and the
data fusion in Central Station (C&C), for the case illustrated in this work. The simulations
presented in this section use this same scheme.

Radar 1
measurements

UpdatePrediction Prune & Merge

Update

Radar 2
measurements

Prediction Prune & Merge

Radar Tracker 1 in SCUA Local Application

Radar Tracker 2 in SCUA Local Application

Prune & Merge

SCUA data fusion from
all local trackers (in C2C)

Provide situation awareness
data to ships, other

SCUA application, etc.

Figure 1. Probability Hypothesis Density ( PHD) filtering and data fusion implementation scheme
(example of two sensors available).

4.1. Surveillance Scenario

Due to confidentiality issues, only simulations based on Matlab Sensor Fusion® objects
are used to illustrate the results of the application. In this simulation scenario, the dis-
tributed network is composed of two stationary sensors (2D radars). Both radars stare into
the harbor, covering a 90-degree azimuth sector. The sensors are diagonally positioned in
the surveillance area in opposite directions, according to Table 1. Each of them has a tracker
responsible for monitoring targets in their respective FoV and providing the posterior
intensity distribution.

This scenario was defined according to the main aspects: Availability and ease of
access to data. There were no more sensors available at the collection and analysis of
actual data to prepare the simulation. Furthermore, data obtained from sensors installed on
ships could expose sensitive performance data. Given Brazilian regulations, this additional
data would require significant effort to consult competent authorities. Despite this data
limitation, this scenario proved appropriate for this work.

Table 1. Radars and Central Station in simulation.

Entity Coordinates [km] Angular Sector Covered by FoV [rad]

Radar 1 (7.38,−0.236) [0,−π/2]
Radar 2 (−4, 9) [−π/2, π/2]

Central Station (Tower) (0, 0) Not Applicable
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The effects of latency and bandwidth limitations in communication are not considered
in the simulations. Due to the distances involved, the effect of the earth’s curvature in the
observations is also not considered.

Additionally, there are vessels typically found in the maritime area of interest in
simulation. There are five vessels in the harbor within the surveillance sector. Two of them
are turning at 20 and 30 knots. The others are traveling with a constant heading of 10, 12,
and 6 knots. Table 2 resumes information concerning the initial states of the ships.

Table 2. Ships initial states and type of movement.

Ship Initial Speed [knot] Initial Orientation [Deg] Initial Coordinates [km] Type of Movement

1 20 130 (3.15, 7.4) Circular with radius 200 m
2 30 120 (−0.5, 6) Circular with radius 400 m
3 10 0 (3.2, 1.3) Constant heading
4 12 0 (−1.5, 7) Constant heading
5 6 90 (−0.6, 0.7) Constant heading

Figure 2 illustrates the surveillance scenario described here.

Ship 1

Ship 2

Ship 3

Ship 4

Ship 5

Figure 2. Maritime surveillance scenario.

4.2. Dynamic Modeling

Each of these five vessels in the simulation scenario has a kinematic state vector
denoted by:

x = [x ẋ y ẏ ω]T , (26)

where (x, y) corresponds to position coordinates, (ẋ, ẏ) corresponds to velocities, ω is the
constant turn-rate, and T denotes the transpose operation.

Another crucial dynamic model is the one used by the filter itself. Despite the problem
of multitarget tracking, the dynamic model of a single target remains fundamental to
establish the representative dynamics of each individualized target. Therefore, each target
needs a motion model for the filter prediction step. The choice of this model is directly
linked to the filter performance.

Tracking targets with coordinated turn motion is highly dependent on the models and
algorithms [60]. Since the targets are possibly small, fast, and easy-to-maneuver vessels,
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the nonlinear nearly constant turn model is the best choice [61]. For a single target, the state
dynamics is given by [38]:

xk = F(ωk−1)xk−1 + Gwk−1 (27)

ωk = ωk−1 + ∆uk−1, (28)

where xk = [xk yk ẋk ẏk]
T corresponds to 2D position and velocities coordinates at instant k,

ω stands for the turn rate in time k, w = [wx wy]T is a zero-mean Gaussian process noise
with σω ∈ R2×2 covariance, u is a random variable with zero-mean, σu is the covariance,

F(ω) =




1 0 sin ω∆
ω − 1−cos ω∆

ω

0 1 1−cos ω∆
ω

sin ω∆
ω

0 0 cos ω∆ − sin ω∆
0 0 sin ω∆ cos ω∆


,

G =




∆2

2 0
0 ∆2

2
∆ 0
0 ∆


,

and ∆ is the sample time.
For each target and stationary sensor, the observation model consists of azimuth and

range measurements, according to:

zk =

[√
(xk − xs)2 + (yk − ys)2

arctan
(

yk−ys
xk−xs

)
]
+ εk (29)

where (xk, yk) is the target position at instant k, (xs, ys) is the sensor position, and εk is a
zero-mean Gaussian process noise with Rk ∈ R2×2 covariance.

4.3. Filter Parameters

The Gaussian Mixture PHD filters used in the simulations are that described in
Equations (21) and (22). Each of them enables us to estimate the positions of the ships
individually, as described before. Since the predictive model is nonlinear, the filter is the
EKF version (see [38] for details about the Jacobians). Table 3 presents the filter parameters
used in simulations.

Table 3. Filter parameters used for tracking targets.

Filter Parameter Value

Sensor maximum range 12 km
Distance resolution noise 25 m
Azimuth resolution noise 0.5◦

Probability of Survival (pS) 0.99
Probability of detection (pD) 0.9
Sensor field-of-view (FoV) 90◦

Clutter density 2× 10−8

Prune threshold (T) 10−6

Merge threshold (U) 25
Extraction threshold (E) 0.8

Maximum number of components 1000
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For simulation purposes, there is no spawning, and the spontaneous birth RFS is
Poisson, i.e., added uniformly inside the sensor’s field of view, with a rate of 10−5. The
births have a unitary initial weight, and an initial covariance matrix:

Pbirth =




105 0 0 0 0
0 105 0 0 0
0 0 105 0 0
0 0 0 105 0
0 0 0 0 1000




.

Finally, the clutter RFS follows the uniform Poisson model over the sensor FoV, the
surveillance region being [−π/2, π/2] rad × [0, 12] km.

Since each radar independently estimates the coordinates of the targets, this informa-
tion needs to be gathered. Then, the simulated central processing merges these distributions,
obtaining the final solution in a distributed and cooperative way. Similarly to [62], the
merging process is:

Cooperative Tracking = merge(
{

D(x)1, D(x)2, . . . , D(x)R
}
), (30)

where D(x)i is the intensity estimated by ith distributed sensor, and R is the number of
distributed sensors. Merge operation is a clustering technique. For RFS applications, the
algorithms based on Mahalanobis distance are the most common method, which is detailed
in [38].

Figure 3 resumes, in a block diagram, all the steps of the simulation setup (surveillance
scenario, models, and filter parameters).

Step 1: Se�ng radars and Central

Sta�on according Table 1.

Step 2: Se�ng targets (ini�alstates

and type of movement) according

Table 2.

Step 3: Se�ng targets according Table 2

and equa�on (26).

Step 4: Se�ng trackers’ predic�on

model according to equa�ons (27),

(28), and (29).

Step 5: Se�ng �lter parameters

according Table 3.
Step 6: Simula�on with 1 radar.

Step 7: Inclusionof anew radar: same

assteps 1 to 5.

Step 8: Simula�on with 2 radars - inclusion of addi�onal procedure:gaussian mixtures from

both radars are merged according to equa�on (30).

Figure 3. Block diagram of the proposed scheme.

4.4. Results and Discussions

Based on OSPA metrics shown in Figure 10, the results presented in the simulations are
satisfactory. Initially, to illustrate the performance achieved, the simulated tracking system
uses only one radar, whose FoV is represented by the region delimited by red lines (as in
the other figures). The tracker exhibits good results, i.e., it can track the targets observed by
the sensor. Figures 4 and 5 present these results.
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Figure 4. Tracking with one sensor.

Figure 5. Tracking of two targets with different trajectories.
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As stated before, these figures demonstrate the tracking system’s performance with
just one sensor. In addition, these figures show that the ships are tracked regardless of
whether the movement performed is linear or circular, despite an initial transitory. It is
noteworthy that the vessels present significant differences in their speed and movements.
At the same time, one navigates at 12 knots, the other spins at 30 knots.

Figure 5 is an enlarged view of two targets with different movements, one linear and
the other circular. This figure reinforces the tracking capacity of the system in different
conditions of movement of the target. Furthermore, it attests the good choice of the
dynamic turn-rate model for the targets. This choice is an essential factor for the success of
the tracking system, as stated by [60].

Despite the successful choice for the prediction model, the figure illustrates an existing
problem in real-life systems called target occlusion. Figure 6 shows this weakness when
using only one radar. The larger vessel occludes the smaller one. Therefore, it is not
detected by the tracking system. Given that the application aims to combat illegal activities
usually carried out in the region by small vessels, it is essential to use sensors distributed
throughout the surveillance area. This fact is further reinforced by the large dimensions of
the surveillance area.

Figure 6. Target in occlusion.

Inserting a second radar prevents targets occlusion, as illustrated by Figure 7.
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Figure 7. Second radar in the surveillance area.

Figures 8 and 9 present the results with combined trackers, i.e., two radars.

Figure 8. Complete tracking with merged PHDs.
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Figure 9. The number of estimated targets by individual trackers, and merged.

It is possible to observe that combining information from each tracker allows a faster
convergence to the number of actual targets. In addition, it is more stable since the increase
in data sources (sensors) in the system avoids targets occlusion compared to using only
one radar.

Finally, Figure 10 presents the OSPA metric and its components, which corroborates
the analyses based on the previous figures. The merged tracker is faster and more stable, as
can be observed in the plots, in particular after a period of 40 s. The lower the metric value,
the better the filter’s performance. Furthermore, the combined filter with data from both
radars shows better results for localization and cardinality OSPA components. The location
component is related to the position error, as can be seen in Figure 10, after 40 s, the value
tends to zero. Similarly, at the same instant, the cardinality component becomes zero.

0 20 40 60 80 100 120
Time(s)

0

5

10

15

20

25

O
S

P
A

 (
m

)

OSPA distance

Radar 1
Radar 2
Merged

0 20 40 60 80 100 120
Time(s)

0

5

10

15

20

O
S

P
A

-l
o

c 
(m

)

OSPA-localization component

Radar 1
Radar 2
Merged

0 20 40 60 80 100 120
Time(s)

0

5

10

15

20

25

O
S

P
A

-c
ar

d
 (

m
)

OSPA-cardinality component

Radar 1
Radar 2
Merged

Figure 10. OSPA metrics.
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The simulations illustrate the problem of target occlusion when they present different
geometries and dimensions. Inserting a new sensor and the consequent increase in the
sensor network prevents targets occlusion and improves the overall performance of the
tracking system. These results reinforce the statement by Vo and Ma [38]: The efficiency
and simplicity in the implementation of the Gaussian mixture PHD recursion also suggest
a possible application to tracking in sensor networks.

The algorithm has performance limitations already demonstrated in other researches.
The proposed architecture presents good results when applying an additional step to the
original algorithm, which is the main contribution of this work: A low-complexity data
fusion scheme. Additionally, this proposed scheme presents promising results, especially
when dealing with the target occlusion problem.

5. Conclusions

This paper introduces a Maritime Surveillance System for the Brazilian Coast. The
system has a complex network of distributed sensors and processing stations. The demand-
ing requirements for its operation are one of the motivations for the present work. In this
context, this work presents an algorithm to track an unknown number of marine targets
from multiple sensors in a large-scale surveillance area. A merged version of the Gaussian
Mixture PHD filter is applied to a realistic multitarget tracking scenario. The proposed filter
shows promising results through simulations, even for targets with different sizes, move-
ments, and speeds. The proposed data fusion scheme improves the overall performance of
the tracking system and overcomes targets’ occlusion. This fact further evidences, for the
application, the need for a network of distributed sensors, given the system’s mission and
the extension of the area of interest. Additionally, it is possible to conclude that increasing
the covered area using sensors of a smaller capacity also contributes to the economic aspect
of this modular undertaking.

For future work, one of the focuses would be investigating different RFS-based filters,
the capabilities of the extended algorithms, and different sensor types such as stationary
passive sonars or shipboard radars. Moreover, the computational models used for paral-
lelism and multiprocessing should be investigated. In particular, those based on Gamma
models, once SCUA data fusion applications already use this approach. These future works
will attest, corroborate the empirical results obtained in the simulations, and contribute to
using these algorithms in a new computational paradigm.
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