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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

DETECÇÃO DE PONTOS FIDUCIAIS EM FACES USANDO FILTRAGEM

LINEAR

Felipe Moreira Lopes Ribeiro

Fevereiro/2014

Orientador: Eduardo Antônio Barros da Silva

Programa: Engenharia Elétrica

Este trabalho têm três contribuições principais. A primeira contribuição deste

trabalho é a implementação de um arcabouço para treino e validação de detecto-

res. Para prover flexibilidade, este arcabouço foi projetado de modo que seus blocos

constituintes são blocos permutáveis. Desta forma, outros métodos podem ser apli-

cados sobre diversas bases da dados e avaliados no arcabouço proposto. A segunda

contribuição é a avaliação do desempenho de diferentes técnicas de filtragem linear

quando aplicadas a detecção de pontos fiduciais faciais. Detectores lineares foram

escolhidos devido a rapidez, simplicidade e eficiência, com taxas de acertos com-

paráveis a métodos mais complexos. Adotou-se o contexto de detecção de pontos

fiduciais faciais em razão de sua relevância para uma gama de aplicações, como in-

terfaces homem-máquina, sistemas de entretenimento, sistemas de segurança, dentre

outros. Como terceira contribuição são propostas novas abordagens para alguns dos

métodos já existentes, seja no treinamento ou no formato de extração de carac-

teŕısticas, tendo como objetivo aumentar a robustez e o desempenho dos detectores.

O sistema resultante é capaz de realizar a detecção de pontos fiduciais em indiv́ıduos

não pertencentes à base de treinamento em tempo-real, sobre várias condições de

iluminação, com resultados competitivos.
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requirements for the degree of Master of Science (M.Sc.)

FIDUCIAL LANDMARKS DETECTION ON FACES USING LINEAR

FILTERING

Felipe Moreira Lopes Ribeiro

February/2014

Advisor: Eduardo Antônio Barros da Silva

Department: Electrical Engineering

This work has three main contributions. First, implementing a framework for

training and validation of detectors. In order to provide flexibility, the framework

was designed as interchangeable building blocks. Thus, different methods applied

to the same and/or other databases can be used and evaluated inside the pro-

posed framework. Second, evaluating the performance of different linear filtering

techniques when applied to human fiducial points detection. Linear detectors were

selected by their speed and low complexity, with hit rates comparable to more com-

plex methods. The facial fiducial points detection context was chosen due to its

relevance for a great range of applications, such as human-machine interfaces, enter-

tainment systems, security systems, as well as many others. The third contribution

consist of new approaches to some existing methods, either in the training or in

the features extraction, with the objective of increasing the detectors robustness

and overall performance. The proposed framework is able to recognize facial land-

marks on subjects not belonging to the training database in real-time, under various

lighting conditions, with competitive performance.
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Caṕıtulo 1

Introdução

Recentemente o problema de extração de informações e reconhecimento de padrões

em imagens tem recebido grande atenção, dado o crescente interesse em formas al-

ternativas de interação com dispositivos eletrônicos com diferentes usos em múltiplas

aplicações, como sistemas de segurança, sistemas de realidade aumentada, interface

homem-máquina, dentre outras [1, 2].

Muitas dessas aplicações têm como objetivo a interação e o reconhecimento de

seres humanos, onde o conjunto de caracteŕısticas mais marcantes são localizadas

sobre a face. Nesse caso, a realização de tarefas pode ser feita através da detecção

de pontos fiduciais faciais. Pontos fiduciais são pontos de controle sobre regiões

caracteŕısticas de um objeto. No caso da face, são pontos definem uma face humana,

como ponta do nariz, cantos da boca e centro dos olhos.

Existem inúmeras técnicas para realizar essa detecção, principalmente para a

região dos olhos [3–5]. Como exemplo, em [5] é realizada a detecção de pontos

fiduciais da região dos olhos através de detectores locais Inner Product Detector

(IPD) [6, 7] em conjunto com o detector de faces Viola-Jones [8], utilizados em con-

junto com um esquema de consistência temporal, tendo o aux́ılio do algoritmo de

fluxo óptico Lucas-Kanade [9], e geométrica, trabalho continuado em [10]. Em [1] é

apresentado um método que combina a sáıda de detectores locais com um modelo

geométrico de face. Apesar dos bons resultados, o tempo de detecção torna o sis-

tema inviável para o uso em tempo real. Está restrição é superada em [2], onde é

apresentado um método que utiliza classificadores random trees, e em [11], onde a

detecção é realizada utilizando cascata de detectores por produto interno.

Dentro da limitação de tempo real, uma famı́lia de detectores se destaca: os

detectores1 lineares [3, 11], onde o detector é capaz de indicar, através de operações

lineares, se a imagem de teste contém o objeto alvo. Estes detectores possuem,

como qualidades, simplicidade, robustez e baixa complexidade, necessárias quando

1Devido a natureza do trabalho, os termos filtros, classificadores e detectores serão utilizados
de forma equivalente ao longo do texto.
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Figura 1.1: Arcabouço implementado

considerada a dimensão do problema de detecção em imagens, tornando-os objetos

de interesse desta dissertação.

A primeira contribuição deste trabalho é a implementação de um arcabouço

de treinamento e validação de detectores implementado em linguagem de pro-

gramação C++ em conjunto com a biblioteca de programação OpenCV [12]. O

sistema funciona de forma modular com blocos permutáveis e permite a detecção

em tempo real. Um diagrama em blocos do sistema implementado é apresentado na

Figura 1.1.

A segunda contribuição deste trabalho é a avaliação dos diferentes classifica-

dores lineares utilizando uma base de dados com imagens e marcações manuais

dispońıveis [13]. Cinco métodos foram avaliados: detectores IPD [6, 7], filtros dis-

criminativos [6], e os filtros conhecidos como Unconstrained Average Correlation

Energy (UMACE) [14], Average of Synthetic Exact Filters (ASEF) [3], e Minimum

Output Sum of Squared Error (MOSSE) [15].

A terceira contribuição são variações do treinamento do detector IPD com o ob-

jetivo de melhorar o desempenho do mesmo ou permitir o treinamento online. Cinco

novas abordagens são propostas. A primeira, denominada Regressor IPD, o trans-

forma o problema de classificação dicotômico (entre duas classes) em um problema

de regressão. Essa modificação gera detectores mais robusto ao ponderar as amos-

tras segundo sua proximidade com o ponto fiducial alvo. Isto permite, por exemplo,

que regiões que contenham o padrão parcialmente ocluso participem do processo de

treinamento. Proposta similar é apresentada no segundo método, Multiple Instance

Learning IPD (MIL IPD), inspirada em um novo paradigma de treinamento que

permite ao sistema lidar com ambiguidades automaticamente através do treino e

avaliação das amostras em conjuntos denominados bags [16, 17]. As abordagens

Boosting e Bagging IPD partem de prinćıpios distintos ao tentar gerar um clas-

sificador de melhor desempenho reunido classificadores. A última metodologia é

uma adaptação do método tradicional de treinamento dos classificadores IPD para

treinamento online, denominada Online IPD.

2



1.1 Organização

No Caṕıtulo 2 são apresentado os classificadores utilizados neste trabalho, com ênfase

no classificador IPD, para o qual serão apresentadas propostas de novos métodos de

treinamento.

No Caṕıtulo 3 são descritos os métodos de pré-processamento e extração de

caracteŕısticas utilizados ao longo deste trabalho.

No Caṕıtulo 4 apresenta-se um estudo de caso em que os classificadores descri-

tos anteriormente são empregados no contexto de detecção de pontos fiduciais em

imagens estáticas. Para isso descreve-se a metodologia utilizada e são apresentados

os resultados obtidos.

Finalizando, no Caṕıtulo 5, são realizadas as considerações finais sobre os resul-

tados obtidos e são apresentados posśıveis desdobramentos.

3



Caṕıtulo 2

Classificadores Lineares

2.1 Introdução

Seja um problema de classificação tal que exista um conjunto de amostras rotuladas

{xi}, e seus respectivos rótulos {yi}, onde o objetivo é encontrar uma função tal que

f(xi) = yi, ∀i. (2.1)

A função que realiza este mapeamento é conhecida como classificador. Um exemplo

de função de classificação é o classificador linear, definido como

ỹi = f (xi) = 〈w,xi〉+ b, (2.2)

onde w é o vetor de pesos e b o fator de viés do detector.

O processo de aprendizado dos parâmetros w e b é conhecido como treinamento

do classificador. Este processo pode ser realizado, por exemplo, minimizando o risco

emṕırico regularizado [18, 19] sobre o conjunto de amostras de treinamento:

min
w,b

Iemp[f ] =
Ns∑
i=1

L (yi, f (xi)) + λ‖f‖2, (2.3)

onde L (yi, f (xi)) é uma função custo, Ns o número de amostras e λ o fator de

regularização1.

O algoritmo de aprendizado é definido a partir da escolha da função de custo

L (yi, f (xi)). Como exemplo, escolhendo L como a função hinge loss (Eq. 2.4) [20]

L (yi, f (xi)) = max (0, 1− yif (xi)) , (2.4)

1O fator de viés (bias b) não é utilizado neste trabalho pois há interesse apenas a relação de
intensidade entre os valores, que se mantém com ou sem viés.

4



produz classificadores lineares denominados SVM – Support Vector Machines

(Máquinas de Vetores Suporte) [19–22]:

O treinamento de classificadores SVM leva a um problema de otimização con-

vexa em Ns variáveis, com bom desempenho em diferentes contextos [18, 19]. Uma

alternativa que produz resultados equivalentes em problemas práticos [19] é conhe-

cida como RLS – Regularized Least Square (Mı́nimos Quadrados Regularizado), que

utiliza a função de custo quadrática

L (yi, f (xi)) = (yi − f (xi))
2 . (2.5)

É posśıvel demonstrar que a solução f ∗ (x), onde x é uma amostra de teste arbitrária,

para o problema de regularização, sem perda de generalidade, admite uma solução

na forma [18, 19]

f ∗ (x) =
Ns∑
i

aiκ (x,xi) , (2.6)

onde a função κ (x,xi) é denominada kernel, mapeando as entradas em um espaço

de caracteŕısticas definido por

κ (xj,x) = 〈ϕ (x) , ϕ (xi)〉 , (2.7)

onde ϕ (x) é uma função de mapeamento. Neste espaço, a norma de f (x) é

‖f‖2
κ = aTKa, (2.8)

onde K denota a matriz Ns ×Ns na qual o (i, j)-ésimo elemento é κ (xi,xj).

Substituindo os resultados das equações (2.5), (2.6) e (2.8) na Equação (2.3), o

problema de classificação pode ser escrito como

min
a
Iemp[f ] = (y −Ka)T (y −Ka) + λaTKa. (2.9)

Esta é uma função convexa diferenciável que pode ser minimizada apenas derivando-

a em respeito a a:

∇Ia = −KT (y −Ka) + λKa,

0 = −Ky + K (K + λI) a.
(2.10)

Assim, os coeficientes a podem ser obtidos resolvendo

a = (K + λI)−1 y. (2.11)

Para o classificador linear, em particular, substituindo os coeficientes encontrados

5



na Equação (2.6), temos que

w =
Ns∑
i

aiκ (x,xi) . (2.12)

Este classificador é denominado classificador RLSC – Regularized Least Square Clas-

sifier [19].

Nas seções a seguir serão apresentadas variações do classificador RLSC para ca-

sos particulares. Apresenta-se na Seção 2.2 os classificadores IPD, classificadores

RLSC baseados em produto interno e, como contribuições desenvolvidas ao longo

desta dissertação, variações do algoritmo de aprendizado. Na Seção 2.3 são descri-

tos os classificadores baseados em filtragem correlativa/discriminativa, vertentes do

classificador RLSC para o problema de correlação. Na Seção 2.4 são delimitados

alguns posśıveis critérios de decisão dicotômicos. Na Seção 2.5 é feito um breve

resumo do caṕıtulo e são apresentadas algumas das abordagens recentes na área.

2.2 Classificador IPD

Dado um conjunto de amostras {xi} com rótulos {yi} ∈ {0, 1}, pode-se definir um

classificador linear h tal que

hTxi =

1, se yi = 1

0, se yi = 0
(2.13)

O classificador IPD (Inner Product Detector) [6, 7] é o classificador obtido através

da solução LMMSE para o problema de classificação acima. O erro de classificação

é definido como

ei = hTxi − yi; (2.14)

Para amostras reais, a estimativa LMMSE do classificador h é obtida resolvendo

o problema de minimização do valor esperado do erro quadrático

E
[
e2
]

= E
[
(hTx− y)T (hTx− y)

]
,

= E
[
hTxxTh + y2 − 2yhTx

]
,

= hTE
[
xxT

]
h + E

[
y2
]
− 2hTE [xy] .

(2.15)

Minimizando em função de h

∂E [e2]

∂h
= 2E

[
xxT

]
h− 2E [xy] = 0, (2.16)
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obtemos uma solução para h que minimiza o erro

h =
(
E
[
xxT

])−1
E [xy] ; (2.17)

onde E
[
xxT

]
é a matriz de covariância de x, Rxx, e E [xy] é o vetor de correlação

cruzada entre os rótulos y e as amostras x, ryx. Reescrevendo a Equação (2.17) com

estas definições temos:

h = R−1
xxryx, (2.18)

observamos que o classificador IPD dicotômico é um caso particular do classificador

RLS (vide Equação (2.11)). Definindo XP e XN como o conjunto de elementos de

treinamento das classes positiva e negativa, respectivamente, o vetor de correlação

cruzada pode ser escrito como

ryx = E [xy] = E [xy| XP ]p(XP ) + E [xy| XN ](p(XN)). (2.19)

Onde p(XP ) e p(XN) são, respectivamente, as probabilidades das classes positivas

e negativas. Como deseja-se y = 0 para x ∈ XN , o vetor de correlação cruzada

reduz-se a

ryx = E [x| XP ]p(XP ). (2.20)

Substituindo o operador valor esperado pela sua estimativa, o detector IPD pode

ser escrito como

h =

(
Ns∑
i=1

xix
T
i

)−1( Ns∑
i=1

yixi

)
,

= R̂xxm̂XP ,

(2.21)

onde m̂XP é a média amostral sobre os elementos da classe positiva.

2.2.1 Weighted IPD

Retornemos ao problema anterior, considerando apenas a estimativa do valor es-

perado. Se adicionarmos um peso wi, relativo à importância da i-ésima amostra,

para cada amostra teremos a tŕıade (xi, wi, yi) e o problema de classificação pode

ser rescrito como

min
h
ε(h) =

Ns∑
i=1

wi(h
Txi − yi)2, (2.22)

onde ε(h) é a função custo ou erro sobre o conjunto de treinamento, sendo o peso

wi sujeito à
Ns∑
i=1

wi = 1, (2.23)
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e

wi ≥ 0. (2.24)

Diferenciando a função custo ε(h) em h, encontramos

∂ε(h)

∂h
=

Ns∑
i=1

2wixix
T
i h− 2wiyixi = 0, (2.25)

O que leva a uma solução em h tal que

h =

(
Ns∑
i=1

wixix
T
i

)−1( Ns∑
i=1

wiyixi

)
. (2.26)

Esta formulação é equivalente a encontrada em na Equação (2.21) para o caso wi =

1/Ns e será utilizada como base para alguns dos métodos descritos a seguir.

2.2.2 Regressor IPD

Nesta abordagem, abandona-se a restrição original sobre os rótulos onde yi ∈ {0, 1}.
Adota-se então novos rótulos yi ∈ R, de tal forma que o problema de classificação,

onde objetiva-se encontrar o rótulo correspondente a classe alvo, torna-se um pro-

blema de regressão, onde deseja-se aproximar a resposta da função cont́ınua geratriz

dos rótulos. Neste caso, o detector h resultante é escrito de forma semelhante à

Equação 2.21:

h =

(
Ns∑
i=1

xix
T
i

)−1( Ns∑
i=1

yixi

)
,

= R̂xxm̂x,

(2.27)

onde o rótulo yi passa a representar a pertinência da amostra à classe desejada e

m̂x representa a média ponderada das amostras pela sua respectiva pertinência.

2.2.3 Multiple Instance Learning IPD

Como descrito na Seção 2.1, em um problema de classificação tradicional o objetivo

é encontrar uma função conhecida como classificador que mapeia cada amostra a

seu rótulo.

Entretanto, definir rótulos para cada amostra é um processo muitas vezes com-

plexo, demorado e amb́ıguo. Um exemplo é o processo de rotulação de amostra para

classificações de objetos em imagens. Muitas vezes esse processo é realizado por

operadores humanos de forma manual, responsáveis por marcar o centro do objeto

ou regiões consideradas importantes, um processo intrinsecamente amb́ıguo devido
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X1X2 X3

X4

Figura 2.1: Exemplo de bags para um detector de olhos. Blocos vermelhos cor-
respondem à instâncias negativas; blocos verdes à instâncias positivas. Abaixo,
instâncias separadas pelos seus respectivos bags : X1 é um bag positivo e, X2, X3 e
X4 são bags negativos.

à subjetividade da tarefa. Essa ambiguidade pode acarretar problemas durante o

treinamento do classificador, podendo ser modelada como um rúıdo inerente.

Como exemplo, considerando o problema de classificação de objetos, é razoável

assumir que o operador, apesar das marcações amb́ıguas, está próximo do correto.

Podemos então transmitir esta ambiguidade inerente do problema para o classifi-

cador, informando ao mesmo que na região marcada existe ao menos uma amostra

positiva, no caso positivo, ou, que todas são negativas, no caso negativo. As amos-

tras organizadas desta forma são denominadas instâncias e não possuem rótulos

individuais, mas compartilham o rótulo do conjunto que as contém, denominado

“bag” (Figura 2.1).

O rótulo do bag é definido da seguinte forma: caso exista ao menos uma amostra

positiva, o conjunto é rotulado como positivo. Senão, recebe rótulo negativo. Desta

forma, dado um conjunto de amostras {xij} reunidas em um bag Xi, que possui
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rótulo yi, o classificador ideal g(Xi) pode ser descrito como

g(Xi) = max
xij∈Xi

[f(xij)] = yi, ∀i,

onde se x = {x1, x2, . . . , xN}, max (x) = xk tal que xk ≥ xj∀j, e o rótulo yi é igual a

1 para o caso positivo e 0 no caso contrário. Este método de treinamento é conhecido

como MIL – Multiple Instance Learning [16, 17].

Nesta seção são propostas extensões do classificador IPD dentro do paradigma de

aprendizado MIL. Sendo h o detector, podemos definir o problema de classificação

dos bags como um problema de mı́nimos quadrados na forma

min
h
ε(h) =

NB∑
i=1

[
max
xij∈Xi

(hTxij)− yi
]2

, (2.28)

onde NB é o número de bags de treinamento. Esta função não é diferenciável devido

ao operador max(·). Para tornar o problema diferenciável, definimos uma variável

escalar auxiliar ti tal que

ti ≥ max
xij∈Xi

(hTxij)− yi. (2.29)

Dado que

max
xij∈Xi

(hTxij)− yi = max
xij∈Xi

(hTxij − yi),

podemos escrever a Equação (2.28) como um problema de otimização com restrições

da forma

min
h
ε(h) =

NB∑
i=1

t2i ,

s.t ti ≥ hTxij − yi,∀j ∈ Xi,

j = {1, . . . , Ni}.

(2.30)

Existem múltiplas formas de solução deste problema. Abaixo são apresentadas

as abordagens propostas.

Solução Heuŕıstica

Esta primeira proposta de abordagem é um algoritmo iterativo produzido de forma

heuŕıstica a partir das caracteŕısticas do problema, solução inspirada em método

semelhante utilizado para resolver o problema de otimização de classificadores SVM

com restrições MIL [16].

Seja h(n) o detector gerado na iteração n. Nesta iteração as amostras xiM(i),

onde M(i) é o ı́ndice da amostra com máximo produto interno pertencente ao i-ésimo
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bag, são definidas como:

xiM(i)(n) = arg max
xij

(xTijh(n)), (2.31)

e as variáveis ti(n) são computadas a partir da Equação (2.29) como

ti(n) = xTiM(i)(n)h(n)− yi, ∀i. (2.32)

Definido o valor de ti(n), encontramos o classificador h(n+1) minimizando a função

custo erro

min
h
ε(h) =

NB∑
i=1

t2i ,

=

NB∑
i=1

(xTiM(i)(n)h(n+ 1)− yi)2.

(2.33)

Obtém-se solução semelhante à Equação (2.21):

h(n+ 1) =

(
NB∑
i=1

xiM(i)(n)xTiM(i)(n)

)−1( NB∑
i=1

yixiM(i)(n)

)
. (2.34)

Este processo é iterado até que os ı́ndices M(i) em todos os bags permaneçam

constantes. Entretanto, essa solução não tem garantias de convergência. O seu

pseudocódigo está descrito no Algoritmo(2.1).

Algoritmo 2.1 Iterative Multiple Instance Learning Inner Product Detector

1: h(0) = mean(yixij)
2: for n = {1, ..., Nmax} do
3: for i = {1, ..., NB} do
4: xiM(i)(n) = arg maxxij

(xTijh(n)), j = {1, . . . , Ni}
5: ti(n) = xTiM(i)(n)h(n)− yi
6: end for
7: if [xiM(i)(n) ≡ xiM(i)(n− 1),∀i] then
8: return h(n)
9: end if

10: Rxx(n) =
∑NB

i=1 xiM(i)(n)xTiM(i)(n)

11: ryx(n) =
∑NB

i=1 yixiM(i)(n)
12: h(n+ 1) = R−1

xx(n)ryx(n)
13: end for
14: return h(n)
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Aproximação Softmax

Esta outra abordagem desenvolvida utiliza-se de aproximações diferenciáveis da

função max, denominadas softmax [17]. Uma aproximação softmax é uma função

g(z) tal que

g(z) ≈ max
l

(zl) = z∗ (2.35)

∂g(z)

∂zi
≈ u(zi − z∗)∑

l u(zl − z∗)
(2.36)

onde u(·) é a função degrau unitário.

No caso em que zi seja o único valor máximo em z = (z1, . . . , zd)
T , ou seja,

zi = z∗, alterações em zi causam alterações no máximo na mesma proporção. Senão,

mudanças em zi não alteram o máximo, e a derivada não é afetada.

Dentre do conjunto de aproximações propostas para o máximo, neste trabalho

será utilizada uma variante da função log-sum-exponential (logaritmo-somatório-

exponencial) conhecida como LSE [17, 23]. Essa escolha foi feita devido ao domı́nio

dessa função conter todo o Rn, da mesma forma que a sáıda do IPD. Para um

sumário incluindo outras posśıveis aproximações vide [17].

Escolhida a aproximação para a função max, a função LSE g(zl) e sua derivada

são descritas, respectivamente, nas Equações (2.37) e (2.38):

g(z) =
1

r
ln

(
1

d

∑
l

e(rzl)

)
, (2.37)

∂g(z)

∂zi
=

e(rzi)∑
l e

(rzl)
, (2.38)

onde d é a dimensão do vetor e r é um fator que define a precisão da aproximação:

g(z) → z∗ quando r → ∞. Todavia, valores altos de r podem causar instabilidade

numérica [17].

Dada a aproximação softmax LSE, podemos reescrever a Equação (2.28) como:

min
h
ε̂(h) =

NB∑
i=1

[
g
(
XT
i h
)
− yi

]2
, (2.39)

onde Xi = (xi1, . . . ,xiNi) é o i-ésimo bag composto por Ni amostras.

Diferenciando a função custo ε̂(h) em h encontramos o gradiente ∆h

∆h =
∂ε̂(h)

∂h
= 2

NB∑
i=1

[
g
(
XT
i h
)
− yi

] ∂g (XT
i h
)

∂h
, (2.40)
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onde a derivada da função softmax em função do detector h é

∂g
(
XT
i h
)

∂h
=
∂
(
XT
i h
)

∂h

∂g
(
XT
i h
)

∂ (XT
i h)

, (2.41)

onde
∂
(
XT
i h
)

∂h
= Xi, (2.42)

e, assim,

∂g
(
XT
i h
)

∂ (XT
i h)

=


e(rhTxi1)

e(rhTxi2)

...

e(rhTxiN1)

 1∑
j e(rhTxij)

. (2.43)

Substituindo este resultado na Equação (2.40), obtemos

∆h = 2

NB∑
i=1

[
1

r
ln

(
1

Ni

Ni∑
j

e(rhTxij)

)
− yi

] ∑Ni
l xile

(rhTxil)∑Ni
k e(rhTxik)

, (2.44)

onde Ni é o número de amostras no i-ésimo bag.

Podemos então aplicar uma estratégia gradiente descendente [24], neste pro-

blema, atualizando o detector na iteração n+ 1 como:

h(n+ 1) = h(n)− µn∆h(n), (2.45)

onde µn é o passo de atualização.

O valor de µn em cada iteração pode ser obtido através de uma busca em linha.

Seja a aproximação em série de Taylor de ε̂(h)

ε̂(h(n)−µn∆h(n)) ≈ ε̂(h(n))−µn∆hT (n)∆h(n)+
1

2
µ2
n∆hT (n)Hh(n)∆h(n), (2.46)

onde Hh(n) é a matriz Hessiana definida como [24]

Hh(n) =
∂

∂h(n)

(
∂ε̂ [h(n)]

∂h(n)

)
(2.47)

Diferenciando a Equação (2.46) e igualando o resultado a zero, obtemos

∂ε̂(h(n)− µn∆h(n))

∂µn
≈ −∆hT (n)∆h(n) + µn∆hT (n)Hh(n)∆h(n) = 0 (2.48)

ou,

µn =
∆hT (n)∆h(n)

∆hT (n)Hh(n)∆h(n)
. (2.49)
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Desta forma é posśıvel obter o passo ótimo µn que minimiza ε̂(h(n)− µn∆h(n)).

Contudo, a avaliação da função ε̂(h) pode ser bastante custosa, devido à quanti-

dade de amostras, a dimensionalidade do problema e o cálculo da Hessiana. Optou-se

assim por um algoritmo de gradiente descendente sem busca em linha [24], onde o

passo obtido depende do valor ótimo de µn−1 obtido na iteração anterior.

µn ≈
µ2
n−1‖∆h(n)‖2

2

2 (ε̂′ − ε̂[h(n)] + µn−1‖∆h(n)‖2
2)
, (2.50)

e

ε̂′ = ε̂ [h(n)− µn−1∆h(n)] (2.51)

É interessante observar que, para Ni = 1, o gradiente obtido na Equação (2.44)

assume forma idêntica à da formulação do IPD original:

∂ε̂(h)

∂h
=

NB∑
i=1

2xi1x
T
i1h− 2yixi1. (2.52)

O processo de obtenção dos classificadores utilizando a aproximação softmax é

apresentado no Algoritmo 2.2.

Algoritmo 2.2 Softmax Multiple Instance Learning Inner Product Detector

1: h(0) = mean(yixij), µ0 = 1
2: for n = {1, ..., Nmax} do

3: ε̂ [h(n)] =
∑NB

i=1

[
gj
(
xTijh(n)

)
− yi

]2
4: ∆h(n) = ∂ε̂[h(n)]

∂h(n)
= 2

∑NB
i=1

[
gj
(
xTijh(n)

)
− yi

] ∂gj(xTijh(n))
∂h

5: ε̂′ = ε̂ [h(n)− µn−1∆h(n)]

6: µn =
µ2n−1‖∆h(n)‖22

2(ε̂′−ε̂[h(n)]+µn−1‖∆h(n)‖22)
7: h(n+ 1) = h(n)− µn∆h(n)
8: if ‖µn∆h(n)‖2

2 < δthrs then
9: return h(n+ 1)

10: end if
11: end for
12: return h(n)

Programação Semidefinida

Definindo o vetor t = (t1, ..., tNB)T , podemos reescrever o problema de minimização

como

min
h
ε(h) =

NB∑
i=1

t2i = tT t = tr(ttT ),

s.t ti ≥ hTxij − yi,∀j ∈ Xi,

j = {1, . . . , Ni}

(2.53)
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As restrições em ti podem ser reescritas como

t �


max(XT

1 h− y11)
...

max(XT
NB

h− yNB1)

 . (2.54)

Restringindo todos as bags a possúırem o mesmo número de amostras (Ni = Ns,∀i),
e definindo o vetor de rótulos y = (y1, . . . , yNB)T , podemos transformar as restrições

ti em restrições lineares através do produto de Kronecker

t⊗ 1Ns + y ⊗ 1Ns �



hTx11

hTx12

...

hTx1Ns

hTx21

...

hTxNBNs−1

hTxNBNs


=



xT11

xT12
...

xT1Ns

xT21
...

xTNBNs−1

xTNBNs


h = XTh, (2.55)

onde 1Ns é um vetor de 1 com dimensões Ns×1 e X = (xT11, . . .x
T
NBNs

)T , o conjunto

de amostras de treinamento.

Realizando alguns algebrismos na Equação (2.55), podemos escrever as restrições

como

(t− y)⊗ 1Ns −XTh � 0.

Através do operador diag(·), podemos transformar o vetor de restrições em uma

matriz diagonal onde os elementos da diagonal correspondem aos elementos do vetor.

As restrições podem ser reescritas como

diag
[
(t− y)⊗ 1Ns −XTh

]
≥ 0, (2.56)

ou seja, as restrições são tais que a matriz obtida deve ser semipositiva definida.

Desta forma podemos reescrever o problema de otimização como

min
h,t

ε(h, t) = tr(ttT )

s.t. diag
[
(t− y)⊗ 1Ns −XTh

]
≥ 0.

(2.57)

Esse problema é um problema de programação semidefinida (semidefinite program-

ming – SDP) [24] que pode ser resolvido utilizando pacotes de otimização conhecidos.
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2.2.4 Boost IPD

Boosting é uma técnica de combinação de classificadores com o objetivo gerar um

classificador forte a partir de um conjunto de classificadores fracos [25]. Dentre as

variações desta técnica, escolheu-se neste trabalho a denominada Discrete AdaBo-

ost [25, 26].

O algoritmo Discrete AdaBoost gera um conjunto de hipóteses a partir de clas-

sificadores fracos atualizando a distribuição de pesos das amostras iterativamente.

As atualizações são tais que as amostras classificadas incorretamente sejam mais

prováveis no treinamento do próximo classificador (Figura 2.2). Desta forma, o

conjunto de treinamento é direcionado para amostras de dif́ıcil classificação.

O primeiro passo é definir uma distribuição inicial D1 para os pesos ao longo do

conjunto de treinamento. Normalmente é escolhida uma distribuição uniforme para

todas as amostras. Dada a distribuição inicial, cada hipótese hnk é treinada segundo

seu algoritmo de treinamento, LearnAlgo(hnk), sobre esta distribuição. No caso

dos classificadores IPD, o algoritmo de treinamento LearnAlgo(hnk) é equivalente

ao processo de treinamento com pesos (Seção 2.2.1), onde wi = Dn(i):

hnk =

(
Ns∑
i=1

Dn(i)xkix
T
ki

)−1( Ns∑
i=1

Dn(i)yixki

)
, (2.58)

onde n é o ı́ndice da iteração de boosting e k o ı́ndice da hipótese, onde cada

hipótese pode corresponder a classificadores com caracteŕısticas distintas, como tipo,

dimensão ou formato das amostras.

Para cada classificador é calculado o erro de classificação εnk correspondente, que

é apenas a soma dos pesos das amostras classificadas incorretamente pelo classifi-

cador. Nesta etapa é escolhida a hipótese que minimiza o erro de classificação, ou

seja, o classificador hn tal que

hn = arg min
hnk

εnk(hnk), k = {1, . . . , K}

onde K é o número de hipóteses. É requerido que εn ≤ 0.5, satisfazendo a restrição

de classificadores fracos, onde

εn = min
hnk

εnk(hnk).

Caso contrário, o processo é interrompido, retornando a última hipótese válida.

Com a condição satisfeita, a distribuição é atualizada tal que na nova distri-

buição D2 as amostras classificadas corretamente tenham seu peso diminúıdo e as
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classificadas incorretamente tenham seu peso aumentado, conforme

Dn+1(i) =
Dn(i)

Zn
×

e−αn se hn(xi) = yi

eαn se hn(xi) 6= yi,
(2.59)

onde αn = log
(

1−εn
εn

)
e Zn é um fator de normalização tal que

∑
iDn+1(i) = 1.

Definida a nova distribuição, o processo é repetido, como ilustrado na Figura 2.2.

Ao fim do processo de treinamento, os detectores são reunidos de forma a gerar um

detector forte através de combinação linear ponderada pelos respectivos αn

h =
∑
n

αnhn (2.60)

Neste trabalho, cada classificador IPD hk pode possuir amostras com carac-

teŕısticas distintas. O algoritmo AdaBoost permite selecionar dentre o conjunto de

classificadores aquele que minimiza o erro de classificação εk, servindo também como

processo de seleção de caracteŕısticas. No entanto, para evitar aumento na comple-

xidade devido a necessidade de computar conjuntos distintos de amostras, treinou-se

apenas um detector IPD por iteração. Este processo é descrito no Algoritmo 2.3.

Algoritmo 2.3 AdaBoost Inner Product Detector

1: h = 0
2: D1(i) = 1/Ns for all i ∈ {1, . . . , Ns}
3: for n do
4: for k = {1, . . . , K} do

5: hnk =
(∑Ns

i=1Dn(i)xkix
T
ki

)−1 (∑Ns
i=1 Dn(i)yixki

)
6: εnk =

∑
i:hnk(xki)6=yi Dn(i)

7: end for
8: εn = min εnk, k = {1, . . . , K}
9: if εn ≥ 1/2 then

10: return h
11: else
12: hn = arg minhnk

εnk, k = {1, . . . , K}
13: αn = log

(
1−εn
εn

)
14: Dn+1(i) = Dn(i)

Zn
×
{

e−αn se hn(xi) = yi

eαn se hn(xi) 6= yi,

15: h = h + αnhn
16: end if
17: end for
18: return h
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Classificador
(a) Distribuição inicial D1

ε2k(h2k)

h21h22h23h24

Classificador

Peso

Amostra

D2

1 2 3 4 5 Ns

(b) Distribuição D2

εnk(hnk)

hn1hn2hn3hn4

Classificador

Peso

Amostra

Dn

1 2 3 4 5 Ns

(c) Distribuição Dn

Figura 2.2: Exemplo de processo de Boosting com K = 4. Na Figura 2.2a são
inicializados os pesos uniformemente, treinados os classificadores h11, h12, h13 e h14,
e computados os respectivos erros de classificação. Neste caso, dado que h13 obteve
o menor erro, h1 = h13. Na Figura 2.2b é apresentada a nova distribuição de pesos
D2, atualizada segundo a Equação (2.59). Nesta etapa, h2 = h22, detector com o
menor erro de classificação, que é utilizado para atualizar os pesos. O processo é
repetido sucessivamente (Figura 2.2c) até que εn ≥ 1/2 ou o número de iterações
máximo seja satisfeito.
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2.2.5 Bagging IPD

Bootstrap Aggregating, conhecido como Bagging [27], é um dos métodos de com-

binação de classificadores mais antigo e simples [28]. Essa técnica gera M conjuntos

de treinamento Xm sorteando, com reposição, Ns amostras do conjunto de trei-

namento original XT . Cada subconjunto é utilizado para produzir classificadores

distintos. O conjunto de classificadores gerados é então agregado para classificação,

onde uma amostra de teste é classificada como pertencente a classe que receba a

maioria dos votos do conjunto.

Dado que o sorteio é realizado com reposição, é posśıvel que uma amostra de

treinamento seja selecionada múltiplas vezes, enquanto algumas amostras não serão

sorteadas. Desta forma, apesar da reposição, é provável que os conjuntos gerados

sejam distintos entre si [29]. Se os modelos utilizados são instáveis, ou seja, diferenças

no conjunto de treinamento induzem diferenças significativas na estrutura de decisão,

o classificador pode ser beneficiado pelo processo de bagging [27].

O processo de geração de detectores IPD utilizando bagging é descrito no Algo-

ritmo 2.4.

Algoritmo 2.4 Bagging Inner Product Detector

1: for m = {1, . . . ,M} do
2: Xm ∼ XT
3: Rxx(m) =

∑Ns
i=1 xi(m)xTi (m)

4: ryx(m) =
∑Ns

i=1 yixi(m)
5: h(m) = R−1

xx(m)ryx(m)
6: end for
7: return h = 1

M

∑M
m=1 h(m)

2.2.6 Online IPD

Aprendizado online é uma modalidade de treinamento onde as instâncias são apre-

sentadas e participam do processo de aprendizado de forma sequencial [29, 30].

Desta forma não é necessário que todo o conjunto de treinamento esteja dispońıvel

durante o processo de aprendizado, reduzindo custos computacionais de memória e

até mesmo de processamento [29, 30]. Redes neurais, classificadores Naive Bayes,

dentre outros, são exemplos de classificadores que permitem essa metodologia de

treinamento [29, 31]. Nesta seção será apresentada uma proposta desenvolvida para

a modalidade o treino online de classificadores IPD.

Observa-se que os métodos iterativos MIL apresentados na Seção 2.2.3 já per-

mitem, com pequenas adaptações, o treinamento de classificadores online, dado que

é posśıvel atualizar o classificador para cada bag individualmente. Todavia, esses

métodos não são extenśıveis às outras metodologias de treinamento apresentadas.
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Dada a formulação original do IPD, descrita na Equação (2.21), com k amostras,

apresentada a (k + 1)-ésima instância, xk+1, pode-se atualizar a inversa da matriz

de correlação, R̂−1
xx(k), através da identidade Sherman-Morrison [32]

R̂−1
xx(k + 1) = (R̂xx(k) + xk+1x

T
k+1)−1 = R̂−1

xx(k) +
R̂−1

xx(k)xk+1x
T
k+1R̂

−1
xx(k)

1 + xTk+1R̂
−1
xx(k)xk+1

, (2.61)

A atualização da média m̂XP (k) pode ser realizada de forma simples

m̂XP (k + 1) = m̂XP (k) + yk+1xk+1. (2.62)

Assim, o novo detector obtido por este processo é:

hk+1 = R̂−1
xx(k + 1)m̂XP (k + 1), (2.63)

similar ao encontrada na Equação 2.21.

Este processo é facilmente aplicável às abordagens adotadas neste trabalho, per-

mitindo o treinamento online dos classificadores. Contudo, podem ocorrer pro-

blemas numéricos devido ao mal-condicionamento da matriz de correlação R̂xx(k).

Para mitigar posśıveis problemas, um termo de regularização pode ser adicionado,

tal que

R̂xx(0) = λI,

Onde λ é um escalar. Assim, em k + 1, temos

R̂−1
xx(k + 1) = (R̂xx(k) + xk+1x

T
k+1)−1 = (λI +

k+1∑
i=1

xix
T
i )−1.

2.3 Filtros de Correlação

Em um problema de classificação o objetivo final é identificar o padrão (ou padrões)

desejado(s) dentro de um conjunto de medidas. Uma forma muito simples e comum

de realizar esta detecção é correlacionar a amostra com um exemplo ou modelo

conhecido do padrão [3]. O reconhecimento é feito através da correlação cruzada

entre a amostra e o sinal de referência. No caso de sinais discretos, temos:

c[k] = (r ∗ x)[k], (2.64)

onde r[k] é o sinal de referência; x[k] o sinal a ser avaliado; ∗ o operador convolução

e c[k] é o sinal resultante. Se a amostra x[k] contiver uma versão deslocada e

“rebatida” r[k − k0] da referência, a correlação exibirá um pico em k = k0 [33].

Se a convolução for circular, esta operação também pode ser descrita na forma
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matricial como:

c = C(r)x, (2.65)

onde C(·) é o operador circulante que leva um vetor N×1 em uma matriz circulante

N ×N :

C(r) =



r0 r1 r2 . . . rN−1

rN−1 r0 r1 . . . rN−2

rN−2 rN−1 r0 . . . rN−3

...
...

...
. . .

...

r1 r2 r3 . . . r0


.

Contundo, muitas vezes a amostra a ser identificada está corrompida por algum

tipo de rúıdo ou distorção, não contém o sinal de referência, ou contém múltiplas

réplicas do mesmo. Com o objetivo de evitar respostas amb́ıguas desenvolveu-se os

filtros de correlação [34, 35].

Filtros de correlação são sinais de referência, escolhidos dentre o conjunto de

treinamento ou criados a partir de algum processo, que permitem determinar o grau

de semelhança entre a amostra e um padrão a ser identificado ou discriminar um

padrão de interesse de outros objetos semelhantes [33].

Em particular para o problema de detecção de padrões em imagens, o uso dos

filtros de correlação oferece um conjunto de vantagens [3, 15, 36]:

• retornam simultaneamente localização e classe do alvo;

• permitem a detecção e/ou rastreamento de objetos complexos;

• são robustos a condições adversas como rotações, oclusões, mudanças de ilu-

minação, etc.; e

• chegam a atingir 20 vezes a velocidade de detectores e/ou rastreadores estado

da arte.

Tendo essas qualidades em mente, nesta seção serão apresentados os classificadores

baseados em filtros de correlação utilizados neste trabalho.

2.3.1 Filtragem Discriminativa por Restauração

Seja um sinal g[k] o sinal corrompido observado que contém o padrão desejado x[k]

tal que

g[k] = (x ∗ v)[k] + w[k], (2.66)

ou, assumindo convolução circular, na forma matricial

g = C(x)v + w, (2.67)
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onde w é um rúıdo aditivo e v representa a resposta desejada a ser obtida pela

filtro, análoga à função de dispersão pontual (point-spread function) ou à resposta ao

impulso do canal. Um exemplo desta resposta, para um filtro detector de olho direito

é apresentado na Figura 2.3. Nesta aplicação, ambos os elementos são conhecidos e,

no caso mais simples, v = δ(k − k0) e w = N (0, σw).

(a) Imagem original (b) Resposta desejada

(c) Imagens sobrepostas

Figura 2.3: Exemplo de resposta desejada para um detector de olho direito

O objetivo é encontrar a transformação linear H (filtro discriminativo) que re-

cupere a posição do sinal v minimizando o erro quadrático. Dado o erro e = v− v̂,

onde v̂ = Hg, e considerando amostras reais, pela formulação LMMSE, temos

ε (H) = E
[
eTe
]
,

= E
[
tr
(
eeT
)]
.

(2.68)

Sendo a função de erro convexa e diferenciável, minimizando-a em função de h,

temos

∇Hε = HE
[
ggT

]
− E

[
vgT

]
= 0. (2.69)

Solucionando para H, temos

H = E
[
vgT

] (
E
[
ggT

])−1
. (2.70)
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Calculando os valores esperados acima, temos

E
[
vgT

]
= E

[
vvT

]
C(x)T + E

[
vwT

]
,

= CvC(x)T ,
(2.71)

considerando w e v independentes. E para o segundo termo

E
[
ggT

]
= E

[
C(x)vvTC(x)T + wwT + C(x)vwT + wvTC(x)T

]
,

= C(x)CvC(x)T + Cw.
(2.72)

Substituindo os resultados obtidos na Equação (2.70), o filtro discriminativo H

pode ser reescrito como

H =
[
CvC(x)T

] [
C(x)CvC(x)T + Cw

]−1
. (2.73)

O caso bidimensional é abordado da mesma forma utilizando vetorização, conca-

tenando linhas ou colunas do sinal. Para o caso espećıfico de uma imagem, podemos

considerar o problema de obtenção do operador H como um problema de restauração

da entrada impulso, onde a resposta possui máxima energia na posição do padrão.

Em [6] é demonstrada a relação existente entre o filtro discriminativo e os clas-

sificadores IPD apresentados na Seção 2.2, na qual é posśıvel gerar filtros discrimi-

nativos concatenando classificadores IPD treinados para aceitar o padrão e rejeitar

seus deslocamentos circulares. Contundo, deve-se frisar que o IPD não é um filtro de

correlação, pois retorna apenas informação a respeito da pertinência da amostra na

classe, mas nenhum informação quanto a sua posição. É posśıvel obter informação

da posição utilizando-o como uma janela móvel varrendo a imagem, mas nenhuma

informação a respeito da posśıvel posição deste padrão dentro da janela.

2.3.2 Filtragem no Domı́nio da Frequência

A correlação pode ser rapidamente computada no domı́nio da frequência através

da Fast Fourier Transform (FFT) [15, 36]. Neste caso, a Equação (2.65) pode ser

reescrita como

c = F−1 [F∗ (r)�F (x)] , (2.74)

onde � é o produto de Hadamard (produto ponto-a-ponto) e F e F−1 são a trans-

formada de Fourier e sua inversa. Desta forma, o gargalo deste processo está em

computar a FFT direta e inversa, com complexidade O(N logN), onde N é a di-

mensão do sinal [15].

Nesta seção serão brevemente apresentados os filtros de correlação no domı́nio

da frequência utilizados neste trabalho. Um estudo mais detalhado sobre o assunto
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pode ser encontrado em [33].

Os filtros Unconstrained Average Correlation Energy (UMACE) [14] e Mini-

mum Output Sum of Squared Error (MOSSE) [15] são soluções para o problema de

mı́nimos quadrados definido da seguinte forma

h = arg min
h

Ns∑
i=1

‖h ? gi − vi‖2
2 , (2.75)

onde ? representa a operação de correlação cruzada bidimensional, h o filtro de-

sejado, gi a i-ésima amostra/imagem de treinamento e vi, assim como descrito na

Seção 2.3.1, representa a resposta desejada para a respectiva amostra. No filtro

MOSSE é permitido que vi seja qualquer sinal com um pico bem definido no cen-

tro do alvo. Normalmente é utilizado vi gaussiano, semelhante ao exemplificado na

Figura 2.3. No caso do filtro UMACE, vi é sempre um impulso na posição do alvo,

tornando-o um caso particular do filtro MOSSE. Vale a pena observar a semelhança

deste critério com o definido para o filtro discriminativo na Eq. (2.68). Utilizado o

Teorema de Parseval para expressar este critério no domı́nio da frequência

Ns∑
i=1

‖h ? gi − vi‖2
2 =

1

D

Ns∑
i=1

‖Gi �H∗ −Vi‖2
2 , (2.76)

onde H, Gi e Vi são, respectivamente, as transformadas 2-D discretas de h, das

amostras de treinamento gi, e das respectivas respostas desejadas vi.

Solucionando o problema para H, encontramos

H =

∑Ns
i=1 V∗i �Gi∑Ns
i=1 G∗i �Gi

, (2.77)

onde, neste caso, a divisão é realizada ponto-a-ponto. Esta solução produz o filtro

MOSSE. No caso particular do UMACE esta equação assume a seguinte forma:

H =

∑Ns
i=1 Gi∑Ns

i=1 G∗i �Gi

. (2.78)

O filtro conhecido como Average of Synthetic Exact Filters (ASEF) [3] assume

outra abordagem para a função de otimização. Dada uma amostra, existe um filtro

ideal correspondente capaz de gerar a resposta desejada

Vi = H∗i �Gi, (2.79)

H∗i =
Vi

Gi

=
Vi �G∗i
Gi �G∗i

, (2.80)
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onde, novamente, a divisão é realizada ponto-a-ponto. Filtros inversos normalmente

são instáveis e, como são treinados com apenas uma imagem, tendem à sobreajustar

(overfit) à imagem. Calcular a média, semelhante ao processo de bagging, pode

produzir filtros mais robustos e capazes de generalizar [27]. Desta forma, o filtro

ASEF é definido como

H =
1

Ns

Ns∑
i=1

V∗i �Gi

G∗i �Gi

. (2.81)

Para uma única imagem, os métodos MOSSE e ASEF produzem os mesmos filtros.

Devido à divisão ponto-a-ponto, quando treinados com poucas amostras, os fil-

tros produzidos podem vir a ser instáveis [15]. Neste caso adiciona-se um fator de

regularização aos denominadores das Equações (2.77), (2.78) e (2.81).

Retornando à observação feita em relação à semelhança entre as Equações (2.68)

e (2.75), existe uma forte relação entre o MOSSE e o filtro discriminativo. Reescre-

vendo a Equação (2.75)

h = arg min
h

Ns∑
i=1

‖h ? gi − vi‖2
2

= arg min
h

Ns∑
i=1

‖C (h) gi − vi‖2
2

= arg min
H

Ns∑
i=1

‖Hgi − vi‖2
2 ,

(2.82)

onde H = C (h). Se gi = C (x) vi + w, o MOSSE é a aproximação mı́nimos qua-

drados do filtro discriminativo. Ou seja, o filtro discriminativo pode ser considerado

um caso particular do MOSSE considerando um padrão ideal corrompido por rúıdo

aditivo. Uma dedução mais completa desta relação é apresentada no Apêndice A.

2.3.3 Métricas de Avaliação da Correlação

Dado que filtros discriminativos e correlativos retornam uma resposta espacial, que

pode ter múltiplos picos ou nenhum pico de correlação definido, faz-se necessários

dispor de métricas de avaliação da correlação resultante. Tais métricas permitem

descobrir se o padrão alvo está contido na amostra e realizar o descarte no caso

negativo.

Em [37] é apresentado o Discriminative Signal-to-Noise Ratio (DSNR). Além de

mensurar, de forma relativa, quão agudo é o pico, esta métrica possui a propriedade

de reduzir o efeito de picos secundários sobre a classificação, considerando rúıdo
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toda a resposta fora da região do máximo. O DSNR é definido como

DSNR = log

[
v̂2

max∑K
k=1 v̂

2[k]− v̂2
max

]
, (2.83)

onde v̂[k] é sáıda do filtro v̂ na posição k e v̂max = maxk(v̂[k]).

Outra métrica, utilizada em [15] e descrita em [33] é conhecida como Peak to

Sidelobe Ratio (PSR). Semelhante ao DSNR, essa métrica mensura a agudeza do

pico de correlação. Existem várias definições para esta métrica [33]. A utilizada

nesta dissertação é

PSR =
v̂max − µ̂v̂

σ̂v̂
, (2.84)

onde µ̂v̂ e σ̂v̂ são, respectivamente, a média e o desvio padrão calculados na região

centrada no pico, excluindo uma região em torno do pico definida por uma máscara

(Figura 2.4).

região dos
lóbulos laterais

pico

máscara

Figura 2.4: Cálculo do Peak to Sidelobe Ratio (PSR)

2.4 Funções de Decisão

Como descrito anteriormente, o problema de classificação é a busca por uma função

que mapeie as amostras nas classes correspondentes (f (xi) = yi). Em um sistema

dicotômico isto é feito a partir da escolha de um limiar θ tal que

se hTxi

≥ θ então yi = 1

< θ então yi = 0
(2.85)

Porém, classificadores IPD produzem hTxi ∈ R, enquanto, idealmente, deveriam

ser como descrito na Equação (2.85). Para avaliar os resultados em um intervalo
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limitado e escolher o limiar θ correspondente, o produto interno normalizado é uti-

lizado, ou seja, o cosseno do ângulo entre os vetores h e xi

ci = cos(φi) =
hTxi
‖h‖‖xi‖

, (2.86)

onde ci ∈ [−1, 1].

Como exemplo podeŕıamos escolher θ = 0, ou, como no trabalho anterior [11],

escolher um valor que classifique corretamente um conjunto de amostras. Esta

abordagem é descrita na Seção 2.4.1. Uma outra abordagem é considerar a sáıda

do classificador, no caso o produto interno, uma caracteŕısticas extráıdas de cada

amostra de treinamento e gerar um outro classificador para a mesma, neste caso

conhecido como função de decisão. Esta estratégia, delimitada na Seção 2.4.2, é

semelhante ao processo utilizado para a escolha do limiar em [7].

2.4.1 Limiar Linear

Seja o conjunto C a reunião dos produtos internos ci do detector h com todas

as amostras do conjunto de treinamento. Dentre os elementos deste conjunto, os

elementos frutos do produto interno do detector com amostras da classe positiva

formam o subconjunto CXP , onde ci ∈ CXP se xi ∈ XP .

Para o conjunto CXP existe um valor de θ tal que uma percentagem arbitrária

de seus elementos seja classificada negativamente. Ou seja, dado

T (θ) = {ci ∈ CXP : ci < θ} (2.87)

existe θ ∈ [−1, 1] tal que

# [T (θ)] = b(1− q)#(CXP )c , (2.88)

onde #(·) é a cardinalidade do conjunto (número de elementos) e q ∈ [0, 1] define a

percentagem desejada de elementos classificados positivamente.

O objetivo deste método é obter uma função de decisão no formato

ci

≥ θ se yi = 1

< θ se yi = 0
(2.89)

onde o valor de θ que satisfaz a condição de cardinalidade (Equação (2.88)) pode

ser encontrado através de métodos de busca em linha, como o método da bisseção.

Valores próximos de 1 para q geram valores baixos para θ, classificando uma

maior parcela de pontos positivos e também uma maior quantidade de falsos positi-
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vos.

2.4.2 Máxima verossimilhança

Dado os produtos internos ci = hTxi do classificador com as amostras do conjunto

de treinamento, podemos definir uma função de decisão a partir das probabilidades

a posteriori e da função log odd ratio [17, 31]

f(xi) = ln
p(yi = 1|ci)
p(yi = 0|ci)

se ≥ 0 então yi = 1

se < 0 então yi = 0.
(2.90)

Através da lei de Bayes podemos reescrever (2.90) como

f(xi) = ln
p(yi = 1)p(ci|yi = 1)

p(yi = 0)p(ci|yi = 0)
(2.91)

Seja a verossimilhança para cada classe p(ci|yi = 0\1) ∼ N (µ0\1, σ0\1). Substituindo

em 2.91:

f(xi) = ln
p(yi = 1)

p(yi = 0)
+

1

2
ln
σ2

0

σ2
1

+
(ci − µ0)2

2σ2
0

− (ci − µ1)2

2σ2
1

(2.92)

Onde µ1 e σ1 são definidos como

µ1 =
1

N1

N1∑
n=1

ci (2.93)

σ1 =
1

N1 − 1

N1∑
n=1

(ci − µ1)2 , (2.94)

para xn ∈ XP . Obtemos µ0 e σ0 de maneira análoga, para xn ∈ XN .

Considerando as distribuições a priori equivalentes [17], podemos definir um

limiar θ como

θ = − ln
σ2

0

σ2
1

, (2.95)

e reescrever a Equação (2.92) como:

f(xi) =

1 se (ci−µ0)2

σ2
0
− (ci−µ1)2

σ2
1
≥ θ

0 se (ci−µ0)2

σ2
0
− (ci−µ1)2

σ2
1

< θ
(2.96)

2.5 Resumo

Neste caṕıtulo são descritos os fundamentos teóricos para classificadores utilizados

neste trabalho, incluindo novas propostas de treinamento para o classificador IPD.

Tais classificadores foram escolhidos por serem muito difundidos, devido à carac-
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teŕısticas interessantes, baixo custo computacional e por serem fruto de pesquisas

anteriores. Um resumo com as principais vantagens e desvantagens de cada um dos

detectores é apresentado na Tabela 2.1.

Tabela 2.1: Vantagens e desvantagens dos detectores implementados

Detector Vantagens Desvantagens

IPD

1) Detecção rápida através de
produtos internos;
2) Sáıda serve como medida
de confiança;
3) Invariante a translação e
robusto a pequenas rotações.

1) Detector local;
2) Senśıvel a padrões seme-
lhantes.

Filtro discrimi-
nativo

1) Detecção rápida através
de produto ponto-ponto no
domı́nio da frequência;
2) Retorna pertinência e a
posição do alvo na amostra;
3) Invariante a translação e
robusto a rotações;
4) Detector global/local.

1) Senśıvel a padrões seme-
lhantes;
2) Critério de detecção indi-
reto (DSNR ou PSR).

Filtros de cor-
relação

1) Detecção rápida através
de produto ponto-ponto no
domı́nio da frequência;
2) Retorna pertinência e a
posição do alvo na amostra;
3) Invariante a translação e
robusto a rotações.

1) Detector global;
2) Problemas de condiciona-
mento;
3) Critério de detecção indi-
reto (DSNR ou PSR).

Atualmente, muitos desses métodos têm sido objeto de estudo em diferentes

áreas. Em [38] é apresentado um classificador h́ıbrido, denominado Maximum Mar-

gin Correlation Filter (MMCF), que tenta aliar a capacidade dos filtros de correlação

de obter simultaneamente a localização e a classe do objeto com a capacidade de

generalização de classificadores SVM. Em [39] são apresentados filtros baseados nos

métodos ASEF e MOSSE que fazem uso de boosting durante o treinamento e/ou se

ajustam de forma adaptativa aos conteúdos das imagens. Tais trabalhos apontam

que ainda há muito a ser investigado dentro desta área.

No próximo caṕıtulo são apresentados os métodos de pré-processamento das e ex-

tração de caracteŕısticas utilizados em conjunto com os detectores apresentados. No

Caṕıtulo 4 são apresentados e discutidos os resultados obtidos para os classificadores

aqui no contexto de detecção de pontos fiduciais.
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Caṕıtulo 3

Extração de Caracteŕısticas em

Imagens

3.1 Introdução

Técnicas de reconhecimento de padrões funcionam melhor quando as amostras de

entrada são relevantes para o problema de classificação dado [40]. Entretanto, devido

à natureza e às limitações no procedimento de obtenção de amostras, as mesmas

podem possuir dimensão muita alta, existir em demasia ou de forma esparsa, e conter

rúıdos e redundâncias que dificultem o processo classificatório. Tais qualidades

podem ser nocivas ao classificador, aumentado a complexidade computacional e

reduzindo a eficiência do sistema [41].

No intuito de reduzir posśıveis problemas e melhorar o desempenho de clas-

sificação, as amostras de entrada são pré-processadas e transformadas para um

novo espaço, denominado espaço de caracteŕısticas. Espera-se que as carac-

teŕısticas tenham propriedades que facilitem a classificação e/ou reduzam a comple-

xidade computacional do sistema. Esse processo é denominado extração de carac-

teŕısticas [31, 41].

Neste caṕıtulo serão apresentados os métodos de pré-processamento e extração

de caracteŕısticas utilizados neste trabalho. Na Seção 3.2 é apresentado o método

de pré-processamento utilizado quando a classificação é realizada bloco-a-bloco no

domı́nio da imagem. Na Seção 3.3 é brevemente descrita a implementação da trans-

formação para o domı́nio denominado Histogram of Oriented Gradients (HOG),

utilizado neste trabalho. Por fim, na Seção 3.4 são apresentados os procedimen-

tos de pré-processamento quando a imagem completa é utilizada como amostra no

domı́nio da frequência.
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3.2 Amostragem por Blocos da Imagem

Nesta seção é descrito o método de pré-processamento utilizado quando a detecção

é realizada diretamente no domı́nio da imagem em janela deslizante, bloco-a-bloco.

Ou seja, neste caso as amostras dos classificadores são blocos de dimensão Bz ×Bz.

A primeira etapa deste método é a normalização da iluminação. Esta etapa tem

como objetivo mitigar os efeitos da variação de iluminação sobre a imagem sem

afetar caracteŕısticas de interesse para a detecção. O sistema adotado neste caso

baseia-se no descrito em [42], no qual a seguinte sequência de passos é aplicada

à imagem: correção gama, filtragem por diferença de gaussianas e equalização de

contraste. Propõe-se opcionalmente, em ńıvel de bloco, uma janela de Hanning, com

o intuito de reduzir artefatos no domı́nio da frequência.

A correção gama é uma transformação não-linear sobre os ńıveis de cinza dos

pixels da imagem, com o objetivo de expandir a faixa dinâmica em regiões mais

escuras e comprimi-lá nas mais iluminadas. Dada uma imagem com M ×N pixels,

com ńıveis de cinza I(m,n) (0 ≤ m < M ; 0 ≤ n < N), a correção gama é uma

transformação não linear do tipo

I(m,n)← [I(m,n)]γ , (3.1)

onde γ ∈ (0, 1] é um parâmetro a ser definido pela aplicação. Segundo o recomendado

em [42], utilizou-se neste trabalho o valor de γ = 0.2.

Apesar de reduzir os efeitos de sombra sobre a imagem, a correção gama tende

a amplificar rúıdos em áreas escuras, além de não eliminar gradientes de sombra

sobre a imagem [42]. A filtragem por diferença de gaussianas, também conhecida

como DoG (Difference of Gaussians), mitiga rúıdos e gradientes de sombra [42]. Isso

se deve ao comportamento passa-faixa da filtragem DoG, atenuando componentes

de alta e baixa frequência. Seja uma gaussiana bidimensional g (m,n) com desvio

padrão σ:

g(m,n) =
1√

2πσ2
exp

(
−m

2 + n2

2σ2

)
, (3.2)

e uma imagem I, a filtragem DoG é definida como:

DoG(m,n) = gσ1 ∗ I − gσ2 ∗ I
= (gσ1 − gσ2) ∗ I
= G ∗ I,

(3.3)

sendo G:

G(m,n) =
1√
2π

[
1

σ1

exp

(
−m

2 + n2

2σ2
1

)
− 1

σ2

exp

(
−m

2 + n2

2σ2
2

)]
. (3.4)
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Como pode ser visto na Equação (3.3), a caracteŕıstica passa-faixa da filtragem

DoG é devida ao fato que a mesma deixa passar apenas os detalhes que foram

eliminados pela gaussiana de desvio padrão maior e não foram eliminados pela a

que possui desvio padrão menor. Como recomendado em [42], usou-se os seguintes

valores de desvio padrão: σ1 = 1.0 e σ2 = 2.0.

A etapa de equalização de contraste consiste de uma sequência de transformações

nas quais os ńıveis de cinza da imagem são reescalados

I (m,n)← I (m,n)

(JI)
1/α

, (3.5)

I (m,n)← I (m,n)

(KI)
1/α
, (3.6)

I (m,n)← τ tanh

(
I (m,n)

τ

)
. (3.7)

Onde, JI e KI são definidos como

JI =
1

M ×N
∑

0<m<M
0<n<N

|I (m,n)|α , e (3.8)

KI =
1

M ×N
∑

0<m<M
0<n<N

min [τ, |I (m,n)|]α . (3.9)

O parâmetro α reduz a influência de altos valores de luminância [42]. O limiar

τ trunca os ńıveis de luminância, comprimindo e limitando I (m,n) ao intervalo

(−τ, τ) após a tangente hiperbólica. Utilizou-se α = 0.1 e τ = 10, segundo proposto

em [42]. As etapas deste processo são ilustradas na Figura 3.1.

Correção
gama

Filtragem
DoG

Normalização
do contraste

Compressão
tanh(·) Sáıda

Figura 3.1: Etapas de normalização da iluminação

Este pré-processamento é aplicado sobre toda a imagem. As amostras (carac-

teŕısticas) alvos extráıdas são blocos da imagem centrados no ponto a ser testado

com dimensões Bz ×Bz. Escolhido um bloco, o mesmo é vetorizado, concatenando

as linhas em um único vetor. Opcionalmente pode-se aplicar uma segunda etapa de
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pré-processamento. Neste segundo passo, precedendo a concatenação, uma janela

de Hanning é aplicada ao bloco a ser avaliado. A janela de Hanning bidimensional

é uma função discreta de janelamento definida como [43]

w(m,n) =
1

4

(
1− cos

(
2πm

M − 1

))(
1− cos

(
2πn

N − 1

))
. (3.10)

Os coeficientes da janela são multiplicados pelos blocos da imagem. O objetivo

deste procedimento é enfatizar o centro do bloco e reduzir artefatos no domı́nio da

frequência produzidos pelas descontinuidades das bordas.

3.3 Histogram of Oriented Gradients

Diferentemente dos outros métodos apresentados neste caṕıtulo, o Histogram of Ori-

ented Gradients (HOG), mais que um método de processamento, é um método de

extração de caracteŕısticas. Baseado em uma das etapas de detecção do algoritmo

Scale Invariant Feature Transform (SIFT) [44], o objetivo deste método é obter

um conjunto de caracteŕıstica denominadas descritores capazes de representar in-

formação de estrutura local como gradientes e bordas. Para isto, o primeiro passo é

computar os gradientes. Esta etapa pode ser realizada de diferentes formas. Em [45],

diferentes máscaras derivativas foram testadas no contexto de detecção de pedestre

e os seguintes filtros foram escolhidos

hx =
[
−1 0 1

]
e hy =

[
−1 0 1

]T
.

Dados os filtros hx e hy, as magnitudes e as orientações dos gradientes são compu-

tadas via

Dmag(m,n) =
√
D2
x(m,n) +D2

y(m,n), (3.11)

Dang(m,n) = arctan

(
Dx(m,n)

Dy(m,n)

)
, (3.12)

onde Dx(m,n) e Dy(m,n) são, respectivamente, as aproximações das derivadas nas

direções horizontal e vertical, computadas como Dx = hx ∗ I e Dy = hy ∗ I. Em

seguida, são definidos os histogramas de orientação. Nesta etapa será utilizada, no

lugar da implementação descrita em [45], a implementação utilizando Histograma

Integral apresentada em [46].

Histograma Integral [47], extensão da técnica imagem integral [8], é um método

que permite computar de forma eficiente os histogramas de todas as posśıveis regiões

alvo em um espaço cartesiano. Seja um tensor H(m,n, b) de dimensões M ×N ×B,

onde B é o número de intervalos (bins) dos histogramas alvo. Podemos definir o
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conteúdo do b-ésimo intervalo na posição (m,n) como:

H(m,n, b) =
∑
m′≤m
n′≤n

p (X(m′, n′)) q (X(m′, n′), b) , (3.13)

onde q(·) é uma função indicadora

q (x, b) =

1, se x ∈ b
0, caso contrário,

(3.14)

e p (·) é uma função que retorna um escalar positivo referente ao peso da amostra. No

caso mais simples, p (x) = 1 e q (x, b) = u (tb−1 − x)−u (tb − x), onde {t0, . . . , tB−1}
são os limiares de cada intervalo. Dada uma frente de onda da esquerda para direita

e de cima para baixo, o histograma na posição (m,n) é computado como:

H (m,n, b) = H (m− 1, n, b) +H (m,n− 1, b)

−H (m− 1, n− 1, b) + p (X(m,n)) q (X(m,n), b) .
(3.15)

Desta forma, os histogramas podem ser gerados a partir de um única passagem sobre

a imagem. Este processo pode ser visualizado na Figura 3.2.

H (m− 1, n− 1, b)

H (m− 1, n, b)

H (m,n, b)

H (m,n− 1, b)

Figura 3.2: Propagação da frente de onda para o cálculo do histograma integral.
A cada passo, o histograma atual é computado a partir dos valores de histogramas
vizinhos acima e à esquerda.
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Essa abordagem permite o rápido calculo dos HOGs. Todavia, é inferior ao

método apresentado em [45] ao não realizar as etapas de pré e pós-processamento

de cada conjunto de HOGs [46]. Neste trabalho, utilizou-se como parâmetros:

• B = 18;

• p (Dmag(m,n)) = Dmag(m,n); e

• q (Dang(m,n), b) = u (tb−1 −Dang(m,n)) − u (tb −Dang(m,n)), onde t0 = 0

e tb = tb−1 + 360◦

B
, considerando ângulos em graus pertencentes ao intervalo

[0, 360).

Tais parâmetros foram escolhidos por apresentarem os melhores resultados sem pro-

duzir um aumento da complexidade computacional que comprometesse o desempe-

nho do sistema.

Cálculo dos
Gradientes

Magnitudes e
Orientações

Histograma
Integral

Dx(m,n) Dy(m,n)

Dmag(m,n) Dang(m,n)

H(m,n, b)

Imagem original

Sáıda

Figura 3.3: Procedimento para obtenção de HOGs utilizando histograma integral

Os procedimentos implementados são ilustrados na Figura 3.3. Ao fim dessas

etapas, o sistema implementado permite dois tipos de caracteŕısticas centradas no

ponto de interesse: retornar um único HOG normalizado com dimensão B; ou re-

tornar um descritor baseado em HOG [44, 45]. No segundo caso a região alvo, como

exemplo um bloco da imagem, é subdivida em blocos com sobreposição. Subsequen-

temente, cada bloco é subdivido em células, sem sobreposição. Cada célula retorna

um HOG correspondente a sua posição. O conjunto de HOGs é concatenado, for-

mando um vetor de descritores. HOGs de células provenientes do mesmo bloco são
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normalizados conjuntamente pela da norma L1 dos vetores do conjunto. A norma

L1 foi escolhida por permitir rápida computação apenas contando os elementos dos

histogramas. Escolheu-se empiricamente o seguinte conjunto de parâmetros para os

descritores para o segundo caso

• Bloco de 2× 2 células;

• Células de 6× 6 pixels;

• Sobreposição entre blocos com passo de 3 pixels.

Neste caso, a dimensão dos descritores NHOG é função do tamanho da janela alvo,

número de bins dos histogramas, número de sub-blocos e tamanho das células

NHOG = (NBH ×NCH)(NBV ×NCV )×B, (3.16)

onde NBH e NBV são o número de blocos nas direções horizontal e vertical, respec-

tivamente, NCH e NCH o número de células em cada dimensão. O número de blocos

em cada direção é computado como

NBH/V =
TH/V −NCH/V × Cz

BSt

+ 1, (3.17)

onde TH/V é a dimensão horizontal/vertical do alvo, Cz o tamanho em pixel das

células e BSt é o passo de sobreposição (stride).

É importante frisar que os parâmetros escolhidos tornam a detecção sub-

ótima [46] segundo os parâmetros originalmente encontrados em [45]. Contudo,

tal escolha foi necessária para garantir a eficiência do processo de extração de ca-

racteŕısticas, permitindo o uso em tempo real.

3.4 Imagem no Domı́nio da Frequência

Para os filtros de correlação no domı́nio da frequência é posśıvel realizar a detecção

ao longo de toda a imagem. Neste caso, as imagens são multiplicadas por uma janela

senoidal, como descrito em [36]:

I (m,n)← (I (m,n)− 0.5) sin
(πm
M

)
sin
(πn
N

)
. (3.18)

O objetivo deste janelamento é reduzir artefatos no domı́nio da frequência, reduzindo

valores próximos às bordas para zero e eliminando descontinuidades.

Opcionalmente um procedimento de normalização da iluminação pode ser uti-

lizado [3], semelhante ao descrito na Seção 3.2. Primeiramente, cada imagem é
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transformada da seguinte forma

I (m,n)← log (I (m,n) + 1) . (3.19)

Esta transformação tem como objetivo reduzir os efeitos de sombra e iluminação

intensa. Em seguida realiza-se uma nova transformação

I (m,n)← I (m,n)− µI ,

I (m,n)← I (m,n)

ssI
,

(3.20)

onde µI é a média dos pixels de I (m,n) e ssI a soma dos quadrados dos pixels

ssI =
∑
m,n

I (m,n)2 . (3.21)

Caso este procedimento seja utilizado, o janelamento ocorrerá após a norma-

lização da iluminação. Por fim, a imagem é transformada para o domı́nio da

frequência através da DFT. Neste caso, as imagens transformadas são as amostras

de entrada dos classificadores utilizados.

3.5 Resumo

Neste caṕıtulo são apresentados os métodos de pré-processamento e/ou extração de

caracteŕıstica utilizados ao longo deste trabalho. O método apresentado na Seção 3.2

é utilizado em diferentes trabalhos [7, 11, 42], com bons resultados no contexto de

detecção de pontos fiduciais faciais. O mesmo pode ser dito para o método descrito

na Seção 3.4, utilizado tanto no contexto de detecção de pontos fiduciais [3], quanto

no contexto de detecção de objetos online [15, 36]. Os descritores HOG normalmente

vêm sido utilizados para a detecção de objetos complexos [44–46]. Todavia, um

exemplo com resultados interessantes, utilizando boosting e restrições geométricas é

encontrado em [48].

No próximo caṕıtulo são discutidos os resultados obtidos para os classificadores

lineares descritos no Caṕıtulo 2 em conjunto com as estratégias de extração de

caracteŕıstica aqui apresentadas dentro do contexto de detecção de pontos fiduciais

faciais em imagens estáticas.
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Caṕıtulo 4

Detecção de Pontos Fiduciais em

Imagens Estáticas

4.1 Introdução

Atualmente, o problema de detecção e rastreamento de caracteŕısticas faciais de

forma robusta tem recebido considerável atenção. Isso se deve, principalmente, ao

seu uso em diversas aplicações [1, 2]. Alguns exemplos de uso incluem sistemas de

segurança, reconhecimento de face e realidade aumentada [1].

Caracteŕısticas faciais são um conjunto de informações através das quais é

posśıvel definir uma face humana. Exemplos de caracteŕısticas faciais incluem a

largura da boca, espaço entre os olhos e o tamanho do nariz [6, 7].

Pontos fiduciais são pontos de controle sobre um objeto que definem regiões

caracteŕısticas com propriedades de interesse à aplicação. Normalmente estes pon-

tos são definidos em regiões salientes ou com propriedades distintas das demais.

No caso da face, as posições relativas destes pontos permitem definir as diferentes

caracteŕısticas faciais [1, 6, 7].

Neste caṕıtulo os classificadores descritos anteriormente são avaliados no con-

texto de detecção de pontos fiduciais. Na Seção 4.2 é apresentado o arcabouço de

detecção, do qual os detectores são módulos constituintes, e são detalhadas as etapas

do processo de detecção. Na Seção 4.3 são descritos os procedimentos experimentais

realizados para o treinamento e validação dos classificadores. Na Seção 4.4 são apre-

sentados os resultados obtidos para todos os detectores e estratégias de treinamento

apresentadas, com a avaliação cŕıtica dos resultados obtidos. As conclusões obtidas

são apresentadas na Seção 4.5.
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4.2 Descrição do Sistema

Nesta seção é detalhado o arcabouço implementado e suas partes constituintes. Na

Seção 4.2.1 é apresentado o método de pré-processamento e cada uma de suas etapas,

enquanto na Seção 4.2.2 é descrito os procedimentos utilizados para a detecção.

4.2.1 Pré-Processamento

De forma a conformar a imagem de entrada ao sistema de detecção e extrair as amos-

tras ou caracteŕısticas interessantes à detecção, métodos de pré-processamento são

aplicados aos dados de entrada. Um exemplo clássico de uso de pré-processamento

é a normalização das amostras em classificadores baseados em rede neurais com ob-

jetivo de evitar a saturação dos pesos, acelerar o processo de treinamento e permitir

melhor generalização da rede [49].

No universo de detecção de objetos em imagens (neste caso em particular, de

pontos fiduciais faciais), algumas caracteŕısticas são interessantes para os detectores,

como: invariância à translação, robustez à rotação e a mudanças de iluminação e

escala. Algumas destas propriedades são inerentes aos classificadores, devido ao

processo de treinamento ou a estrutura do método de detecção. Como exemplo,

classificadores IPD são naturalmente invariantes a translações devido à detecção em

janela deslizante. Muitas dessas propriedades, entretanto, são adquiridas apenas

após o pré-processamento. Um exemplo é a robustez a variações de iluminação, que

pode ser obtida através de técnicas de normalização de iluminação.

O sistema de pré-processamento proposto, apresentado na Figura 4.1, divide-se

em três partes: segmentação da face e escalamento da face, extração de carac-

teŕısticas, e a etapa opcional de restrição do espaço de busca. Cada uma dessas

etapas será detalhada a seguir.

Pré-Processamento

Imagem
Original

Segmentação e
Escalamento da

Face

Extração de
Caracteŕısticas

Restrição do
Espaço de

Busca

. . .

Figura 4.1: Sistema de pré-processamento proposto.
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Segmentação e Escalamento da Face

Nesta etapa a face é segmentada a partir da imagem original e redimensionada para

o tamanho padrão. O processo de segmentação para treinamento e validação é

descrito na Figura 4.2. Primeiramente, é definido um quadrado que contém todas

as marcações manuais. Dado o tamanho do bloco de detecção Bz, a região de

segmentação é expandida em Bhz = bBz/2c. Este processo é descrito na Figura 4.2a.

Isto é feito para que o bloco de detecção, quando centrado em um ponto de teste,

não saia da região da face. Caso o quadrado não esteja completamente contido na

imagem (Figura 4.2b), o mesmo é deslocado de forma até que esteja contido nos

limites da imagem (Figura 4.2c).

Definida a região de segmentação, a imagem é segmentada e escalada, através

de interpolação bilinear, de tal forma que a região escolhida tenha dimensão Iz× Iz.
A região é novamente expandida em Bhz e a imagem resultante é utilizada para o

treinamento e validação.

Extração de Caracteŕısticas

Após o processo de escalamento e segmentação, a extração de caracteŕısticas é rea-

lizada de uma das três formas apresentadas no Caṕıtulo 3:

• Blocos da imagem: A imagem segmentada e escalada para a dimensão Iz sofre o

processo descrito na Seção 3.2. As amostras/caracteŕısticas alvos extráıdas são

blocos da imagem centradas no ponto a ser testado com dimensões Bz×Bz. No

caso de classificadores que realizam a detecção e o treinamento do domı́nio da

frequência, os blocos são pré-processados multiplicando-os por uma janela de

Hanning. Os parâmetros escolhidos neste trabalho são descritos na Tabela 4.1.

Tabela 4.1: Parâmetros utilizados no pré-processamento para extração de blocos da
imagem.

Parâmetro Valor
Bz 21
Bhz 10 (bBzc)
Iz 95 (75 + 2Bhz)

Janela de Hanning Não

• Integral HOG : Os histogramas integrais são extráıdos da imagem de dimensão

Iz. No arcabouço implementado, duas formas de extração de caracteŕısticas

são posśıveis: somente um único HOG e descritores HOG [44, 45], extráıdos

do bloco centrado no ponto alvo. Os dois casos são descritos na Seção 3.3. É
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(a) Marcações com região de segmentação
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(c) Correção da posição do quadrado de segmentação

Figura 4.2: Região de segmentação da face. Pontos enumerados representam as
marcações manuais da base de dados BioID [13]. Em verde, quadrado obtido origi-
nalmente através das marcações manuais. Em vermelho, versão expandida de Bhz.
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posśıvel escolher se o peso das amostras é quantitativo, nesse caso p (I(m,n)) =

1, ou proporcional à magnitude do gradiente, p (I(m,n)) = Dmag(m,n). Os

parâmetros utilizados são apresentados na Tabela 4.2.

Tabela 4.2: Parâmetros utilizados no método de extração de caracteŕısticas Integral
HOG.

Parâmetro Valor
Bz 21
Bhz 10 (bBzc)
Iz 95 (75 + 2Bhz)
B 18 (0− 360◦)

p (I(m,n)) Dmag(m,n)
Descritores Não

• Imagem no Domı́nio da Frequência: Neste caso, a imagem pré-processada é a

amostra alvo, com dimensão Iz × Iz, assim como descrito na Seção 3.4. Pode-

se escolher entre utilizar o pré-processamento com compressão logaŕıtmica

(Equação (3.19)) ou apenas a janela senoidal. Neste utilizou-se apenas o

último.

Este método é utilizado apenas no caso de filtros de correlação no domı́nio

da frequência (ASEF, UMACE e MOSSE, ver Seção 2.3.2). Apesar de não

necessitar de blocos, manteve-se a dimensão da imagem (Iz = 95) apenas para

fins de comparação. Os parâmetros deste método são listados Tabela 4.3.

Tabela 4.3: Parâmetros utilizados no pré-processamento para imagens no domı́nio
da frequência.

Parâmetro Valor
Bz 21
Bhz 10 (bBzc)
Iz 95 (75 + 2Bhz)

Normalização Não utilizada

Restrição do Espaço de Busca

Escalar as imagens para que todas possuam as mesmas dimensões produz regiões

com grande probabilidade de encontrar um ponto fiducial alvo [7]. A área de busca

para a detecção pode então restringir-se a essas regiões. Nesta seção é apresentado

o método através do qual tais regiões são estimadas.

Supõe-se que a posição do ponto fiducial seja uma variável aleatória P. Dado

um conjunto de treinamento que contenha Ms realizações pm de P, a média pode
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ser estimada como

µp =
1

Ms

Ms∑
m=1

pm, (4.1)

e sua matriz de covariância como

ΣP =
1

Ms − 1

M∑
m=1

(
pm − µp

) (
pm − µp

)T
. (4.2)

Considerando um modelo gaussiano, a distribuição de probabilidades pP(p) da

posição de um ponto fiducial é dada por

pP(p) =
1√

(2π)k|ΣP|
e

[
− 1

2(pm−µp)
T

Σ−1
P (pm−µp)

]
(4.3)

Através da amostra do conjunto de treinamento que maximiza a distância de

Mahalanobis é posśıvel delimitar uma região de grande probabilidade de encontrar

o ponto fiducial [6, 7, 11]

rmax = max
pm

[√(
pm − µp

)T
Σ−1

P

(
pm − µp

)]
. (4.4)

Este modelo determina uma região eĺıptica com grande probabilidade de conter

um ponto de interesse, região denominada de ROI – Region of Interest. Um exemplo

de ROI é apresentado na Figura 4.3.

Definida a região de interesse para cada ponto (ROI - Region of Interest), os

pontos são testados segundo a Equação (4.5):

pm ∈ Pd ⇐⇒
√

(pm − µp)tΣ−1
P (pm − µp) ≤ rmax

∧max(|p1m|, |p2m|) ≤
Iz +Bz

2
,

(4.5)

onde p1m e p2m são as coordenadas do ponto testado pm, Iz o tamanho da imagem

escalada e Pd o conjunto de pontos pertencentes à ROI.

Desta forma são descartados todos os pontos que não pertencem à ROI ou que

pertençam a borda da imagem, impossibilitando a centralização do bloco de di-

mensão Bz. Como as imagens das faces segmentadas são escaladas para o mesmo

tamanho, o conjunto gerado de pontos é fixo e independe da imagem, podendo ser

definido offline.

4.2.2 Detecção

O processo de detecção varia segundo o conjunto de detectores e método de pré-

processamento utilizados. No caso dos detectores utilizados para as amostras em
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Figura 4.3: Exemplo de área de busca para o canto interno do olho esquerdo

bloco (Seção 3.2) ou com os descritores HOG (Seção 3.3), o processo de detecção

ocorre da seguinte forma:

• IPD: Dado que os detectores retornam um valor escalar entre [−1, 1], a de-

tecção é feita através da avaliação por amostra (bloco ou descritor HOG). O

descarte de amostras é realizado de acordo com um dos critérios de decisão

apresentados em 2.4. A posição correspondente à amostra com maior produto

interno é escolhida como sáıda.

• Filtros de correlação: Os filtros retornam como sáıda um vetor com di-

mensão igual à da amostra avaliada. É calculado o DSNR da sáıda e o mesmo

é avaliado através dos critérios de decisão anteriores, descartando as amostras

que não satisfazem o critério. A posição correspondente à amostra com maior

DSNR é escolhida como sáıda.

O método de normalização no domı́nio da frequência é utilizado apenas com

os filtros de correlação. Nesse caso, dado que as amostras são imagens inteiras, a

avaliação de que existe um objeto alvo na imagem é dada pelo cálculo do valor de

PSR sobre a sáıda. A posição da marcação automática corresponde ao ponto onde

ocorre o máximo valor de sáıda.
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4.3 Procedimentos Experimentais

4.3.1 Base de Dados

Para o treinamento e validação dos detectores no contexto de detecção de pontos

fiduciais sobre a face, uma base de dados com imagens de faces em pose frontal

e marcações manuais é necessária. Para este fim foi escolhida a base de dados

BioID [13].

A BioID é uma base de dados que possui 1.521 imagens de 23 indiv́ıduos em pose

frontal em formato PGM e tamanho 384 × 286. As imagens possuem variação de

iluminação, plano de fundo e escala das faces. Em conjunto são fornecidas anotações

manuais de 20 pontos sobre a face, além de anotações em separado para a posição

dos olhos. Na Figura 4.4 são apresentados exemplos de imagens desta base.

Figura 4.4: Exemplos de imagens da base BioID

4.3.2 Validação

Para medir o desempenho dos classificadores é necessário um critério de avaliação

dos resultados obtidos. Definido o critério, para avaliar a capacidade de genera-

lização dos mesmos, é feita a validação dos classificadores em conjuntos de dados

não utilizados no treinamento, de forma a garantir independência estat́ıstica dos

mesmos.

A distância entre a sáıda do classificador e a marcação manual do ponto fiducial

foi escolhida para mensurar o desempenho dos classificadores neste contexto. Para

fornecer uma medida padronizada, invariante à escala da imagem, a distância será

expressa como um percentual relativo da distância entre as marcações das pupilas.
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Originalmente definido para detecção de faces e olhos [13, 50, 51] e generalizado

para outros pontos fiduciais [6, 7, 11], este critério foi escolhido por ser amplamente

utilizado, permitindo futuras comparações.

Dada às marcações manuais das pupilas, pl e pr, a marcação manual para o

ponto fiducial alvo, pf , e a sáıda estimada, p̂f , a expressão da distância relativa à

distância interocular é [6, 7]

dio =
‖pf − p̂f‖
‖pl − pr‖

. (4.6)

Os resultados do processo de detecção serão avaliados segundo a Equação (4.6),

sendo considerados acertos os casos onde dio ≤ 0, 05, ou seja, 5% da distância

interocular, distância que corresponde ao diâmetro da pupila [51]. Para fins de

comparação, dio ≤ 0, 25 equivale à distância entre os cantos interno e externo de um

olho e dio ≤ 0, 10 corresponde ao diâmetro da ı́ris. Algumas destas distâncias são

ilustradas na Figura 4.5.

dio

pr
plpl

0.15dio0.10dio0.05dio

Figura 4.5: Distância interocular

Uma vez definido o critério de avaliação, é necessário definir de que forma será

realizada a validação estat́ıstica dos detectores. Neste trabalho adotou-se a técnica

conhecida como validação cruzada [31, 41]. Neste procedimento particiona-se o

conjunto de dados amostrais em subconjuntos complementares. Na partição deno-

minada conjunto de treinamento realiza-se o processo de aprendizado e na parcela

complementar, denominada conjunto de teste, realiza-se a validação.

Dentre das diversas estratégias de validação cruzada, escolheu-se a conhecida

como k-fold [31, 41], onde as amostras são divididas em k subconjuntos. Destes

subconjuntos, k − 1 compõe o conjunto de treinamento e o restante o de validação.

Este processo é repetido k vezes, de forma rotativa, permitindo que todas as amos-
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tras sejam utilizadas um vez para validação. O desempenho então é expresso pela

média e desvio padrão dos resultados dos folds. Este procedimento é ilustrado pela

Figura 4.6. Neste trabalho adotou-se k = 10.

Grupo
2

Grupo
4

Grupo
5

Grupo
6

Grupo
7

Grupo
8

Grupo
9

Grupo
10

Grupo
1

Grupo
1

Grupo
2

Grupo
4

Grupo
5

Grupo
6

Grupo
7

Grupo
8

Grupo
9

Grupo
10

Grupo
1

Grupo
2

Grupo
4

Grupo
5

Grupo
6

Grupo
7

Grupo
8

Grupo
9

Grupo
10

Legenda

Validação

Treinamento

Figura 4.6: Exemplo de k-folds com dez partições

4.3.3 Treinamento

Apesar de cada tipo de detector requerer um treinamento distinto, algumas etapas do

processo de treinamento são comuns a todos os métodos. Um diagrama com todas as

etapas é apresentado na Figura 4.7. Resumidamente, considerando que as imagens já

sofreram o processo de escalamento e segmentação descrito na Seção 4.2.1, computa-

se a ROI utilizando as marcações manuais do conjunto de treinamento (Seção 4.2.1).

Em seguida, realiza-se a extração das caracteŕısticas (Seção 4.2.1). Em todos os

casos, apenas amostras correspondentes a pontos pertencentes à ROI definida na

Equação (4.4) são utilizadas durante o treinamento dos detectores. Em seguida é

realizado o treinamento dos detectores. Os detectores são gerados a partir de seus

respectivos processos de treinos, como descritos no Caṕıtulo 2. No entanto, nesta

seção serão brevemente apresentadas algumas questões práticas de cada método.

Os detectores IPD possuem múltiplas formas de treinamento, descritas na

Seção 2.2. Excetuando o método de treinamento do IPD que o considera um regres-

sor (ver Equação (2.27) e discussão que a acompanha), para fim de treinamento, são

considerados pertencentes à classe alvo a marcação manual e seus vizinhos diretos

de um pixel (vizinhança 8-conectada [52]). Em particular, no caso MIL, a marcação

manual e seus vizinhos 8-conectados compõe o bag positivo. Cada instância negativa

corresponde, individualmente, a um bag negativo. Já no caso de regressão, o rótulo
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Figura 4.7: Processo de treinamento dos detectores.
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yi da i-ésima amostra de treinamento é definido a partir de uma gaussiana

yi =
1

2πσp
e
−‖pf−pi‖

2

2σ2p , (4.7)

onde pf é a posição da marcação manual, pi é o i-ésimo ponto pertencente a ROI,

e σ2
p é a variância da gaussiana, que define o espalhamento e decaimento dos pesos.

Neste trabalho escolheu-se empiricamente σ2
p = (σkIz)

2, onde σk = 0.005 e Iz é o

tamanho da imagem.

O treinamento dos detectores utilizando filtros discriminativos é feito de forma

semelhante, utilizando os mesmos métodos de extração de caracteŕıstica que o IPD,

contudo realizando a operação de detecção no domı́nio da frequência, onde a mesma

é mais rápida.

O treinamento dos filtros de correlação é feito centrando a resposta desejada do

filtro v na marcação manual. No caso do UMACE, esta resposta é um impulso.

No caso do MOSSE e ASEF, utilizou-se uma gaussiana assim como a descrita na

Equação (4.7), com o mesmo formato. Além disso, adicionou-se um fator de regula-

rização proporcional a ε = 2e10−8 e traço do denominador às equações (2.78), (2.77)

e (2.81), caso em que elas se tornam, respectivamente:

H =

∑Ns
i=1�Gi

Q + tr (Q) ε
, (4.8)

H =

∑Ns
i=1 V∗i �Gi

Q + tr (Q) ε
, (4.9)

e

H =
1

Ns

Ns∑
i=1

V∗i �Gi

Ui + tr (Ui) ε
(4.10)

onde Ui = G∗i �Gi e Q =
∑Ns

i=1 Ui.

Na Tabela 4.4 são apresentadas as complexidades computacionais de cada

método para o treino sobre todo o conjunto de treinamento e para o teste em uma

única imagem. Em relação ao treino, o IPD é o mais complexo, seguido do filtro

discriminativo e os filtros de correlação. Isto é devido a natureza local do detector

IPD e o cálculo da matriz de correlação (Equação (2.21)). Esses resultados corrobo-

ram com o tempo de treino mensurado empiricamente, de alguns dias, para o IPD,

algumas horas, para os filtros discriminativos, e alguns minutos, para os filtros de

correlação. No entanto, em relação ao teste em uma única imagem os resultados são

semelhantes, dado que a dimensão das amostras para o IPD e para o filtro discri-

minativo ND é proporcional ao tamanho do bloco ou ao HOG, enquanto a mesma

é proporcional a dimensão da imagem para os filtros de correlação, compensando o

fato que os primeiros necessitam varrer os pontos da ROI.
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Tabela 4.4: Análise da complexidade computacional de cada um dos métodos para
treino e teste de uma única imagem, onde NI é o número de imagens de treino; NP

o número de pontos na ROI; e ND a dimensão das amostras.

Método Treino Teste
IPD ≈ O (NINPN

2
D) ≈ O (NPND)

Filtro Discriminativo ≈ O (NINPND) ≈ O (NPND)
Filtros de Correlação ≈ O (NIND) ≈ O (ND)

Após o treinamento dos detectores, os mesmos são utilizados para gerar as

funções de decisão correspondentes. Para este fim são computadas as respostas

de cada amostra de treinamento em relação ao detector gerado. Essas respostas

são usadas no cálculo das estat́ısticas necessárias para gerar as funções de decisão,

como descrito na Seção 2.4, completando o processo de treinamento. Esse processo

é repetido para cada ponto e para cada fold.

4.4 Resultados

Nesta seção são apresentados e discutidos os resultados obtidos para a detecção de

20 pontos fiduciais da base de dados BioID, apresentados na Figura 4.8, utilizando

as técnicas de detecção implementadas.
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Figura 4.8: Numeração dos pontos fiduciais da base BioID
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4.4.1 Resultados com IPD

Na Tabela 4.5 são apresentadas média e desvio padrão calculados a partir dos folds

para taxas de acerto com 5% da distância interocular para pontos e algoritmos de

treinamento distintos. Os rótulos denominam:

1. SMP – implementação original, ou “simples” (Seção 2.2);

2. RGR – algoritmo proposto de treinamento por regressão (Seção 2.2.2);

3. MIL – contribuição inspirada no paradigma de Multiple Instance Learning

(Seção 2.2.3);

4. BST – algoritmo de treinamento utilizando boosting (Seção 2.2.4); e

5. BGG – treinamento através do método de bagging (Seção 2.2.5).

Excetuando o primeiro, todos os outros algoritmos são contribuições originais desta

dissertação, inspirados em metodologias de treinamento conhecidas.

Os resultados apresentados foram obtidos utilizando o detector IPD tendo como

amostras blocos da imagem. Examinando os resultados para os diferentes pontos,

pode-se afirmar que:

• Para todos os métodos de treinamento, os melhores resultados obtidos foram

para os pontos da região dos olhos (0, 1, 9, 10, 11, 12) e os pontos laterais

do nariz (15, 16). Tais comportamentos eram esperados, dado que são pontos

estáveis, com pequenas variações de estado e bem definidos;

• Em comparação, pontos da região da boca (2, 3, 17, 18) e o centro do nariz (14)

apresentaram resultados intermediários. O que também era esperado devido

à maior variedade de estados e qualidades na região da boca (fechada, aberta,

pelos faciais, formato, etc. . . ) e pela falta de caracteŕısticas faciais salientes,

no caso do centro do nariz;

• Os piores resultados encontrados foram para os pontos das sobrancelhas (4, 5,

6, 7), seguido pelos pontos externos (8, 13, 19). Pode-se inferir que as baixas

taxas de acerto são decorrentes da ambiguidade inerente destas regiões, grande

variabilidade de estados e qualidades, proximidade com outras caracteŕısticas

faciais mais relevantes, e ausência de caracteŕısticas faciais salientes, tornando

a detecção nestas regiões mais dif́ıcil. A pior taxa de acerto foi obtida para o

ponto 19 sobre à ponta do queixo, região que dificilmente poderia ser consi-

derada uma caracteŕıstica facial relevante, dado que sua definição é dúbia até

mesmo para um observador humano.
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• Enquanto quase todos os pontos que apresentam algum grau de simetria ob-

tiveram taxas de acertos semelhantes, dois pontos externos, 8 e 13, apesar da

simetria, possuem uma significativa diferença. Posśıveis causas são um viés

para um dos lados nas imagens da base, ROIs distintas ou algum objeto que

produza ambiguidade em um dos lados.

Tabela 4.5: Taxa de acerto de detectores IPD por ponto fiducial para base BioID
utilizando blocos da imagem. Em vermelho itálico, resultados onde ocorreu dife-
rença estat́ıstica significativa em relação ao algoritmo IPD original com degradação
no desempenho. Em negrito, onde ocorreu diferença estat́ıstica significativa com
melhora.

Ponto Método de treinamento
SMP RGR MIL BST BGG

00 88.6± 2.0 89.2± 2.1 88.1± 1.9 89.0± 2.3 88.6± 2.2
01 88.4± 1.6 88.8± 1.8 87 .2 ± 1 .8 85 .0 ± 2 .5 88.3± 1.7
02 65.9± 3.4 66.3± 4.0 65.2± 2.2 65.3± 3.2 65.5± 3.3
03 60.4± 2.9 58 .2 ± 4 .0 59.7± 3.4 58 .9 ± 2 .4 60.7± 3.3
04 48.3± 4.7 45.4± 5.2 44.8± 5.5 52.5± 4.9 47.7± 4.4
05 51.8± 3.8 51.2± 2.8 51.4± 3.2 52.0± 3.7 51.7± 3.5
06 52.9± 2.4 52.0± 3.5 52.2± 1.9 52.6± 3.1 52.3± 2.3
07 46.4± 2.9 45.8± 2.7 45 .0 ± 2 .2 47.8± 3.3 46.4± 2.9
08 40.6± 4.5 38.1± 5.5 34 .5 ± 5 .2 45.9 ± 3.2 40.8± 4.1
09 81.3± 1.9 81.8± 2.0 80 .1 ± 2 .2 83.6 ± 1.6 81.3± 1.9
10 80.5± 2.8 80.0± 3.3 80.1± 2.9 81.3± 3.0 80.5± 2.9
11 78.8± 4.0 78.6± 4.3 78.3± 4.2 78.4± 3.3 78.6± 4.1
12 80.7± 2.7 80.5± 1.7 79.8± 3.0 83.6 ± 2.7 80.5± 2.8
13 21.0± 3.1 21.2± 3.0 20.4± 3.7 21.5± 2.9 21.2± 2.8
14 56.0± 3.0 53 .2 ± 2 .4 55.0± 3.0 55.6± 3.2 56.3± 2.7
15 75.9± 2.6 79.6 ± 2.8 74.7± 2.9 72 .7 ± 2 .9 75.5± 2.5
16 76.8± 2.4 80.0 ± 2.3 76.3± 2.1 74 .4 ± 3 .0 77.1± 2.5
17 63.7± 4.8 60.4± 4.7 61.0± 3.9 67.7 ± 3.8 63.3± 4.3
18 56.1± 3.9 56.7± 3.6 55.5± 3.9 57.6± 3.4 55.8± 4.1
19 0.2± 0.3 0 .0 ± 0 .0 0.2± 0.3 0 .1 ± 0 .2 0.1± 0.3

Em relação às taxas de acertos para os diferentes métodos de treinamento,

observa-se que, em geral, foram obtidos resultados semelhantes, mostrando que

existe certa consistência entre os mesmos. Para avaliar se existe uma real diferença

entre os resultados, os mesmos foram tratados utilizando uma variação do teste t de

Student [53] para variâncias distintas, conhecida como teste t de Welch [53].

Um teste t é um teste de hipótese estat́ıstica no qual a estat́ıstica de teste segue

uma distribuição t de Student caso a hipótese nula seja válida. O teste de Welch é

uma adaptação que contempla o caso onde as duas amostras a serem comparadas

podem possuir variâncias distintas.
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O teste t de Welch define a estat́ıstica t a partir da seguinte equação

t =
µ1 − µ2√
σ2
1

N1
+

σ2
2

N2

, (4.11)

onde µi, σ
2
i e Ni são, respectivamente, a média, variância e número de amostras da

i-ésima variável. O número de graus de liberdade v associado com a estimativa da

variação é aproximado a partir da equação de Welch–Satterthwaite [53]

v ≈

(
σ2
1

N1
+

σ2
1

N2

)2

σ4
1

N2
1 (N1−1)

+
σ4
1

N2
2 (N2−1)

. (4.12)

Em seguida, os parâmetros t e v são utilizados para computar o coeficiente p

relacionado as hipóteses. Neste caso, o interesse está em avaliar se existe diferença

estat́ıstica real entre as médias das metodologias de treinamento, ou sejaH0, se µ1 = µ2,

H1, se µ1 6= µ2,

onde Hi são as duas hipóteses contempladas. Neste caso o teste é realizado ex-

traindo o coeficiente p da distribuição t de Student com cauda dupla. A distribuição

cumulativa t de Student é definida como [53]

tcdf(x, v) = F (x|v) =

∫ x

−∞

Γ
(
v+1

2

)
Γ
(
v
2

) 1√
vπ

1(
1 + y2

v

) v+1
2

dy. (4.13)

No caso do teste com cauda dupla, define-se o coeficiente p como

p = 2 [1− tcdf (|t|, v)] . (4.14)

O coeficiente p ∈ [0, 1] é uma medida de probabilidade da hipóteseH0. Ou seja, p = 1

indica 100% de confiança que µ1 = µ2. Na Tabela 4.6 são apresentados os coeficientes

p comparando os algoritmos novos em relação à implementação original do IPD,

primeira coluna da Tabela 4.5. Em negrito, estão os casos onde o coeficiente está

abaixo de 0.5. Na Tabela 4.5 estes casos estão em negrito quando ocorre diferença

estat́ıstica em relação ao original, e em vermelho quando essa diferença é resultante

de uma piora.

Tendo tais informações, e ignorando os resultados do ponto 19 para fins de com-

paração, devido à baixa taxa de acerto, pode-se afirmar que:

• O método de bagging praticamente não produz diferenças em relação ao ori-
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Tabela 4.6: Coeficiente p do teste t de Welch para detectores IPD por ponto fiducial
para base BioID utilizando blocos da imagem.

Ponto Método de treinamento
RGR MIL BST BGG

00 0.599 0.665 0.736 0.953
01 0.660 0.232 0.085 0.876
02 0.873 0.669 0.779 0.828
03 0.477 0.718 0.411 0.889
04 0.612 0.594 0.515 0.863
05 0.765 0.861 0.936 0.977
06 0.667 0.587 0.871 0.695
07 0.754 0.430 0.517 0.969
08 0.658 0.467 0.363 0.949
09 0.657 0.338 0.071 0.946
10 0.805 0.815 0.665 0.967
11 0.946 0.873 0.871 0.962
12 0.873 0.631 0.221 0.933
13 0.914 0.769 0.799 0.909
14 0.255 0.618 0.836 0.817
15 0.170 0.501 0.218 0.783
16 0.121 0.672 0.281 0.845
17 0.555 0.556 0.466 0.906
18 0.798 0.826 0.594 0.923
19 0.066 1.000 0.301 0.641
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ginal, dado que em nenhum dos pontos o coeficiente p ficou abaixo de 0.69.

Assim, é posśıvel afirmar que, neste caso, o detector IPD é um detector estável,

pouco se beneficiando do bagging ;

• Em contrapartida, o treinamento utilizando boosting foi o que produziu o maior

número de diferenças estat́ısticas. Ocorreu piora para os pontos 1, 3, 15 e 16,

e melhora para os pontos 8, 9 e 12;

• Empatados, com quatro casos de diferenças estat́ıstica, seguem o treinamento

utilizando de regressão e a versão utilizando MIL. Enquanto o método MIL

degradou a taxa de acerto em todos os casos onde ocorreu diferença (pontos 1,

7, 8, 9), o uso da regressão permitiu melhora em dois casos (pontos 15, 16), e

piora no restantes (pontos 3, 14). É interessante notar que as duas abordagens

tentam modelar, de forma distinta, a ambiguidade inerente das amostras;

• Curiosamente, existe uma ligeira relação entre variações no método de boosting

e nos métodos de regressão e MIL, onde a taxa de acerto do primeiro degrada

nos pontos em que ocorre melhora nos últimos. Dado que a regressão pode ser

utilizada em conjunto com boosting, talvez essa relação possa ser estudada no

futuro.

• A respeito do método MIL, neste trabalho foi implementada a aproximação

softmax. A implementação da solução heuŕıstica iterativa apresentou proble-

mas de convergência que tornavam a decisão de parada dif́ıcil, enquanto para

a solução de programação semidefinida faltou encontrar uma biblioteca ou

toolbox adaptável para o arcabouço proposto.

Os resultados utilizando HOG em conjunto com os detectores IPD, entretanto,

foram muito aquém do esperado. Posśıveis causas são problemas na implementação,

descritores não representativos da amostra (devido à dimensão da região ou do

descritor) ou simplesmente a falta de sinergia entre as caracteŕısticas procuradas

e a técnica de detecção. Lembrando que originalmente os descritores HOG são

utilizados para detecção de objetos maiores, como seres humanos [45, 46], ou para

registro em imagens, no caso do SIFT [44]. Uma caracteŕıstica desses objetos são

bordas e quinas bem definidas, o que já não ocorre na dimensão dos pontos fiduciais.

Porém é interessante notar que existe uma consistente melhora na taxa de acerto

utilizando as estratégias de bagging e regressão. Provavelmente esta melhora está re-

lacionada à instabilidade dos detectores ao utilizar HOG, permitindo que os mesmo

se beneficiem do aumento do número de amostras obtido por tais métodos. Entre-

tanto, os resultados ainda são muitos ruins, bem inferiores aos obtidos utilizando

blocos das imagens (Tabela 4.5).
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Tabela 4.7: Taxa de acerto de detectores IPD por ponto fiducial para base BioID
utilizando HOG.

Ponto Método de treinamento
SMP RGR MIL BST BGG

00 5.1± 4.6 15.0± 4.0 5.1± 4.6 2.5± 2.5 21.5± 4.2
01 4.4± 5.1 18.9± 3.4 4.4± 5.1 4.4± 5.7 19.3± 3.2
02 2.4± 2.6 4.5± 2.0 2.4± 2.6 1.5± 1.4 5.0± 1.5
03 2.6± 2.9 6.0± 1.9 2.4± 2.8 1.5± 1.3 5.8± 2.1
04 2.4± 2.4 3.6± 1.5 2.4± 2.2 1.8± 2.0 6.2± 3.1
05 1.8± 1.7 3.6± 1.4 1.8± 1.7 0.7± 0.8 9.3± 1.8
06 1.1± 0.9 1.1± 0.7 1.1± 0.8 1.1± 1.3 7.1± 2.3
07 1.5± 1.1 5.4± 1.8 1.6± 1.0 1.5± 0.9 6.3± 2.0
08 1.8± 1.5 2.6± 0.8 1.9± 1.5 1.4± 1.6 4.3± 1.5
09 3.5± 3.8 22.2± 2.5 3.4± 3.6 0.7± 0.9 20.4± 2.8
10 2.7± 1.3 10.2± 2.0 2.8± 1.4 3.6± 2.9 12.2± 2.5
11 3.4± 2.6 17.7± 3.4 3.2± 2.8 2.5± 2.7 19.1± 2.8
12 2.0± 2.5 16.5± 4.4 2.1± 2.5 2.4± 2.8 15.8± 2.4
13 0.5± 0.7 5.5± 1.4 0.5± 0.7 0.5± 0.5 6.8± 1.3
14 1.2± 0.7 1.8± 0.8 1.3± 0.8 1.2± 1.4 5.4± 2.2
15 3.9± 3.1 7.7± 1.4 3.9± 3.1 3.4± 2.8 7.7± 2.3
16 3.0± 2.4 7.0± 1.4 3.0± 2.5 1.7± 1.9 7.9± 1.8
17 1.4± 1.0 3.7± 1.6 1.4± 1.0 1.1± 0.8 4.7± 1.8
18 1.6± 1.4 4.6± 1.8 1.6± 1.5 1.4± 2.1 5.7± 1.5
19 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0 0.0± 0.0
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4.4.2 Resultados com Filtro Discriminativo

Na Tabela 4.8 são exibidas média e desvio padrão das taxas de acerto à 5% da

distância interocular para os filtros discriminativos, computadas a partir dos folds.

São apresentados resultados para os dois casos de pré-processamento: IMGP – blocos

das imagens; e – IHOG – utilizando HOG integral. Os valores obtidos foram abaixo

do esperado, com taxas de acerto para os pontos dos olhos, considerados pontos

fáceis, em torno de 50%, no melhor caso, e muito inferiores para os pontos restantes,

em ambos os casos.

Como este detector é rápido para treinar, mesmo para dimensões altas,

utilizaram-se descritores HOG completos, de dimensão 1.152, na expectativa de

melhoria nos resultados. Ocorreu melhora, dado que as taxas de acerto originais es-

tavam na faixa de 1% acerto. Ainda assim, eles estão aquém do que seria aceitável,

corroborando com a afirmação anterior a respeito do desempenho dos descritores

HOG neste problema.

Dentre as posśıveis causas pode-se apontar a dimensão dos blocos e dos descri-

tores, que escolhida para obter os melhores resultados para os classificadores IPD,

não necessariamente a melhor para os filtros discriminativos; e a incompatibilidade

com o problema proposto. Apesar da taxa de acerto baixa, estes resultados são co-

erentes com os encontrados em [6] utilizando a mesma técnica em um subconjunto

de imagens da mesma base.

4.4.3 Resultados com Filtros de Correlação

Na Tabela 4.9 são apresentadas médias e desvios padrão calculados a partir dos

folds para a taxas de acerto para 5% da distância interocular para os pontos da

BioID utilizando os filtros de correlação para a detecção. Além disso, dado que

esses detectores realizam a detecção em toda a imagem, decidiu-se comparar os

resultados com e sem o uso ROI para restringir a área de busca. Analisando os

resultados, observa-se que:

• Os filtros de correlação obtiveram bons resultados, principalmente o MOSSE

e o UMACE, superando o IPD em muitos casos;

• Os melhores resultados foram encontrados para os pontos da região dos olhos

(0, 1, 9 10, 11, 12), nariz (15, 16) e, algo surpreendente, da boca (17), todos

com taxas de acerto acima de 75%. Este comportamento é semelhante ao en-

contrado com o IPD, exceto pelo ponto da boca, de dificuldade intermediária;

• Nota-se que, enquanto em alguns casos a ROI produzia um pequena melhora,

em outros casos, como os pontos 13 e 19, o uso da ROI degradou gravemente
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Tabela 4.8: Taxa de acerto para os filtros discriminativos para base BioID.

Ponto Pré-processamento
IMGP IHOG

00 59.4± 4.6 6.0± 1.8
01 48.1± 1.5 4.8± 2.3
02 4.5± 1.1 3.9± 2.4
03 2.8± 1.0 2.6± 1.4
04 20.2± 3.9 3.5± 2.3
05 3.1± 1.5 4.5± 1.6
06 1.8± 1.0 5.1± 1.7
07 13.3± 2.0 3.7± 1.6
08 3.0± 1.6 2.8± 1.2
09 8.6± 3.8 5.4± 2.6
10 0.5± 0.5 3.4± 1.2
11 1.8± 1.3 3.2± 1.5
12 16.2± 3.4 4.3± 1.4
13 6.5± 2.1 0.7± 0.7
14 14.2± 3.0 4.1± 1.5
15 20.0± 3.9 3.6± 1.0
16 17.0± 4.4 4.0± 1.5
17 13.9± 2.3 3.6± 1.9
18 0.5± 0.6 4.3± 2.3
19 0.0± 0.0 0.1± 0.2
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o processo de detecção. Tais taxas de acerto são consistentes com as baixas

taxas de acerto obtidas para os mesmos pontos utilizando detectores IPD (Ta-

bela 4.7) e apontam que, futuramente, tal estratégia precisa ser revista, dado

que a ROI do conjunto de treino não é representativa durante a validação;

• Para o restante dos pontos o comportamento foi similar ao encontrado para o

IPD, com taxas de acerto equivalentes ou melhores.

Tabela 4.9: Taxa de acerto para os métodos de filtros de correlação por ponto fiducial
para base BioID

Ponto Detector
UMACE ASEF MOSSE

Sem ROI Com ROI Sem ROI Com ROI Sem ROI Com ROI
00 91.8± 1.9 92.8± 1.7 91.7± 2.1 91.8± 2.1 92.6± 2.3 93.0± 2.1
01 90.4± 1.3 91.8± 1.2 90.8± 1.7 91.4± 1.7 91.1± 1.2 92.0± 1.2
02 66.2± 5.1 67.1± 5.3 65.7± 6.3 65.8± 6.1 67.0± 5.4 67.5± 5.3
03 67.2± 2.8 67.5± 3.0 63.8± 2.7 63.8± 2.7 67.1± 2.7 67.3± 3.0
04 46.2± 3.8 46.2± 3.8 44.8± 4.3 44.8± 4.3 46.1± 3.2 46.1± 3.2
05 50.2± 4.7 50.2± 4.7 49.7± 2.7 49.7± 2.7 49.6± 4.0 49.6± 4.0
06 46.3± 2.4 46.3± 2.4 46.7± 2.0 46.7± 2.0 46.0± 2.3 46.1± 2.3
07 51.9± 3.9 45.3± 4.7 49.6± 4.1 43.9± 3.9 51.9± 4.3 46.1± 4.9
08 49.4± 3.5 49.4± 3.5 47.6± 4.0 47.6± 4.0 50.4± 3.7 50.5± 3.8
09 84.7± 2.2 86.1± 2.2 84.1± 2.0 84.2± 2.1 85.3± 2.2 85.8± 2.3
10 86.8± 2.6 87.5± 2.5 86.8± 2.7 86.9± 2.8 87.1± 2.6 87.3± 2.8
11 88.2± 1.4 88.4± 1.3 88.0± 0.9 88.2± 1.0 88.4± 1.6 88.5± 1.6
12 83.6± 2.7 84.2± 2.4 83.0± 3.9 83.1± 3.8 84.3± 2.5 84.6± 2.5
13 55.2± 3.3 23.7± 3.3 52.1± 2.8 23.8± 4.1 55.3± 3.4 24.6± 3.8
14 61.4± 4.0 61.4± 4.0 61.1± 3.7 61.1± 3.7 61.1± 4.3 61.1± 4.3
15 88.9± 3.4 90.9± 3.1 90.3± 3.3 90.5± 3.1 89.7± 3.6 90.9± 3.4
16 89.3± 2.3 89.9± 2.4 91.3± 1.5 91.5± 1.6 89.2± 2.5 89.5± 2.6
17 76.7± 3.5 77.3± 3.4 75.1± 2.8 75.3± 2.7 77.1± 3.3 77.3± 3.3
18 56.4± 4.0 56.4± 4.1 55.4± 4.5 55.4± 4.5 57.5± 3.6 57.4± 3.7
19 51.9± 5.0 0.3± 0.5 49.6± 3.2 0.5± 0.6 52.7± 4.5 0.4± 0.5

Para comparar os diferentes métodos, na Figura 4.9 são apresentados as taxas de

acerto para 5% da distância interocular com os respectivos desvios padrão para cada

método e para cada ponto. A ilustração corrobora com as afirmações prévias, onde

observa-se que o comportamento dos métodos é semelhante para cada ponto, com

uma pequena vantagem para os filtros de correlação na maioria dos casos, exceto

nos pontos 5 e 6, pontos internos das sobrancelhas direita e esquerda.
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Figura 4.9: Comparação entre os métodos IPD e filtros de correlação

4.5 Conclusões

Neste caṕıtulo são apresentados os resultados obtidos utilizando o conjunto de clas-

sificadores no contexto de detecção de pontos fiduciais em faces humanos para ima-

gens estat́ısticas. Descreveu-se o experimento proposto e discutiu-se os resultados

obtidos.

A respeito dos resultados obtidos utilizando os detectores IPD, pode-se afirmar

que as modificações propostas no algoritmo de treinamento, apesar de não produzi-

rem mudanças significativas em todos os casos, permitiram explorar caracteŕısticas

interessantes do problema e apontam para novas posśıveis modificações no futuro,

como a integração das técnicas de regressão e boosting.

Os filtros discriminativos apresentaram desempenho muito inferior ao das outras

técnicas estudadas. Em [6], para contornar as taxas de acerto baixas, propôs-se uma

alteração na qual o detector era treinado sobre caracteŕıstica extráıdas a partir da

decomposição das amostras em componentes principais através do método PCA [31].

Esta abordagem ofereceu uma grande melhora se comparada com a apresentada

neste trabalho.

Em relação aos resultados para filtros de correlação, a análise dos resultados per-

mitiu não só observar a viabilidade da aplicação dos mesmos no contexto proposto,
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como demonstrou uma deficiência no sistema de restrição da área de busca que, em

alguns casos, pode provocar degradações no desempenho global do sistema.

Na Tabela 4.10 é realizada uma comparação entre três métodos atuais [4, 54,

55] com os resultados obtidos neste trabalho para o classificador IPD tradicional e

para os filtros UMACE, ASEF e MOSSE, apenas para o pior dentre os pontos da

pupila. Os métodos estão ordenados a partir da taxa de acerto, a 5% da distância

interocular, de forma descendente. Através dessa comparação podemos afirmar que

tanto os detectores IPD quanto os filtros de correlação demonstram boas taxas de

acerto com complexidade inferior à encontrada em outros métodos, e com tempo de

treinamento reduzido (algumas horas, para o IPD, e alguns minutos para os filtros

de correlação). Os outros pontos não foram comparados devido a falta de resultados

quantitativos dispońıveis na literatura, pelo uso de diferentes métricas ou métodos

que impossibilitam a comparação.

Tabela 4.10: Comparação de desempenho entre diferentes métodos para os pontos
das pupila na base de dados BioID à 5% da distância interocular.

Método Taxa de acerto (dio ≤ 0.05)
MOSSE 92.0
UMACE 91.8

ASEF 91.4
IPD 88.4

Valenti e Gevers [54] 86.1
Timm e Barth [55] 82.5

Ren et al. [4] 77.1
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Caṕıtulo 5

Conclusões

Neste trabalho avaliou-se um conjunto de filtros no contexto de detecção de pontos

fiduciais em faces. Analisou-se técnicas distintas, novas abordagens de treinamento

foram propostas e observou-se o desempenho dos mesmos ao classificar conjuntos

distintos de caracteŕısticas extráıdos das mesmas amostras.

Além disso, implementou-se um arcabouço que é capaz de treinar e utilizar as

diferentes técnicas aqui apresentadas em inúmeros contextos. O sistema permite, de

forma flex́ıvel, selecionar as partes constituintes do sistema de classificação.

O sistema foi completamente implementado em linguagem C++ de programação,

fazendo uso da biblioteca de visão computacional OpenCV. Tal implementação per-

mite o uso do sistema em tempo real, e em alguns casos, o treinamento completo

dos classificadores ocorre em questão de minutos.

Pode-se afirmar, em relação aos resultados obtidos, que dentre o conjunto de de-

tectores aqui estudados, os filtros de correlação no domı́nio da frequência, UMACE,

ASEF e MOSSE, apresentaram os melhores resultados. Entretanto, o IPD também

obteve boas taxas de acerto, em alguns pontos até mesmo melhores, porém possui

um algoritmo de treinamento mais lento e sofre com os problemas da ROI, que pos-

sivelmente deverá ser modificada futuramente. Infelizmente, o uso de HOG e ou os

filtros discriminativos, em relação a implementação utilizada, não produziu resul-

tados aceitáveis. Porém, provavelmente podem ter melhores resultados em outros

contextos, como detecção de pedestre, de objetos, etc. . .

5.1 Trabalhos Futuros

A seguir, alguns tópicos de investigação futura:

• Detecção em v́ıdeo: Este é um projeto já em andamento, onde os detectores,

aliados com métodos de rastreamento que exploram a consistência temporal e

espacial entre quadros, são utilizados para realizar a detecção em v́ıdeo. Em
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alguns casos, os mesmos foram adaptados para o treinamento online, permi-

tindo a adaptação dos detectores às variações de caracteŕısticas do alvo ao

longo do tempo.

Os resultados obtidos são promissores, com boas taxas de acerto mesmo em

situações de oclusão e movimentos bruscos do alvo.

• Ajuste automático dos parâmetros dos classificadores: Muitos dos classifi-

cadores aqui apresentados possuem um conjunto de parâmetros que neces-

sitam de ajuste. Atualmente, a otimização destes parâmetros ocorre de

forma heuŕıstica, através do conhecimento a priori do problema; ou através

de métodos de busca em grid ; ou, em alguns casos, através do ajuste manual.

Inicialmente, tais abordagens foram escolhidas devido às limitações de tempo e

número de amostras na base de dados, que tornavam inviável o uso de técnicas

mais complexas ou validação através da divisão da base em três grupos: treino,

validação e teste. Futuramente, o sistema deverá ser modificado para contem-

plar este novo formato, e novos algoritmos podem ser utilizados, como por

exemplo, técnicas de otimização natural.

• Detecção hierárquica: Dada que a maioria das técnicas aqui apresentadas são

rápidas o suficiente para realizar múltiplas detecções na mesma imagem em um

tempo curto, a detecção poderia ser realizada de forma multi-escala, permi-

tindo identificar a posição inicialmente de forma grosseira e progressivamente

aprimorando a estimativa através de escalas mais finas.

• Abordagem baseada em modelos: No caso espećıfico da detecção de pontos

fiduciais em faces humanas, a geometria da face é uma informação que pode

ser adicionada ao problema no intuito de tornar mais precisa a detecção da

posição das caracteŕısticas faciais, semelhante ao apresentado em [1].
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Apêndice A

Relação entre o MOSSE e o Filtro

Discriminativo

Neste apêndice é feita a demonstração completa da relação entre o filtro discrimi-

nativo e o MOSSE, onde constata-se assim que o primeiro é um caso particular do

segundo.

Retornando ao problema proposto na Seção 2.3.1: encontrar a transformação

linear H (o filtro discriminativo) que aproxime o sinal v, que representa a resposta

ideal do sistema, minimizando o erro quadrático.

Dado o erro e = v− v̂, onde v̂ = Hg e g a amostra a ser avaliada. Considerando

o caso de amostras pertencentes a CD, pela formulação LMSSE, temos

ε (H) = E
[
eHe

]
,

= E
[
tr
(
eeH

)]
.

(A.1)

onde H é o operador conjugado transposto, AH = (A∗)T . Considerando que a

transformação linear pode ser escrita como H = C (h), o problema pode ser escrito

como

ε (h) = E
[
‖v − h ? g‖2

2

]
, (A.2)

Através do Teorema de Parseval, transformando para o domı́nio da frequência

ε
(
h̃
)

= E

[∥∥∥ṽ − g̃ � h̃∗
∥∥∥2

2

]
, (A.3)

onde h̃, g̃ e ṽ são respectivamente, as transformadas 2-D discretas de h, g e v.
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Reescrevendo a Equação (A.3):

ε
(
h̃
)

= E

[∥∥∥ṽ − g̃ � h̃∗
∥∥∥2

2

]
,

= E

{[
ṽ − g̃ � h̃∗

]H [
ṽ − g̃ � h̃∗

]}
,

= E
{

ṽH ṽ +
(
h̃T G̃H

)(
G̃h̃∗

)
−
(
h̃T G̃H

)
ṽ − ṽH

(
G̃h̃∗

)}
.

(A.4)

Onde G̃ é uma matriz diagonal na qual os elementos da diagonal são os elementos

de g̃. Minimizando em função de h̃

∂ε
(
h̃
)

∂h̃T
= E

{
G̃HG̃h̃∗ − G̃H ṽ

}
. (A.5)

Solucionando para h̃, obtém-se

h̃∗ =
E
[
G̃H ṽ

]
E
[
G̃HG̃

] =
E [g̃∗ � ṽ]

E [g̃∗ � g̃]
. (A.6)

É posśıvel observar que a Equação (A.6) é equivalente a Equação (2.77) quando o

operador de valor esperado é substitúıdo pela sua aproximação LSE. Considerando

o caso do filtro discriminativo, onde o sinal g é definido na Equação 2.67 como:

g = C(x)v + w,

pode-se considerar que o filtro discriminativo é um caso particular do MOSSE onde

supõe-se que o sinal corresponde ao padrão alvo x corrompido por rúıdo aditivo e

pela resposta desejada.
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