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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários

para a obtenção do grau de Doutor em Ciências (D.Sc.)

ALGORITMOS DE FILTRAGEM ADAPTATIVA EM SUBBANDAS COM

REÚSO DE DADOS

Elias Lawrence Marques

Dezembro/2016

Orientadores: Mariane Rembold Petraglia

Diego Barreto Haddad

Programa: Engenharia Elétrica

Esta tese propõe uma nova estrutura e algoritmos em subbandas para filtragem

adaptativa, na qual os subfitros adaptativos são esparsos. Para os algoritmos adap-

tativos derivados é considerada a conjugação dos prinćıpios de perturbação mı́nima

e de otimização com múltiplas restrições. É derivada uma implementação simpli-

ficada da abordagem proposta (nomeada de NSAF-SF), que apresenta uma taxa

de convergência similar à do algoritmo NSAF, mas com a vantagem de demandar

um custo computacional inferior. Usando o prinćıpio da conservação de energia, é

obtida uma expressão para o MSE em regime permanente para o NSAF-SF. Em

seguida, é proposto um novo algoritmo, nomeado filtro adaptativo de projeção afim

em subbandas (APSAF), que emprega o cancelamento de um número selecionado

das mais recentes amostras (decimadas) do erro a posteriori nas subbandas, de sorte

a promover a adaptação a uma taxa inferior à do sinal de entrada. Explorando as

propriedades da descorrelação entre os sinais em diferentes subbandas, a proposta

simplifica a complexidade comparativamente ao Filtro Adaptativo em Subbandas

Estruturado em Multibandas (IMSAF), proposto recentemente. São propostos tam-

bém um algoritmo que automatiza a escolha do número de vetores de entrada em

função do desempenho quanto à taxa de convergência, e algoritmos que empregam

um escalonador de tamanho de passo, proporcionando melhorias na robustez perante

rúıdo impulsivo. Por fim, é apresentada uma análise teórica do erro quadrático mé-

dio em regime permanente para algoritmos de projeção afim em subbandas, cuja

formalização baseou-se em argumentos de conservação de energia.
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Doctor of Science (D.Sc.)

SUBBAND ADAPTIVE FILTERING ALGORITHMS WITH DATA REUSE

Elias Lawrence Marques

December/2016

Advisors: Mariane Rembold Petraglia

Diego Barreto Haddad

Department: Electrical Engineering

In this thesis are a new structure and algorithms for subband adaptive filter-

ing are proposed, in which the adaptive subfilters are sparse. In the derivation of

the adaptive algorithms the combination of minimal disturbance and optimization

principles with multiple restrictions are considered. A simplified implementation of

the proposed approach (named NSAF-SF) is derived, which presents a convergence

rate similar to that of the NSAF algorithm, but with the advantage of requiring a

lower computational cost. Using the energy conservation principle, an expression

for the steady-state MSE of the NSAF-SF is obtained. A new adaptive algorithm

in subband, named Affine Projection Subband Adaptive Filter (APSAF), is also

proposed, which employs the cancellation of a selected number of the most recent

samples (decimated) of a posteriori error in the subband, so as to promote adapta-

tion at a rate lower than that of the input signal. Exploring the properties of decor-

relation between signals in different subbands, the proposed APSAF simplifies the

complexity compared to the recently derived Improved Multiband-Structured Sub-

band Adaptive Filter (IMSAF). An adaptation algorithm that automates the choice

of the number of input vectors depending on the error performance and adaptive

algorithms that employ step size scheduler in order to provide in robustness against

impulsive noise are proposed. Finally, a theoretical analysis of the mean square error

in steady-state is presented for the affine projection algorithms in subbands, based

on energy conservation arguments.
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x



Lista de Figuras

1.1 Estrutura de Filtragem Adaptativa . . . . . . . . . . . . . . . . . . . 3

1.2 Identificação de Sistemas . . . . . . . . . . . . . . . . . . . . . . . . . 5

1.3 Equalização de Canal . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

1.4 Predição de Sinais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
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δ fator de regularização, p. 23

xv



δe fator de esquecimento, p. 89

γ valor limite do erro de subbanda, p. 43

λ multiplicadores de Lagrange, p. 10

E(·) operador de expectativa estat́ıstica, p. 8

ν(n) representa as imprecisões e os erros de medição no instante n,

p. 4
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NMSD Desvio Quadrático Médio Normalizado, p. 60

NSAF-SF-SS Filtro Adaptativo em Subbandas com Filtros Esparsos e Sele-

ção de Subbandas, p. 60

NSAF-SF Estrutura em Subbandas com Filtros Esparsos, p. 50

NSAF Filtro Adaptativo em Subbandas Normalizado, p. 35

P-SSAF Filtro Adaptativo em Subbandas Proporcional, p. 40

PAPA Pseudo Algoritmo de Projeção Afim, p. 16

RLS Quadrados Mı́nimos Recursivos, p. 7

SF Estrutura em Subbandas com Filtros Esparsos, p. 49

SM-NSAF NSAF com Associação Definida, p. 41

SNR Razão Sinal Ruido, p. 68

SPU-SAF Filtro Adaptativo Seletivo em Subbandas com Atualização Par-

cial, p. 50

SR-IPNLMS NLMS Melhorado Proporcionalmente com Regressor Atri-

buido, p. 42

SR-NLMS NLMS com Regressor Atribuido, p. 42

SSAF Filtro Adaptativo em Subbandas de Sinal, p. 40

VRP-SSAF Filtro Adaptativo em Subbandas com Parâmetro de Regulari-
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Caṕıtulo 1

Introdução

Nas últimas décadas, as técnicas de processamento digital de sinais e, particular-

mente, as de processamento adaptativo de sinais alcançaram um inaudito patamar

de maturidade. Entre as causas desse fenômeno, destaca-se a emergência dos pro-

cessadores digitais de sinais de alto desempenho, os quais proporcionam precisão,

dimensões pequenas, flexibilidade e capacidade de implementação robusta de algo-

ritmos no estado da arte.

Um segmento importante nessa área de pesquisa consiste na filtragem adaptativa,

a qual contempla uma ampla gama de aplicações, tais como sistemas de som digitais,

cancelamento de ecos acústicos, controle, equipamentos e instrumentação médica,

dentre outras [2], [3], [4].

Sempre que haja necessidade de processar sinais resultantes de ambientes com

estat́ısticas desconhecidas, a utilização de filtros adaptativos constitui uma solu-

ção atrativa, caso confrontada com o emprego de um sistema fixo projetado pelos

métodos convencionais. Isso se dá porque a filtragem adaptativa obtém melhor

aproveitamento da filtragem digital, por ensejar uma modificação dos parâmetros

da filtragem ao longo do tempo. Um exemplo de aplicação em que se faz necessária

tal técnica ocorre nas comunicações telefônicas, nas quais o canal de comunicação

envolvido se altera, na melhor das hipóteses, a cada ligação efetuada.

Um filtro adaptativo é um sistema variante no tempo, dotado de um mecanismo

de ajuste dos coeficientes consoante algum critério espećıfico [2], [5]. Quanto à forma

de resolução do problema de filtragem adaptativa, diferentes pontos de vista são em-

pregados, destacando-se as abordagens de aproximação estocástica e de minimização

de funções custo determińısticas [2], [3], [5].

Os filtros podem ser entendidos como dispositivos capazes de remover componen-

tes indesejados de um sinal. Dessa maneira, conhecidas as caracteŕısticas do sinal a

ser filtrado (sinal de entrada), as especificações da filtragem requerida e a estrutura

do filtro a ser utilizada, é posśıvel projetar um filtro que satisfaça algum critério de

desempenho suficientemente realista.
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Deve-se ressaltar que a estrutura do filtro a ser empregada é de fundamental

importância no processo adaptativo, pois pode engendrar alterações significativas na

taxa de convergência, no desempenho em regime permanente ou mesmo a existência

de um ou mais mı́nimos locais da função custo. Atualmente, sistemas adaptativos

são empregados com sucesso em identificação de sistemas, equalização de canais,

cancelamento de interferências, cancelamento de eco e no controle ativo de rúıdo

e vibrações, em campos tão diversos como comunicações digitais, controle, radar,

sonar, sismologia e engenharia biomédica [2], [5]. Em cada uma dessas aplicações,

é necessária a obtenção de uma taxa de convergência alta, de modo que a sáıda do

filtro adaptativo apresente propriedades desejáveis o quanto antes.

Tais algoritmos costumam empregar ajustes sucessivos dos parâmetros do filtro,

os quais operam iterativamente por meio da seguinte regra geral:

(
nova estimativa

dos parâmetros

)

=

(
antiga estimativa

dos parâmetros

)

+

(
termo de

correção

)

,

onde o termo de correção depende dos antigos parâmetros do sistema e do sinal de

entrada e, não raro, de um sinal de referência.

Os algoritmos adaptativos podem ser classificados quanto à metodologia de gera-

ção do termo de correção que será utilizado para ajuste dos parâmetros do processo

de filtragem, do seguinte modo:

• algoritmos supervisionados : exigem um sinal de referência para obtenção do

termo de correção.

• algoritmos não-supervisionados : não exigem um sinal de referência para ob-

tenção do termo de correção. Algoritmos que devem atuar na ausência deste

sinal de referência são também denominados cegos ou autodidatas [6].

Em geral os algoritmos adaptativos podem ser desmembrados em duas partes:

• processo de filtragem: cuja sáıda é a resposta para um ou vários sinais de

entrada;

• processo adaptativo: provê um mecanismo de controle adaptativo, através de

algum algoritmo de ajuste dos parâmetros usados no processo de filtragem.

A Fig. 1.1 apresenta o diagrama em blocos esquemático de um algoritmo de

filtragem adaptativa, onde d(n) é o sinal de referência ou sinal desejado, x(n) é o

sinal de entrada, y(n) é o sinal de sáıda do filtro adaptativo (que deve emular o

sinal de referência d(n)) e e(n) , d(n) − y(n), chamado de sinal de erro, reflete a

discrepância entre os sinais d(n) e y(n).
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x(n)

d(n)

Filtro
Adaptativo

−
+y(n)

e(n)

Figura 1.1: Estrutura de Filtragem Adaptativa

Os parâmetros do filtro são atualizados na n-ésima iteração pelo algoritmo adap-

tativo, de modo a minimizar alguma figura de mérito, em geral baseada no erro e(n).

Os filtros adaptativos podem ser implementados usando estruturas com respostas ao

impulso de duração finita ou infinita. Assim, têm-se os filtros FIR (Resposta ao Im-

pulso Finita) e os filtros IIR (Resposta ao Impulso Infinita), respectivamente. Nesta

tese a discussão será restrita aos filtros adaptativos FIR devido à relativa facilidade

que estes apresentam no tocante ao controle de estabilidade.

1.0.1 Sinal de Voz

A maioria dos experimentos que utilizam sinais reais apresentados nesta tese

empregam sinais de voz. A preferência pela voz se deve à elevada variedade de apli-

cações que empregam esse tipo de sinal (por exemplo, reconhecimento automático de

voz, o qual viabiliza a interação humana com as máquinas por meio da fala). Outra

aplicação se dá em cancelamento de eco, que é uma técnica de processamento de

sinais que remove sinais indesejados na fala ou no áudio, com o objetivo de melhorar

a qualidade do sinal. Um exemplo em que se aplica o cancelamento de eco é em

teleconferências, onde a presença de eco prejudica a interação entre os participantes.

Alguns pesquisadores diferenciam o termo “fala” do termo “voz”, considerando a

fala como produção sonora de informação inteliǵıvel, e a voz como uma caracteŕıstica

individual da emissão da fala.

A comunicação por voz se refere a todo processo de transmissão da informação

por meio da fala [7]. Tal processo apresenta um largo campo para estudo de téc-

nicas de processamento de sinais, possibilitando o surgimento de ferramentas que

promovam uma melhoria da comunicação [8].

O espectro de um sinal de voz apresenta um caráter colorido, o que pode ser

inferido a partir da modelagem f́ısica do fenômeno de geração da fala. Como veremos,

sinais coloridos costumam reduzir a taxa de convergência de algoritmos de filtragem

adaptativa. Esta tese contemplará técnicas que almejam atenuar tal problema.

Os sinais de voz são codificados mediante sons da linguagem falada. Estes sons

podem ser considerados aleatórios, representados por uma série de amostras tempo-

rais e caracterizados mediante funções de densidade de probabilidade multidimensio-
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nais. Por essa razão, o sinal de voz pode ser modelado como um processo estocástico.

Entretanto, esse processo é não estacionário, dado que as propriedades estat́ısticas

do sinal de voz variam com o tempo, de acordo com a conformação do aparelho

fonador. Porém, pode-se assumir, por meio de estimações de curto prazo, a ob-

tenção de blocos com propriedades estatisticamente constantes (quasi-estacionários)

permitindo-se analisar e processar o sinal de voz como um sinal estacionário (como

efetuado em [9]). Para atingir a quasi-estacionariedade do sinal de voz, o tamanho

da janela temporal de estimação deverá ser escolhido convenientemente, de forma

que esta seja suficientemente curta para que apresente as caracteŕısticas espectrais

instantâneas da estimação e suficientemente longa para minimizar a variância na

estimação dos parâmetros. Em geral, blocos de 20 a 30 ms são adequados para a

maior parte das aplicações [10].

1.0.2 Aplicações

As estratégias supervisionadas de filtragem adaptativa em geral requerem um ve-

tor de entrada e um sinal desejado, os quais são utilizados juntamente com o sinal de

erro para ajustar os coeficientes do filtro, objetivando uma otimização de seu desem-

penho. Algumas das aplicações clássicas da filtragem adaptativa são classificadas

em:

• Identificação de sistemas : Nessa classe de aplicações, o filtro adaptativo é

usado para prover o modelo linear que melhor represente uma planta desco-

nhecida. A Fig. 1.2 apresenta um diagrama em blocos desse tipo de aplicação.

O sistema desconhecido e o filtro adaptativo são alimentados pelo mesmo si-

nal de entrada e a sáıda do sistema desconhecido consiste na resposta desejada

para o filtro adaptativo. O rúıdo aditivo representa algum rúıdo interno da

planta ou mesmo a incerteza inerente ao processo de medição. Por meio da

adaptação dos coeficientes do filtro através de um algoritmo iterativo é pos-

śıvel obter uma boa aproximação para o modelo da planta desconhecida. A

identificação adaptativa é frequentemente utilizada em sistemas de comuni-

cações, sistemas de controle e em identificação de estruturas. Por exemplo,

nos sistemas de controle tal identificação pode ser utilizada para modelar uma

planta com a finalidade de projetar um controlador.

• Equalização de Canal : consiste na aplicação em sinais transmitidos distorcidos

pelo canal e acrescidos de rúıdo ambiente, na qual o sinal desejado é o sinal

original atrasado. A Fig. 1.3 apresenta um diagrama em blocos para este tipo

de aplicação. Como pode ser visto nesta figura, o sinal atrasado, em geral,

está dispońıvel no receptor por meio de uma sequência de treinamento padrão.
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x(n) b

Filtro
Adaptativo

−
+

Sistema
Desconhecido

d(n)

ν(n)

y(n)

e(n)

Figura 1.2: Identificação de Sistemas

Quando o equalizador de canal atinge um erro quadrático reduzido, é esperada

uma razoável reversão dos efeitos do canal.

x(n) b

Canal
Filtro

Adaptativo

−
+

Atrasador

ν(n) d(n)

y(n)

e(n)

Figura 1.3: Equalização de Canal

• Predição de Sinais : consiste na previsão de amostras de um sinal, a partir

de amostras pregressas, de modo que y(n) se aproxime de x(n) – que, nesta

configuração, equivale ao sinal de referência. Aplicações usuais são códigos

preditores para sinais de voz, remoção de interferências de sinais em banda

estreita e ADPCM (Modulação Adaptativa por Codificação de Pulso Diferen-

cial). A Fig. 1.4 apresenta um diagrama em blocos para este tipo de aplicação.

Quanto ao método de estimação dos parâmetros do filtro adaptativo, os algorit-

mos podem ser classificados em:

• Algoritmos baseados no método do gradiente estocástico: Esses algoritmos

inspiram-se no filtro de Wiener, estimando o gradiente de uma função custo,

baseada geralmente no erro quadrático médio (valor quadrático médio da dife-

rença entre a resposta desejada e a sáıda do filtro). No caso de implementações
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x(n) b Atrasador
Filtro

Adaptativo

−
+

d(n)

y(n)

e(n)

Figura 1.4: Predição de Sinais

usando estruturas de filtragem FIR transversais, a dependência do erro qua-

drático médio com relação aos coeficientes assume a forma de uma superf́ıcie

paraboloide dotada de um único mı́nimo global. Os coeficientes que determi-

nam o mı́nimo global da superf́ıcie correspondem à solução ótima de Wiener.

Algoritmos dessa classe têm como principais qualidades a baixa complexidade

computacional e robustez a variações nas condições de operação. O termo gra-

diente estocástico visa distingui-los do método de otimização pelo gradiente de

descida mais ı́ngreme [2]. O procedimento de atualização nesse caso consiste

em:









Coeficientes

atualizados

do Filtro

Adaptativo









=






Coeficientes

do Filtro

Adaptativo




+






Ponderação

da

atualização




·






Direção

de

atualização




 ,

(1.1)

onde“Ponderação da atualização”denota o passo do algoritmo, o qual permite

controlar a magnitude da alteração empreendida pela busca pela solução ótima.

• Algoritmos baseados no método dos mı́nimos quadrados : Enquanto a solução

empregada pelo método do gradiente estocástico se baseia em uma formulação

estocástica para o problema de filtragem, a solução pelo método dos mı́ni-

mos quadrados representa uma perspectiva determińıstica, fundamentada na

redução da soma ponderada dos quadrados dos erros das estimativas. Os al-

goritmos de mı́nimos quadrados podem ser relacionados ao filtro de Kalman

[6]. Têm como vantagem a baixa sensibilidade a mı́nimos locais das super-

f́ıcies da função custo e uma maior velocidade de convergência (medida em

número de iterações) comparados com os algoritmos do gradiente, ou seja, es-

tes algoritmos não são demasiadamente senśıveis à função densidade espectral

do sinal de excitação. Porém, tais algoritmos demandam uma maior comple-

xidade computacional, podendo tornar-se numericamente instáveis [5]. Um

exemplo de algoritmo baseado nesse método é o RLS (Quadrados Mı́nimos
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Recursivos) [11].

1.1 Algoritmo da média quadrática mı́nima

(LMS)

Os algoritmos de filtragem adaptativa apresentam diferentes velocidades de con-

vergência e caracteŕısticas de desajuste em regime permanente. Alguns algoritmos

tendem a apresentar um aumento na taxa de convergência, conjuntamente com um

aumento da complexidade computacional. Além disso, um algoritmo pode apre-

sentar diferentes velocidades de convergência, a depender dos valores dos seus pa-

râmetros de projeto, como o passo de aprendizagem ou o fator de regularização.

Normalmente, há um compromisso entre a velocidade de convergência atinǵıvel e

o desajuste em regime permanente, de sorte que um ajuste dos parâmetros que

pretenda maximizar a taxa de convergência implica um maior desajuste em regime

permanente, e vice-versa. Um algoritmo que provê convergência rápida e desajuste

mı́nimo é o ideal. O desempenho de um algoritmo adaptativo pode ser avaliado por

um conjunto de caracteŕısticas. Segundo [2] as principais são:

• Taxa de convergência: define o número de iterações necessárias para o algo-

ritmo levar os coeficientes do filtro para um valor em torno da solução ótima

de Wiener, no sentido quadrático médio;

• Desvio: é definido como a razão entre o valor do erro quadrático médio em

excesso no estado estacionário e o erro quadrático médio mı́nimo;

• Rastreamento: capacidade do algoritmo de acompanhar as variações das fun-

ções de transferência dos sinais em um meio não-estacionário. Seu desempenho

é influenciado pela taxa de convergência e pelas flutuações em regime perma-

nente;

• Robustez: capacidade do algoritmo operar satisfatoriamente com sinal de en-

trada mal condicionado;

• Complexidade computacional: número de operações por iteração do algoritmo.

Este fator pode determinar a viabilidade de sua implementação em tempo real;

• Estabilidade numérica: A implementação do algoritmo adaptativo em um pro-

cessador digital pode fazer com que o algoritmo se desvie da operação ideal,

determinada em precisão infinita, produzindo acumulação de erros de quanti-

zação. É posśıvel que os erros se acumulem sem limite. Se esta situação per-

sistir sem controle, diz-se que o algoritmo é numericamente instável. Portanto,
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considera-se que um algoritmo é numericamente estável se o erro permanece

limitado ao longo do processamento.

Em decorrência da ampla gama de aplicações dos algoritmos LMS e NLMS (Al-

goritmo da Média Quadrática Mı́nima Normalizada) e de seu uso como padrão na

comparação de desempenho com outros filtros adaptativos, apresenta-se a seguir

uma discussão sobre ambos.

Os algoritmos adaptativos para filtros lineares supervisionados possibilitam o

ajuste iterativo dos parâmetros do filtro em direção à solução ótima através da mi-

nimização de alguma função custo, sendo esta dependente da estrutura e do critério

de desempenho utilizado.

O algoritmo LMS é largamente utilizado em aplicações de filtragem adaptativa

devido à sua simplicidade computacional, convergência em ambientes estacionários

e comportamento estável quando implementado com aritmética de precisão finita

[6], [12]. No caso de sinais estacionários, a velocidade de convergência é dependente

da distribuição dos autovalores na matriz de autocorrelação do sinal de entrada [11],

[12].

Suponha que a sáıda y(n) de um filtro adaptativo consista da seguinte combina-

ção linear:

y(n) =
N−1∑

i=0

wi(n)xi(n) = wT (n)x(n), (1.2)

onde x(n) , [x0(n) x1(n) · · · xN−1(n)]
T e w(n) , [w0(n) w1(n) · · ·wN−1(n)]

T são os

vetores do sinal de entrada e de coeficientes do filtro adaptativo, respectivamente, e

N é o número de coeficientes adaptativos.

Em diversas situações, cada elemento do vetor x(n) consiste de uma versão atra-

sada do mesmo sinal, de modo que x0(n) = x(n), x1(n) = x(n− 1), · · · , xN−1(n) =

x(n−N +1). Note que neste caso o sinal y(n) é resultado da aplicação de um sinal

de entrada x(n) a um filtro FIR (possivelmente variante no tempo).

No caso de combinador linear e filtro FIR, a função objetivo referente ao erro

quadrático médio pode ser escrita como

E[e2(n)] = E[d2(n)]− 2E[d(n)wT (n)x(n)] + E[wT (n)x(n)xT (n)w(n)], (1.3)

onde E[·] é o operador de média estat́ıstica.

Para um filtro com coeficientes fixos w, o erro quadrático médio (MSE) em um

ambiente estacionário é dado por

E[e2(n)] = E[d2(n)]− 2wT
E[d(n)x(n)] +wT

E[x(n)xT (n)]w,

= E[d2(n)]− 2wTq+wTRw, (1.4)
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onde R , E[x(n)xT (n)] é a matriz de autocorrelação do sinal de entrada e q ,

E[d(n)xT (n)] é o vetor de correlação cruzada entre o sinal desejado e o vetor de

entrada.

A matriz de autocorrelação desempenha um papel importante na análise de filtros

lineares e adaptativos, pois influencia tanto a velocidade de convergência quanto a

estabilidade. Três propriedades podem ser definidas em um processo estocástico com

estacionaridade assintótica no sentido amplo:

• simetria: para o caso de sinais reais, a matriz é idêntica à sua transposta;

• estrutura Toeplitz : todos elementos em qualquer diagonal paralela à diagonal

principal possuem valores iguais;

• ser positiva semi-definida: a matriz de autocorrelação é positiva semi-definida,

ou seja, vTRv ≥ 0, para qualquer vetor v. Na prática, tal matriz pode ser

considerada positiva definida.

O uso do critério de erro quadrático médio como função custo para o projeto de

um filtro linear seletivo requer o conhecimento a priori das estat́ısticas conjuntas de

segunda ordem dos sinais estacionários no sentido amplo de excitação e desejado.

Através da Eq. (1.4) verifica-se que E[e2(n)] é uma função quadrática dos coeficientes

do filtro [2]. Outras funções de custo podem ser utilizadas, como por exemplo o

módulo médio do erro. As seguintes vantagens podem ser listadas para a utilização

da superf́ıcie de desempenho segundo o MSE [13]:

• a função custo é um paraboloide com N graus de liberdade e apresenta apenas

um único mı́nimo global, sem ocorrência de mı́nimos locais, já que corresponde

a uma superf́ıcie quadrática convexa, devido ao fato de a matriz de autocor-

relação ser positiva definida;

• o filtro resultante é ótimo se os sinais x(n) e d(n) apresentarem distribuição

gaussiana e forem ergódicos e estacionários no sentido amplo (Wide Sense

Stationary Process - WSS).

A solução para o conjunto ótimo de coeficientes segundo o critério do mı́nimo erro

quadrático médio é denominada solução de Wiener-Hopf [2]. No ponto de mı́nimo

dessa superf́ıcie, a função custo atinge seu menor valor E[e2min].

Portanto, uma importante propriedade do filtro de Wiener pode ser deduzida ao

se analisar o gradiente da superf́ıcie de erro na solução ótima (solução de Wiener-

Hopf). Então, o vetor gradiente pode ser expresso por

∇w(E[e
2(n)]) =

∇E[e2(n)]

∇w
= E

[

2e(n)
∇e(n)
∇w

]

= −E[2e(n)x(n)], (1.5)
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supondo intercambiáveis os operadores de derivação e de esperança estat́ıstica.

Apesar de ótima no sentido quadrático médio, o emprego da solução de Wiener-

Hopf apresenta alguns inconvenientes:

• possui custo computacional elevado para um número grande de coeficientes, o

que pode inviabilizar algumas aplicações em tempo real;

• pode resultar em problemas de estabilidade, devido à inversão da matriz de

correlação;

• supõe a estacionariedade dos sinais envolvidos.

De modo a evitar os problemas mencionados, diferentes estratégias iterativas

podem ser empregadas. Dentre os métodos iterativos de otimização existentes, o

método do gradiente é bastante difundido por sua simplicidade, consistindo em um

procedimento recursivo para encontrar o valor mı́nimo de uma função custo, tal

como segue:

w(n+ 1) = w(n)− β∇w[e
2(n)]. (1.6)

Observe que o estabelecimento do erro quadrático instantâneo e2(n) como função

custo permite associar a equação de atualização acima a uma estimativa estocástica

do vetor gradiente da função custo, dado por:

∇w(e
2(n)) =

∇e2(n)
∇w

= 2e(n)
∇e(n)
∇w

= −2e(n)x(n). (1.7)

O resultado do algoritmo baseado no gradiente é conhecido como algoritmo Least-

Mean-Square, cuja equação de atualização é

w(n+ 1) = w(n) + βe(n)x(n), (1.8)

onde o passo de aprendizagem β deve estar abaixo de um limiar por vezes desconhe-

cido, de sorte a não induzir divergência no processo de aprendizagem.

Outra forma de obtermos o algoritmo adaptativo LMS é solucionando um pro-

blema de otimização com restrições, através da minimização da norma euclidiana

da variação dos parâmetros do filtro adaptativo, min ‖w(n+ 1)−w(n)‖2, sujeito a

[4]:

ep(n) , d(n)−wT (n+ 1)x(n) = (1− β‖x(n)‖2)e(n). (1.9)

Utilizando multiplicadores de Lagrange, o problema com restrições (1.9) pode

ser convertido na minimização da seguinte função custo:

J = ‖w(n+ 1)−w(n)‖2 + λ[ep(n)− (1− β‖x(n)‖2)e(n)]. (1.10)
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No propósito de minimizar a função custo supracitada, importa igualar seu gra-

diente com relação a w(n+ 1) ao vetor nulo:

∇J
∇w(n+ 1)

= 2w(n+ 1)− 2w(n)− λx(n) = 0, (1.11)

obtendo-se

w(n+ 1) = w(n) +
λ

2
x(n). (1.12)

Aplicando (1.12) em (1.9), resulta em:

d(n)−wT (n)x(n)− λ

2
‖x(n)‖2 = e(n)− λ

2
‖x(n)‖2,

⇒ λ

2
= βe(n), (1.13)

e aplicando (1.13) em (1.12), encontramos a Eq. (1.8).

1.2 Algoritmo NLMS

A principal desvantagem do algoritmo LMS reside em sua grande sensibilidade ao

espalhamento da matriz de autocorrelação do sinal de entrada x(n). Isso torna dif́ıcil

a escolha de uma taxa de aprendizado β que garanta a estabilidade do algoritmo

[14]. Uma variante do algoritmo LMS é o NLMS, que resolve este problema através

da normalização do vetor de entrada [14].

O algoritmo LMS normalizado pode ser visto como uma implementação especial

do algoritmo LMS que contempla a variação de energia do sinal de entrada no filtro

na determinação do tamanho do passo. O algoritmo NLMS pode ser obtido a partir

de pontos de vista diferentes. [15] apresenta o algoritmo NLMS como resultante

de um problema de otimização com restrições; ver também [2]. Aqui, começamos

com uma derivação bastante simples da recursão NLMS e mais tarde mostramos

que a recursão obtida satisfaz o critério de otimização de [15] e também que ela

corresponde ao resultado de [16].

Considerando o erro a priori dado por

e(n) = d(n)−wT (n)x(n), (1.14)

em que

d(n) = xT (n)w0 + ν(n), (1.15)

onde w0 é um vetor que contém os coeficientes do filtro ótimo e ν(n) representa

as imprecisões e os erros de medição. A função custo associada ao NLMS consiste

em minimizar a norma quadrada da variação do vetor que contém os coeficientes
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adaptativos

||δw(n+ 1)||2 = ||w(n+ 1)−w(n)||2, (1.16)

sujeita a

d(n) = wT (n+ 1)x(n). (1.17)

Desenvolvendo a Eq. (1.16), obtém-se:

||δw(n+ 1)||2 = ||w(n+ 1)||2 − 2wT (n+ 1)w(n) + ||wT (n)||2. (1.18)

Utilizando os multiplicadores de Lagrange, forma-se a seguinte função custo:

J = ||δw(n+ 1)||2 + λ(d(n)−wT (n+ 1)x(n)). (1.19)

Substituindo a Eq. (1.18) na Eq. (1.19), temos:

J = ||w(n+1)||2−2wT (n+1)w(n)+ ||wT (n)||2+λ(d(n)−wT (n+1)x(n)). (1.20)

Igualando ao vetor nulo o gradiente de J em relação a w(n+ 1), obtém-se

∇J
∇w(n+ 1)

= 2w(n+ 1)− 2w(n)− λx(n) = 0, (1.21)

chegando-se a:

w(n+ 1) = w(n) +
λ

2
x(n). (1.22)

Substituindo a Eq. (1.22) na Eq. (1.17), temos:

d(n)−
(

w(n) +
λ

2
x(n)

)T

x(n) = 0,

d(n)−wT (n)x(n)− λ

2
xT (n)x(n) = 0,

λ

2
=
d(n)−wT (n)x(n)

xT (n)x(n)
. (1.23)

Substituindo a Eq. (1.23) na Eq. (1.22), tem-se:

w(n+ 1) = w(n) +
d(n)−wT (n)x(n)

xT (n)x(n)
x(n), (1.24)

resultando em:

w(n+ 1) = w(n) +
e(n)

xT (n)x(n)
x(n). (1.25)

Acrescentando ao denominador do termo de correção da Eq. (1.25) uma pequena

constante δ para evitar instabilidade quando a energia do sinal de entrada for baixa
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e uma variável β para controlar o tamanho do passo de aprendizagem, encontramos:

w(n+ 1) = w(n) + β
x(n)

xT (n)x(n) + δ
e(n), (1.26)

que descreve a equação de atualização do algoritmo NLMS.

1.3 Estrutura da Tese

Esta tese tem como foco o emprego de técnicas de filtragem adaptativa em sub-

bandas com reúso de dados aplicadas a sinais de voz. A especificação do tipo de

sinal a processar permite a inserção de caracteŕısticas ou modificações nas diferentes

técnicas de modo a contemplar suas caracteŕısticas peculiares. A seguir, resumimos

o conteúdo dos caṕıtulos seguintes. O Caṕıtulo 2 apresenta conceitos que visam fun-

damentar o entendimento dos algoritmos que reutilizam os dados de entrada. Para

esta finalidade, abordaremos o algoritmo de projeções afins (APA), que atualiza o

vetor de coeficientes numa direção pertencente ao subespaço dos últimos vetores de

entrada. O Caṕıtulo 3 apresenta uma breve introdução aos sistemas multitaxas, na

qual os conceitos de decimação, interpolação e banco de filtros são apresentados,

juntamente com a discussão a respeito de suas principais caracteŕısticas. Este con-

teúdo é contemplado para motivar a apresentação da nova estrutura em subbandas

detalhada nos caṕıtulos posteriores. O Caṕıtulo 4 apresenta conceitos sobre fatores

de aprendizagem e regularização adaptativos, visando fundamentar o entendimento

dos algoritmos adaptativos propostos. No Caṕıtulo 5 é proposto um novo algoritmo

adaptativo para uma estrutura em subbandas na qual os subfiltros adaptativos são

esparsos e responsáveis pela identificação de sistema desconhecido, bem como pela

reconstrução do sinal de sáıda. Usando o prinćıpio da conservação de energia, ob-

temos uma expressão para o MSE em regime permanente relacionada ao algoritmo

proposto. O Caṕıtulo 6 apresenta a estrutura proposta de algoritmo adaptativo em

subbandas combinada com as vantagens do algoritmo de projeção afim, com base

no prinćıpio da perturbação mı́nima. Também são expostos os principais conceitos

sobre a automatização do número de vetores de entrada no algoritmo de projeção

da estrutura em subbandas. O Caṕıtulo 7 estuda a variação do tamanho do passo

em algoritmos adaptativos em subbandas e seu impacto na robustez perante rúıdo

impulsivo, tendo em vista a promoção de melhorias na robustez dos algoritmos. O

método usa o conceito de um escalonador de tamanho de passo que dimensiona ins-

tantaneamente para baixo o tamanho do passo quando a presença de um rúıdo de

medição impulsivo é infeŕıda. O Caṕıtulo 8 fornece um tratamento do erro quadrá-

tico médio em regime permanente para algoritmos de projeção afim em subbandas,

cuja formalização fundamenta-se em argumentos da conservação de energia. O Ca-
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ṕıtulo 9 apresenta as conclusões da tese.

A Fig. 1.5 resume as caracteŕısticas principais de seus caṕıtulos centrais.

Filtros Adaptativos

em Subbandas

Cap. 3

Estrutura
Proposta

Cap. 5 Cap. 6

Cap. 7
Cap. 8

Reúso de
dados

Cap. 2

Fatores de
Aprendizagem
e Regularização

Cap. 4

Figura 1.5: Principais caracteŕısticas dos caṕıtulos da tese (excluindo-se os caṕı-
tulos de introdução e de conclusões). Os caṕıtulos que contêm contribuições estão
assinalados em vermelho.
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Caṕıtulo 2

Reúso de Dados

2.1 Introdução

Neste caṕıtulo são apresentados conceitos que visam motivar e descrever o em-

prego de reúso de dados nos algoritmos adaptativos. O algoritmo clássico de reúso

de dados é o algoritmo de projeção afim (APA) proposto por Ozeki e Umeda em 1984

[17]. Esse algoritmo atualiza o vetor de coeficientes numa direção ortogonal aos K

últimos vetores de entrada, sendo K conhecido como fator de reúso. Essa estratégia

tende a descorrelacionar os efeitos dos vetores de entrada, acelerando a convergência

[17] e tornando o algoritmo atrativo para aplicações com sinais de entrada altamente

correlacionados. A melhoria no desempenho é obtida ao custo de uma maior com-

plexidade computacional e de um aumento no erro quadrático médio em excesso,

em comparação ao algoritmo LMS normalizado (NLMS). Com a redução progressiva

das limitações à complexidade computacional na implementação de filtros adapta-

tivos, devido aos avanços tecnológicos, o algoritmo AP e suas versões rápidas [18],

[19], [20] são hoje bastante difundidos. A despeito dos diversos trabalhos publicados

sobre o comportamento do algoritmo AP, seu completo entendimento ainda é um

desafio. Isso ocorre em função do processo de estimação subdeterminado implicita-

mente incorporado em suas equações, o que dificulta significativamente sua análise

[21].

2.2 Revisão Bibliográfica do APA

Apesar do algoritmo LMS ter sido bastante difundido principalmente devido ao

seu baixo custo computacional e robustez, esse algoritmo apresenta uma conver-

gência lenta para sinais de entrada fortemente coloridos. Além disso, variações na
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potência de entrada podem ensejar significativas variações indesejadas no ajuste dos

coeficientes. Para contornar esse problema, o algoritmo LMS normalizado (NLMS)

empreende uma normalização da entrada através de um mecanismo de controle au-

tomático de ganho [22]. Segundo [22], a melhor atualização dos pesos ocorre quando

os vetores entrada sucessivos são ortogonais. Quando tais vetores não são orto-

gonais, [22] propõe gerar direções ortogonais apropriadas, de modo a prover um

deslocamento do filtro adaptativo no subespaço engendrado por estas direções. Este

procedimento é semelhante ao método de Rosenbrock [2], o qual minimiza funções

não lineares através da minimização sucessiva ao longo das direções ortogonais. As-

sim, a equação de atualização pode equivalentemente assumir a forma seguinte:

w(n+ 1) = w(n) + β0x(n) + β1x
1(n) + . . .+ βK−1x

K−1(n), (2.1)

onde os vetores x(n),x1(n),x2(n), . . . ,xK−1(n) são ortogonais entre si e K é o nú-

mero de vetores de entrada consecutivos.

Como previamente assinalado, a convergência pode ser comprometida pela cor-

relação do sinal de entrada. Uma alternativa para contornar essa dificuldade reside

no recurso ao algoritmo dos quadrados mı́nimos recursivos (RLS), que apresenta

uma maior robustez à dispersão dos autovalores da matriz de correlação do sinal de

entrada. Porém, tal alternativa apresenta um elevado custo computacional, assim

como possibilidade de instabilidade numérica.

O algoritmo de projeção afim surgiu como uma solução atrativa para reduzir o

efeito de correlação do sinal de entrada sobre o processo de adaptação. Dentre os

algoritmos da famı́lia APA, dois se destacam pelo custo computacional reduzido: o

algoritmo de projeção afim rápido [18] e o pseudo algoritmo de projeção afim (PAPA)

[23].

Ozeki e Umeda [17] apresentaram uma demonstração geométrica que resultou em

um algoritmo de projeções afins de segunda ordem e constataram que ele atualizava

o vetor de coeficientes na direção ortogonal aos últimos vetores de entrada. Poste-

riormente, Markus Rupp [23] demonstrou que o mecanismo dos mı́nimos quadrados

incorporado na atualização dos coeficientes desse algoritmo descorrelaciona o sinal

de entrada, acelerando a convergência e garantindo que o concurso da reutilização de

dados resulte em vantagens em aplicações com sinais fortemente coloridos. Bouitelle

et al. [24], por sua vez, estendeu o algoritmo de Ozeki e Umeda para a aplicação

de cancelamento de eco. Apesar de não haver evidências de alguma relação na de-

rivação desses trabalhos, o algoritmo analisado por Rupp [23] e o apresentado por

Bouitelle et al. [24] são equivalentes.

Em virtude da crescente utilização da famı́lia APA, diversos trabalhos vêm sendo

publicados sobre o seu comportamento médio, em regime transitório e permanente,
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estabilidade e custo computacional [23, 25, 26, 27]. Shin e Sayed [27] propuseram

um modelo para o APA convencional nos regimes transitório e permanente, a partir

de argumentos fundamentados numa relação de conservação de energia.

Baseado na análise determińıstica de Rupp [23], [25] propõe um modelo anaĺı-

tico para o erro quadrático médio do APA no caso de sinais autoregressivos (AR).

Além disso, considerou-se o uso de passo unitário (escolha correspondente a uma

taxa máxima de convergência), situação em que o APA e PAPA apresentariam o

mesmo desempenho, segundo [24]. Esse modelo foi posteriormente incrementado

por [26], resultando em equações recursivas para a descrição do comportamento mé-

dio e quadrático médio do APA, assumindo-se um número elevado de coeficientes.

Essa modelagem resultou em um aumento na acurácia das predições em relação a

[25].

2.3 Conceitos Básicos do APA

A formulação do APA é derivada a partir da solução de um sistema em geral

subdeterminado de equações, conforme descrito em [17]. Dessa forma, deseja-se

determinar o vetor de coeficientes w(n+1), ou seja, que resulta, em sua formulação

mais simples, em:

xT (n)w(n+ 1) = d(n). (2.2)

Este é um sistema de uma única equação com N incógnitas, onde N é o número

de elementos de w(n). No entanto, o sistema acima ainda não apresenta equações

adicionais. Dada a sua natureza subdeterminada, tal sistema apresenta infinitas

soluções. Dentro do contexto de infinitas soluções, cabe agregar restrições que im-

ponham caracteŕısticas desejáveis ao vetor de solução. Uma possibilidade é a escolha

da solução com a menor norma euclidiana entre vetores de coeficientes consecutivos,

seguindo o prinćıpio da distorção mı́nima [28]. Outra possibilidade, assumindo-se a

disponibilidade de K vetores de entrada passados, consiste em expandir a restrição

do erro nulo gerado pelo vetor de coeficientes a posteriori, de sorte a contemplar um

horizonte temporal maior:
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xT (n)w(n+ 1) = d(n),

xT (n− 1)w(n+ 1) = d(n− 1),

xT (n− 2)w(n+ 1) = d(n− 2),

...

xT (n−K + 1)w(n+ 1) = d(n−K + 1). (2.3)

Assumindo-se que ambas as caracteŕısticas são desejáveis, pode-se expandir a

Eq. (2.2) como

ep(n) = d(n)−XT (n)w(n+ 1) = 0, (2.4)

sendo

X(n) = [x(n) x(n− 1) . . . x(n−K + 1)],

dT (n) = [d(n) d(n− 1) . . . d(n−K + 1)].

(2.5)

onde X(n) é uma matriz formada por K vetores de entrada consecutivos e

d(n) é um vetor de K amostras do sinal desejado na iteração n. Dessa forma,

tem-se que ep(n) é um vetor coluna com K elementos. Definindo-se um vetor de erro

e(n) = [e(n) e(n− 1) e(n− 2) · · · e(n−K + 1)]T ,

tem-se que o vetor de erro gerado pelo vetor de coeficientes a priori é dado por

e(n) = d(n)−XT (n)w(n). (2.6)

Partindo da minimização da norma ℓ2 da alteração do vetor de coeficientes

δw(n+ 1) = w(n+ 1)−w(n), (2.7)

sujeita às K restrições

d(n− k) = wT (n− k)x(n− k), k = 0, 1, . . . , K − 1, (2.8)

podemos, via técnica dos multiplicadores de Lagrange, definir uma função custo sem

restrições, dada por:

J(n) = ‖δw(n+ 1)‖2 +
K−1∑

k=0

λk[d(n− k)−wT (n+ 1)x(n− k)]. (2.9)
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Aplicando as definições de X(n), d(n) e λ(n) em (2.9), temos

J(n) = ‖δw(n+ 1)‖2 + λT (n)[d(n)−XT (n)w(n+ 1)], (2.10)

onde λT (n) = [λ0 λ1 . . . λK−1].

A solução ótima é obtida fazendo

∇J(w(n+ 1)) = 0 ⇒ δw(n+ 1) = −1

2
X(n)λ(n).

Por meio das K restrições, encontramos:

d(n) = XTw(n+ 1) = XTw(n) +
1

2
XT (n)X(n)λ(n), (2.11)

e

e(n) = d(n)−XTw(n) =
1

2
XT (n)X(n)λ(n). (2.12)

Substituindo (2.11) em (2.12), os coeficientes de Lagrange podem ser expressos

por:

λ(n) = 2[XT (n)X(n)]−1e(n). (2.13)

Substituindo λ(n) na expressão de δw(n+ 1), onde

δw(n+ 1) = w(n) +X(n)
λ(n)

2
, (2.14)

obtemos:

w(n+ 1) = w(n) +X(n)[X(n)X(n)]−1e(n). (2.15)

De forma similar aos algoritmos LMS e NLMS, é desejável a inclusão de um

passo de adaptação β, com a finalidade de controlar o compromisso entre taxa de

convergência e MSE em regime permanente. Assim, a equação de atualização do

algoritmo de projeções afins convencional é definida como

w(n+ 1) = w(n) + βX(n)[XT (n)X(n)]−1e(n). (2.16)

A complexidade do APA é K(K3 +K2 + (KN)2 +N). Implementações rápidas

e de menor custo computacional foram propostas [18], [19]. Devido à reutilização

de regressores e do sinal desejado, os algoritmos da famı́lia de projeções afins são

também denominados algoritmos de reúso de dados [27].

A seguir apresentamos o algoritmo APA com fator de regularização δ, cuja

finalidade é evitar a singularidade na inversão de matrizes.
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Algoritmo de Projeções Afins

Etapa 1. Inicialização:

w(0) = [0 . . . 0]T

escolha β satisfazendo 0 < β < 2.

Etapa 2. Recursão:

Para n ≥ 0 faça

e(n) = d(n)−XT (n)w(n)

w(n+ 1) = w(n) + βX(n)[XT (n)X(n) + δI]−1e(n)

2.4 Interpretação Geométrica do APA

Nesta seção é apresentada a interpretação geométrica do APA, com base em [4].

Com o objetivo de tornar a explanação mais clara, discute-se primeiro o algoritmo

NLMS, que é um caso particular do algoritmo APA que recorre a apenas um vetor

de dados de entrada a cada iteração, conforme mostra a Eq. (2.16).

A Fig. 2.1 apresenta uma interpretação geométrica do procedimento de atuali-

zação do vetor de coeficientes w(n) no algoritmo NLMS, mostrando seu traçado até

atingir o valor ótimo w0, valor que só se atinge na ausência de rúıdo. O hiperplano

w(n+ 1)
w0

w(n)x(n)
x(n+ 1)

0

Ψ(n)

Ψ(n− 1)

θ

θ

θ

Figura 2.1: Interpretação geométrica do algoritmo NLMS

definido por Ψ(n) representa o lugar geométrico (hiperplano) de todos os vetores que

produzem a sáıda y(n) igual a d(n) na topologia de estimação linear para o vetor de

entrada x(n), os quais formam um hiperplano no espaço euclidiano N -dimensional.
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Note que, o vetor ótimo w0, por não apresentar rúıdo, pertence necessariamente ao

hiperplano Ψ(n).

Em outras palavras, definindo o hiperplano onde o erro a posteriori é nulo, a

atualização w(n + 1) será uma projeção de w(n) em Ψ(n), pois é a atualização de

menor norma (mı́nima perturbação), desde que consideremos β = 1. Isso também

nos diz que x(n)⊥Ψ(n), pois a direção de atualização é dada por x(n):

w(n+ 1) = w(n) +
β

‖x(n)‖2 e(n)x(n). (2.17)

A Fig. 2.1 resume a interpretação geométrica da atualização do NLMS no R
3,

inspirada na abordagem de [29]. Através da Eq. (2.17) pode-se notar que o β in-

fluência a análise geometrica da Fig. 2.1. Neste caso, o processo de atualização pode

ser descrito da seguinte modo:

• β = 0 −→ w(n+ 1) = w(n);

• 0 < β < 1 −→ w(n+ 1) /∈ Ψ(n);

• β = 1 −→ w(n+ 1) ∈ Ψ(n);

• 1 < β < 2 −→ w(n+ 1) /∈ Ψ(n), ultrapassando o hiperplano Ψ(n);

• β ≥ 2 −→ ‖w0 −w(n+ 1)‖2 ≥ ‖w0 +w(n)‖2, isto é, tende a se distanciar de

w0 (o algoritmo não converge).

Portanto, para que o NLMS convirja, é importante escolher β ∈ (0, 2). Na

prática, escolhe-se β ∈ (0, 1], pois os resultados obtidos para β ∈ (1, 2) podem

também ser obtidos no intervalo β ∈ (0, 1) (vide Fig. 2.1) e, ademais, escolher

β ∈ (1, 2) gera um desnecessária amplificação do rúıdo.

A equação de atualização de w(n) é dada por

w(n+ 1) = w(n) + ∆w(n), (2.18)

em que ∆w(n) é função da entrada x(n) e das sáıdas d(n) e y(n). Assim,

∆w(n) = f (x(n), . . . , x(n−M + 1)) . (2.19)

No NLMS, como o ajuste dew(n) é feito de forma a minimizar a norma de δw(n),

δw(n) deve ser ortogonal ao subespaço Ψ(n). O subespaço Ψ(n− 1) está defasado

do subespaço Ψ(n) por θ, como mostra a Fig. 2.1. Isto permite observar que, dado

o vetor w(n), a velocidade de convergência estará diminuindo quando o ângulo θ

aproximar-se de 0 ou π radianos, contrariamente ao caso em que θ aproxima-se de
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π/2 ou 3π/2 radianos. Através da Fig. 2.1, verifica-se ainda que

w(n+ 1) = w(n) cos θ. (2.20)

Portanto, uma redução do ângulo θ provoca um distanciamento de w(n+1) em

relação a w0 no plano Ψ(n).

w(n+ 1)

w0

w(n)

x(n)

x(n+ 1)φ(n)

0

Ψ(n)

Ψ(n− 1)

θ

θ

Figura 2.2: Interpretação geométrica do APA

O parâmetro φ(n) na Fig. 2.2 denota a direção de atualização.

Esse fenômeno é resultado da direção de ajuste do vetor de coeficientes ser função

da direção imposta pelo vetor de entrada x(n). Para melhorar a situação, a direção

de modificação do vetor de coeficientes precisa ser reconsiderada.

No APA, w0 pertencerá a todos os hiperplanos Ψ(n − k) associados aos seus

vetores de entrada respectivos x(n − k). Assim, w0 pertence à interseção de todos

os hiperplanos Ψ(n− k), ∀ k. Formalmente, o hiperplano Ψ(n) é definido por

Ψ(n− k) = {w;w ∈ R
N | xT (n− k)w = d(n− k), k = 0, 1, 2, . . . , K − 1}. (2.21)

Outro ponto importante é a relação entre o ângulo θ e o ângulo entre x(n − 1) e

x(n). Pela definição do hiperplano Ψ(n) na Eq. (2.21), Ψ(n − 1) é caracterizado

pela expressão xT (n)w(n) = d(n− 1) e Ψ(n) pela expressão xT (n)w(n+1) = d(n).

Assim, Ψ(n− 1) é o subespaço que contém todos os vetores em R
N que apresentam

um produto escalar com relação a x(n − 1) igual a d(n − 1). Assim, x(n − 1) é

perpendicular a Ψ(n− 1) e da mesma forma, x(n) é perpendicular a Ψ(n). Então o

ângulo entre Ψ(n) e Ψ(n− 1) é o mesmo ângulo entre x(n) e x(n− 1).
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A partir da Fig. 2.1 fica evidente que para manter a velocidade de convergência

independente do ângulo entre x(n) e x(n− 1), a linha que vai de w(n) a w(n + 1)

deve ser traçada diretamente de w(n) para Ψ(n) ∩Ψ(n− 1) (conforme a ilustração

da Fig. 2.2), e não perpendicularmente a Ψ(n), como na Fig. 2.1.

Em outras palavras, analisando a Fig. 2.1, nota-se que a velocidade de convergên-

cia poderia aumentar caso a atualização fosse uma projeção em Ψ(n)∩Ψ(n−1). Na

Fig. 2.2, temos um exemplo de atualização no espaço dos coeficientes w(n−1) ∈ R
3

realizada pelo algoritmo APA com reúso de dados K > 1 e com β = 1. Generali-

zando essa idéia, podemos adotar

∆w(n) = −X(n)[XT (n)X(n)]−1e(n), (2.22)

onde a matriz X(n) é a matriz de entrada que contém o vetor atual de entrada

x(n) e K vetores de entrada passados. Portanto, a equação de atualização do APA

baseada na Fig. 2.2 é

w(n+ 1) = w(n)− βδw(n)

= w(n) + βX(n)[XT (n)X(n)]−1e(n). (2.23)

A Eq. (2.23) pode ser representada somando-se à sua diagonal principal um fator

de regularização (δ), conforme segue:

w(n+ 1) = w(n)− βδw(n)

= w(n) +X(n)[XT (n)X(n) + δI]−1e(n). (2.24)

2.5 Considerações Finais

Arbitrando-se K (vide Eq. (2.9)), k vai de 0 a K − 1. Se K = 1, o APA se

degenera no algoritmo NLMS. Analogamente, o APA com K = 2 recai num caso

particular conhecido como BNLMS [3]. Sabe-se que velocidade de convergência

desse algoritmo aumenta com K, em conjunção com um incremento do desajuste

[3], [30]. Obviamente, para o APA, devido à necessidade de inverter uma matriz,

esse número de multiplicações cresce com K (proporcionalmente a K3). Em [18], é

apresentada uma implementação rápida para o APA, denominada de FAP (Proje-

ção Afim Rápida), baseada numa técnica conhecida como janela deslizante (sliding

window) utilizada em [31] para o RLS.

Existem trabalhos (por exemplo, [32]) que propõem um fator de aprendizagem

β variável para o APA de forma que o algoritmo apresente uma alta velocidade de
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convergência (β → 1) no ińıcio da operação, porém um desajuste pequeno após a

convergência (β → 0).

Um outro fator relevante em pesquisas consiste no fator de regularização. Exis-

tem trabalhos que buscam encontrar um fator de regularização δ que possibilite uma

boa relação entre velocidade de convergência e desajuste, pois para aumentar a ve-

locidade de convergência é exigido um δ pequeno e para diminuir o desajuste após

a convergência é exigido um δ maior (vide [33]). Este tópico será abordado mais

detalhadamente no Caṕıtulo 4.
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Caṕıtulo 3

Processamento em Subbandas

3.1 Introdução

Há muitas aplicações nas quais filtros adaptativos em subbandas são exigidos,

como em cancelamento de eco acústico, onde o sistema desconhecido apresenta uma

resposta impulsiva longa, comumente na ordem de milhares de amostras [34], [35],

[36], [37], [38]. Em tais aplicações, a implementação de um algoritmo de filtragem

adaptativa implica num elevado número de operações. Além disso, o aumento da

ordem dos filtros adaptativos concorre, em geral, para uma redução da taxa de con-

vergência [39]. Adicionalmente, no contexto de filtragem adaptativa com sinais de

entrada coloridos, vimos que vetores de entrada consecutivos podem implicar mo-

destas melhorias ao longo de iterações sucessivas [30]. Para contemplar tais desafios,

o concurso de técnicas de filtragem adaptativa em subbandas pode incrementar a

taxa de convergência, dentre outros benef́ıcios adicionais, como redução da comple-

xidade computacional e menor erro quadrático médio em regime permanente [40].

Com o aumento do comprimento das respostas impulsivas dos filtros, geralmente

torna-se mais vantajosa a utilização de estruturas em subbandas [3]. Técnicas em

subbandas no estado da arte podem ser encontradas em [1], [41], [42], [43], [35],

[44], [45]. Em filtragem adaptativa em subbandas, o sinal de entrada (e por vezes

o sinal desejado) é dividido em subbandas por meio de um banco de filtros de aná-

lise. Assumindo que a decomposição do sinal em subcanais seja eficiente, pode-se

decimar (subamostrar) estes sinais em subbandas e aplicar alguma modalidade de

filtragem adaptativa aos sinais resultantes. Se um algoritmo do tipo gradiente é

usado para atualizar os filtros adaptativos, pode-se ajustar o tamanho do passo do

algoritmo de adaptação individualmente para cada subbanda, o que costuma levar

a um incremento na velocidade de convergência, caso efetuemos uma comparação

com algoritmos adaptativos em banda completa. A decimação permite a redução na

complexidade computacional, principalmente se a subamostragem cŕıtica (decima-
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ção por um fator equivalente ao número de subbandas) é empregada. Nesse caso,

o efeito do aliasing pode prejudicar o processo de reconstrução. Isso será discutido

durante este caṕıtulo. Além disso, por meio da filtragem adaptativa em subbandas,

pode-se obter a redução da complexidade computacional, bem como aumentar a

velocidade de convergência do algoritmo [1], [34], [35], [36], [37], [38], [46], [45]. Este

caṕıtulo se inicia com uma breve introdução aos sistemas multitaxas, na qual os

conceitos de decimação, interpolação e banco de filtros são apresentados. Então, um

algoritmo de filtragem adaptativa no estado da arte será apresentado. Este conteúdo

motivará a nova estrutura em subbandas detalhada no próximo caṕıtulo.

3.2 Sistemas Multitaxas

Nesta seção são apresentados os fundamentos dos sistemas multitaxas, essenciais

na implementação dos filtros adaptativos em subbandas.

3.2.1 Decimação e Interpolação

A decimação (também conhecida como compressão ou subamostragem) de um

sinal digital x(n) por um fator L implica uma redução da quantidade de amostras

pelo mesmo fator L. A Fig. 3.1 mostra o śımbolo de um compressor de amostragem,

também chamado de decimador. Supondo um sinal x(n) presente na entrada, pode-

se definir a sáıda xD(n), como sendo:

xD(n) = x(nL), ∀ n, (3.1)

onde L é um número inteiro.

x(n) ↓L xD(n)

Figura 3.1: Decimador por um fator L.

No domı́nio da frequência, se o espectro de x(n) é X(ejω), o espectro do sinal

subamostrado XD(e
jω) é dado por [47]

XD(e
jω) =

1

L

L−1∑

n=0

X(ej
ω−2πn

L ). (3.2)

A equação acima indica que o espectro de xD(n) é composto de cópias do espectro

de x(n) expandido por L e repetido em um peŕıodo de 2π. As Figs. 3.2 e 3.3
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descrevem o efeito da subamostragem sobre o espectro de x(n) para L = 2. Isto

implica que, a fim de evitar o aliasing após a subamostragem, a largura de banda

ωP do sinal x(n) deve ser limitada ao intervalo [− π
L
, π
L
]. De fato, a operação de

subamostragem é geralmente precedida por um filtro passa-baixas, cuja resposta em

frequência aproxima-se de:

HD(e
jω) =

{

1, se ω + 2πk ∈ [− π
L
+ 2πk, π

L
+ 2πk], k ∈ Z;

0, caso contrário.
(3.3)

ω + 2π

X(ejω)

0

1

−2π −π −ωP
ωP π 2π

Figura 3.2: Espectro original do sinal x(n).

ω

XD(e
jω)

0

0.5

−2π −π −2ωP 2ωP
π 2π

Figura 3.3: Espectro do sinal da Fig. 3.2 subamostrado com L = 2.

A Fig. 3.4 mostra o śımbolo de um expansor de taxa de amostragem, também

chamado de interpolador. A interpolação (ou sobre-amostragem) de um sinal x(n)

x(n) ↑L xI(n)

Figura 3.4: Interpolador pelo fator L.

por um fator L acarreta a inclusão de L − 1 zeros entre amostras consecutivas do

sinal original.

O sinal interpolado pode, portanto, ser expresso como:

xI(n) =

{

x(n
L
), se n = mL, m ∈ Z;

0, caso contrário.
(3.4)

27



ω

XI(e
jω)

0

0.5

−2π −π −
ωP
2

ωP
2

π 2π

Figura 3.5: Espectro do sinal da Fig. 3.2 sobre-amostrado, em L = 2.

Se o espectro de x(n) é X(ejω), é fácil mostrar que o espectro do sinal sobre-

amostrado xI(n) é X(ejωL). Como o espectro de x(n) é periódico com peŕıodo

2π, o espectro do sinal interpolado terá peŕıodo 2π
L
. A Fig. 3.5 ilustra como o

espectro do sinal da Fig. 3.2 é modificado após a operação de sobre-amostragem

com L = 2. Se quisermos obter uma versão interpolada suave de x(n), o espectro

do sinal interpolado deve ter o mesmo formato do espectro de x(n). Isto pode ser

obtido filtrando-se as repetições do espectro, entre −π e π, fora do intervalo [− π
L
, π
L
].

Então, a operação de sobre-amostragem é geralmente sucedida por um filtro passa-

baixa cuja resposta em frequência se aproxima de:

HI(e
jω) =

{

L, se ω + 2πk ∈ [− π
L
+ 2πk, π

L
+ 2πk], k ∈ Z;

0, caso contrário.
(3.5)

O bloco decimador e o bloco interpolador são fundamentais para representar

(ou implementar) conversores serial-paralelo e paralelo-serial, respectivamente. Isto

é, dado um sinal x(n), cujas amostras encontram-se dispostas serialmente, pode-se

transformar esta sequência em blocos de comprimento M pelo uso de operadores de

atraso e decimação, cuja representação é descrita pela Fig. 3.6.

x(n)
Conversor
série para
paralelo

x(nL)

x(nL− 1)

x(nL−M + 1)

b

b

b

Figura 3.6: Conversor Série-Paralelo.

O bloco de sinal na sáıda conserva M amostras consecutivas do sinal de entrada

como se segue:

x(n) = [x(nL) x(nL− 1) . . . x(nL−M + 1)]T , (3.6)
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onde M denota o número do bloco e não o ı́ndice dos elementos recentes x(n). A

implementação do conversor série para paralelo em termos de decimadores e atrasos

é ilustrado na Fig. 3.7. Se por um lado o processamento em subbandas apresenta

z−1

b

z−1

b

z−1

b

↓L

↓L

↓L

x(n) x(nL)

x(nL− 1)

x(nL−M + 1)

Figura 3.7: Implementação do Conversor Série-Paralelo

uma caracteŕıstica bastante desejável, a redução da taxa de amostragem (que pos-

sibilita a utilização de processadores de menor velocidade e, consequentemente, me-

nor complexidade), por outro, esta mesma caracteŕıstica pode acarretar um tipo de

erro bastante significativo: o aliasing (ou recobrimento de espectro) [43]. O espec-

tro de frequência dos sinais discretos apresenta uma caracteŕıstica de periodicidade

[48, 49, 50], verificável a cada 2π radianos. Considerando o teorema da amostragem,

sabe-se que a taxa mı́nima de amostragem de um sinal, para que este seja completa-

mente caracterizado, é de duas vezes sua largura de faixa. Portanto, com a redução

da taxa de amostragem, as réplicas da banda passante (que aparecem a cada 2π

radianos) tendem a se aproximar, podendo haver a sobreposição (aliasing) de uma

sobre a outra, o que engendra degradações na informação.

3.3 Banco de Filtros

Um banco de filtros de análise é um arranjo de filtros que decompõem o sinal

em componentes diversas, cada uma das quais contendo apenas uma subbanda de

frequência do sinal original. É desejável que o projeto do banco de filtros seja tal

que permita uma recombinação das subbandas capaz de recuperar o sinal original.

Enquanto o primeiro processo (separação das subbandas) é associado à análise, o

segundo é associado à śıntese.

O banco de filtros isola as diferentes componentes de frequência de um sinal. Não

raro isto é adequado, já que em muitas aplicações as informações em determinadas
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frequências são mais relevantes do que as demais. Nesse caso, as faixas de frequências

mais importantes podem ser codificadas com uma resolução maior [46, 51]. Por

outro lado, as faixas de frequências menos importantes não precisam de reconstrução

exata e uma codificação mais grosseira poderia ser usada, ainda que se percam

detalhes na codificação. A seguir comentaremos algumas aplicações de codificação

que empregam processamento multitaxas em sua estrutura:

• Compressão de Dados: Músicas na internet são disponibilizadas no formato

de compressão de áudio MP3. O MP3 foi desenvolvido pela Moving Picture

Experts Group (MPEG) como padrão MPEG-1, mais tarde estendido para o

padrão MPEG-2. Nessa codificação pode-se chegar a uma taxa de compressão

de até 99, 9% em testes já realizados entre áudio comprimido e não compri-

mido [52]. Algoritmos de compressão de áudio geram sinais de áudio com alta

fidelidade e taxa de bits reduzida, para aplicações em armazenamento, trans-

missão em tempo real pela internet e radiodifusão. A compressão de dados é

classificada em duas categorias principais: sem perdas (lossless) e com perdas

(lossy). A compressão sem perdas produz a cópia exata do arquivo original

depois de realizada a descompressão, enquanto na com perdas o resultado pode

ser praticamente indistingúıvel do original [53]. Comprimir imagens e áudio

através do formato sem perdas não é tão eficiente, uma vez que a informação

nesse tipo de dados é redundante em termos perceptuais, o que justifica o

emprego da compressão com perdas. Na aplicação de imagens, tem-se como

exemplo o formato JPEG e, em áudio, a codificação MP3, Windows Media

Audio (WMA) e Codificação de Áudio Avançada (AAC). O formato MP3 é

baseado, principalmente, na psicoacústica, a qual considera o comportamento

da percepção do ouvido humano [53]. Os algoritmos MPEG-1/2 envolvem

três camadas distintas para a compressão. A camada 1 forma o algoritmo

de compressão mais básico (codificação de subbandas simples), enquanto a

camada 2 (banco de filtros com baixo atraso) e 3 (banco de filtros h́ıbrido)

são melhorias que usam alguns elementos da camada 1. Cada camada suces-

siva melhora o desempenho de compressão, mas ao custo de uma complexidade

maior do codificador e decodificador [54]. Essencialmente, a camada 3 do algo-

ritmo MPEG-1/2, conhecido como padrão MP3, tornou-se a tecnologia chave

para realizar a decodificação de áudio para várias plataformas: distribuição

de música pela Internet, players de MP3 portáteis e sistemas multimı́dia [54].

A arquitetura do codificador MP3 opera com frames que consistem de 1152

amostras de áudio. Cada frame é dividido em 2 subframes de 576 amostras,

chamados grãos (granules) [52], [53].

• O Banco de Filtros Hı́brido e a MDCT: O banco de filtros inclui seg-
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mentação adaptativa (bloco longo ou curto) e consiste de filtros de subbanda

seguidos pela transformada de cosseno discreto modificada (MDCT). O banco

de filtros e a MDCT realizam a análise tempo-frequência com resolução adap-

tativa (baseada na análise psicoacústica humana), consistindo de filtros de 32

canais com largura de banda fixa, seguidos pela MDCT [52], [53]. Os dados são

segmentados e processados com blocos de sobreposição de 50%. Na camada 3,

existem dois tamanhos posśıveis de blocos para a MDCT chamados de bloco

curto (12 amostras) e de bloco longo (36 amostras) [52], [54]. A MDCT é uma

transformada com sobreposição que possui como sáıdas metade dos valores

referentes ao número de entradas. Ela é baseada na Transformada Discreta

de Cossenos tipo IV (Transformação Discreta de Cosseno - DCT), com 50%

de sobreposição entre as janelas adjacentes de tempo. Dessa forma, a trans-

formada MDCT se estende através de dois blocos no tempo, eliminando os

artefatos entre blocos. Apesar da sobreposição de 50%, a MDCT é amostrada

criticamente e somente n amostras são geradas a cada 2n amostras do bloco

de entrada. Portanto, são produzidos 18 componentes de frequência a cada 36

amostras no domı́nio do tempo, obtendo assim no formato MP3 um frame com

576 coeficientes de frequência [55], [52], [53]. Os módulos MDCT empregam

blocos curtos (para uma melhor resolução de tempo) para transientes rápidos

e blocos longos (para uma melhor resolução de frequência) para sinais com

variação lenta. Para evitar transições rápidas, janelas intermediárias, longa

para curta e curta para longa, são fornecidas pelo padrão [52]. Em resumo,

para obter os coeficientes MDCT do arquivo WAV a ser analisado os seguintes

passos são realizados:

1. Divisão em frames de 1152 amostras com 50% de sobreposição;

2. Para cada frames, as amostras de áudio são separadas em 32 subbandas

pelo banco de filtros de análise. Então, a janela MDCT divide cada

uma das 32 subbandas em 18 subbandas (janela longa) ou 6 subbandas

(janela curta). Portanto, 18 coeficientes podem ser obtidos. É importante

destacar que 3 janelas curtas serão combinadas;

3. Finalmente, um total de 576 (32 × 18 = 576) coeficientes MDCT para

cada frames podem ser obtido. As operações abordadas anteriormente

são exatamente as mesmas no processamento da compressão MP3 antes

da quantização dos coeficientes e da codificação [56]. Na Fig. 3.8 é posśıvel

observar exatamente esse ponto de extração dos coeficientes MDCT.

• Mel-Frequency Cepstral Coefficient (MFCC): O coeficiente cepstral na

escala de frequência Mel (Mel Frequency Cepstral Coefficient - MFCC) é uma
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DCT de espectro modificado, na qual a frequência e amplitude são escaladas

de forma logaŕıtmica. A distorção de frequência é realizada de acordo com as

bandas cŕıticas da audição humana [57].

Entrada
de

áudio

b bDivisão em
Frames

Processamento
do espectro

Modelo
psicoacústico

Quantização Codificação
Fluxo
de
bits

Figura 3.8: Diagrama do esquema de compressão do formato MP3.

Uma estrutura de filtragem em subbandas é geralmente caracterizada por três

blocos: o bloco de análise (filtro decimador), o bloco de subfiltros e o bloco de śıntese

(filtro interpolador) [5], sendo uma opção frequentemente considerada para contornar

o problema de velocidade de convergência de algoritmos adaptativos tradicionais. O

bloco de análise é formado por dois sub-blocos: o banco de filtros de análise (que

decompõe o sinal de entrada emM subbandas), composto porM filtros, cada um dos

quais denotado por Hi(z) (vide Fig. 3.9), e o decimador (operador que subamostra o

sinal por um fator L). O bloco de subfiltros é encarregado de modificar o conteúdo

harmônico do sinal de cada subbanda e, geralmente, é a parte adaptativa do sistema.

Cada subfiltro é representado por Gi(z). O bloco de śıntese é também formado

por dois sub-blocos: o interpolador (que eleva a taxa de amostragem por um fator

L) e, finalmente, o banco de filtros de śıntese Fi(z), cujas funções são: filtrar as

réplicas indesejáveis do espectro de frequência criadas no processo de decimação e

interpolação e reagrupar as subbandas para formar um sinal único de sáıda.

x(n) Hi(z) ↓L Gi(z) ↑L Fi(z) y(n)

Figura 3.9: Banco de Filtros (i-ésima subbanda).

Se o fator de decimação e o fator de interpolação forem iguais ao número de

subbandas, temos uma estrutura criticamente amostrada (critically sampled). Esse

esquema tende a apresentar um efeito indesejável de recobrimento de espectro (ali-

asing). Assim, é preciso incluir filtros, conhecidos como filtros transversais que,

embora tenham como entrada o sinal de uma subbanda, contribuem para a sáıda

em outra subbanda [35, 46, 58]. Um importante resultado, mencionado em [35], esta-

belece que o esquema criticamente amostrado, considerando filtros cruzados, quando
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aplicado a um problema de identificação de sistemas apresenta um comportamento

de convergência pior do que o de um filtro em banda completa.

Devido à impossibilidade de sistemas em subbandas criticamente amostrados

sem filtros transversais modelarem de forma adequada funções de transferência na

presença de aliasing, [46, 51] consideram a sobre-amostragem (oversampling) dos

sinais de subbandas como um meio de eliminar os efeitos de aliasing. Essa alternativa

consiste em utilizar fatores de decimação e de interpolação inferiores ao número

de subbandas. Esse tipo de banco de filtros tem como caracteŕıstica uma menor

sobreposição das respostas em frequência dos filtros de análise, permitindo transições

mais suaves da faixa de passagem para a faixa de rejeição [59]. Como desvantagem, a

sobre-amostragem apresenta complexidade computacional maior do que necessária,

porque após a decimação o número de amostras retidas nas subbandas é maior do

que o número de entradas do banco de filtros [13].

x[n] b h1[n] ↓2

h2[n] ↓2 b h3[n] ↓2

h4[n] ↓2 b h5[n] ↓2

h6[n] ↓2

Nı́vel 1

Nı́vel 2

Nı́vel 3

Nı́vel 4

Figura 3.10: Exemplo de decomposição em subbandas

3.3.1 Banco de Filtros Digitais Maximamente Decimado

O banco de filtros digitais H0(z) . . . HM−1(z) mostrado na Fig. 3.11 divide

o sinal x(n) em M sinais xi(n), comumente chamados de sinais em subbandas.

Esse conjunto de filtros é denominado “banco de análise”, e o conjunto de filtros

F0(z), F1(z) . . . FM−1(z) é denominado “banco de śıntese”. Estes últimos combinam

os sinais das M subbandas em um único sinal x̂(n) o qual, quando filtros de re-

construção perfeita são empregados, deve ser igual a uma versão atrasada de x(n),

quando nenhuma alteração é introduzida pelo processamento. A Fig. 3.12 mostra

respostas em frequência t́ıpicas dos filtros de análise.

Além do erro causado pelo processamento, o qual não pode ser corrigido, existe

ainda o erro de reconstrução do próprio banco de filtros, para cuja existência con-

correm três causas distintas: distorção de amplitude, distorção de fase e aliasing.
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Felizmente, esses erros podem ser evitados durante o projeto dos bancos de filtros,

o que nos leva à reconstrução perfeita do sinal de entrada. Normalmente, o sinal re-

constrúıdo x̂(n) é uma versão atrasada do sinal de entrada, ou seja, x̂(n) = 1
L
x(n−∆),

onde ∆ é o atraso introduzido pelo banco de filtros e o fator 1
L
é decorrente do pro-

cesso de decimação; pode-se desconsiderar o impacto do fator de escala 1
L
, já que

este pode ser facilmente compensado na fase de projeto do filtros de análise e de

śıntese.

x(n) x̂(n)b

b

P
ro
ce
ss
am

en
to

H0(z) ↓L ↑L F1(z)

H1(z) ↓L ↑L F2(z)

b

b

b

b

b

b

b

b

b

b

b

b

b

b

b

b

b

b

HM−1(z) ↓L ↑L FM−1(z)

Figura 3.11: Bancos de filtros digitais de análise e de śıntese.

ω

H0(z)H1(z)H2(z) HM−1(z)
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Figura 3.12: Resposta t́ıpica dos filtros de análise

Historicamente, pode-se dizer que a teoria de reconstrução perfeita (PR) teve ińı-

cio em [60] com banco de filtros tipo Quadrature Mirror Filter (QMF), mas somente

em [61] e [62] foi mostrado como eliminar os três tipos de distorção para banco de

filtros QMF de dois canais (M = 2). Note-se que para o caso de um banco de filtros

de M > 2 canais as condições de projeto para reconstrução perfeita são bem mais

complicadas. Uma técnica para o projeto de sistemas de M canais com reconstru-

ção perfeita foi desenvolvida em [63], [64], baseada na propriedade paraunitária de

matrizes polifásicas.

Em [65] foram apresentadas estruturas para bancos de filtros QMF de recons-

trução perfeita que cobrem uma subclasse de sistemas que fornece filtros de análise

de fase linear para M canais (M > 2). Os parâmetros dessas estruturas podem

ser otimizados a fim de projetar filtros de análise com energia mı́nima na faixa de

rejeição que, ao mesmo tempo, oferecem fase linear e satisfazem a propriedade da

reconstrução perfeita.
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3.3.2 Banco de Filtros Não Maximamente Decimado

Considerando M o número de subbandas e L o fator de decimação, dizemos que

um banco de filtros é não maximamente decimado se L < M . A vantagem, nesse

caso, é a menor sobreposição de espectros na sáıda dos filtros de análise, além de

possibilitar transições da faixa de passagem para faixa de rejeição mais suaves.

3.4 Banco de Filtros Modulados por Cosseno

Na literatura são encontradas diversas formas de projeto e implementação de

banco de filtros [47, 66]. Descreveremos apenas o banco de filtros modulado por

cosseno CMFB (Banco de Filtro Modulado por Cosseno), que será utilizado neste

trabalho. Portanto, todos osM filtros de análise e de śıntese são obtidos via modula-

ção por cosseno de um único filtro protótipo. Algumas vantagens desse procedimento

são:

• O custo computacional para implementação dos bancos de análise e de śıntese

é igual ao custo computacional de um único filtro e de uma transformada DCT;

• Durante a fase do projeto do banco de filtros, o número de parâmetros a serem

otimizados é reduzido porque somente o filtro protótipo tem que ser otimizado;

• Se o protótipo possuir coeficientes reais, todos os filtros dos bancos de análise

e de śıntese também terão coeficientes reais.

Supondo que o filtro protótipo tenha comprimento Np e p(n) seja a sua resposta

ao impulso, os filtros que comporão os bancos de análise e śıntese são obtidos da

seguinte forma:

hM(n) = 2p(n)cos

(
π

L
(M + 0, 5)

(

n− D

2

)

+ θM

)

; (3.7)

fM(n) = 2p(n)cos

(
π

L
(M + 0, 5)

(

n− D

2

)

− θM

)

, (3.8)

onde D = Np − 1 e θM = (−1)M π
4
, para 0 ≤ n ≤ NP − 1.

3.5 Filtro Adaptativo em Subbandas Normali-

zado (NSAF)

O objetivo de apresentarmos a filtragem adaptativa em subbandas normalizada

(Normalized Subband Adaptive Filter - NSAF) é de mostrar que a abordagem em

subbandas acelera a taxa de convergência em relação à do algoritmo NLMS, caso

35



os sinais de entrada sejam coloridos, ou alcança um bom desempenho, obtendo

uma complexidade computacional próxima à do algoritmo NLMS [67]. O NSAF foi

proposto em [40]. Para um tamanho de passo fixo, o NSAF também requer um

compromisso entre a taxa de convergência rápida e um baixo desajuste [67].

Com base no prinćıpio de perturbação mı́nima dos coeficientes [2], o critério

proposto pelo NSAF para solucionar o problema consiste na adoção do prinćıpio

da mı́nima distorção num contexto de múltiplas restrições, minimizando a norma

euclidiana da mudança no vetor de peso, sendo dado por

min‖w(n+ 1)−w(n)‖2, (3.9)

sujeito ao conjunto de M restrições impostas à sáıda do filtro decimada:

di,D(n) = wT (n+ 1)xi(n) para i = 0, 1, 2, . . . ,M − 1, (3.10)

onde xi(n) = [xi(n) xi(n− 1) xi(n− 2) . . . xi(n−N + 1)]T .

Aplicando o método dos multiplicadores de Lagrange, combinamos as equações

(3.9) e (3.10), formando a função

J(n) = ‖∆w(n+ 1)‖2 +
M−1∑

i=0

λi[di,D(n)−wT (n+ 1)xi(n)]. (3.11)

Nessa função quadrática, os termos λi são os multiplicadores de Lagrange perten-

centes às várias restrições descritas em (3.10). Tomando o gradiente da Eq. (3.11)

em relação ao vetor de pesos w(n + 1) e impondo a condição de gradiente nulo,

obtemos

w(n+ 1) = w(n) +
1

2

M−1∑

i=0

λixi(n). (3.12)

Para encontrar osM multiplicadores desconhecidos λi, substitúımos a Eq. (3.12)

nas M restrições da Eq. (3.10), formando um sistema de M equações lineares. Co-

locando essas equações em forma matricial e resolvendo para os multiplicadores de

Lagrange, temos

λ = 2[XT (n)X(n)]−1eD(n), (3.13)

onde λ = [λ0, λ1, . . . , λM−1]
T é um vetor contendo os multiplicadores de Lagrange

de dimensão M × 1, X(n) = [x0(n),x1(n), . . . ,xM−1(n)]
T é a matriz de dimensão

M × N contendo o sinal de entrada nas M subbandas, e o vetor de erro eD(n) =

[eT0,D(n), e
T
1,D(n), . . . , e

T
M−1,D(n)]

T é um vetor coluna de dimensãoM×1. É mostrado

em [44] que se as respostas em frequência dos filtros de análise não se sobrepõem

de forma significativa, os elementos fora da diagonal da matriz são insignificantes.
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Com esse pressuposto, a Eq. (3.13), se reduz à forma simples

λi = 2
ei,D(n)

||xi(n)||2
para i = 0, 1, 2, . . . ,M − 1. (3.14)

Combinando os resultados das Eqs. (3.12) e (3.14), obtém-se a seguinte relação

recursiva de atualização do vetor de coeficientes:

w(n+ 1) = w(n) + β
M−1∑

i=0

xi(n)

||xi(n)||2
ei,D(n), (3.15)

que consiste na equação de atualização do vetor de coeficientes para a estrutura de

filtro de subbandas adaptativa NSAF mostrada na Fig. 3.13, derivada do prinćıpio

da perturbação mı́nima [2], que é semelhante aos de [44], [68] e [69].

O passo de adaptação β é introduzido na Eq. (3.15) para permitir um controle

da dinâmica da alteração dos coeficientes do filtro. Importa notar que o critério de

otimização com restrições definido acima envolveM igualdades; assim, o númeroM

de subbandas (isto é, número de restrições) deve ser menor ou igual ao comprimento

N do vetor de coeficientes adaptativos. Este requisito estabelece um limite máximo

para o número de subbandas permitidas no algoritmo NSAF.
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Figura 3.13: Estrutura da Famı́lia NSAF.

A Fig. 3.13 mostra a estrutura da famı́lia NSAF [44], onde W (z) representa o

filtro adaptativo cujo vetor de coeficientes é w(n) (de comprimento N), di,D(n), e

yi,D(n) para i = 0, 1, . . . ,M − 1 são as respostas desejadas e os sinais de sáıda das

subbandas respectivamente, Hi(z) e Fi(z) para i = 0, 1, . . . ,M − 1 são os filtros de

análise e os filtros de śıntese. As relações entre essas quantidades são explicitadas

na Fig. 3.13.
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Tabela 3.1: Resumo do Algoritmo NSAF

Cálculo Multiplicações/Ts

Para n = 1, 2, . . . e taxa de processamento 1/(MTs)

Particionamento da Banda

xi(n) = hTi x(n), i = 0, . . . ,M − 1 MNp

di(n) = hTi d(n), i = 0, . . . ,M − 1 MNp

Sintetizando:

e(n) =
∑M−1

i=0 fTi ei(n) MNp

para k = 0, 1, 2, . . . e taxa de processamento 1/Ts

Estimando o erro:

ei,D(n) = di,D(n)−wT (n)x(n), i = 0, . . . ,M − 1 (N×M)
M

= N

Adaptação dos coeficientes do filtro:

w(n+ 1) = w(n) + β
∑M−1

i=0
xi(n)

||xi(n)||2+δ
ei,D(n) ≈ (2N×M)

M
= 2N

onde

N = comprimento do filtro

M = número de subbandas

Np = comprimento do filtro de análise Hi(z)

Fi(z) = filtro de śıntese

β = parâmetro referente ao tamanho de passo, 0 < β < 2

δ = fator de regularização.

3.5.1 Complexidade Computacional

O algoritmo NSAF está resumido na Tabela 3.1. Uma pequena constante positiva

foi introduzida no denominador da equação de adaptação dos coeficientes para evitar

indefinições numéricas quando a energia do sinal de entrada for muito baixa. Em

virtude da subamostragem cŕıtica, o vetor de coeficientes é adaptado a uma taxa de

1/MTs, inferior à taxa de amostragem em banda cheia Fs = 1/Ts. Assim, o número

de multiplicações requerido para a estimativa de erro e adaptação dos coeficientes

durante um único peŕıodo de amostragem Ts é 3N para um número arbitrário M

de subbandas. Além disso, o NSAF requer 3MNp multiplicações adicionais para os

bancos do filtro de análise e de śıntese, resultando num total de 3N + 3MNp mul-

tiplicações durante um único peŕıodo de amostragem. Assim, em comparação com

o algoritmo NLMS em banda cheia, o algoritmo NSAF requer 3MNp multiplicações

adicionais.
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3.6 Avanços do Algoritmo NSAF

Para superar o compromisso do NSAF entre a rápida taxa de convergência e o

baixo erro em regime permanente, foram propostos vários algoritmos NSAF com

tamanho de passo variável [70], [67], [71], [72], [73]. A maioria dos algoritmos refe-

ridos propõem a otimização baseada na norma ℓ2. Assim, a sua convergência será

seriamente prejudicada por interferências impulsivas (que são frequentemente encon-

tradas em aplicações práticas). Foi demonstrado que alguns algoritmos de filtragem

adaptativa que minimizam a norma ℓ1 do sinal de erro oferecem robustez perante

a interferências impulsivas [74], [75]. Ni e outros [76] propuseram um algoritmo

SAF de sinal (SSAF), o qual adota o prinćıpio da minimização da norma ℓ1 em

cada subbanda, apresentando uma boa robustez contra interferências impulsivas e

rápida convergência para sinais de entrada coloridos. Os mesmos autores também

propuseram um algoritmo SSAF (VRP-SSAF) com parâmetro de regularização va-

riável para reduzir o erro em regime permanente. Na sequência desses trabalhos,

muitos pesquisadores desenvolveram diversas variantes, melhorando ainda mais o

desempenho do algoritmo SSAF, tais como algoritmos SSAF com tamanho do passo

variáveis [77], [78], algoritmo SSAF com projeção afim (AP-SSAF) [79] e algoritmo

SSAF proporcional (P-SSAF) [79]. Recentemente, foram aplicados aos algoritmos

de filtragem adaptativa que utilizam a regra do gradiente, o critério de correntropia

máxima (MCC) [80], [81] e o critério de logaritmo mı́nimo (LC) [82], [82]. Estas duas

estratégias refletem uma caracteŕıstica comum na adaptação dos algoritmos resul-

tantes (mesmo com prinćıpios diferentes), a saber: o tamanho do passo tornar-se-á

muito pequeno imediatamente, quando uma interferência impulsiva for detectada.

Basicamente, esta é a razão pela qual algoritmos baseados em LC e MCC possuem

robustez a interferências impulsivas.

3.7 Conclusão

O grande destaque que o processamento adaptativo em multitaxas vem alcan-

çando, principalmente em modelagem de sistemas, cancelamento de ecos acústicos e

equalização de sinais, motivou a investigação de métodos de filtragem adaptativa em

subbandas. A escolha da filtragem em subbandas foi motivada pelo fato dos filtros

adaptativos em subbandas proporcionarem redução da alta complexidade compu-

tacional inerente às aplicações nas quais longas respostas impulsivas são exigidas.

Além disso, o efeito da separação efetiva dos sinais internos em subbandas leva a uma

convergência mais rápida. O Caṕıtulo 5 detalha uma nova proposta de estrutura em

subbandas para filtragem adaptativa.
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Caṕıtulo 4

Fatores de Aprendizagem e de

Regularização Adaptativos

4.1 Introdução

Este caṕıtulo apresenta alguns conceitos relativos a fatores de aprendizagem e

regularização adaptativos, visando motivar alguns algoritmos que serão propostos.

Uma das abordagens úteis para acelerar a taxa de convergência dos algoritmos de

filtragem adaptativa, discutida no Caṕıtulo 1, consiste na filtragem adaptativa em

subbandas [83], [84]. Com base em uma estrutura de amostragem cŕıtica similar à

utilizada no algoritmo de filtragem adaptativa em subbandas (SAFs) de [44], [68]

e [69], no Caṕıtulo 3 foi apresentado o Filtro Adaptativo Normalizado em Subban-

das (NSAF), cujo desempenho se revelou competitivo, exigindo uma complexidade

computacional similar à do algoritmo NLMS [44]. A ideia central do NSAF consiste

em usar os sinais de subbandas, normalizados por suas respectivas energias, para

atualizar os pesos do filtro adaptativo de banda completa. Essa estratégia se vale da

propriedade da descorrelação do NSAF [85], [86]. No entanto, como o NSAF origi-

nal utiliza um tamanho de passo fixo, é incontornável o compromisso entre uma alta

taxa de convergência e um baixo desajuste em regime permanente. Para atenuar

esse problema, uma versão do NSAF, chamado de NSAF com associação definida

(SM-NSAF) foi desenvolvida [87]. O SM-NSAF apresenta a vantagem adicional de

não atualizar o filtro a cada iteração, o que reduz a complexidade computacional.

A cada iteração, somente se alteram os coeficientes adaptativos quando a magni-

tude do erro ultrapassa um limiar definido pelo projetista. A determinação desse

limiar, no entanto, requer o conhecimento da potência do rúıdo aditivo do sistema

σ2
ν , já que o limiar é proporcional a σν , com a constante de proporcionalidade τ

sendo também definida pelo projetista. Mesmo em situações nas quais a variância

do rúıdo de medição é conhecida, pode-se ver nas simulações em [67] que o desem-
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penho da convergência é senśıvel à seleção do limiar do erro, pois cumpre definir a

constante de proporcionalidade τ que limita o emprego do SM-NSAF em aplicações

práticas. Além disso, tanto o NSAF original quanto o SM-NSAF não consideram

o cenário de sub-modelagem, o qual muitas vezes é encontrado em aplicações como

Cancelamento de Eco Acústico (AEC) [88]. Entretanto, o algoritmo NSAF com Ma-

triz de Tamanho de Passos Variável (Filtro Adaptativo em Subbandas Normalizado

com Matriz de Tamanho de Passo - VSSM-NSAF) [67] apresenta um método para

estimar o rúıdo do sistema, o qual também pode ser aplicado para o contexto de

cenários submodelados, não necessitando conhecer as potências do rúıdo nas sub-

bandas antecipadamente.

Um outro parâmetro fundamental em filtragem adaptativa é a regularização.

Um filtro adaptativo que não está devidamente regularizado é propenso a apresen-

tar um desempenho inadequado. Apesar disso, a regularização, conforme [89], é

subestimada e pouco discutida na literatura de filtragem adaptativa. Diversas es-

tratégias de regularização de filtros adaptativos coexistem na literatura técnica. Em

[89] é proposta uma maneira para implementá-la com base em uma condição in-

tuitiva demonstrada para quatro algoritmos: o NLMS, o Signed-Regressor NLMS

(SR-NLMS), o Improved Proportionate NLMS (IPNLMS), e o SR-IPNLMS. Segundo

[89], o problema de regularização não tem sido discutido, do ponto de vista teórico,

de uma forma profunda na literatura, tais como [2] e [4], que se referem ao fator

de regularização como “um número positivo pequeno”, o que pode não ser verdade.

Com efeito, como relatado em [89], o parâmetro de regularização pode excursionar

numa faixa muito ampla de valores, a depender do ńıvel de energia do rúıdo aditivo.

4.2 Fator de Aprendizagem para Algoritmo em

Subbandas

Como embasamento para melhoria da convergência e do desajustes nos algorit-

mos propostos nos caṕıtulos posteriores, iniciamos nossos estudos concernentes ao

fator de aprendizagem, estendendo o conceito set-membership (SM-NSAF) [90] aos

algoritmos adaptativos em subbandas, como se segue

w(n+ 1) = w(n) +
M−1∑

i=0

βi(n)
xi(n)

||xi(n)||2
ei,D(n), (4.1)

onde

βi(n) =







1− γ
|ei,D(n)|

, se |ei,D(n)| > γ, i = 0, 1, . . . , N − 1,

0, caso contrário.
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e γ é o limite de erro que está relacionado com a potência do rúıdo do sistema. A

Eq. (4.1) pode ser derivada a partir de um problema de otimização com restrições,

cabendo recorrer à técnica dos multiplicadores de Lagrange.

Para derivar o NSAF com passo variável (VSSM-NSAF), J. Ni e F. Li [67]

inspiraram-se no algoritmo de tamanho de passo variável não-paramétrico NLMS

(NVSS-NLMS), proposto em [91]. A ideia fundamental do VSSM-NSAF é estimar

as potências de rúıdo dos sinais em cada subbanda. Na sequência da apresenta-

ção, primeiro considera-se o cenário da modelagem exata (N = Np) e, em seguida,

amplia-se o resultado para o cenário submodelado (Np < N). Reescrevendo βi(n)

na forma matricial [87], temos

w(n+ 1) = w(n) +X(n)Φ−1(n)Γ(n)eD(n), (4.2)

onde:

X(n) = [x0(n),x1(n), . . . ,xM−1(n)]; (4.3)

Φ(n) = diag{||x0(n)||2, ||x1(n)||2, . . . , ||xM−1(n)||2}; (4.4)

eD(n) = [e0,D(n), e1,D(n), . . . , eM−1,D(n)]
T ; (4.5)

Γ(n) = diag{β0(n), β1(n), . . . , βM−1(n)}. (4.6)

Aqui, Γ(n) é a matriz de passo variável (VSSM), cuja expressão será doravante

derivada. Empregando a Eq. (4.1) e tomando o modelo linear para d(n), podemos

escrever

eD(n) = dD(n)−XT (n)w(n) = XT (n)[w0 −w(n)] + νD(n), (4.7)

onde:

dD(n) = [d0,D(n), d1,D(n), . . . , dM−1,D(n)]
T , (4.8)

νD(n) = [ν0,D(n), ν1,D(n), . . . , νM−1,D(n)]
T ; (4.9)

e νi,D(n) é o rúıdo do sistema na i-ésima subbanda [40].

Define-se o vetor erro a posteriori de subbanda como:

ep(n) = dD(n)−XT (n)w(n+ 1) = XT (n)[w0 −w(n+ 1)] + νD(n), (4.10)

onde

ep(n) = [e0,p(n), e1,p(n), . . . , eM−1,p(n)]
T , (4.11)

e

ei,p(n) = di,D(n)− xTi (n)w(n+ 1), (4.12)
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para i = 0, 1, . . . ,M − 1 é definido como o erro a posteriori na i-ésima subbanda.

Substituindo a Eq. (4.2) na Eq. (4.10), e usando a Eq. (4.7), temos

ep(n) = XT (n)[w0 −w(n)]

−XT (n)X(n)Φ−1(n)Γ(n)eD(n) + νD(n),

= eD(n)− ηD(n)−XT (n)X(n)Φ−1(n)Γ(n)eD(n) + νD(n)

= eD(n)−XT (n)X(n)Φ−1(n)Γ(n)eD(n). (4.13)

Empregando a aproximação diagonal XT (n)X(n) ≈ Φ(n) de [44], [85] na

Eq. (4.13), temos

ep(n) = eD(n)− Γ(n)eD(n) = [IM×M − Γ(n)]eD(n), (4.14)

onde IM×M é uma matriz identidade. A Eq. (4.14) pode ser reescrita na seguinte

formulação escalar:

ei,p(n) = [1− βi(n)]ei,D(n), i = 0, 1, . . . ,M − 1. (4.15)

Na derivação de (4.1), [44] assume que os erros a posteriori satisfatórios de sub-

bandas sejam ei,p(n) = 0 para i = 0, 1, . . . ,M−1. Na presença de rúıdo de medição,

essas condições introduzirão rúıdo em w(n + 1) [91]. Um procedimento razoável

consiste em permitir que as potências dos erros a posteriori nas subbandas sejam

iguais às potências de rúıdo nas subbandas durante a atualização dos coeficientes do

filtro adaptativo; isto é, esperamos achar a matriz de tamanho de passo Γ(n) de tal

forma que

E[e2i,p(n)] = E[ν2i,p(n)], i = 0, 1, . . . ,M − 1. (4.16)

Substituindo (4.15) em (4.16), obtemos

βi(n) = 1− σνi,p(n)

σei,p(n)
, i = 0, 1, . . . ,M − 1, (4.17)

onde σei,D(n) e σνi,p(n) satisfazem a σ2
ei,D

(n) = E[e2i,D(n)] e σ
2
νi,D

(n) = E[ν2i,D(n)],

sendo ambos positivos. Note-se que a forma de (4.17) é semelhante à do VSS-APA

em [88]. Isso ocorre porque tanto o APA quanto o NSAF podem ser vistos como

generalizações do algoritmo NLMS. O APA generaliza o algoritmo NLMS ao longo

do eixo do tempo, se valendo de diversas restrições temporais, enquanto que o NSAF

generaliza o algoritmo NLMS ao longo do eixo das frequências, recorrendo a várias

restrições nas subbandas respectivas [92].
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4.3 Fator de Regularização

Nesta seção, é apresentada a regularização de algoritmos adaptativos por um

parâmetro fixo, previamente escolhido, e numa forma matricial adaptativa.

4.3.1 Parâmetro de Regularização

A regularização desempenha um papel fundamental em diversos contextos nos

quais a filtragem adaptativa se revela útil. Em filtragem adaptativa sempre te-

mos um sistema de equações lineares (sobredeterminado ou subdeterminado) para

resolver, expĺıcita ou implicitamente, de modo que enfrentamos um problema mal-

condicionado [93]. Como resultado, a regularização é uma parte importante do

projeto em qualquer filtro adaptativo, se queremos que este se comporte correta-

mente. A prinćıpio, denotemos o parâmetro de regularização por δ. Em alguns

filtros adaptativos [94], [95], esse parâmetro de regularização é escolhido como:

δ = ασ2
x, (4.18)

onde σ2
x = E[x2(n)] é a variância do sinal de entrada x(n), assumindo média zero e

α uma constante positiva arbitrária. Na prática, porém, esta variável depende da

potência de rúıdo aditivo. Quanto maior a energia do rúıdo, maior deverá ser o valor

de α. Normalmente, α é conhecido como um parâmetro de regularização normalizado

(com respeito à variação do sinal de entrada). A regularização supracitada, com uma

boa escolha de α como proposta em [89], parece funcionar bem na prática uma vez

que o desajuste, que é a distância entre a resposta impulsiva real e a estimada por

um algoritmo adaptativo, diminui e converge para um valor estável e pequeno e, sem

isso, o desajuste do filtro adaptativo pode oscilar, podendo mesmo nunca convergir.

Neste trabalho, estamos interessados em um parâmetro de regularização adaptativo

que garanta um comportamento estável do filtro adaptativo.

4.3.2 Matriz de Regularização Adaptativa

Em [96] é revelado que com o emprego do passo fixo e de parâmetro de regu-

larização constante se consegue resolver a exigência de alta taxa de convergência e

de baixo desajuste para o NSAF. Assim [96] propõe um ajuste dinâmico dos parâ-

metros, que será aqui empregado no algoritmo NSAF. A equação de atualização do

vetor de coeficientes do NSAF com regularização é dada por

w(n+ 1) = w(n) + β

M−1∑

i=0

xi(n)

||xi(n)||2 + δi(n)
ei,D(n), (4.19)
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onde δi(n) é o parâmetro de regularização variável para i = 0, 1, . . . ,M − 1 em cada

subbanda. Aqui o recurso a diversos parâmetros de regularização variável permite

que cada subbanda possa convergir quase independentemente, obtendo, assim, um

bom desempenho. A Eq. (4.19) pode ser reescrita na forma matricial, como segue

w(n+ 1) = w(n) +X(n)Λ−1(n)eD(n), (4.20)

onde

Λ(n) = Φ(n) +∆(n), (4.21)

e

∆(n) = diag{δ0(n), δ1(n), . . . , δM−1(n)}. (4.22)

A Eq. (4.20) pode ser escrita em termos do vetor de erro dos coeficientes, ε(n) =

wo −w(n), como

ε(n+ 1) = ε(n)−X(n)Λ−1(n)eD(n). (4.23)

Define-se o vetor de erro a priori ea(n) e o desvio quadrático médio (MSD),

respectivamente, como

ea(n) = X(n)ε(n) = X(n)[wo −w(n)]; (4.24)

MSD(n) = E[‖ε(n)‖2] = E[‖wo −w(n)‖2]. (4.25)

Elevando ao quadrado ambos os lados da Eq. (4.23), tomando o valor esperado,

e empregando o pressuposto de que X(n) é diagonal e X (n) , XT (n)X(n), temos

ε(n+ 1) = ε(n)− 2E[eTa (n)Λ
−1(n)eD(n)] + E[eD(n)Λ

−1(n)X (n)Λ−1(n)eD(n)].

(4.26)

Denotando νD(n) = [ν0,D(n), ν1,D(n), . . . , νM−1,D(n)]
T , onde νi,D(n) é o rúıdo

decimado em cada subbanda e, por hipótese, independente do sinal de entrada x(n),

chegamos à seguinte expressão

eD(n) = ea(n) + νD(n). (4.27)

Sob a hipótese de que o rúıdo de medição ν(n) possui média zero e é independente

de x(n), e negligenciando a fraca correlação entre νD(n) e ea(n), podemos provar

que

E[νTD(n)Λ
−1(n)ea(n)] = E[υTD(n)]E[Λ

−1(n)ea(n)] = 0. (4.28)

Definindo Ω(n + 1) = MSD(n) −MSD(n + 1) e substituindo em (4.27) e (4.28)
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em (4.26), temos

Ω(n+ 1) = 2E[eTD(n)Λ
−1(n)eD(n)− νTD(n)Λ

−1(n)νD(n)]

−E[eTD(n)Λ
−1(n)X (n)Λ−1(n)eD(n)]. (4.29)

Expandindo (4.29), temos

Ω(n+ 1) =
M−1∑

i=0

E

[

2
e2i,D(n)− ν2i,D(n)

δi(n) + ‖xi(n)‖2
−

e2i,D(n)‖xi(n)‖2
[δi(n) + ‖xi(n)‖2]2

]

. (4.30)

Se maximizarmos Ω(n+1) em relação a δi(n), obtemos o melhor desempenho de

convergência, porque o MSD sofre a maior queda da iteração n para iteração n+ 1.

Já que os elementos ideais da matriz a regularização variável ∆(n) satisfazem

∂Ω(n+ 1)

∂δi(n)
= E

[

−2
e2i,D(n)− ν2i,D(n)

(δi(n) + ||xi(n)||2)2
+ 2

e2i,D(n)||xi(n)||2
(δi(n) + ||xi(n)||2)3

]

= 0.

(4.31)

A Eq. (4.31) pode ser simplificada para

E

[
(e2i,D(n)− ν2i,D(n))(δi(n) + ‖xi(n)||2)− e2i,D(n)‖xi(n)‖2

(δi(n) + ‖xi(n)‖2)3
]

=

= E

[
(e2i,D(n)− ν2i,D(n))δi(n)− ν2i,D(n)||xi(n)‖2

(δi(n) + ‖xi(n)‖2)3
]

= 0. (4.32)

Para um filtro adaptativo de alta ordem, as flutuações de ||xi(n)||2 de uma

iteração para a próxima podem ser consideradas modestas [92], de modo que (4.32)

pode ser aproximada para

E[(e2i,D(n)− ν2i,D(n))δi(n)− ν2i,D(n)‖xi(n)‖2]
E[(δi(n) + ‖xi(n)‖2)3]

= 0. (4.33)

Como ν(n) é independente de x(n), pode-se provar que νi,D(n) é independente

de ‖xi(n)‖2. Então, resolvendo a Eq. (4.33), obtemos

δi(n) =
E[ν2i,D(n)]E[‖xi(n)‖2]
E[e2i,D(n)]− E[ν2i,D(n)]

=
σ2
xi
(n)

σ2
ei,D

(n)

σ2
νi,D

− 1
, (4.34)

onde σ2
xi
(n) = E[‖xi(n)‖2], σ2

ei,D
(n) = E[e2i,D(n)] e σ2

νi,D
= E[ν2i,D(n)], para i =

0, 1, . . . ,M − 1. A partir de (4.34), podemos ver que o denominador é grande no

ińıcio da adaptação, quando σ2
ei,D

(n) ≫ σ2
νi,D

(n), o que faz com que a taxa de con-

vergência seja rápida. À medida em que o número de iterações aumenta, o erro
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diminui, e, por conseguinte, δi(n) aumenta, o que torna baixo o desajuste.

4.4 Conclusão

Este caṕıtulo teve por objetivo detalhar fatores de aprendizagem e de regula-

rização adaptativos, enfatizando-se os algoritmos em subbandas e baseando-se em

recentes estudos na literatura. Um prinćıpio importante observado é a existência

da conflitante exigência da taxa de convergência rápida e do baixo desajuste em

regime permanente. Tal prinćıpio será alvo de análises teóricas e de extensões no

Caṕıtulo 6.
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Caṕıtulo 5

Estrutura do Filtro em Subbandas

Proposta

5.1 Introdução

Este caṕıtulo propõe um novo algoritmo adaptativo para a estrutura em subban-

das (apresentada em [1]) na qual os subfiltros adaptativos são esparsos e responsáveis

pela identificação de um sistema desconhecido, bem como pela reconstrução do sinal

de sáıda. O algoritmo adaptativo é derivado mediante a conjugação dos prinćıpios

de perturbação mı́nima [2] e de otimização com múltiplas restrições, também em-

pregados nos algoritmos normalizados de filtragem adaptativa em subbandas, como

o NSAF [44]. Usando o prinćıpio da conservação de energia [27], obtemos uma ex-

pressão para o MSE em regime permanente do algoritmo resultante. Em seguida,

apresentamos uma implementação simplificada da abordagem proposta, que apre-

senta uma taxa de convergência similar à do algoritmo NSAF, mas com a vantagem

de demandar um custo computacional inferior. O algoritmo resultante é denominado

Algoritmo em Subbandas Normalizado com Filtros Esparsos (NSAF-SF).

Por fim, é também proposto um novo algoritmo que seleciona um subconjunto

de subbandas e as utiliza para atualizar os coeficientes do filtro adaptativo, que

chamamos de NSAF com Seleção de Subbandas (NSAF-SF-SS). À medida que o

número de subbandas cresce, a velocidade de convergência tende a aumentar. No

entanto, o aumento do número de subbandas implica incrementar a complexidade

computacional. Para melhorar a velocidade de convergência, primeiramente ampli-

amos o número de subbandas e então empregamos um esquema seletivo que explora

um subconjunto adequado das subbandas, de modo a manter a complexidade com-

putacional num patamar apropriado. Para isso, elegemos como critério de seleção

a subbanda cujo erro quadrático é maior. Idealmente, embora selecionemos ape-

nas uma subbanda para efetuar a atualização, o algoritmo de seleção proposto deve
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Figura 5.1: Estrutura em subbandas com subfiltros esparsos Gi(z
L) e filtros de

análise {Hi(z)}, i = 0, 1, . . . ,M−1, proposta em [1], indicada pelo quadro tracejado.
A decomposição do sinal de erro e(n) pelos filtros Hi(z) é o primeiro passo para a
obtenção do algoritmo proposto.

apresentar um desempenho similar ao do algoritmo original que, mais exigente em

termos de custo computacional, emprega informação de todas as subbandas para

efetuar a atualização. O desempenho do algoritmo proposto é avaliado em cenários

de identificação de funções de transferência acústicas.

5.2 Algoritmo em Subbandas NSAF-SF

Após a apresentação dos conceitos básicos de bancos de filtros e de sistemas mul-

titaxas, descrevemos a nova estrutura em subbandas (NSAF-SF) e suas principais

caracteŕısticas. Considere que a sáıda do sistema a ser modelado é dada por

d(n) ,
[

ho0 ho1 . . . hoN−1

]

x(n) + ν(n), (5.1)

onde x(n) , [x(n) x(n− 1) . . . x(n−N + 1)]T e ν(n) incorpora as imprecisões

de modelagem e erros de medição. A estrutura proposta deriva de uma estrutura

em laço-fechado [45], mostrada na Fig. 5.1, e utiliza um banco de filtros de análise

{Hi(z)}, seguido por um banco de filtros esparsos {Gi

(
zL

)
}, para i = 0, 1, . . . ,M−1.

Os bancos de filtros são escolhidos de sorte a garantir a propriedade de reconstrução

perfeita.

Em vez de usar o erro global e(n) (como em [1]), decompomos o erro em subban-

das, usando um banco de filtros de análise para-unitário, o que garante a equivalência

entre a soma dos erros quadráticos em cada subbanda e o erro quadrático em banda

completa [47]. Considerando que os filtros de análise e os correspondentes filtros

de śıntese Fi(z) tenham o mesmo comprimento Np do filtro protótipo, para identi-

ficação de um filtro FIR de comprimento N , o número de coeficientes adaptativos

de cada subfiltro deve ser pelo menos D =
⌊
N+Np

L

⌋

[97]. Assumindo que os subfil-

tros adaptativos variam lentamente, então podemos mover esses filtros para o lado

esquerdo de Gi (z), como mostra a Fig. 5.2.
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Figura 5.2: O i-ésimo ramo da estrutura proposta.

5.2.1 Derivação da Equação de Atualização para o Algo-

ritmo NSAF-SF

Da Fig. 5.2 temos osM sinais para o i-ésimo ramo da estrutura resultante dados

por

xi,j(n) = hi(n) ∗ hj(n) ∗ x(n), (5.2)

onde hl(n) é a resposta ao impulso do l-ésimo filtro de análise. Esses sinais em

subbandas passam pelos filtros esparsos, cujas funções de transferência são descritas

por

Gi(z) =
D−1∑

n=0

gi(n)z
−nL. (5.3)

Definindo os vetores

xi,j(n) ,
[

xi,j(n) xi,j(n− 1) . . . xi,j(n−D + 1)
]T

(5.4)

e

gi(n) ,
[

gi(0) gi(1) . . . gi(D − 1)
]T

, (5.5)

é posśıvel escrever o sinal de sáıda do i-ésimo ramo da estrutura (Fig. 5.2) como

yi(nL) = xTi (nL)g(n), (5.6)

onde

g(n) ,
[

gT0 (n) gT1 (n) . . . gTM−1(n)
]T

, (5.7)

e

xi(n) ,
[

xTi,0(n) xTi,1(n) . . . xTi,M−1(n)
]T

. (5.8)

Para garantir uma redução progressiva dos erros da estrutura adaptativa, empre-

gamos uma estratégia de otimização que zera os erros a posteriori em cada subbanda

ep,i(nL) = di(nL)−xTi (nL)g(n+1), sob a égide do prinćıpio da mı́nima perturbação.
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Assim, pretendemos resolver o seguinte problema:

min ‖g(n+ 1)− g(n)‖2, sujeito a di(nL)− xTi (nL)g(n+ 1) = 0, (5.9)

para i = 0, 1, . . . ,M − 1. Pelo uso dos multiplicadores de Lagrange, a otimiza-

ção (5.9) pode ser reformulada como a minimização da função custo sem restrições

J [g(n+ 1)], definida como

J [g(n+ 1)],‖g(n+ 1)− g(n)‖2+λT

,ē(nL)
︷ ︸︸ ︷
[
d(nL)−XT (nL)g(n+ 1)

]
, (5.10)

onde

X(n) ,
[

x0(n) x1(n) . . . xM−1(n)
]

, (5.11)

e

d(n) =
[

d0(n) d1(n) . . . dM−1(n)
]T

. (5.12)

A Eq. (5.10) pode ser reescrita como

J [g(n+ 1)]=
[
g(n+ 1)− g(n)]T [g(n+ 1)− g(n)

]
+
[
dT (nL)−gT (n+ 1)X(nL)

]
λ.

(5.13)

Zerando o gradiente de J [g(n+ 1)] com relação a g(n+1) e usando as restrições

de erros a posteriori em subbandas nulos para derivar λ, ou seja,

∇J [g(n+ 1)]

∇g(n+ 1)
,2g(n+ 1)− 2g(n)−X(nL)λ = 0, (5.14)

obtém-se

g(n+ 1) = g(n) +X(nL)
λ

2
. (5.15)

Substituindo em ēp(nL) = d(nL)−XT (nL)g(n+ 1), tem-se

λ

2
=

[
XT (nL)X(nL)

]−1
e(nL). (5.16)

Finalmente, substituindo (5.16) em (5.15), chegamos a

g(n+ 1) = g(n) + βX(nL)[

,X (nL)
︷ ︸︸ ︷

XT (nL)X(nL)]−1e(nL), (5.17)

onde

e(nL) = d(n)−XT (nL)g(n). (5.18)

A inserção do tamanho do passo β na Eq. (5.17) nos permite equilibrar a taxa
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de convergência e o desajuste em regime permanente do sistema adaptativo [2].

5.3 Análise do MSE em Regime Permanente do

NSAF-SF

O desempenho em regime permanente quantifica a capacidade do sistema em

estudo de seguir referências padrões e a rejeitar assintoticamente perturbações. Ire-

mos nesta seção detalhar uma estimativa teórica que desenvolvemos para estimar

o erro quadrático médio (MSE) em regime permanente do algoritmo NSAF-SF por

meio de argumentos de balanceamento de energia [27], sem assumir qualquer modelo

particular para os sinais de entrada.

Seja g̃(n) = go − g(n) o desvio entre o vetor que contém os coeficientes ideais

dos filtros esparsos g0 e g(n). Assim, a Eq. 5.17) pode ser escrita como

g̃(n+ 1) = g̃(n)− βX(nL)X−1(nL)e(nL). (5.19)

Multiplicando ambos os lados de (5.19) por XT (nL), obtemos

,ep(nL)
︷ ︸︸ ︷

XT (nL)g̃(n+ 1) =

,ea(nL)
︷ ︸︸ ︷

XT (nL)g̃(n)−βe(nL), (5.20)

onde ep(nL) e ea(nL) são os vetores de erro a posteriori e a priori, respectivamente.

Combinando (5.19) e (5.20), obtemos

g̃(n+ 1) +X(nL)X−1(nL)ea(nL) = g̃(n) +X(nL)X−1(nL)ep(nL). (5.21)

Avaliando a energia de ambos os lados de (5.21) e aplicando o valor esperado,

podemos escrever

E [‖g̃(n+ 1)‖2] + E
[
eTa (nL)X

−1(nL)ea(nL)
]
=

E [‖g̃(n)‖2] + E
[
eTp (nL)X

−1(nL)ep(nL)
]
.

(5.22)

De (5.1) segue-se que d(nL) = XT (nL)go + ν(nL), em cada subbanda, e, con-

sequentemente,

e(nL) = ea(nL) + ν(nL). (5.23)

São feitas as seguintes hipóteses simplificadoras:

• A1: o algoritmo adaptativo converge;

• A2: o rúıdo ν(n) é independente e identicamente distribúıdo (i.i.d.), de média

zero e estatisticamente independente de x(n);
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• A3: no regime permanente, X−1(nL) é independente de ea(nL);

• A4: os elementos de ea(nL)e
T
a (nL) são processos estacionários conjun-

tos de forma que os elementos de X (nL) variam lentamente em re-

lação a ea(nL)e
T
a (nL); como resultado, E

[
ea(nL)e

T
a (nL)X (nL)

]
≈

E
[
ea(nL)e

T
a (nL)

]
E [X (nL)].

• A5: sinais em diferentes subbandas não estão correlacionados.

Os pressupostos A1 e A2 são fracos e usualmente adotados. O pressuposto A3

pode ser justificado pela observação de que cada elemento de X (nL) é obtido de D

amostras de seu correspondente sinal de entrada do subfiltro, em que cada elemento

de ea(nL)e
T
a (nL) é obtido de uma amostra de seu respectivo erro de subbanda e,

portanto, pode ser utilizado o prinćıpio de cálculo da média [98]. O pressuposto A4

exige que as respostas de frequência dos filtros de análise não se sobreponham de

forma significativa [40], implicando, assim, que os elementos fora das diagonais das

matrizes E
[
νa(nL)ν

T
a (nL)

]
, E

[
ea(nL)e

T
a (nL)

]
e E [X (nL)] podem ser negligencia-

dos.

Na seguinte análise, assumimos regime permanente (n → ∞). De A1, temos

E [‖g̃(n+ 1)‖2] = E [‖g̃(n)‖2], considerando

ep(nL) = ea(nL)− βe(nL), (5.24)

e empregando (5.22) combinado com (5.24), tem-se

E
[
eTa (nL)X

−1(nL)ea(nL)
]
=

E
[
(ea(nL)− βe(nL))TX−1(nL)(ea(nL)− βe(nL))

]
.

(5.25)

Expandindo a equação acima, chegamos a

E
[
eTa (nL)X

−1(nL)ea(nL)
]
= E

[
eTa (nL)X

−1(nL)ea(nL)
]
−

βE
[
eTa (nL)X

−1(nL)(e(nL))
]
− E

[
(βeT (nL))X−1(nL)(ea(nL))

]
+

β2
E
[
eT (nL))X−1(nL)(e(nL))

]
(5.26)

e cancelando-se os termos E
[
eTa (nL)X

−1(nL)ea(nL)
]
dos dois lados de (5.26), tem-

se

βE
[
eTa (nL)X

−1(nL)e(nL)
]
− βE

[
eT (nL)X−1(nL)(ea(nL))

]
+

β2
E
[
eT (nL))X−1(nL)e(nL)

]
,

(5.27)

ou

2E
[
eTa (nL)X

−1(nL)e(nL)
]
=βE

[
eT (nL)X−1(nL)e(nL)

]
. (5.28)
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Utilizando A4, podemos desmembrar a Eq. (5.28), obtendo para a i-ésima sub-

banda a seguinte identidade

2E
[
eTa,i(nL)X−1

i,i (nL)ei(nL)
]
=βE

[
eTi (nL)X−1

i,i (nL)ei(nL)
]
, (5.29)

onde ea,i(nL) e ei(nL) são os i-ésimos elementos de ea(nL) e e(nL), respectivamente,

e Xi,i(nL) é o i-ésimo elemento de X(nL).

Usando A2 e (5.23) em (5.29), encontramos

2E
[
eTa,i(nL)X−1

i,i (nL)(ea,i(nL) + νi(nL))
]
=

βE
[
(ea,i(nL) + νi(nL))

TX−1
i,i (nL)(ea,i(nL) + νi(nL))

]
.

(5.30)

Desenvolvendo a equação acima, temos

2
(
E
[
eTa,i(nL)X−1

i,i (nL)ea,i(nL)
]
+ E

[
eTa,i(nL)X−1

i,i (nL)νi(nL)
])
=

βE
[
eTa,i(nL)X−1

i,i (nL)ea,i(nL)
]
+ βE

[
eTa,i(nL)X−1

i,i (nL)νi(nL)
]
+

βE
[
νTi (nL)X−1

i,i (nL)ea,i(nL)
]
+ βE

[
νTi (nL)X−1

i,i (nL)νi(nL)
]
.

(5.31)

Simplificando (5.31), encontramos

2E
[
eTa,i(nL)X−1

i,i (nL)ea,i(nL)
]
=

βE
[
eTa,i(nL)X−1

i,i (nL)ea,i(nL)
]
+ βE

[
νTi (nL)X−1

i,i (nL)νi(nL)
]
,

(5.32)

de onde obtém-se

E
[
eTa,i(nL)X−1

i,i (nL)ea,i(nL)
]
=

β

2−βE
[
νTi (nL)X−1

i,i (nL)νi(nL)
]
, (5.33)

que pode ser escrito, aplicando os pressupostos A2 e A3, como

E {|ea,i(nL)|2}
E {Xi,i(nL)}

=
β

2− β

σ2
νi

E {Xi,i(nL)}
, (5.34)

onde σ2
νi

é a variância do i-ésimo componente de subbanda do rúıdo de medição, a

partir do qual, em estado estacionário,

E
{
|ea,i(nL)|2

}
=

β

2− β
σ2
νi
. (5.35)

Desde que bancos de filtros para-unitários sejam empregados, obtemos

E
{
‖ea(nL)‖2

}
=

β

2− β
σ2
ν . (5.36)
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De (5.23) e A2, temos

E
{
‖e(nL)‖2

}
= E

{
‖ea(nL)‖2

}
+ E

{
‖ν(nL)‖2

}
. (5.37)

Finalmente, de (5.36) e (5.37), encontramos uma estimativa da energia média de

erro no estado estacionário, dada por

E
{
‖e(nL)‖2

}
=

β

2− β
σ2
ν + σ2

ν , (5.38)

de onde resulta a expressão teórica para o MSE em estado estacionário

MSE = E
{
‖e(nL)‖2

}
=

2

2− β
σ2
ν , (5.39)

que revela que o MSE em regime permanente é relativamente independente do nú-

mero de subbandas. Portanto, a utilização da estrutura adaptativa em subbandas

proposta comM ≥ 2 pode produzir um aumento na taxa de convergência para sinais

de entrada coloridos sem degradar o MSE em estado estacionário. Cumpre aduzir a

constatação de que a fórmula teórica de MSE (5.39) coincide com a do NLMS.

5.4 Análise da Complexidade do NSAF-SF

A fim de minimizar a carga computacional, uma estrutura maximamente deci-

mada é escolhida (M = L), de sorte que as iterações são realizadas a uma taxa

M vezes menor do que a taxa de amostragem do sinal de entrada. Nesse caso, os

comprimentos dos subfiltros são1 D = (N + Np)/M que, para N >> Np, temos

D ≈ N/M . Utilizando filtros seletivos Hi(z), as respostas de frequência de filtros

não-adjacentes não se sobrepõem e a seguinte aproximação pode ser feita:

xi,j(n) ≈ 0 para |i− j| > 1. (5.40)

A matriz X definida em (5.11) se torna2

X≈












x0,0 x0,1 0D,1 0D,1 . . . 0D,1

x1,0 x1,1 x1,2 0D,1
. . .

...

0D,1 x2,1 x2,2 x2,3
. . . 0D,1

...
. . . . . . . . . . . .

...

0D,1 0D,1 . . . 0D,1 xM−2,M−1 xM−1,M−1












, (5.41)

1Para simplicidade de notação, Np +N foi assumido como múltiplo de M .
2O ı́ndice de tempo foi omitido para todos os elementos por concisão; 0D,1 é um vetor de

dimensão D × 1 totalmente preenchido por zeros.
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que tem no máximo três elementos diferentes de zero em cada uma das suas li-

nhas. À semelhança do que é relatado em [44], pode ser mostrado que os elementos

fora da diagonal de X (nM) = XT (nM)X(nM) podem ser desprezados. Portanto,

podemos aplicar a aproximação

X (nM) ≈ diag
{
‖xi,i(nM)‖2

}
, (5.42)

onde diag {ui} é uma matriz diagonal cujo i-ésimo elemento é ui. O algoritmo

proposto resultante, denominado NSAF-SF (Filtragem Adaptativa em Subbandas

Normalizada usando Filtros Esparsos), é resumido na Tabela 5.1, juntamente com o

número de divisões/multiplicações requeridas em cada um dos seus passos, para N

amostras de entrada. Nessa tabela, x2Np−1(nM) é o vetor de entrada de dimensão

(2Np− 1)× 1, d(nM −∆) é o vetor resposta desejada atrasada de dimensão Np× 1,

ei(nM) é um vetor coluna com M amostras dos erros da i-ésima subbanda, hi é

o vetor de dimensão Np × 1 com os coeficientes de Hi(z), hi,j é o vetor com os

coeficientes Hi(z)Hj(z) de dimensão (2Np − 1) × 1, e f i,j é o vetor de dimensão

(Np/M)× 1 relativo ao j-ésimo componente polifásico do banco de filtros de śıntese

[41]. Deve-se observar que xi+1,i(nM) = xi,i+1(nM).

A Tabela 5.1 inclui o cálculo do sinal de erro em banda completa, requerido

em aplicações como cancelador de eco acústico. Para outras aplicações, o sinal de

sáıda, que é geralmente necessário, pode ser obtido utilizando um procedimento

semelhante. Assumimos que os bancos de filtros são implementados diretamente,

sem explorar as relações entre os seus filtros [47]. Parâmetros de regularização δi

foram empregados para evitar problemas numéricos. Influenciado pelo rúıdo de

medição, δi pode ser constante [70] ou variável [99].

A Tabela 5.2 apresenta a complexidade computacional dos algoritmos NSAF e

NSAF-SF, considerando o número de multiplicações por amostra de entrada. Nas

principais aplicações de algoritmos adaptativos em subbandas, tais como cancela-

mento de eco, tem-se N >> Np e N >> M . Em tais casos, a complexidade

computacional do algoritmo NSAF é de aproximadamente 2N e do algoritmo de

NSAF-SF é 6N/M . Portanto, a proposta NSAF-SF apresenta uma diminuição de

complexidade (em relação ao NSAF) por um fator deM/3, o que corresponde a uma

redução de mais de 50% para M = 8 e aproximadamente 70% para M = 16.

Tamanhos de passos variáveis no tempo βi(n) podem ser aplicados nas subban-

das, permitindo assim aliar uma convergência rápida a um baixo desajuste em regime

permanente. Vários algoritmos de tamanho de passo variáveis têm sido propostos

recentemente para o NSAF [67], [72], [100], que também podem ser utilizados no

algoritmo NSAF-SF.

Se o sinal de erro em banda completa (ou o sinal de sáıda) do algoritmo NSAF-
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Tabela 5.1: Algoritmo NSAF-SF

Passos Multiplicações
por N amostras de entrada

xi,i(nM) = hTi,ix2Np−1(nM) (2Np − 1)M ≈ 2NpM

xi,i+1(nM) = hTi,i+1x2Np−1(nM) (2Np − 1)M ≈ 2NpM

di(nM) = hTi d(nM) NpM
e(nM) = d(nM)−XT (nM)g(n) 3DM = 3(N +Np)
X (nM) = diag {‖xi,i‖2 + δi} 3M
ẽ(nM) = βX (nM)e(nM) 2M †

g(n+ 1) = g(n) +X(nM)ẽ(nM) 3DM = 3(N +Np)

e(nM − j −∆T ) =
∑M−1

i=0 fTi,jei(nM) MNp
† M multiplicações e M divisões

Tabela 5.2: Complexidade Computacional

Algoritmo Multiplicações
por amostras de entrada

NSAF-SF 6(N +Np)/M + 6Np + 5
NSAF 2N + 3NpM + 2M + 2

SF é obtido por um banco de filtros de śıntese, tal como indicado na Tabela 5.1,

existe um atraso global de ∆T = ∆T + Np − 1 = 2Np +M − 1 amostras no que

tange ao cálculo de uma forma direta. O atraso correspondente para o algoritmo

NSAF é ∆T = Np − 1. Em aplicações que necessitam de atrasos muito baixos, o

número de subbandasM e o comprimento do filtro protótipoNp devem ser escolhidos

suficientemente pequenos para atenderem à especificação de atraso máximo. Por

outro lado, esse atraso pode ser evitado através da filtragem do sinal de entrada

na taxa do sinal original, o que requer N multiplicações adicionais por amostra de

entrada para ambos os algoritmos. Deve ser observado que o cálculo dos coeficientes

do sistema em banda completa no algoritmo NSAF demanda DNp/M multiplicações

adicionais, o que pode ser reduzido através da realização de um mapeamento mais

esparso dos coeficientes, em vez de a cada M amostras.

Partindo da formulação matemática da Tabela 5.2, apresentamos a Fig. 5.3

que mostra a relação, em termos de complexidade computacional, entre os al-

goritmos NSAF-SF e o NSAF, onde foi considerado NP = 32, N = 1024 e

M ∈ {2, 4, 8, . . . , 32}.
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Figura 5.3: Complexidade Computacional dos algoritmos NSAF e NSAF-SF.

5.5 Resultados de Simulações com o NSAF-SF

Em todas as simulações apresentadas a seguir, filtros modulados por cosseno

foram projetados de acordo com a abordagem de [101] com Np = 32 coeficientes.

5.5.1 Predição do MSE

Nessa simulação, avaliou-se o estado estacionário MSE do algoritmo proposto

(com a média de 20.000 valores de erro em regime permanente) com M ∈ {2, 4, 8}
e Np = 32. O MSE emṕırico resultante foi comparado ao teórico da Eq. (5.39).

A função de transferência a ser identificada é o modelo 4 da norma ITU G.168

[102], com N = 128 coeficientes. Para o MSE da simulação, β foi variado no

intervalo (0, 1]. Usamos o parâmetro de regularização δ = 10−6 e adicionamos a

d(n) um rúıdo gaussiano branco ν(n) com variância σ2
ν = 10−3. Foram utilizados

dois sinais de entrada diferentes. A Fig. 5.4(a) apresenta os resultados produzidos

para um sinal de entrada gaussiano branco de variância unitária. A Fig. 5.4(b)

mostra os resultados para um sinal de entrada obtido pela aplicação de um sinal

branco gaussiano de variância unitária como entrada de um filtro com função

de transferência 1+0,5z−1+0,81z−2

1−0,59z−1+0,4z−2 . Em ambos os casos, a Fig 5.4 mostra uma boa

concordância entre os MSEs das simulações e os teóricos no estado estacionário,

especialmente para um sinal de entrada branco.
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Figura 5.4: MSEs simulados e os teóricos em regime permanente, em função de β:
(a) sinal de entrada branco; (b) sinal de entrada colorido.

5.5.2 Problema de Identificação

Nessas simulações, os desempenhos dos algoritmos NSAF [44] e NSAF-SF são

comparados no problema de identificação de sistema para uma aplicação de cance-

lamento de eco acústico. A entrada foi um sinal AR(1), produzido pela filtragem

de uma sequência aleatória gaussiana branca com média zero através do sistema de

primeira ordem 1
1−0,95z−1 . Um rúıdo branco gaussiano foi adicionado ao sinal dese-

jado d(n), com SNR de 30 dB. O vetor de coeficientes ótimo ho foi formado, tendo

as primeiras N = 1024 amostras da resposta ao impulso medida de uma sala de

aula dispońıvel no “Institute of Communication System and Data Processing”3. Os

algoritmos foram implementados usando β = 1 e o tamanho de passo variável (VSS)

proposto em [67]. Os parâmetros de regularização δi foram mantidos constantes com

valores escolhidos de acordo com [100]. A Fig. 5.5 mostra a evolução da média do

desvio normalizado NMSD = 10log10 {E [‖g̃(n)‖2/‖go‖2]} para os algoritmos testa-

dos, com M = 2 e M = 8. O NMSD foi obtido pela média ao longo de 30 ensaios

independentes. Os algoritmos NSAF e NSAF-SF apresentaram taxas de convergên-

cia semelhantes, as quais foram mais rápidas para 8 subbandas e tamanhos de passos

3http://www.ind.rwth-aachen.de/en/research/tools-downloads/aachen-impulse-response-
database
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variáveis. Considerando M = 8 subbandas, o número necessário de multiplicações

por amostra de entrada é de 1637 para o NSAF-SF e 5138 para o NSAF, correspon-

dendo aproximadamente a uma redução de 2 vezes no custo computacional quando

o algoritmo proposto NSAF-SF é empregado. Para uma taxa de amostragem de

8 kHz, o atraso do sinal de erro é de 16 ms (δT = 127) para o NSAF e de 31 ms

(δT = 247) para o NSAF-SF.
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Figura 5.5: NMSDs do NSAF (em vermelho) e NSAF-SF (em azul tracejado) para
a simulação de identificação de sistema. (a) M = 2, β = 1; (b) M = 2, VSS; (c)
M = 8, β = 1; (d) M = 8, VSS.

5.6 Filtro Adaptativo em Subbandas com Filtros

Esparsos e Seleção de Subbandas (NSAF-SF-

SS)

Embora o NSAF-SF (algoritmo proposto) seja vantajoso com relação ao NSAF

no que tange ao custo computacional, propomos nesta seção um critério de seleção

de subbandas capaz de reduzir ainda mais o custo computacional. Lee e Gan mos-

traram que filtros com mais subbandas apresentam taxas de convergência mais altas

[44]. Suponha que o algoritmo NSAF-SF adota um número de subbandas M > Ms.
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A proposta de seleção consiste em empregar apenas Ms subbandas (do total de M

subbandas). Tendo como restrição o emprego de Ms < M subbandas, cabe adotar

algum critério que escolha um subconjunto do total de subbandas que maximize a

taxa de convergência. Fazemos TMs
= {t1, ..., tMs−1, tMs

} denotar um subconjunto

Ms de {1, 2, ...,M}, onde ti indica os ı́ndices das subbandas selecionadas. Definimos

uma matriz de seleção de subbandas STMs
como uma matriz diagonal com Ms ele-

mentos iguais à unidade nas posições indicadas por TMs
, sendo os outros elementos

iguais a zero. Assim, a equação de atualização do NSAF-SF seletivo pode ser escrita

como

gMs
(n+ 1) = g(n) + βX(nM)[

,X (nM)
︷ ︸︸ ︷

XT (nM)X(nM)]−1STMs
e(nM). (5.43)

A abordagem proposta pretende buscar um subconjunto TMs
que minimize a

degradação do desempenho em comparação com o NSAF-SF usando M subban-

das. Se assumirmos que a correlação de xi(n) se reduz por causa do efeito de

pré-branqueamento (o que é explicado em [44]), podemos facilmente obter

‖gMs
(n+ 1)− g(n)‖2 = β2[XT (nM)X(nM)]−1eT (nM)STMe(nM). (5.44)

Para uma compreensão mais qualitativa de seleção das subbandas, adaptamos

a interpretação geométrica na Fig. 5.6. Pelo teorema de Pitágoras, o quadrado da

norma do erro a posteriori para M subbandas é

‖gMs
(n+ 1)− g(n+ 1)‖2 = ‖g(n+ 1)− g(n)‖2 − ‖gMs

(n+ 1)− g(n)‖2. (5.45)

Substituindo a Eq. (5.45) na Eq. (5.44), temos

‖gMs
(n+ 1)− g(n+ 1)‖2 = ‖g(n+ 1)− g(n)‖2 −

β2[XT (nM)X(nM)]−1eT (nM)STMs
e(nM).

(5.46)

Considerando que os sinais de entrada são descorrelacionados, a equação acima

pode ser simplificada como

‖gMs
(n+ 1)− g(n+ 1)‖2 = ‖g(n+ 1)− g(n)‖2 −

β2X̃(nM)eT (nM)STMs
e(nM),

(5.47)
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onde

X̃(nM) =







1
‖x1(nM)‖2

. . . 0
...

. . .
...

0 . . . 1
‖xM (nM)‖2






. (5.48)

Esta equação pode ser simplificada na forma não-matricial

‖gMs
(n+ 1)− g(n+ 1)‖2 = ‖g(n+ 1)− g(n)‖2 − β2

Ms∑

i=1

e2ti(nM)

‖xti(nM)‖2 .

Como podemos ver na Fig. 5.6, um valor maior de (5.44) garante que a velocidade

de convergência seja maior. Em outras palavras, quando (5.44) tem o valor máximo

entre todos os subgrupos Ms e o vetor de erro a priori é dado, a norma quadrada

do vetor de erro a posteriori é minimizada.

b

b
b

b

g(n+ 1)

g(n)

‖gMs
(n+ 1)− g(n)‖2

d1(n) = x1(n)g(n+ 1)

d2(n) = x2(n)g(n+ 1)

gMs
(n+ 1)

Figura 5.6: Exemplo de atualização de coeficientes no algoritmo proposto para N =
2,Ms = 1, e M = 2.

O algoritmo proposto atualiza o vetor de coeficientes de modo a maximizar a

diminuição do desvio quadrático entre todos os Ms subconjuntos posśıveis. Assim,

encontramos os subconjuntos que satisfaçam

max arg TMs

Ms∑

i=1

e2ti(nM)

‖xti(nM)‖2 . (5.49)

Podemos ver que o valor de atualização resultante é a soma independente de ter-

mos associados às Ms subbandas. Para selecionar o conjunto TMs
que maximiza a
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taxa de convergência do algoritmo proposto, primeiro reordenamos as subbandas se-

gundo o valor de e2ti(nM)/‖xti(nM)‖2. Por selecionar as subbandas que apresentam
os maiores valores e2ti(nM)/‖xti(nM)‖2, podemos dizer que o algoritmo proposto

seleciona as subbandas ideais que maximizam a velocidade de convergência. Assim,

a diminuição do desvio quadrático do algoritmo proposto será

Ms∑

i=1

e2ti(nM)

‖xti(nM)‖2 =
e2t1(nM)

‖xt1(nM)‖2 +
e2t2(nM)

‖xt2(nM)‖2 + . . .+
e2tMs

(nM)

‖xtMs
(nM)‖2 . (5.50)

O SS-APSAF (APSAF com Seleção de Subbanda) proposto seleciona osMs subcon-

juntos de bandas para cada atualização maximizando o valor de (5.50), obtendo um

subconjunto TMs
ótimo de {1, 2, . . . ,M}. A matriz de seleção STMs

é definida com

base no TMs
, como anteriormente explicado. Finalmente, a equação de atualização

proposta para o SS-APSAF fica

gMs
(n+ 1) = g(n) + βX(nM)X̃(nM)eT (nM)STMs

e(nM), (5.51)

onde TMs
= {t1, t2, ..., tMs

} e 1 ≤Ms < M .

5.6.1 Resultado das Simulações

O desempenho do algoritmo proposto é ilustrado através da realização das simu-

lações computacionais de estimativa de canal de 1024 coeficientes. Assume-se que o

filtro adaptativo e o canal desconhecido possuem o mesmo número de coeficientes.

O sinal de entrada x(n) é obtido por filtragem de uma sequência aleatória gaussiana

branca de média nula e variância unitária através de um sistema de primeira ordem

autorregressivo G(z) = 1/(1−0.9z−1). Como resultado, um sinal de entrada gaussi-

ano altamente correlacionado é obtido. A razão sinal-rúıdo (SNR) é calculada como

SNR = 10 log(E[y2(n)]/E[ν2(n)]), onde y(n) = (g0)T (n)xi(n). O rúıdo de medição

ν(n) é adicionado a y(n) com SNR = 20 dB. O tamanho do passo foi definido como

β = 1. Os resultados das simulações são obtidos tomando a média do conjunto

de desvios médios quadráticos normalizados (NMSD) de 100 ensaios independentes.

Bancos de filtros modulados por cosseno comMs = 4 eM = 8 subbandas são usados

nessas simulações. O comprimento do filtro protótipo é 32.
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Figura 5.7: MSD do NSAF-SF-SS

A Fig. 5.7 mostra o desempenho (MSD) entre os algoritmos NSAF com 4 subban-

das, NSAF com 8 subbandas, NSAF-Seletivo, NSAF-SF com 4 subbandas, NSAF-

SF com 8 subbandas e NSAF-SF-Seletivo. Como pode ser visto, o NSAF-Seletivo

apresentou desempenho equivalente ao NSAF com 8 subbandas e o mesmo compor-

tamento foi apresentado também pelo NSAF-SF-SS com relação ao NSAF-SF com 8

subbandas. Portanto, podemos inferir que a metodologia empregada de redução do

número de subbandas possibilita redução da complexidade computacional mantendo

o desempenho.

5.7 Conclusão

Neste caṕıtulo, foi proposto um novo algoritmo adaptativo em subbandas que

recore a uma decomposição nas subbandas do erro em banda cheia, utilizando o

mesmo banco de filtros de análise empregado na decomposição do sinal de entrada.

A equação de atualização foi obtida por meio de uma abordagem de perturbação mı́-

nima com restrições dos erros a posteriori nas subbandas. Tal estrutura proporciona

uma redução na complexidade computacional conforme apresentado na Tabela 5.2

e ilustrado na Fig. 5.3.

Nas simulações foi demonstrado que, quando o fator de decimação é igual ao

número de subbandas M , o algoritmo proposto apresenta uma taxa de convergência

comparável à taxa de convergência do algoritmo NSAF, com uma redução da com-

plexidade computacional da ordem deM/3, o que implica paraM = 8, o número de

multiplicações por amostra de entrada para o NSAF-SF foi de 1637 multiplicações e
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para o NSAF foi de 5138 multiplicações. Os resultados da simulação (vide Fig. 5.5)

confirmam tal constatação de que não há perda viśıvel no desempenho de algoritmo

proposto.

Foi desenvolvida também uma análise teórica para prever o MSE em estado esta-

cionário do algoritmo proposto, a qual forneceu uma fórmula anaĺıtica razoavelmente

aderente aos resultados das simulações.

Por fim, apresentamos o algoritmo NSAF-SF com seleção de subbandas, cuja

derivação se dá por meio da avaliação da distância entre os coeficientes atualiza-

dos dos subfiltros adaptativos contendo todas as subbandas com os coeficientes da

solução proposta, ou seja, contendo um número reduzido de subbandas. Este pro-

cesso proporcionou um desempenho melhor do que o algoritmo convencional (vide

Fig. 5.7).

66



Caṕıtulo 6

Estrutura em Subbandas Proposta

com Reúso de Dados

6.1 Introdução

Este caṕıtulo apresenta um novo algoritmo adaptativo em subbandas, denomi-

nado filtro adaptativo de projeção afim em subbandas (APSAF), o qual insere a

estrutura do Caṕıtulo 5 no paradigma do reúso de dados por meio de projeções

afins. À semelhança do Caṕıtulo 5, os subfiltros são esparsos e responsáveis tanto

por identificar o sistema desconhecido quanto por reconstruir o sinal de sáıda. O

APSAF emprega o prinćıpio da perturbação mı́nima dos coeficientes adaptativos e

o cancelamento de um número selecionado das mais recentes amostras (decimadas)

do erro a posteriori nas subbandas, de sorte a promover a adaptação a uma taxa

inferior à do sinal de entrada. Explorando a propriedade da descorrelação entre os

sinais em diferentes subbandas, a proposta resulta numa complexidade computaci-

onal reduzida quando comparada com o recentemente proposto Filtro Adaptativo

em Subbandas Estruturado em Multibandas Adaptativas (IMSAF) [103]. Diferen-

temente do APA em subbandas de [104] e [105], o APSAF emprega uma abordagem

de subbandas em malha fechada [83], na qual o erro global e todos os coeficientes

adaptativos são simultaneamente considerados na função custo de otimização.

Por fim será exposto o algoritmo de adaptação com projeção evolutiva [106] e

também o algoritmo adaptativo em subbandas na estrutura proposta que emprega

a automatização dinâmica do número de vetores de entrada em função da dinâmica

do erro quadrático apresentado pelo algoritmo.
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6.2 APA em Subbandas com Filtros Esparsos -

(APSAF)

6.2.1 Algoritmo em Subbandas APSAF

A estrutura de subbandas utilizada, mostrada na Fig. 5.1 para M subbandas,

é composta de um banco de filtro de análise Hi(z) seguido por subfiltros esparsos

Gi

(
zL

)
[1]. A função de transferência de banda cheia pode ser expressa comoH(z) =

∑M−1
i=0 Hi(z)Gi

(
zL

)
. Como visto no Caṕıtulo 5, o uso de um banco de filtros de

análise com reconstrução perfeita permite à estrutura modelar exatamente qualquer

sistema FIR. Para a identificação de um filtro FIR de comprimento N empregando

fator de esparsidade L igual ao número de subbandas N , o número de coeficientes

de adaptação de cada subfiltro deve ser pelo menos D = (N +Np)/M , onde Np é o

comprimento dos filtros de análise Hi(z).

Da mesma forma que o algoritmo NSAF-SF apresentado no Caṕıtulo 5, o APSAF

deriva do diagrama de malha fechada mostrado na Fig. 5.2. A fim de minimizar a

complexidade computacional, as iterações são realizadas a uma taxa M vezes mais

lenta do que a taxa de amostragem do sinal de entrada, empregando uma função de

custo dependente dos erros de subbanda maximamente decimados ei,D(n).

Com base no prinćıpio da perturbação mı́nima [2], podemos garantir a redu-

ção progressiva do erro da estrutura adaptativa zerando Ki amostras dos erros a

posteriori decimados nas subbandas

ǫi,k(nM) = di(nM − kM)− xTi (nM − kM)g(n+ 1), (6.1)

para k = 0, 1, . . . , Ki − 1 e i = 0, 1, . . . ,M − 1.

Definindo-se a matriz de entrada da i-ésima subbanda (de dimensão DM ×Ki)

como:

Xi(n) ,
[

xi(n) xi(n− 1) . . . xi(n−Ki + 1)
]

, (6.2)

e o vetor desejado (de dimensão Ki × 1) da i-ésima subbanda

di(n) ,
[

di(n) di(n− 1) . . . di(n−Ki + 1)
]T

, (6.3)

e utilizando a técnica dos multiplicadores de Lagrange, o problema de otimização

com restrições pode ser transformado na minimização da seguinte função custo sem

restrições:

F [g(n+ 1)]=‖g(n+ 1)− g(n)‖2+ λT
[
d(nM)−XT(nM)g(n+ 1)

]
, (6.4)
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onde λ é o vetor com multiplicadores de Lagrange,

X(n) =
[

X0(n) X1(n) . . . XM−1(n)
]

(6.5)

e

d(n) =
[

dT0 (n) dT1 (n) . . . dTM−1(n)
]T

. (6.6)

Zerando o gradiente de F [g(n+ 1)] em relação a g(n + 1) e recorrendo à im-

posição de que os erros a posteriori nas subbandas sejam nulos para derivar λ,

obtém-se

g(n+ 1) = g(n) + βX(nM)[

,X (nM)
︷ ︸︸ ︷

XT (nM)X(nM)]−1e(nM), (6.7)

onde e(nM) , d(nM)−XT (nM)g(n). A inserção do tamanho do passo β permite

equilibrar a taxa de convergência e o desajuste do algoritmo adaptativo no estado

estacionário [2].

Empregando-se filtros seletivos Hi(z), de modo que as respostas de frequência

dos filtros não-adjacentes não se sobreponham, temos xij(n) ≈ 0 para |i− j| > 1, e

as linhas da matriz Xi(nM) definida em (6.5) assumem a forma

[

0Ti,i−2 xTi,i−1(nM − kM) xTi,i(nM − kM) xTi,i+1(nM − kM) 0Ti,i+2

]T

, (6.8)

o que significa que há no máximo três elementos por linha diferentes de zero. À

semelhança do que é relatado em [44] e [107], pode ser demonstrado que as correla-

ções cruzadas xTi (nM)xj(nM −kM) são insignificantes para i 6= j. Portanto, temos

XT
i (nM)Xj(nM) ≈ 0, para i 6= j, motivando a seguinte aproximação diagonal em

bloco

X (nM) ≈ blk-diag {X i(nM)} , (6.9)

onde os blocos diagonais (blk-diag) são matrizes ao longo da diagonal da matriz de

X i(nM) de dimensão Ki ×Ki.

O algoritmo APSAF proposto é resumido na Tabela 6.1, juntamente com o nú-

mero de multiplicações requeridas para implementar cada um dos seus passos. Da

mesma forma que no Caṕıtulo 5, também é explicitado o cálculo do sinal de erro

em banda cheia, que é exigido no cancelamento de eco acústico. Partimos do prin-

ćıpio de que os bancos de filtros são implementados diretamente1; a j-ésima coluna
[

fT0,j · · ·fTNp/M−1,j

]

da matriz F, de dimensão M × Np, é formada pelos coeficien-

tes da j-ésima componente polifásica dos filtros de śıntese Fi(z) =
∑Np−1

n=0 fi(n)z
−n,

1Menos multiplicações seriam necessárias, explorando as relações entre esses filtros [47]. Note
que xi+1,i(nM) = xi,i+1(nM).

69



Tabela 6.1: Algoritmo APSAF

Passos Multiplicações
n = 1, 2, · · · ; i = 0, 1, · · · ,M − 1 para M amostras de entrada

xi,i(nM) = hTi,ix2Np−1(nM) 2NpM

xi,i+1(nM) = hTi,i+1x2Np−1(nM) 2NpM

di(nM) = hTi dP (nM) NpM
ei(nM) = di(nM)−XT

i (nM)g(n) 3D
(
ΣM−1
i=0 Ki

)

X i(nM) = XT
i (nM)X i(nM) + δiI 3

(
ΣM−1
i=0 2Ki

)

ẽi(nM) = βX−1
i (nM)ei(nM) ΣM−1

i=0 O (K3
i )

g(n+ 1) = g(n) +X(nM)ẽ(nM) 3D
(
ΣM−1
i=0 Ki

)

e(nM − j) = F ẽi(nM) NpM

onde
hi,j: vetor de dimensão (2Np − 1)× 1 com coeficientes de Hi(z)Hj(z)

x2Np−1(nM) = [x(nM) x(nM − 1) . . . x(nM − 2Np + 1)]T

hi : vetor de dimensão Np × 1 com coeficientes de Hi(z)

dNp
(nM) = [d(nM−∆) d(nM−∆−1) . . . d(nM−∆−Np + 1)]T

X i(nM), di(n), X(n): definidos, repectivamente, em (6.2),
(6.5),(6.6)

ẽ(nM) =
[
ẽT0 (nM) ẽT1 (nM) . . . ẽTM−1(nM)

]T

e(nM) = [e(nM) e(nM − 1) . . . e(nM −N + 1)]T

F : matriz M ×Np formada pelos componentes polifásicos de Fi(z)

ei(nM) = [ei(nM) ei((n− 1)M) . . . ei((n−Np/M + 1)M)]T

ẽ(nM) =
[
eT0 (nM) eT1 (nM) . . . eTM−1(nM)

]T

que é descrita por f i,j = [fi(j) fi(j +M) · · · fi(j + (Np/M − 1))]T . Os parâme-

tros de regularização δi foram empregados para evitar problemas numéricos. Em

[108], uma expressão ótima para o parâmetro de regularização do APA, expressa

por δ = Nσ2
x(1 +

√
1 + SNR)/SNR foi obtida, onde SNR , σ2

d/σ
2
ν . A derivação

apresentada em [108] pode ser facilmente estendida para o APSAF, resultando em

δi = Nσ2
xi

(

1 +
√

1 + SNRi

)

/SNRi, (6.10)

onde SNRi , σ2
di
/σ2

νi
. O emprego de parâmetros de regularização distintos, calcula-

dos usando a energia de entrada e a razão sinal-rúıdo em cada subbanda, podem ser

vantajosos para as propriedades de convergência. As variâncias podem ser estimadas

a priori, obtidas recursivamente ou por meio de blocos [88].

6.2.2 Complexidade Computacional do APSAF

Uma vez que no APSAF os coeficientes são atualizados apenas a cada M amos-

tras, a Tabela 6.1 mostra o número de multiplicações necessárias para implementar

cada passo para cadaM amostras de entrada. A forma simplificada de X i(n), cujas
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colunas são definidas em [109], foi empregada no cálculo de ei(nM) e X (nM), e a

aproximação de diagonais em bloco de [27] foi empregada na equação de atualização.

Como em [103], é assumido que X i(n) é calculado recursivamente e que ẽ(nM) é

obtido pela solução direta do sistema linear de Ki equações.

A Tabela 6.2 apresenta o número de multiplicações por amostra de entrada exi-

gido pelo APSAF, considerando que a mesma ordem de projeção K é empregada

em todas as subbandas. Essa expressão foi obtida substituindo D = (N +Np)/M e

Ki = K nos termos da segunda coluna da Tabela 6.1, adicionando-os e dividindo o

resultado por M . Para efeito de comparação, os números de multiplicações reque-

ridas pelo IMSAF e APA, dados em [103], são também mostrados na Tabela 6.2.

Nas principais aplicações de algoritmos adaptativos em subbandas, tais como can-

celamento de eco, temos que N >> M e N >> Np. Quando K é suficientemente

pequeno para que o primeiro termo de cada expressão da Tabela 6.2 seja muito

maior do que os outros, o número de multiplicações por iteração do IMSAF e APA

é aproximadamente 2KN , enquanto que a do APSAF é de 6KN/M . Portanto, o

APSAF proposto reduz a complexidade por um fator de aproximadamente M/3.

Quando K não é tão pequeno, os segundos termos, que são iguais para o APA e o

APSAF e M2 vezes maiores que os do IMSAF, devem ser levados em consideração.

A técnica de filtragem recursiva e atualização de filtro pelas iterações em descida

coordenada dicotômica (DCD)2, empregada em [109] para obter uma implementação

do APA com baixa complexidade, também pode ser aplicada para reduzir o número

de multiplicações do APSAF. Com a introdução da filtragem recursiva, os primeiros

termos das expressões da Tabela 6.2 são (3K + 1)(N + Np)/M + K2 + 2 para o

APSAF e (K + 1)N +K2 + 2 para o IMSAF e o APA, resultando, para N >> K,

uma redução de duas vezes no número de multiplicações para os três algoritmos.

Se o sinal de erro de banda cheia (ou sáıda) do algoritmo APSAF é obtido por

um banco de filtros de śıntese, tal como indicado na Tabela 6.1, um atraso global

de 2Np amostras é produzido nesse sinal. O atraso correspondente para o algoritmo

IMSAF é Np. Em aplicações que necessitam de atrasos mais baixos, o número de

subbandasM e o comprimento Np do filtro protótipo devem ser escolhidos pequenos

o suficiente de modo a atender à especificação de atraso máximo. Alternativamente,

esse atraso pode ser evitado através da filtragem do sinal de entrada a uma taxa

elevada, o que requer N multiplicações adicionais por amostra de entrada para am-

bos os algoritmos. O cálculo dos coeficientes do sistema banda cheia no algoritmo

APSAF exige DNp/M multiplicações adicionais, que podem ser minoradas através

da realização do cálculo de tais coeficientes mais esparsamente.

2O algoritmo DCD é adequado principalmente para implementação de hardware, por empregar
um procedimento iterativo para substituir multiplicações por troca de bits [109]. Deve-se ressaltar
a dependência de sua taxa de convergência com relação ao número de iterações.
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Tabela 6.2: Complexidade Computacional

Algoritmo Multiplicações
por amostra de entrada

APSAF 6K(N +Np)/M +O (K3) + 6Np + 6K
IMSAF 2KN +O (M2K3) +K(2M2 + 1) +Np(M + 2)
APA 2KN +O (K3) + 3K

Partindo da formulação matemática da Tabela 6.2, apresentamos a Fig. 6.1 que

mostra a relação, em termos de complexidade computacional, entre os algoritmos

APSAF e o IMSAF, onde foi considerado NP = 32, N = 1024, K = 4 eM = 2 . . . 32.
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Figura 6.1: Complexidade Computacional dos algoritmos APSAF e IMSAF.

6.2.3 Tamanho de Passo Variável para o APSAF

O emprego de tamanho de passo variável (VSS) em algoritmos de projeção afim

foi proposto de modo a encontrar uma boa solução para os requisitos conflitantes de

rápida convergência/rastreamento e baixo desajuste em regime permanente/robustez

à variação de rúıdo de fundo [32, 88, 110]. Inspirado pelo algoritmo VSS-APA

descrito em [88] e pelo algoritmo VSSM-NSAF descrito em [67], derivamos uma

versão VSS para o algoritmo APSAF. Introduzindo uma matriz diagonal de tamanho

de passo variável Γ(n) na Eq. (6.7), obtemos

g(n+ 1) = g(n) +X(nM)X−1(nM)Γ(nM)e(nM), (6.11)

onde

Γ(nM) = blk-diag {Γi(nM)} , (6.12)

com Γi(nM) = diag{βi,0(nM), . . . , βi,Ki−1(nM)}, para i = 0, . . . ,M − 1.

O vetor de erro a posteriori, formado por ǫi,k(nM) na Eq. (6.1) para i =
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0, . . . ,M − 1 e k = 0, . . . , Ki − 1, pode ser expresso como

ǫ(nM) = d(nM)−XT (nM)g(n+ 1). (6.13)

Usando a Eq. (7.20) e assumindo XT (nM)X(nM)X−1(nM) ≈ I, obtém-se

ǫ(nM) = [I − Γ(nM)] e(nM), (6.14)

ou, equivalentemente, na formulação escalar,

ǫi,k(nM) = [1− βi,k(nM)] ei,k(nM), (6.15)

onde ei,k(nM) = di(nM)−xTi (nM−kM)g(n). A fim de obter a solução ótima, é ra-

zoável igualar as potências dos erros de subbanda a posteriori ǫi,k(nM) às potências

dos componentes de rúıdo de subbandas correspondentes νi,k(nM) = νi(nM − kM)

[67], o que, quando combinado com a Eq. (6.15), resulta em

βi,k(nM) = 1−
√

E [ν2i (nM)]

E
[
e2i,k(nM)

] . (6.16)

As variâncias dos erros nas subbandas podem ser estimadas por meio da equação

σ̂2
ei,k

(nM) = ασ2
ei,k

(nM −M) + (1− α)e2i,k(nM), (6.17)

e a variância do rúıdo de subbanda σ2
νi
(nM) pode ser estimada tanto em trechos

nos quais somente o rúıdo está presente ou recursivamente, como sugerido em [88].

O fator de ponderação α pode ser escolhido como α = 1 − M/κD, onde κ > 1.

O emprego de passos variáveis no APSAF exige K multiplicações adicionais por

amostra de entrada para calcular Γ(nM)e(nM) usado na Eq. (6.14), K divisões e

K ráızes quadradas para obter βi,k(nM) pela Eq. (6.16), e 2K multiplicações para

implementar a atualização da variância do erro de subbandas da Eq. (6.17). As

realizações do VSS em ambos APA e IMSAF requerem o mesmo número de operações

adicionais. Como nas aplicações usuais N >> K, o aumento da complexidade

computacional empregando VSS não é significativo.

6.2.4 Resultados das Simulações com o APSAF

Os desempenhos dos algoritmos APSAF, IMSAF e APA são compara-

dos através da evolução do desvio quadrático médio normalizado NMSD =

10 log10 ‖g̃(n)‖2/‖go‖2, onde os vetores g̃(n) e go contêm, respectivamente, os erros

dos coeficientes da função de transferência e os coeficientes ótimos do sistema des-
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conhecido. Nos algoritmos de subbandas foi empregado o banco de filtros modulado

por cosseno projetado de acordo com a abordagem em [101], com Np = 16M . O

valor t́ıpico κ = 6 [67] foi utilizado em nossas simulações. Os parâmetros de regula-

rização do APA e APSAF foram definidos de acordo com a discussão da Seção 6.2.

Para o IMSAF, os parâmetros de regularização δi da Eq. (6.10) foram multiplicados

por Ki, de forma que a convergência pudesse ser alcançada em todas as simulações.

Sinal de Entrada AR

Nessa simulação, a entrada foi um processo AR(10) com coeficientes {0, 99;
−1, 28; 0, 39; −1, 1; 0, 88; −0, 69; 0, 42; −0, 43; 0, 21; −0, 41}. Um rúıdo branco

gaussiano foi adicionado ao sinal desejado d(n), produzindo-se uma SNR de 40 dB.

O filtro ideal foi um sistema FIR tendo N = 512 coeficientes gerados pela filtragem

de uma sequência aleatória gaussiana branca de média zero e variância unitária atra-

vés de um sistema de primeira ordem autorregressivo com polo em 0.9. O fator de

espalhamento dos autovalores da matriz de autocorrelação é 1, 16× 104. A Fig. 6.2

mostra as evoluções do NMSD, obtidas pela média de 10 ensaios independentes,

para o APSAF e o IMSAF com M = 4 e K = 8, utilizando passos variáveis (VSS)

e passo fixo. Para a implementação com passo fixo, empregou-se β = 1, que fornece

a mais rápida convergência, e β = 0, 05, que resultou no mesmo valor de NMSD

em estado permanente com a introdução do VSS. Considerando que ambos os algo-

ritmos apresentaram semelhantes propriedade de convergência, o APSAF proposto

exigiu 7.856 multiplicações por amostra de entrada, e o IMSAF demandou 17.032

multiplicações. Taxa de convergência semelhante poderia ser alcançada com o APA

banda completa com ordem de projeção K = 13, o que exigiria 15.548 multiplicações

para a sua implementação.
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Figura 6.2: Evolução do NMSD para identificação de um sistema com entrada
AR(10) e M = 512. (a) β = 1; (b) VSS.

Voz como Sinal de Entrada

Nessa simulação, a entrada foi um sinal de voz amostrado a 8 kHz. Um rúıdo

branco gaussiano foi adicionado ao sinal desejado d(n), produzindo-se uma SNR de

30 dB. O vetor de coeficientes ótimo go foi formado tomando as primeiras N = 2048

amostras da resposta ao impulso medida em uma sala de aula dispońıvel do “Insti-

tute of Communication System and Data Processing”3. Um cenário que compreende

uma mudança abrupta do caminho do eco foi simulado pela introdução de um atraso

de 20 amostras na resposta ao impulso acústico no meio da simulação, com o pro-

pósito de aferir a capacidade de rastreamento. A Fig. 6.3 mostra a evolução média

do NMSD do APA com K = 4 e K = 16 e para o IMSAF e o APSAF com K = 8

e K = 4, para quatro diferentes sinais de entradas compostos de vozes masculinas

e femininas. Os algoritmos APSAF, IMSAF e APA com K = 16 apresentaram ta-

xas de convergência iniciais semelhantes, enquanto o APA com K = 4 apresentou

convergência consideravelmente mais lenta. O APSAF proposto e o IMSAF exigi-

ram, respectivamente, 7.384 e 22.276 multiplicações por amostra de entrada. Os

algoritmos AP com K = 4 e K = 16 exigiram, respectivamente, 16.460 e 69.680

multiplicações por amostra.

3http://www.ind.rwth-aachen.de/en/research/tools-downloads/aachen-impulse-response-
database

75



0 5 10 15 20 25 30 35 40

−25

−20

−15

−10

−5

0

 

 

APA − VSS − K = 4
APA − VSS − K = 16
IMSAF − VSS − N = 8 − K = 4
APSAF − VSS − N = 8 − K = 4

N
M

S
D

(d
B
)

Tempo (s)

Figura 6.3: Evolução NMSD para o cancelamento de eco acústico com entrada de
voz com N = 2048 e VSS.

6.3 APSAF com ordem Evolutiva

Conforme observado em [27] e [30], o número de vetores de entrada afeta o

desempenho da convergência, isto é, um K elevado garante uma maior taxa de

convergência às custas da degradação do MSE em regime permanente. Por outro

lado, paraK pequeno, observa-se um MSE menor em regime permanente, bem como

uma taxa de convergência inferior no transiente. Tal observação motiva o emprego

de um fator K variável, de sorte a adotar uma ordem de projeção consentânea com

as peculiaridades do processo adaptativo, ou seja, cumpre ajustar dinamicamente

a ordem de projeção e definir um número de subbandas adequadamente. Uma

estratégia razoável consiste em empregar um fator K elevado nas primeiras iterações

– de modo a promover uma taxa de convergência maior – e garantir uma adequada

redução desse fator ao longo do tempo, à medida em que o regime permanente se

aproxima. Em regime permanente, dever-se-ia adotar um fator de projeção bem

baixo (idealmente unitário), de modo a garantir um erro quadrático médio reduzido

e um menor custo computacional.

6.3.1 APA Evolutivo

Empregando um método evolutivo que determina automaticamente o número de

vetores de entrada de acordo com os estados do filtro adaptativo, baseado em [30],

tem-se

K(n) = f(e2(n), K(n− 1)), (6.18)
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onde K(n) é o número de vetores de entrada usados na iteração n.

A Eq. (6.18) implica que o número de novos vetores de entrada é determinado

através do método evolutivo, o qual deve ser função do valor imediatamente anterior

de K, bem como do último erro quadrático. O método evolutivo proposto em [30] é

dado como segue:

K(n) =







min(K(n− 1) + 1, Kmax), se η(n) < e2(n);

K(n− 1), se θn < e2(n) ≤ η(n);

max(K(n− 1)− 1, 1), se e2(n) ≤ θ(n),

(6.19)

onde η(n) denota o limiar superior e θ(n) o limiar inferior, ambos relativos à n-ésima

iteração. Importa ressaltar que K(n) ∈ N deve se adequar à restrição 1 ≤ K(n) ≤
Kmax, onde Kmax é definido arbitrariamente pelo projetista.

Em [32] é demonstrado, assumindo que o rúıdo é estatisticamente independente

da matriz de regressão dos vetores de entrada X(n) e que a matriz de regressão é

estatisticamente independente de e(n) no estado estacionário, que o MSE em regime

permanente do APA converge para

MSE =
βσ2

v

2− β
Tr(Rx)E

[
K(n)

||x(n)||2
]

+ σ2
v , (6.20)

onde Rx = E[xT (n)x(n)]. A Eq. (6.20) sugere que o MSE do APA no estado esta-

cionário é proporcional ao número de vetores de entrada. Isso pode ser usado para

escolher o número apropriado de vetores de entrada para melhorar o desempenho do

APA. Uma vez que não é posśıvel calcular o valor esperado em (6.20), adotaremos

um valor instantâneo. Para um N grande, E[K/||x(n)||2] pode ser aproximado como

[111]

E

[
K(n)

||x(n)||2
]

≈ K(n)

E[||x(n)||2] . (6.21)

Como Tr(Rx) = E[||x(n)||2], a Eq. (6.20) será simplificada para

MSE ≈ βσ2
vK(n)

2− β
+ σ2

v = σ2
v

β(K(n)− 1) + 2

2− β
, ε(K(n)). (6.22)

Pela Eq. (6.22) pode-se dizer que o APA, cuja ordem de projeção é K(n − 1)

convergirá para ε(K(n − 1)) no estado estacionário. De (6.19) conclui-se que se

e2(n) for menor que ε(K(n − 1)), K(n) deve ser K(n − 1) reduzido de um, para

se obter um menor erro no estado estacionário. Por outro lado, quando e2(n) for

maior que ε(K(n − 1)), K(n) deve ser K(n − 1) incrementado de um, para que

imponhamos uma convergência mais rápida. Em [106] é mostrado que os limiares

empregados na Eq. (6.19) estão associados às estimativas instantâneas do MSE no
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estado estacionário, sendo definidos por

η(n) = ε(K(n− 1) + 1) = σ2
v

β(K(n− 1)) + 2

2− β
(6.23)

e

θ(n) = ε(K(n− 1)) = σ2
v

β(K(n− 1)− 1) + 2

2− β
. (6.24)

Com esse método evolutivo, a equação de atualização fica

g(n) = g(n− 1) + βX(n)(XT (n)X(n))−1e(n), (6.25)

onde

X(n) =
[

x(n) x(n− 1) x(n− 2) . . . x(n− (K(n)− 1))
]

; (6.26)

e(n) =
[

e(n) e(n− 1) e(n− 2) . . . e(n− (K(n)− 1))
]T

, (6.27)

e

e(n− l) = d(n− l)− xT (n− l)g(n− l), (6.28)

para l = 0, 1, . . . , K(n)− 1.

6.3.2 Resultados das Simulações do APA Evolutivo

Para verificar o comportamento o método evolutivo, é apresentado o resultado de

uma simulação utilizando, para comparação, o algoritmo APA comK = 8 e o E-APA

comKmax = 8, para solucionar um problema de identificação de canal em que o canal

desconhecido possui uma função de transferência do modelo 4 de [102], com N =

32. Assume-se que o filtro adaptativo e o canal desconhecido apresentam o mesmo

número de coeficientes. Na simulação é usado o sinal de entrada gerado filtrando

uma sequência aleatória gaussiana, de média zero, por um sistema de primeira ordem

F (z) = (1 + 0, 5z−1 + 0, 81z−2)/(1 − 0, 59z−1 + 0, 4z−2) e acrescido de um rúıdo

branco gaussiano cuja energia encontra-se 30 dB abaixo do sinal gerado. O desvio

quadrático médio (MSD) é tomado em 40 ensaios independentes. O resultado dessa

simulação é mostrado na Fig. 6.4, onde pode-se verificar que o E-APA apresenta um

menor desajuste dos coeficientes em regime permanente do que o APA com ordem

de projeção fixa.
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Número de iterações

Figura 6.4: Desempenho do APA e do APA evolutivo

6.3.3 APSAF Evolutivo (E-APSAF)

A seguir apresentaremos a derivação do algoritmo APSAF evolutivo, cujo pro-

pósito é reduzir a complexidade computacional e aumentar a velocidade de conver-

gência do E-APSAF para sinais de entrada correlacionados.

Considerando que os sinais nas diferentes subbandas são descorrelacionados, o

erro quadrático médio em regime permanente em cada subbanda pode ser obtido da

Eq. (6.22) aplicada a cada subbanda, ou seja:

MSEi = σ2
vi

β(Ki(n)− 1) + 2

2− β
, ε(Ki(n)). (6.29)

Pela Eq. (6.29) pode-se dizer que o MSE da i-ésima subbanda do algoritmo

APSAF, cuja ordem de projeção é Ki(n−1), convergirá para ε(Ki(n−1)) no estado

estacionário.

A seguir, apresentamos os limiares a serem empregados na Eq. (6.19), adaptados

para a estrutura em subbandas

ηi(n) = ε(Ki(n− 1) + 1) = σ2
vi

β(Ki(n− 1)) + 2

2− β
(6.30)

e

θi(n) = ε(Ki(n− 1)) = σ2
vi

β(Ki(n− 1)− 1) + 2

2− β
. (6.31)
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Os limiares ηi(n) e θi(n), por consequência, podem ser adotados de modo in-

dependente a cada subbanda, o que engendra grande flexibilidade na estrutura do

algoritmo adaptativo.

6.3.4 Resultados das Simulações do E-APSAF

Para verificar o comportamento do modelo proposto, primeiramente apresenta-

mos o resultado de uma simulação utilizando, para comparação, os algoritmos APA,

E-APA, APSAF e E-APSAF, sendo os dois últimos baseados na estrutura proposta.

Nessa comparação, foi considerado um problema de identificação de canal. A função

de transferência a ser identificada é o modelo 4 de [102], com N = 512. Assume-

se que o filtro adaptativo e o canal desconhecido apresentam o mesmo número de

coeficientes. Nessa simulação é usado um sinal de entrada gerado filtrando-se uma

sequência aleatória gaussiana de média zero através de um sistema de primeira or-

dem F (z) = 1/(1− 0, 9z−1) e acrescido de um rúıdo branco gaussiano cuja energia

encontra-se 30 dB abaixo da energia do sinal de entrada. O desvio quadrático médio

(MSD) foi calculado ao longo de 100 ensaios independentes. Os resultados dessa

simulação são mostrados nas Figs. 6.5 a 6.7 para Kmax = 4, 8 e 16, respectiva-

mente. As Figs. 6.8 e 6.9 apresentam a evolução do K(n) do E-APA e do Ki(n)

do E-APSAF, respectivamente. Como pode ser verificado nas Figs. 6.5 a 6.7, que

apresentam a evolução do MSD ao longo das iterações, o E-APSAF proposto apre-

senta taxa de convergência ligeiramente menor e desajuste em regime permanente

equivalente aos algoritmos em banda cheia.

Finalmente, nós apresentamos a Fig. 6.9 que mostra o número de coeficientes

atualizados pelo algoritmo E-APSAF em cada subbanda versus número de amostras

para uma única realização. Estes números são atualizados durante a adaptação. Pela

Fig. 6.9 pode-se concluir que há uma redução do custo computacional em função da

diminuição das ordens Ki a medida que o filtro adaptativo se aproxima da solução

ótima.
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Figura 6.5: Desempenho dos algoritmos APA, E-APA, APSAF e E-APSAF para
Kmax = 4.
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Figura 6.6: Desempenho dos algoritmos APA, E-APA, APSAF e E-APSAF para
N = 512 e Kmax = 8.
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Figura 6.7: Desempenho dos algoritmos APSAF e E-APSAF para Kmax = 16.
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Figura 6.8: Variação do fator de reúso K no processo de aprendizagem do algoritmo
E-APA.
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Figura 6.9: Variações dos fatores de reúso Ki no processo de aprendizagem do
algoritmo E-APSAF.

6.4 Conclusões

Este caṕıtulo detalhou um novo algoritmo de projeção afim em subbandas, que

emprega subfiltros esparsos e uma configuração de erro de malha fechada. A equação

de atualização foi derivada por meio de uma abordagem de minimização da pertur-

bação dos coeficientes do filtro adaptativo, acrescida de restrições de cancelamento

dos erros a posteriori nas subbandas, empregando uma função custo que contempla

todos os coeficientes adaptativos e componentes de erro nas subbandas simultanea-

mente. Devido a uma atualização na menor taxa e à propriedade de descorrelação

dos sinais nas subbandas, significativa redução da complexidade computacional é

obtida com o algoritmo proposto, quando comparado com o APA em banda cheia

e com IMSAF, recentemente proposto. A redução na complexidade computacio-

nal proporcionada por esta estrutura foi apresentada na Tabela 6.2 e ilustrada na

Fig. 6.1. Como dito, a redução da complexidade computacional é da ordem deM/3,

o que implica para M = 4 e K = 8 que o número de multiplicações por amostra

de entrada para o APSAF é de 7.856 multiplicações e para o IMSAF é de 17.032

multiplicações. Os resultados das simulações (vide Figs. 6.2 e 6.3) confirmam que

tal redução não resulta em perda viśıvel de desempenho no algoritmo proposto.

Foi proposto o emprego de tamanho de passo variável no APSAF, de modo

a encontrar uma boa solução para os requisitos conflitantes de rápida convergên-

cia/rastreamento e baixo desajuste em regime permanente/robustez à variação de

rúıdo de fundo. Os resultados das simulações (vide Fig. 6.2) confimaram a melhoria

esperada no desempenho, quando os algoritmos são implementados com tamanho
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de passo variável.

Por fim, foi proposta uma variação automática do número de projeções para

o APSAF, com o objetivo de melhorar o desempenho. Conforme pode ser visto

nas Figs. 6.6 e 6.7, foi obtida uma melhoria no desvio médio quadrático em regime

permanente devido ao emprego do número de projeções variante no tempo, consoante

ao critério evolutivo proposto. Um outro fator relevante constatado a partir da

Fig. 6.9 é a redução do custo computacional em função da diminuição das ordens

de projeção Ki à medida que o filtro adaptativo se aproxima da solução ótima,

baseado no número de multiplicações por amostra de entrada do APSAF, mostrado

na Tabela 6.2, que é proporcional a 6K(N + Np)/M . Portanto, verifica-se uma

redução de 75% no número de multiplicações quando o número de projeções varia

de K = 4 para K = 1.
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Caṕıtulo 7

Algoritmo APSAF para Filtragem

Adaptativa Robusta a Rúıdo

Impulsivo

7.1 Introdução

Em ambientes reais, o processo de aprendizagem de diversos algoritmos de fil-

tragem adaptativa pode sofrer severa degradação na presença de rúıdo de fundo

impulsivo. Em cancelamento de eco, o double-talk também pode ser visto como

rúıdo impulsivo, resultando em alto desajuste ou instabilidade. Para superar esse

problema, muitos algoritmos têm sido propostos [112], [113], nos quais a estimativa

dos coeficientes do filtro é determinada ao reduzir a função custo associada aos er-

ros de sáıda por meio de seu gradiente em relação ao vetor de coeficientes atual.

Importa notar que o tamanho do passo de aprendizagem desses algoritmos impacta

a taxa de convergência, o desempenho em regime permanente e as propriedades de

estabilidade do processo de aprendizagem. Cabe acrescentar que a escolha da fun-

ção custo apresenta um papel crucial, seja na taxa de convergência, seja na robustez

perante perturbações impulsivas. A solução mais comum para lidar com o rúıdo

de medição impulsivo consiste em se adotar uma função custo adequada e robusta

perante distúrbios de medição intensos e temporalmente localizados. Várias funções

custo robustas que utilizam a norma ℓ1 têm sido desenvolvidas para ambientes com

rúıdo impulsivo [112] - [114]. Os algoritmos de desvio médio absoluto normalizado

(NLMAD) [112], o algoritmo de sinal dual [115], os algoritmos de tamanho de passo

variável (VSS) [116],[117], bem como o algoritmo de projeção afim sign [118] são

baseados na minimização da norma ℓ1. O algoritmo adaptativo de norma mista

robusto baseia-se numa função de custo que emprega uma combinação convexa das

normas ℓ1 e ℓ2 [119]. O algoritmo VSS NLMS robusto [120] utiliza uma função
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custo que alterna entre as normas ℓ1 e ℓ2 [114], associada com a forma como o al-

goritmo restringe a energia de atualização dos coeficientes do filtro a cada iteração.

Vários algoritmos adaptativos utilizam outras funções custo para melhoria da ro-

bustez contra rúıdo de medição impulsivo [121], [122], [123], [124]. A função custo

estimativa-M de norma mista de Huber usa a minimização da norma ℓ1 e ℓ2 [121],

quando a magnitude do erro de sáıda supera um limiar pré-estabelecido. Por outro

lado, a função custo de estimativa-M descendente em três partes de Hampel atri-

bui ao sinal de erro um valor constante [82], [122], [123], [124]. Como mencionado

acima, há um outro fator, além da função custo, que determina o desempenho dos

algoritmos adaptativos baseados no gradiente: o tamanho do passo. Neste caṕıtulo é

estudada a variação do tamanho do passo em algoritmos adaptativos em subbandas

e seu impacto na robustez perante rúıdo impulsivo, tendo em vista a promoção de

melhorias na robustez dos algoritmos. O método usa o conceito de um escalonador

de tamanho de passo que dimensiona instantaneamente para baixo o tamanho do

passo quando um rúıdo de medição impulsivo é detectado. Tal procedimento eli-

mina a possibilidade da atualização dos coeficientes adaptativos se valer de dados

severamente corrompidos pela eventual presença de rúıdo impulsivo. Neste estudo

implementamos o algoritmo denominado NSAF-SF-VSSI (Algoritmo em Subban-

das Normalizado com Filtros Esparsos com Tamanho de Passo Variável para Rúıdo

Impulsivo).

Por fim, propomos o algoritmo de projeção afim em subbandas robusto a rúıdo

impulsivo com complexidade computacional reduzida, que denominamos APSAF-

VSSI (Filtro Adaptativo em Subbandas com Projeção Afim com Tamanho de Passo

Variável para Rúıdo Impulsivo). Tal algoritmo emprega uma função custo que con-

sidera simultaneamente todos os coeficientes de adaptação e os componentes de erro

de subbandas que estão abaixo dos limiares adaptativos. O desempenho do algo-

ritmo proposto é avaliado em cenários de cancelamento de eco acústico com rúıdo

impulsivo.

7.2 NSAF-SF com Escalonador de Passo de

Adaptação para Rúıdo Impulsivo

Partindo de (5.1), para um modelo de identificação de sistemas, temos o sinal

desejado di(n) representado por

di(n) = xTi (n)g
0(n) + νi(n), (7.1)

onde g0(n) é um vetor que contém os coeficientes correspondentes à função de trans-

ferência do sistema desconhecido a identificar, xi(n) é um sinal possivelmente colo-
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rido com variância σ2
xi

e a variável νi(n) = bi(n) + ηi(n) é um escalar que denota a

soma de um rúıdo de medição bi(n) branco e gaussiano, de média zero e variância

σ2
bi
, e de um rúıdo de medição impulsivo ηi(n).

7.2.1 Função Custo baseada no Erro Quadrático Limitado

Utilizando o conceito de função custo tanh apresentado por Hampel [125] e uti-

lizado em [82] e [126], empregamos a função custo baseada no erro quadrático a

posteriori de cada subbanda limitado em relação à potência do sinal de entrada

correspondente, dada por

J [ĝ(n)] =
1

β

M−1∑

i=0

tanh

(
β

2
(ei(n)/‖xi(n)‖)2

)

=
1

β

M−1∑

i=0

1− exp (−β(ei(n)/‖xi(n)‖)2)
1 + exp (−β(ei(n)/‖xi(n)‖)2)

, (7.2)

onde β > 0 influencia o formato da não-linearidade introduzida.

Quando (ei(n)/‖xi(n)‖)2 é pequeno, a expansão de Taylor fornece a seguinte

aproximação:

J(ĝ(n)) ∼=
M−1∑

i=0

(ei(n)/‖xi(n)‖)2, (7.3)

a qual revela um comportamento semelhante à soma dos erros ao quadrado.

7.2.2 Escalonador de Tamanho de Passo

Analisando a Eq. (7.2), notamos que, na ocorrência de rúıdo impulsivo,

(ei(n)/‖xi(n)‖)2 torna-se muito grande, o que faz com que J(ĝ(n)) ∼= 1
β
, cuja de-

rivada aproximadamente nula evita alterações bruscas nos coeficientes adaptativos,

desempenhando um papel crucial para a robustez do processo de aprendizagem. De-

senvolvemos o seguinte algoritmo de adaptação baseado no gradiente estocástico da

função custo supracitada:

ĝ(n+ 1) = ĝ(n)−
M−1∑

i=0

µi∇iJ [ĝ(n)], (7.4)

onde µi é o tamanho do passo na subbanda i e ∇iJ [ĝ(n)] denota o gradiente do

i-ésimo termo de J [ĝ(n)] dado por

∇iJ [ĝ(n)] = −s(β, (ei(n)/‖xi(n)‖))
xi(n)

‖xi(n)‖
ei(n), (7.5)
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onde

s(β, (ei(n)/‖xi(n)‖)) ,
1

β

4exp
(
−β(ei(n)/‖xi(n)‖)2

)

(

1 + exp (−β(ei(n)/‖xi(n)‖)2
)2 . (7.6)

O algoritmo resultante, que denominaremos NSAF-SF-VSSI, é descrito por:

ĝ(n+ 1) = ĝ(n) +
M−1∑

i=0

µis(β, (ei(n)/‖xi(n)‖))
xi(n)

‖xi(n)‖
ei(n).

7.2.3 Resultados das Simulações

Nessa simulação, a entrada é um processo AR(1) com pólo em 0.8, com os resul-

tados das simulações sendo obtidos a partir de 50 ensaios numéricos independentes.

A resposta ao impulso a identificar (a qual tem comprimento N = 512), correspon-

dente à resposta ao impulso de um caminho acústico [127], [128]. O rúıdo de medição

é composto de rúıdo gaussiano b(n), com 30 dB de razão sinal-rúıdo (SNR) [129],

e de rúıdo impulsivo η(n), com probabilidade de ocorrência de 0.1% (P r = 0.001).

η(n) = ω(n)ψ(n) é gerado como em [114], onde ω(n) é um processo de Bernoulli com

P r(ω(n) = 1) = P r e ψ(n) [130] é uma variável aleatória gaussiana de média zero e

potência σ2
ψ = 1000σ2

y , onde σ
2
y é a potência na sáıda do filtro adaptativo. É usado

na simulação um banco de filtros modulado por cosseno com M = 4 subbandas [42]

com comprimento igual a 32. Os desempenhos dos algoritmos são comparados por

meio da evolução do desvio quadrático médio normalizado NMSD.

Como mencionado, o propósito do escalonador de tamanho de passo s
(

β, ei(n)
‖xi(n)‖

)

consiste em incrementar a robustez do processo de identificação na presença do rúıdo

impulsivo. São mostrados na Fig. 7.1 os resultados de três diferentes versões do

algoritmo NSAF com escalonador de tamanho de passo, denominados NSAF-VSSI-

2 [115], [120], NSAF-VSSI-3 [112], [120] e NSAF-VSSI-4 [114], [120], e do algoritmo

com subfiltros esparsos com escalonador de tamanho de passo proposto, NSAF-SF-

VSSI. Esses algoritmos estão resumidos na Tabela 7.1. Nos algoritmos NSAF o vetor

xi é dado por xi(n) = [xi(n) xi(n− 1) . . . xi(n−N + 1)]T .
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Tabela 7.1: Algoritmos Adaptativos em Subbandas com Escalonador de
Tamanho de Passo

NSAF-VSSI-1: [120]

w(n+ 1) = w(n) + µ
∑M−1

i=0 s(β, ei(n)/‖xi(n)‖) xi(n)
‖xi(n)‖2

ei(n)

NSAF-VSSI-2 [115], [120]:

w(n+ 1) = w(n) +
∑M−1

i=0 µi(n)s(β, ei(n)/‖xi(n)‖) × xi(n)
‖xi(n)‖2

ei(n)

onde: β′
i(n+ 1) = αβi(n) + γe2i (n),

µi(n+ 1) =







µmax, se µ′
i(n+ 1) > βmax,

µmin, se µ′
i(n+ 1) ≤ βmin,

µ′
i(n+ 1), caso contrário.

µmax = 1, µmin = 10−5, α = 0.9999, γ = 0.1

NSAF-VSSI-3 [112], [120]:

w(n+ 1) = w(n) + µ
∑M−1

i=0 s(β, ei(n)/‖xi(n)‖) ×sign(ei(n))
xi(n)

‖xi(n)‖1

NSAF-VSSI-4 [114], [120]:

w(n+ 1) = w(n) +
∑M−1

i=0 µi(n)s(β, ei(n)/‖xi(n)‖) ×sign(ei(n))
xi(n)

‖xi(n)‖

onde: α = 1− 1/N ,

δi(n+ 1) = αδi(n) + (1− α)min
[

e2i (n)

‖xi(n)‖2
, δi(n)

]

e

µi(n) = min
[

|ei(n)|
‖xi(n)‖

,
√

δi(n)
]

NSAF-SF-VSSI

g(n+ 1) = g(n) +
∑M−1

i=0 µi(n) ×s(β, ei(n)/‖xi(n)‖) xi(n)
‖xi(n)‖

onde: α = 1− 1/N ,

δi(n+ 1) = αδi(n) + (1− α)min
[

e2i (n)

‖xi(n)‖2
, δi(n)

]

e

µi(n) = min
[

|ei(n)|
‖xi(n)‖

,
√

δi(n)
]

onde: α = 1− 1/N ,

δi(n+ 1) = αδi(n) + (1− α)min
[

e2i (n)

‖xi(n−Ki)‖2
, δi(n)

]

e

µi(n) = min
[

|ei(n)|
‖xi(n−Ki)‖

,
√

δi(n)
]
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Figura 7.1: Evolução do NMSD para M = 4, entrada AR(1), P = 0, 001 e N = 512
para os algoritmos da Tabela 7.1.

Da Fig. 7.1 pode-se observar o desempenho superior dos algoritmos baseados

na estrutura com filtros esparsos em relação aos algoritmos NSAF. Na Fig. 7.2 é

apresentada a evolução do NMSD do algoritmo NSAF-SF-VSSI e dos algoritmos em

subbandas IWF-SSAF (Individual Weighting Factor Sign Subband Adaptive Filter)

[73] e APM-SAF (Affine Projection M-estimate Subband Adaptive Filter) [131].
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Figura 7.2: Evolução do NMSD paraM = 4, entrada AR(1), P r = 0, 001 e N = 512.
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7.3 APSAF Robusto ao Rúıdo Impulsivo em Fil-

tragem Adaptativa

Partindo de (7.1), onde o filtro adaptativo de comprimento N do sistema (FIR)

gon emula a sáıda d(n) de sistema com resposta ao impulso finita, dado o sinal de

entrada de x(n) e uma versão corrompida d̂(n) de d(n), definida por

d̂(n) = xT (n)go(n)
︸ ︷︷ ︸

,d(n)

+ν(n) + ζ(n), (7.7)

onde x(n)=[x(n) x(n− 1) . . . x(n−N + 1)]T , ν(n) refere-se ao rúıdo branco

gaussiano e ζ(n) para interferência impulsiva.

O algoritmo APSAF do Caṕıtulo 6 foi desenvolvido com base no prinćıpio de per-

turbação mı́nima [2], observando a redução progressiva do erro na estrutura adap-

tativa pode ser assegurada zerando as Ki amostras dos erros a posteriori decimados

da i-ésima subbanda [132].

No entanto, o algoritmo resultante é muito senśıvel a interferências impulsivas.

Para fornecer filtragem robusta em ambiente sujeito a rúıdo impulsivo, propomos in-

cluir no problema de otimização restrita apenas amostras de erro com valores abaixo

dos limiares adaptativos. Além disso, observando que um impulso é espalhado por

mais de Np amostras devido à decomposição pela filtragem em subbandas, as amos-

tras vizinhas das amostras onde ocorrem erros de elevada magnitude são também

descartadas.

Usando a técnica de multiplicadores de Lagrange, esse problema de otimização

restrita pode ser transformado na minimização irrestrita da função custo

F [g(n+ 1)]=‖g(n+ 1)− g(n)‖2+
N−1∑

i=0

Ki−1∑

k=0

λi,kρ (ǫi,k(n)) , (7.8)

onde λi,k são multiplicadores de Lagrange e

ρ (ǫi,k(n)) =







ǫi,k(n), se ǭi,k(n) < ξi,k(n),

0, caso contrário,
(7.9)

onde ǭi,k(n)=max(|ǫi,k(n−Ns/2)| , . . . , |ǫi,k(n+Ns/2)|) eNs é o número de amostras

vizinhas descartadas em todas amostras de interferência impulsiva. Uma vez que os

erros a posteriori de subbanda são decimados por M , uma seleção adequada para

este parâmetro é de Ns = ⌈Np/M⌉. Os valores do limiar devem ser fixados de modo a

impedir que a atualização dos coeficientes seja afetada pelo sinal desejado corrompido

pelo rúıdo impulsivo. Um estimador robusto para o limiar é dado por [133]
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ξi,k(n) = 2, 576σ̂i,k(n), (7.10)

onde σ̂2
i,k(n) é a variância estimada do erro de subbanda “livre de impulso” ǫi,k(n),

o qual pode ser obtido recursivamente por

σ̂2
i,k(n) = δσ̂2

i,k(n− 1) + C(1− δe)med
(
ǫ2i,k(n), . . . , ǫ

2
i,k(n−Nw)

)
(7.11)

onde med(·) denota o operador mediana, δe é o fator de esquecimento, e C =

1, 483(1 + 5/(Nw − 1)) é um fator de correção de amostra finito.

Definindo o vetor desejado e a matriz de entrada, como no Caṕıtulo 6, segue

d̂i(n) =
[

d̂i,D(n) d̂i,D(n− 1) . . . d̂i,D(n−Ki + 1)
]T

, (7.12)

X i(n) =
[

xi(n) xi(n− 1) . . . xi(n−Ki + 1)
]

, (7.13)

respectivamente, e o vetor multiplicador de Lagrange λ como λi,k elementos, a função

custo (7.8) pode ser reescrita como

F [g(n+ 1)]=‖g(n+ 1)− g(n)‖2+ λTρ
(

d̂(n)−XT(n)g(n+ 1)
)

, (7.14)

onde:

X(n) =
[

X0(n) X1(n) . . . XN−1(n)
]

; (7.15)

d̂(n) =
[

d̂
T

0 (n) d̂
T

1 (n) . . . d̂
T

N−1(n)
]T

. (7.16)

Zerando o gradiente de F [g(n+ 1)] com relação a g(n + 1) e utilizando as res-

trições de erros a posteriori de subbanda nulos para derivar λ, obtemos

g(n+ 1) = g(n) + X̄(n)[

,X̄ (n)
︷ ︸︸ ︷

X̄
T
(n)X̄(n)]−1ē(n), (7.17)

onde X̄(n) é a matriz de entrada (7.15) com sua coluna de ı́ndice (iKi + k) multi-

plicada por

ψ (ǫi,k(n)) =







1, se ǭi,k(n) < ξi,k(n)

0, caso contrário
(7.18)

e ē(n) é o vetor e(n)=d̂(n)−XT (n)g(n) com seu elemento de ı́ndice (iKi + k)

multiplicado por ψ (ǫi,k(n)). Como o erro a posteriori ǫi,k(n) é inacesśıvel, ψ (ǫi,k(n))

é substitúıdo por ψ (ei,D(n− k)), onde ei,D(n− k) é o erro a priori correspondente.

Usando filtros seletivos Hi(z), podemos obter xi,j(n) ≈ 0 para |i − j|>1, e,

consequentemente, as colunas da matriz X i(n) terão no máximo 3L elementos sig-

92



nificativos. Além disso, como relatado em [44] e [103], XT
i (n)Xj(n) ≈ 0, para i 6= j,

de tal modo que a aproximação seguinte possa ser aplicada

X (n) ≈ blk-diag {X i(n)} . (7.19)

7.3.1 Escalonador de Tamanho de Passo

Os algoritmos de projeção afim de tamanho-passo variável (VSS) são empregados,

de modo a encontrar uma boa solução para as exigências conflitantes de rápida

convergência/rastreamento e baixo desajuste/robustez para variação de rúıdo de

fundo [71], [88] e [110]. Introduzindo tamanho de passo variável através da matriz

diagonal em (7.17) Γ(n), encontramos

g(n+ 1) = g(n) + X̄(n)X̄
−1
(n)Γ(n)ē(n), (7.20)

onde Γ(n) = blk-diag {Γi(n)}, com

Γi(n) = diag{βi,0(n), . . . , βi,Ki−1(n)}, (7.21)

para i=0, . . . , N − 1.

Impondo que a potência dos erros a posteriori de subbanda ǫi,k(n) e os correspon-

dentes componentes de rúıdo “livre de impulso” nas subbandas sejam iguais, resulta,

de [67] e [132]

βi,k(n) = 1−
√

σ2
νi
(n)/σ2

ei,k
(n), (7.22)

onde a variância do erro de subbanda num ambiente de rúıdo impulsivo pode ser

estimada por

σ̂2
ei,k

(n) = ασ̂2
ei,k

(n− 1) + (1− α)ē2i,D(n− k), (7.23)

sendo ēi,D(n) = med (|ei,D(n)|, . . . , |ei,D(n−Nw)|). O fator de peso α pode ser

escolhido como α = 1−N/κL, onde κ>1. O valor t́ıpico κ=6 [67] foi utilizado em

nossas simulações.

7.3.2 Parâmetros de Regularização

Para evitar instabilidade numérica, os parâmetros de regularização δi são adicio-

nados aos elementos da diagonal principal das matrizesX i(n). Em [132], a expressão

ideal para o parâmetro de regularização do APA [108] foi estendida para o APSAF,

resultando em

δi = Lσ2
xi

(

1 +
√

1 + SNRi

)

/SNRi, (7.24)
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onde SNRi , σ2
di
/σ2

νi
.

7.3.3 Complexidade Computacional

A Tabela 7.2 apresenta o número de multiplicações por amostra de entrada exi-

gidos pelo RAPSAF, considerando que a mesma ordem de projeção K é usada em

todas as subbandas. Essa expressão foi derivada em [132] para o APSAF, exceto

para o último termo, que corresponde à atualização dos limiares. Para fins de compa-

ração, o número de multiplicações requeridas pelo APMSAF, semelhante ao IMSAF

de [103], é também mostrada na Tabela 7.2. Nas principais aplicações dos algorit-

mos adaptativos em subbandas, como cancelamento de eco, N ≫ M e N ≫ Np.

Quando K é suficientemente pequeno para que o primeiro termo de cada expressão

da Tabela 7.2 seja muito maior do que os outros, a complexidade computacional do

APMSAF é de aproximadamente 2KN , enquanto que a do RAPSAF é 6KN/M .

Portanto, o RAPSAF proposto reduz a complexidade APMSAF por um fator de

M/3. Quando K não é tão pequeno, os termos de segunda ordem, que sãoM2 vezes

maiores para o APMSAF do que para o RAPSAF, devem ser levados em conta.

Tabela 7.2: Complexidade Computacional

Algoritmo Multiplicações por amostra de entrada

RAPSAF 6K(N +Np)/M +O (K3) + 6Np + 6K + 3K

APMSAF 2KN +O (M2K3) +K(2M2 + 1) +Np(M + 2) + 5

Partindo da formulação matemática da Tabela 7.2, apresentamos a Fig. 7.3 que

mostra a relação, em termos de complexidade computacional, entre os algoritmos

RAPSAF e o APMSAF, onde foi considerado NP = 32, N = 1024, K = 4 e

M = 2 . . . 32.
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çõ
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Figura 7.3: Complexidade Computacional dos algoritmos RAPSAF e APMSAF.

7.3.4 Resultados Simulados

Os desempenhos do RAPSAF proposto, APMSAF [131], APSSAF [130], IWFS-

SAF [134] e APSA [118] são comparados na aplicação em cancelamento de ecos acús-

ticos (AEC), através da evolução do desvio quadrático médio normalizado NMSD.

Nos algoritmos de subbanda, bancos de filtros modulados por cosseno projetados de

acordo com a abordagem em [101] foram empregados, com Np = 8M . Os parâme-

tros de regularização do RAPSAF foram definidos como discutido na Seção 7.3.2,

enquanto que para os outros algoritmos, os valores recomendados nas referências

correspondentes foram aplicados. O tamanho de passo variável da Seção 7.3.1 foi

utilizado no RAPSAF, enquanto que os valores de tamanho do passo fixos foram

ajustados de tal modo que todos os algoritmos produziram aproximadamente o

mesmo desajuste no estado estacionário. As respostas ao impulso desconhecidas

são os caminhos de eco acústico medidos mostrados na Fig. 7.4 1. O rúıdo de fundo

ν(n) é branco gaussiano com razão sinal-rúıdo (SNR) de 30 dB, e a interferência

ζ(n) é um rúıdo impulsivo com probabilidade de ocorrência P r e SNR de −10 dB,

gerada como o produto de um processo de Bernoulli e uma variável aleatória gaussi-

ana [114]. Um cenário que compreende uma alteração abrupta do caminho de eco foi

simulado através da introdução de um atraso de 20 amostras na resposta ao impulso

acústico na metade das simulações, a fim de examinar a capacidade de rastreamento

dos algoritmos. Os outros parâmetros do RAPSAF foram δ = 0.99, Nw = 16 and

Ns = 8.

1http://www.ind.rwth-aachen.de/en/research/tools-downloads/aachen-impulse-response-
database
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Sinal de entrada AR

Neste experimento, a entrada é um processo AR(1) com o pólo em 0.9, a pro-

babilidade de ocorrência da interferência impulsiva é P r = 0.001 e a resposta ao

impulso com N = 512 coeficientes é mostrada na Fig. 7.4(a).

Figura 7.4: Caminho acústico do eco: (a) N = 512, (b) N = 2048.

A Fig. 7.5 mostra as evoluções do NMSD para o RAPSAF comM = 4 subbandas

e K = 1, 2, 4 e 8 ordens de projeção (mesma ordem de projeção é usada em todas

as subbandas), obtidas pela média de 10 ensaios independentes. Como esperado,

a convergência mais rápida é obtido quando K aumenta, ao custo do aumento dos

desajustes em regime permanente e da complexidade computacional. Considerando

que a melhoria da taxa de convergência não é significativa quando aumentamos K

de 4 para 8, empregamos K = 4 na próxima simulação.
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Figura 7.5: Evolução do NMSD do RAPSAF com M=4 e K=1, 2, 4 e 8, para
entrada AR(1), P r=0.001 e N=512.

A Fig. 7.6 apresenta as evoluções do NMSD para o RAPSAF, APMSAF e APS-

SAF com M = 4 e K = 4, e do IWFSSAF com M = 4 e APSA com K = 4,

obtidos tomando médias de 50 eventos independentes. Considerando que os algorit-

mos RAPSAF e APMSAF apresentam propriedades de convergência semelhantes, o

RAPSAF proposto exige 3.556 multiplicações por amostra de entrada, enquanto o

APMSAF exige 5.449 multiplicações. O APSSAF, o IWFSSAF e o AAPS, apesar

de terem complexidade inferior aos RAPSAF e APMSAF, apresentam convergência

muito mais lenta.
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Figura 7.6: Evolução do NMSD do RAPSAF, APMSAF, APSSAF, APSA e IWFS-
SAF, com M=4 e K=3 para entrada AR(1), P r=0.001 e N=512.
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Sinal de entrada de voz

Nessa simulação, a entrada é um sinal de voz amostrado a 8 kHz e a probabilidade

de ocorrência da interferência impulsiva é P r = 0.0001. O vetor de coeficientes

ótimo go foi formado a partir das M = 2048 amostras, mostradas na Fig. 7.4(b), da

resposta ao impulso medido de uma sala de aula. A Fig. 7.7 mostra a evolução do

NMSD para o RAPSAF, APMSAF e APSSAF com M=8 e K=4, e do IWFSSAF

e a APSA com N=8 and K = 4, respectivamente, para quatro sinais de entrada

diferentes compostos de vozes masculinas e femininas. O RAPSAF e APMSAF têm

taxas de convergência iniciais semelhantes, enquanto o APSSAF, IWFSSAF e APSA

apresentam convergência consideravelmente mais lenta. Os algoritmos propostos

RAPSAF e o APMSAF requerem, respectivamente, 7.396 e 22.281 multiplicações

por amostra de entrada.

0 0.5 1 1.5 2 2.5 3 3.5

x 10
5

−20

−15

−10

−5

0

 

 

IWFSSAF − β = 0.002 − δ = 0.01
APSA − β = 0.005 − δ = 10
APSSAF − β = 0.005 − δ = 10
APMSAF − β = 0.8 − δ = 0.01
RAPSAF − β = 0.15 − δ = 0.01

N
M

S
D

(d
B
)
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Figura 7.7: Evolução do NMSD do RAPSAF, APMSAF, APSSAF, APSA e IWFS-
SAF, com M =8 e K=4 para entrada de voz, P r=0.0001 and N=2048.

7.4 Conclusão

Neste caṕıtulo foi proposto um escalonador de tamanho de passo que consiste

em incrementar a robustez do processo de identificação na presença de rúıdo impul-

sivo. Implementamos esse escalonador em 3 versões do NSAF, que denominamos

de NSAF-VSSI-2, NSAF-VSSI-3 e NSAF-VSSI-4, bem como no NSAF-SF desenvol-

vido no Caṕıtulo 5, que denominamos de NSAF-SF-VSSI, cujos resultados podem

ser constatados na Fig. 7.1. Comparamos também o desempenho do NSAF-SF-

VSSI com algoritmos robustos a rúıdo impulsivo mais recentes na literatura, tais

como IWF-SSAF e o APM-SAF, conforme pode ser visto na Fig. 7.2. Em todas si-
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mulações realizadas, o NSAF-SF-VSSI apresentou melhor desempenho no que tange

à convergência e ao desajuste.

Foi apresentado também um algoritmo de projeção afim em subbandas robusto

(RPSAF) que considera simultaneamente todos os coeficientes adaptativos e os com-

ponentes de erro de subbanda que estão abaixo dos limiares adaptativos. Devido à

atualização na taxa mais baixa e à propriedade de correlação dos sinais de subbanda,

é obtida uma redução significativa da complexidade computacional. A Fig. 7.7 apre-

senta as evoluções do NMSD para o RAPSAF, APMSAF, APSSAF, APSA e IWFS-

SAF. Considerando que os algoritmos RAPSAF e APMSAF apresentam proprie-

dades de convergência semelhantes, o RAPSAF proposto exige 3.556 multiplicações

por amostra de entrada, enquanto o APMSAF exige 5.449 multiplicações. A redução

na complexidade computacional proporcionada para o RAPSAF foi apresentada na

Tabela 7.2 e ilustrada na Fig. 7.3 que mostra a relação, em termos de complexidade

computacional, entre os algoritmos RAPSAF e o APMSAF. Como dito, a redução

da complexidade computacional é da ordem de M/3.
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Caṕıtulo 8

Análise de Desempenho em

Regime Permanente

8.1 Introdução

O desempenho de um filtro adaptativo é geralmente medido em termos do seu

comportamento transitório e em regime estacionário. O primeiro fornece informações

sobre a estabilidade e a taxa de convergência, enquanto o segundo fornece informa-

ções sobre o erro quadrático médio do filtro uma vez que este tenha atingido o estado

estacionário. O valor do MSE obtido após a convergência é uma medida de desem-

penho importante em algoritmos adaptativos. Este caṕıtulo fornece um tratamento

do erro quadrático médio para algoritmos de projeção afim em subbandas, cuja for-

malização baseou-se em argumentos da conservação de energia. Os resultados da

simulação corroboram a análise efetuada.

8.2 Comportamento Estat́ıstico Médio do algo-

ritmo APSAF

Considere o algoritmo APSAF, com equação de atualização dos coeficientes dada

por

g(n+ 1) = g(n) + βX(nM)ẽ(nM), (8.1)

onde ẽ(nM) = X
−1(nM)e(nM).

Para o desenvolvimento da análise consideramos as seguintes hipóteses:

• Hipótese A1: o algoritmo adaptativo converge;

• Hipótese A2: o rúıdo νi(nM) é independente e identicamente distribúıdo
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(i.i.d.) e estatisticamente independente da matriz de regressão X
−1
i (nM) e

de ea,i(nM);

• Hipótese A3: no regime permanente, X−1(nM) é independente de ea,i(nM);

• Hipótese A4: no limite quando n → ∞, consideramos E[‖g̃i(n + 1)‖2] =

E[‖g̃i(n)‖2] no estado permanente.

Empregando-se filtros seletivos Hi(z), de modo que as respostas em frequência dos

filtros não-adjacentes não se sobreponham, temos xij(n) ≈ 0 para |i − j| > 1 e

as linhas da matriz X(nM) da Eq. (8.1) apresentam no máximo três elementos

diferentes de zero. Então, a equação de atualização dos coeficientes do i-ésimo

subfiltro, após a simplificação, é dada por

gi(n+1) = gi(n)+β [Xi,i−1(nM)ẽi−1(nM) +Xi,i(nM)ẽi(nM) +Xi,i+1(nM)ẽi+1(nM)] ,

(8.2)

onde a matriz X i,j(n), de dimensão D × Ki, é formada por amostras dos si-

nais xi,j(n), ou seja, X i,j(n) = [xi,j(n) xi,j(n−M) ... xi,j(n−M(Ki − 1) + 1)],

ẽi(nM) = X
−1
i (nM)ei(nM).

Subtraindo-se de g0
i ambos os lados da equação acima, definindo g̃i(n + 1) =

g0
i − gi(n + 1) e multiplicando ambos os lados da equação resultante por XT

i,i(n) à

esquerda, tem-se

XT
i,i(nM)g̃i(n+ 1) = XT

i,i(nM)g̃i(n)− β

[

XT
i,i(nM)Xi,i−1(nM)ẽi−1(nM) +

XT
i,i(nM)Xi,i(nM)ẽi(nM) +XT

i,i(nM)Xi,i+1(nM)ẽi+1(nM)

]

.

(8.3)

Considerando as contribuições dos filtros adjacentes no erro da i-ésima subbanda,

obtemos

XT
i,i−1(nM)g̃i−1(n+ 1) = XT

i,i−1(nM)g̃i−1(n)− β

[

XT
i,i−1(nM)Xi,i−2(nM)ẽi−2(nM) +

XT
i,i−1(nM)Xi,i−1(nM)ẽi−1(nM) +

XT
i,i−1(nM)Xi,i(nM)ẽi(nM)

]

(8.4)
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e

XT
i,i+1(nM)g̃i+1(n+ 1) = XT

i,i+1(nM)g̃i+1(n)− β

[

XT
i,i+1(nM)X i,i(nM)ẽi(nM) +

XT
i,i+1(nM)X i,i+1(nM)ẽi+1(nM) +

XT
i,i+1(nM)X i,i+2(nM)ẽi+2(nM)

]

.

(8.5)

Somando-se as três equações anteriores e introduzindo os vetores de erro a pos-

teriori e erro a priori da i-ésima subbanda {ep,i(nM), ea,i(nM)}, dados por

ea,i(n) =









xi(n)g̃i(n− 1)

xi(n− 1)g̃i(n− 1)
...

xi(n−Ki + 1)g̃i(n− 1)









(8.6)

e

ep,i(n) =









xi(n)g̃i(n)

xi(n− 1)g̃i(n)
...

xi(n−Ki + 1)g̃i(n)









, (8.7)

chegamos a

ep,i(nM) = ea,i(nM)− β

[

XT
i,i−1(nM)Xi,i−2(nM)ẽi−2(nM) +

XT
i,i−1(nM)Xi,i−1(nM)ẽi−1(nM) +XT

i,i−1(nM)Xi,i(nM)ẽi(nM) +

XT
i,i(nM)Xi,i−1(nM)ẽi−1(nM) +XT

i,i(nM)Xi,i(nM)ẽi(nM) +

XT
i,i(nM)Xi,i+1(nM)ẽi+1(nM) +XT

i,i+1(nM)Xi,i(n)ẽi(nM) +

XT
i,i+1(nM)Xi,i+1(nM)ẽi+1(nM) +XT

i,i+1(nM)Xi,i+2(nM)ẽi+2(nM)

]

.

(8.8)

Agrupando os termos com ẽi−2(nM), ẽi−1(nM), ẽi(nM), ẽi+1(nM) e ẽi+2(nM)
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respectivamente, tem-se

ep,i(nM) = ea,i(nM)− β

[

XT
i,i−1(nM)Xi,i−2(nM)ẽi−2(nM) +

(
XT

i,i(nM)Xi,i−1(nM) +XT
i,i−1(nM)Xi,i−1(nM)

)
ẽi−1(nM) +

(
XT

i,i(nM)Xi,i(nM) +XT
i,i−1(nM)Xi,i(nM) +XT

i,i+1(nM)Xi,i(nM)
)
ẽi(nM) +

(
XT

i,i(nM)Xi,i+1(nM) +XT
i,i+1(nM)Xi,i+1(nM)

)
ẽi+1(nM) +

XT
i,i+1(nM)Xi,i+2(nM)ẽi+2(nM)

]

.

(8.9)

Considerando que os filtros são seletivos e não há sobreposição de frequências

diferentes subbandas, apenas os termos com ẽi(nM) da Eq. (8.9) é mantida. Então,

a Eq. (8.9) fica

ep,i(nM) = ea,i(nM)−
−β

[
XT

i,i(nM)Xi,i(nM) +XT
i,i−1(nM)Xi,i(nM) +XT

i,i+1(nM)Xi,i(nM)
]
ẽi(nM).

(8.10)

Podemos utilizar a Eq. (8.10) para encontrar ẽi(nM). Visando facilitar o desenvolvi-

mento da Eq. (8.10), introduziremos Ωi, conforme segue:

, Ωi
︷ ︸︸ ︷

[XT
i,i(nM)Xi,i(nM) +XT

i,i−1(nM)Xi,i(nM) +XT
i,i+1(nM)Xi,i(nM)] ẽi(nM) =

=
1

β
[ea,i(nM)− ep,i(nM)],

(8.11)

resultando em

ẽi(nM) =
1

β
Ω−1
i [ea,i(nM)− ep,i(nM)]. (8.12)

Substituindo a Eq. (8.12) na Eq. (8.2), temos:

g̃i(n+ 1) = g̃i(n) +Xi,i−1(nM)Ω−1
i−1[ea,i−1(nM)− ep,i−1(nM)] +

Xi,i(nM)Ω−1
i [ea,i(nM)− ep,i(nM)] +Xi,i+1(n)Ω

−1
i+1[ea,i+1(nM)− ep,i+1(nM)].

(8.13)
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Reescrevendo a Eq. (8.13), encontramos

g̃i(n+ 1)−
{
X i,i−1(nM)Ω−1

i−1ea,i−1(nM) +

X i,i(nM)Ω−1
i ea,i(nM) +X i,i+1(nM)Ω−1

i+1ea,i+1(nM)
}
=

g̃i(n)−
{
X i,i−1(nM)Ω−1

i−1ep,i−1(nM) +

X i,i(nM)Ω−1
i ep,i(nM) +X i,i+1(n)Ω

−1
i+1ep,i+1(nM)

}
.

(8.14)

Avaliando a energia de ambos os lados dessa equação, obtemos

‖g̃i(n+ 1)‖2 + eTa,i−1(nM)Bi,i−1ea,i−1(nM) + eTa,i(nM)Bi,iea,i(nM) +

eTa,i+1(nM)Bi,i+1ea,i+1(nM) =

‖g̃i(n)‖2 + eTp,i−1(nM)Bi,i−1ep,i−1(nM) + eTp,i(nM)Bi,iep,i(nM) +

eTp,i+1(nM)Bi,i+1ep,i+1(nM), (8.15)

onde Bi,j , (Ω−1
i )TXT

i,j(nM)X i,j(nM)Ω−1
i .

O fato importante a enfatizar é que não foram utilizadas aproximações para

estabelecer a relação de energia da Eq. (8.15) a partir da Eq. (8.14). Essa rela-

ção mostra como as energias dos vetores coeficientes dos filtros em duas iterações

sucessivas estão relacionadas às energias dos vetores de erro a priori e a posteriori.

A relevância da Eq. (8.15) para análise do erro quadrático médio pode ser vista

tomando o valor esperado de ambos os lados e aplicando a hipótese A4, como segue:

E[‖g̃i(n+ 1)‖2] +
E[eTa,i−1(nM)Bi,i−1ea,i−1(nM) + eTa,i(nM)Bi,iea,i(nM) + eTa,i+1(nM)Bi,i+1ea,i+1(nM)] =

E[‖g̃i(n)‖2] +
E[eTp,i−1(nM)Bi,i−1ep,i−1(nM) + eTp,i(n)Bi,iep,i(nM) + eTp,i+1(nM)Bi,i+1ep,i+1(nM)].

(8.16)

Tomando o limite quando n→ ∞, e usando a condição de convergência no estado

permanente em que E[‖g̃i(n+ 1)‖2] = E[‖g̃i(n)‖2], obtemos

E[eTa,i−1(nM)Bi,i−1ea,i−1(nM) + eTa,i(nM)Bi,iea,i(nM) + eTa,i+1(nM)Bi,i+1ea,i+1(nM)] =

E[eTp,i−1(nM)Bi,i−1ep,i−1(nM) + eTp,i(n)Bi,iep,i(nM) + eTp,i+1(nM)Bi,i+1ep,i+1(nM)].

(8.17)

Da Eq. (8.12), temos que

ep,i(nM) = ea,i(nM)− βΩiẽi(nM), (8.18)
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e, substituindo essa relação no lado direito (LD) da Eq. (8.17), obtém-se

(LD) da Eq. (8.17) =

E

[

(ea,i−1(nM)− βΩi−1ẽi−1(nM))T Bi,i−1 (ea,i−1(nM)− βΩi−1ẽi−1(nM)) +

(ea,i(nM)− βΩiẽi(nM))T Bi,i (ea,i(nM)− βΩiẽi(nM)) +

(ea,i+1(nM)− βΩi+1ẽi+1(nM))T Bi,i+1 (ea,i+1(nM)− βΩi+1ẽi+1(nM))

]

.

(8.19)

Desenvolvendo a equação anterior

(LD) da Eq. (8.17) =

E

[

eTa,i−1(nM)Bi,i−1ea,i−1(nM)− βeTa,i−1(nM)Bi,i−1Ωi−1ẽi−1(nM)−

βẽTi−1(nM)ΩT
i−1Bi,i−1ea,i−1(nM) + β2ẽTi−1(nM)ΩT

i−1Bi,i−1Ωi−1ẽi−1(nM) +

eTa,i(nM)Bi,iea,i(nM)− βeTa,i(nM)Bi,iΩiẽi(nM)−
βẽi(nM)TΩivBi,iea,i(nM) + β2ẽTi (nM)ΩT

i Bi,iΩiẽi(nM) +

eTa,i+1(nM)Bi,i+1ea,i+1(nM)− βeTa,i+1(nM)Bi,i+1Ωi+1ẽi+1(nM)−

βẽTi+1(nM)Ωi+1vBi,i+1ea,i+1(nM) + β2ẽTi+1(nM)ΩT
j+1Bi,i+1Ωi+1ẽi+1(nM)

]

.

(8.20)

Uma vez que ẽi(nM) = X
−1
i (nM)ei(nM) e ei(nM) = ea,i(nM) + νi(nM),

tem-se
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(LD) da Eq. (8.17) =

E

[

eTa,i−1(nM)Bi,i−1ea,i−1(nM)−

βeTa,i−1(nM)Bi,i−1Ωi−1X
−1
i−1(nM)[ea,i−1(nM) + νi−1(nM)]−

β(X−1
i−1(nM)[ea,i−1(nM) + νi−1(nM)])TΩT

i−1Bi,i−1ea,i−1(nM) +

β2(X−1
i−1(nM)[ea,i−1(nM) +

νi−1(nM)])TΩT
i−1Bi,i−1Ωi−1X

−1
i−1(nM)[ea,i−1(nM) + νi−1(nM)] +

eTa,i(nM)Bi,iea,i(nM)− βeTa,i(nM)Bi,iΩiX
−1
i (nM)[ea,i(nM) + νi(nM)])−

β(X−1
i (nM)[ea,i(nM) + νi(nM)])TΩT

i Bi,iea,i(nM) +

β2(X−1
i (nM)[ea,i(nM) + νi(nM)])T (nM)ΩT

i Bi,iΩiX
−1
i (nM)[ea,i(nM) + νi(nM)] +

eTa,i+1(nM)Bi,i+1ea,i+1(nM)−
βeTa,i+1(nM)Bi,i+1Ωi+1X

−1
i+1(nM)[ea,i+1(nM) + νi+1(nM)]−

β(X−1
i+1(nM)[ea,i+1(nM) + νi+1(nM)])T (nM))ΩT

i+1Bi,i+1ea,i+1(nM) +

β2(X−1
i+1(nM)[ea,i+1(nM) + νi+1(nM)])TΩT

i+1Bi,i+1Ωi+1X
−1
i+1(nM)[ea,i+1(nM) + νi+1(nM)

]

.

(8.21)

Definindo Ci,j = Bi,jΩiX
−1
i (nM) e Di,j = (X−1

j (nM))TΩT
i Ci,j , aplicando a

hipótese A2 que define que o rúıdo νi(nM) é i.i.d. e estatisticamente independente

da matriz de regressão X
−1
i (nM) e de ea,i(nM), tem-se

(LD) da Eq. (8.17) =

E

[

eTa,i−1(nM)Bi,i−1ea,i−1(nM)− βeTa,i−1(nM)Ci,i−1ea,i−1(nM)−

βeTa,i−1(nM)CT
i,i−1ea,i−1(nM) + β2νTi−1(nM)Di,i−1νi−1(nM) +

β2eTa,i−1(nM)Di,iea,i−1(nM) + eTa,i(nM)Bi,iea,i(nM)−
βeTa,i(nM)Ci,iea,i(nM)− βeTa,i(nM)CT

i,iea,i(nM) +

β2νTi (nM)Di,iνi(nM) + β2eTa,i(nM)Di,iea,i(nM) + eTa,i+1(nM)Bi,i+1ea,i+1(nM)−
βeTa,i+1(nM)Ci,i+1ea,i+1(nM)− βeTa,i+1(nM)CT

i,i+1ea,i+1(nM) +

β2νTi+1(nM)Di,i+1νi+1(nM) + β2eTa,i+1(nM)Di,iea,i+1(nM)

]

.

(8.22)
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Substituindo a Eq. (8.22) na Eq. (8.17), tem-se

E

[

βeTa,i−1(nM)Ci,i−1ea,i−1(nM) + βeTa,i(nM)Ci,iea,i(nM) + βeTa,i+1(nM)Ci,i+1ea,i+1(nM)

]

=

−βE

[

eTa,i−1(nM)CT
i,i−1ea,i−1(nM) + eTa,i(nM)CT

i,iea,i(nM) + eTa,i+1(nM)CT
i,i+1ea,i+1(nM)−

βνTi−1(nM)Di,i−1νi−1(nM)− βνTi (nM)Di,iνi(nM)− βeTa,i+1(nM)Di,i+1ea,i+1(nM)−

βeTa,i(nM)Di,iea,i(nM)− βeTa,i+1(nM)Di,i+1ea,i+1(nM)

]

, (8.23)

e

E

[

eTa,i−1(nM)CT
i,i−1ea,i−1(nM) + eTa,i(nM)CT

i,iea,i(nM) + eTa,i+1(nM)CT
i,i+1ea,i+1(nM)

]

+

E

[

eTa,i−1(nM)Ci,i−1ea,i−1(nM) + eTa,i(nM)Ci,iea,i(nM) + eTa,i+1(nM)Ci,i+1ea,i+1(nM)

]

−

βE

[

eTa,i−1(nM)Di,i−1ea,i−1(nM) + eTa,i(nM)Di,iea,i(nM) + eTa,i+1(nM)Di,i+1ea,i+1(nM)]

]

=

βE

[

νTi−1(nM)Di,i−1νi−1(nM) + νTi (nM)Di,iνi(nM) + νTi+1(nM)Di,i+1νi+1(nM)]

]

.

(8.24)

Quando n → ∞ essa equação pode agora ser usada para avaliar o desempenho

quadrático médio (MSE) do algoritmo de projeção afim em subbandas ou, de forma

equivalente, para o Erro Quadrático Médio em Excesso (EMSE) do filtro.

8.3 Avaliação do EMSE

Dos vetores de erro a posteriori e erro a priori da i-ésima subbanda dados pelas

Eqs. 8.6 e 8.7, e sabendo que e ep,i(n) = ea,i(n) − βei(n) = (1 − β)2ea,i(n) − βνi,

podemos seguir a seguinte relação para todos valores de Ki

E
[
|xi(n)g̃i(n)|2

]
= (1− β)2E

[
|xi(n)g̃i(n− 1)|2

]
+ β2σ2

i

E
[
|xi(n− 1)g̃i(n)|2

]
= (1− β)2E

[
|xi(n− 1)g̃i(n− 1)|2

]
+ β2σ2

i

...

E
[
|xi(n−Ki + 1)g̃i(n)|2

]
= (1− β)2E

[
|xi(n−K + 1)g̃i(n− 1)|2

]
+ β2σ2

i

(8.25)
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Dessa relação chegamos a

E
[
|xi(n)g̃i(n− 1)|2

]
= (1− β)2E

[
|xi(n)g̃i(n− 2)|2

]
+ β2σ2

i

E
[
|xi(n− 1)g̃i(n− 1)|2

]
= (1− β)2E

[
|xi(n− 1)g̃i(n− 2)|2

]
+ β2σ2

i

...

E
[
|xi(n−Ki + 1)g̃i(n− 1)|2

]
= (1− β)2E

[
|xi(n−Ki + 1)g̃i(n− 2)|2

]
+ β2σ2

i

(8.26)

Sabemos que no estado permanente

E
[
|ea,i(n)|2

]
= E

[
|ea,i(n− 1)|2

]
= . . . = E

[
|ea,i(n−Ki + 1)|2

]
, (8.27)

associando Eqs. 8.25 e 8.26 e negligenciando os termos fora da diagonal em

E
[
ea,i(n)e

T
a,i(n)

]
, encontramos

E
[
ea,i(n)e

T
a,i(n)

]
= E

[
|ea,i(n)|2S1,i

]
+ β2σ2S2,i, (8.28)

onde as matrizes diagonais S1,i e S2,i são dadas por

S1,i =










1

(1− β)2

. . .

(1− β)2(Ki−1)










e

S2,i =










0

1
. . .

1 + . . .+ (1− β)2(Ki−2)










.

Aplicando as matrizes S1,i e S2,i na Eq. (8.24), temos:
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E
[
|ea,i−1(nM)|2

]
Tr

(
S1,iE[C

T
i,i−1]

)
+ E

[
|ea,i(nM)|2

]
Tr

(
S1,iE

[
CT
i,i

])
+

E
[
|ea,i+1(nM)|2

]
Tr

(
S1,iE

[
CT
i,i+1

])
+

E
[
|ea,i−1(nM)|2

]
Tr (S1,iE [Ci,i−1]) + E

[
|ea,i(nM)|2

]
Tr (S1,iE [Ci,i]) +

E
[
|ea,i+1(nM)|2

]
Tr (S1,iE [Ci,i+1])− β{E

[
|ea,i−1(nM)|2

]
Tr (S1,iE [Di,i−1]) +

E
[
|ea,i(nM)|2

]
Tr (S1,iE [Di,i])− E

[
|ea,i+1(nM)|2

]
Tr (S1,i.E [Di,i+1])} =

β{σ2
ν,i−1Tr (E [Di,i−1]) + σ2

ν,iTr (E [Di,i]) + σ2
ν,i+1Tr (E [Di,i+1])} −

β2{σ2
ν,i−1Tr

(
S2,iE

[
CT
i,i−1

])
+ σ2

ν,iTr
(
S2,iE

[
CT
i,i

])
+ σ2

ν,i+1Tr
(
S2.E

[
CT
i,i+1

])
} −

β2{σ2
ν,i−1Tr (S2,iE [Ci,i−1]) + σ2

ν,iTr (S2,i.E [Ci,i]) + σ2
ν,i+1Tr (S2,iE [Ci,i+1])}+

β2{βσ2
ν,i−1Tr (S2,iE [Di,i−1]) + βσ2

ν,iTr (S2,iE [Di,i]) + βσ2
ν,i+1Tr (S2,iE [Di,i+1])}

(8.29)

onde, em regime permanente Ci,j e Di,j são estatisticamente independentes de ea,i(nM),

portanto, E[ea,i(nM)eTa,i(nM)] = E|ea,i(nM)|2S1,i+β2σ2S2,i. Para encontramos a expres-

são do EMSE em uma forma compacta, definiremos alguns termos da Eq. 8.29, conforme

segue

γ1i,j , Tr(S1,iE[C
T
i,j ]);

γ2i,j , Tr(S2,iE[C
T
i,j ]);

δ1i,j , Tr(S1,iE[Ci,j ]);

δ2i,j , Tr(S2,iE[Ci,j ]);

ρ1i,j , Tr(S1,iE[Di,j ]);

ρ2i,j , Tr(S2,iE[Di,j ]),

ζi,j , Tr(E[Di,j ]).

A Eq. (8.29) pode ser reescrita como












M10,0 M10,1 0 . . . 0

M11,0 M11,1 M11,2 . . . 0

0 M12,1 M12,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M1M−1,M−1












×












E[|ea,0(nM)|]2

E[|ea,1(nM)|]2

E[|ea,2(nM)|]2
...

E[|ea,M−1(nM)|]2












=

= β












M20,0 M20,1 0 . . . 0

M21,0 M21,1 M21,2 . . . 0

0 M22,1 M22,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M2M−1,M−1












×












σ2
ν0

σ2
ν1

σ2
ν2
...

σ2
νM−1












,
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onde

M1i,j = γ1i,j + δ1i,j − βρ1i,j

e

M2i,j = ζi,j − βγ2i,j − βδ2i,j + β2ρ2i,j .

Deixando a equação anterior em função do erro a priori, chegamos a












E[|ea,0(nM)|]2

E[|ea,1(nM)|]2

E[|ea,2(nM)|]2
...

E[|ea,M−1(nM)|]2












= β












M10,0 M10,1 0 . . . 0

M11,0 M11,1 M11,2 . . . 0

0 M12,1 M12,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M1M−1,M−1












−1

×

×












M20,0 M20,1 0 . . . 0

M21,0 M21,1 M21,2 . . . 0

0 M22,1 M22,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M2M−1,M−1












×












σ2
ν0

σ2
ν1

σ2
ν2
...

σ2
νM−1












.

Através da expressão anterior, encontramos o E
[
|ea,i(nM)|2

]
de todas subbandas,

então, calculamos o erro médio quadrático em excesso (EMSE), tal como segue

EMSE = lim
n→∞

M−1∑

i=0

E
[
|ea,i(nM)|2

]
. (8.30)

Considerando que o sistema é ortogonal, obtemos a expressão do Erro Quadrático

Médio em regime permanente, conforme segue

MSE = EMSE +
M−1∑

i=0

σ2
νi . (8.31)

Além disso, podemos considerar as seguintes aproximações:

1. Para β pequeno: S1,i ≈ I e S2,i será

S2,i =












0

1

2
. . .

Ki − 2












2. Para β grande: Fazemos β = 1, S1,i ≈ 1 · 1T onde 1T = [1 0 . . . 0] e S2,i = 0.

Consequentemente teremos:
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γ1i,j = E[CT
i,j(1, 1)];

γ2i,j = 0,

δ1i,j = E[Ci,j(1, 1)];

δ2i,j = 0,

ρ1i,j = E[Di,j(1, 1)];

ρ2i,j = 0,

ζi,j ≈ Ki.E[Di,j(1, 1)].

Então

M1i,j = γ1i,j + δ1i,j − βρ1i,j

e

M2i,j = ζi,j ,

resultando em












E[|ea,0(nM)|]2

E[|ea,1(nM)|]2

E[|ea,2(nM)|]2
...

E[|ea,M−1(nM)|]2












= β












M10,0 0 0 . . . 0

0 M11,1 0 . . . 0

0 0 M12,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M1M−1,M−1












−1

×

×












M20,0 0 0 . . . 0

0 M21,1 0 . . . 0

0 0 M22,2 . . . 0
...

...
...

. . .
...

0 0 0 . . . M2M−1,M−1












×












σ2
ν0

σ2
ν1

σ2
ν2
...

σ2
νM−1












.

8.4 Resultados das Simulações

Nesta simulação, avaliou-se no estado estacionário o MSE do algoritmo proposto (com a

média de 20.000 valores de erro em regime permanente) com M = 4 subbandas e Np = 32.

O MSE emṕırico resultante foi comparado ao teórico. A função de transferência a ser iden-

tificada é o modelo 4 da norma ITU G.168 [102], com N = 128. Para o MSE experimental,

β variou no intervalo (0, 1]. Usamos o parâmetro de regularização δ = 10−6 e adicionamos

a d(n) um rúıdo gaussiano branco ν(n), com variância σ2
ν = 10−3. Os resultados das si-
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mulações foram obtidos a partir de 100 ensaios independentes. As Figs. 8.1 - 8.3 mostram

as curvas do MSE em regime permanente do APSAF com ordens das projeções K = 1, 2

e 3 (a mesma ordem de projeção é usada em todas subbandas), considerando correlação

apenas entre subfiltros adjacentes. Para fins comparativos as Figs. 8.1 - 8.3 apresentam

também a curva gerada pela Eq. (5.39), que não leva em consideração a iteração entre as

subbandas.

Os resultados das simulações mostrados pelas Figs. 8.1 - Fig. 8.3 apresentaram boa

concordância com os resultados teóricos, destacando-se os da Fig. 8.2, cuja discrepância

com relação aos resultados de simulação ficou em torno de 1 dB.
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Eq. 5.38

M
S
E

(d
B
)

Figura 8.1: MSE em regime permanente considerando a aproximação para β pequeno
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Eq. 5.38
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Figura 8.2: MSE em regime permanente considerando S2 = 0.
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Figura 8.3: MSE em regime permanente considerando a aproximação para β grande.

8.5 Conclusões

Neste caṕıtulo, apresentamos uma análise estat́ıstica teórica do erro médio quadrático

para análise de desempenho do APSAF. Usando argumentos de conservação de energia,

derivamos a expressão para o erro médio quadrático em regime permanente. Os resultados

das simulações foram inclúıdos para ilustrar a aplicação da teoria, apresentando uma

razoável aderência entre os resultados teóricos e simulados.
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Caṕıtulo 9

Conclusões e Sugestões

Neste caṕıtulo objetivamos efetuar um panorama das contribuições efetuadas, alme-

jando promover uma visão global da tese, assim como algumas sugestões que poderão

ser investigadas oportunamente. Consideramos como principais resultados: a obtenção de

novos algoritmos adaptativos para uma estrutura em subbandas na qual os subfiltros adap-

tativos são esparsos, que apresentam complexidade computacional reduzida e uma taxa

de convergência comparável ao atual estado da arte em um mesmo desempenho quanto à

convergência; implementação de um algoritmo de adaptação com projeção evolutiva na es-

trutura proposta, que emprega a automatização dinâmica do número de vetores de entrada

em função da dinâmica do erro quadrático; a derivação de dois métodos que empregam o

conceito de escalonador de tamanho de passo com vista à promoção de melhorias na ro-

bustez dos algoritmos propostos perante rúıdo impulsivo; por fim, a análise teórica do erro

quadrático médio em regime permanente para algoritmos de projeção afim em subbandas,

cuja formalização baseou-se em argumentos da conservação de energia.

9.1 Conclusões

O Caṕıtulo 2 apresentou conceitos que visam fundamentar o entendimento dos algo-

ritmos que reutilizam os dados de entrada. Para esta finalidade, foi abordado o algoritmo

de projeção afim (APA), o qual atualiza o vetor de coeficientes numa direção ortogonal

aos K últimos vetores de entrada. Com o objetivo de tornar a explanação mais clara, foi

apresentada a interpretação geométrica do APA, iniciando pelo algoritmo NLMS, que é

um caso particular do APA.

O Caṕıtulo 3 apresentou uma breve introdução aos sistemas multitaxas, na qual os

conceitos de decimação, interpolação e banco de filtros são descritos, juntamente com a

discussão a respeito de suas principais caracteŕısticas. Ao final do caṕıtulo, um algoritmo

de filtragem adaptativa no estado da arte foi apresentado. Esse conteúdo foi contemplado

para motivar a apresentação da nova estrutura em subbandas detalhada nos caṕıtulos

posteriores.

O Caṕıtulo 4 apresentou conceitos sobre fatores de aprendizagem e regularização, vi-
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sando fundamentar o entendimento dos algoritmos adaptativos propostos. Como embasa-

mento para melhoria da convergência e dos desajustes, iniciamos nossos estudos concer-

nentes ao fator de aprendizagem em algoritmos adaptativos em subbandas, estendendo o

conceito do Set-membership NSAF [90] para o NSAF original [87]. Um outro parâmetro

fundamental em filtragem adaptativa estudado foi o fator de regularização, por desempe-

nhar papel fundamental em diversos contextos nos quais a filtragem adaptativa se revela

útil, especialmente quando os dados de observação são ruidosos. Um filtro adaptativo que

não está devidamente regularizado é propenso a apresentar um desempenho inadequado.

No Caṕıtulo 5 foi proposta uma nova estrutura em subbandas na qual os subfiltros

adaptativos esparsos não empregam o erro global e(n) em sua atualização, e sim a sua

decomposição em subbandas, usando um banco de filtros de análise Hi(z) paraunitário

que garante a equivalência entre a soma dos erros quadráticos em cada subbanda e o erro

quadrático em banda completa. O emprego da informação de erros nas subbandas foi jus-

tificado por um aumento na taxa de convergência e por um desajuste inferior em regime

permanente, vantagens que derivam de um tratamento que contempla as peculiaridades

de cada subbanda. Assumindo que os subfiltros adaptativos variam lentamente, foi posśı-

vel mover os subfiltros de análise, responsáveis pela decomposição do erro em subbanda,

que estavam à direita dos subfiltros adaptativos, para cada ramo do lado esquerdo dos

subfiltros adaptativos. É importante destacar que o banco de filtros de análise deslocado

é exatamente igual ao banco de filtros de análise responsável pela decomposição do sinal

de entrada, e que devido a isto foi posśıvel desconsiderar os componentes dos subfiltros

não adjacentes, quando associamos todos os subfiltros em uma única matriz. Além disso,

a fim de minimizar ainda mais a complexidade computacional, as iterações são realizadas

em uma taxa M vezes menor do que a taxa de amostragem do sinal de entrada.

Para esta estrutura implementamos um algoritmo adaptativo responsável pela identi-

ficação de um sistema desconhecido, bem como pela reconstrução do sinal de sáıda, o qual

denominamos NSAF-SF. Este algoritmo foi derivado mediante a conjugação dos prinćı-

pios de perturbação mı́nima [2] e de otimização com múltiplas restrições. Os resultados

mostraram que, quando o fator de decimação é igual ao número de subbandas M , o algo-

ritmo proposto apresenta uma taxa de convergência comparável à taxa de convergência do

algoritmo NSAF, com uma redução da complexidade computacional da ordem de M/3.

Usando o prinćıpio da conservação de energia [27], foi desenvolvida uma análise teó-

rica para prever o MSE em regime permanente do algoritmo resultante proposto, a qual

forneceu uma fórmula anaĺıtica razoavelmente aderente aos resultados das simulações.

Desenvolvemos também o algoritmo NSAF-SF com seleção de subbandas que apresen-

tou um desempenho melhor do que o algoritmo convencional através de uma seleção eficaz

do número de subbandas em cada iteração. A seleção ideal de subbandas foi derivada

comparando a distância entre os coeficientes atualizados com todas as subbandas com os

coeficientes da solução proposta de seleção da quantidade de subbandas. Como resultado,

o algoritmo proposto apresentou um desempenho de convergência comparável ao NSAF-SF

com todas subbandas, com a vantagem de apresentar um custo computacional inferior.
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No Caṕıtulo 6 desenvolvemos um algoritmo adaptativo em subbandas para a estrutura

proposta, combinada com as vantagens do algoritmo de projeção afim, que nominamos

de RAPSAF, com base no prinćıpio da perturbação mı́nima, acrescida de restrições de

cancelamento dos erros a posteriori nas subbandas, empregando uma função custo que

contempla todos os coeficientes adaptativos e componentes de erro nas subbandas simul-

taneamente. Explorando a propriedade da descorrelação entre os sinais em diferentes

subbandas, a proposta resultou numa complexidade computacional reduzida quando com-

parada com o recentemente proposto IMSAF [103]. Diferentemente do APA em subbandas

de [104] e [105], o APSAF emprega uma abordagem de subbandas em malha fechada [83],

na qual o erro global e todos os coeficientes adaptativos são simultaneamente considerados

na função custo de otimização. Por fim foi implementado o algoritmo de adaptação com

projeção evolutiva baseado nos conceitos apresentados por [106] e o algoritmo de adapta-

ção empregando automatização dinâmica do número de vetores de entrada em função da

dinâmica do erro quadrático apresentado pelo algoritmo. Quanto ao emprego da variação

automática do número de projeções, obtivemos uma melhoria no desvio quadrático médio

em regime permanente e redução na complexidade computacional, por considerar que o

número de projeções se reduz à medida em que o algoritmo se aproxima do ponto ótimo,

conforme mostrado nos resultados das simulações.

No Caṕıtulo 7 implementamos um escalonador de tamanho do passo no algoritmo

adaptativo em subbandas com Reúso de Dados proposto (RAPSAF), tendo em vista a

promoção de melhorias na robustez do algoritmo na presença de rúıdo impulsivo. O mé-

todo proposto dimensiona instantaneamente para baixo o tamanho do passo quando um

rúıdo de medição impulsivo é detectado. Tal procedimento visa eliminar a influência que

dados corrompidos por rúıdo impulsivo possam apresentar na atualização dos coeficientes

adaptativos por dados severamente corrompidos pela eventual presença de rúıdo impul-

sivo. Por fim, propomos o algoritmo de projeção afim em subbandas robusto a rúıdo

impulsivo com complexidade computacional reduzida, que emprega uma função custo res-

trita apenas às amostras de erro com valores abaixo dos limiares adaptativos. Além disso,

observando que um impulso é espalhado por mais de Np amostras devido à decomposição

pela filtragem em subbandas, as amostras vizinhas das amostras onde ocorrem erros de

elevada magnitude são também descartadas. Devido à atualização na taxa mais baixa e à

propriedade de correlação dos sinais de subbanda, foi obtida uma redução significativa da

complexidade computacional. Os resultados das simulações em cenários de cancelamento

de eco acústico ilustraram as propriedades de convergência superiores do algoritmo pro-

posto, quando comparado com outros algoritmos recentemente apresentados para filtragem

robusta ao rúıdo impulsivo.

Por fim, no Caṕıtulo 8, realizamos uma avaliação de desempenho médio quadrático bas-

tante detalhada para algoritmos de projeção afim em subbandas (RAPSAF) considerando

as interações das subbandas adjacentes. Baseando-se nos argumentos de conservação de

energia, pudemos derivar a expressão para o erro quadrático médio em regime permanente

sem restringir a distribuição dos dados de entrada. Os resultados de simulação foram
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inclúıdos para ilustrar a aplicação da teoria. Em particular, verificou-se que os resultados

teóricos predizem de modo razoavelmente acurado os resultados advindos das simulações

computacionais.

9.2 Trabalhos Futuros

As inovações apresentadas são pasśıveis de serem desmembradas em trabalhos futuros,

dentre os quais podeŕıamos citar:

• Aplicar os algoritmos estudados em estruturas não-uniformes com amostragem cŕı-

tica para aplicações em separação cega de fontes;

• Avaliar os algoritmos na estrutura em subbandas em cancelamento de ecos acústicos

com dados medidos;

• Investigar o uso de estat́ısticas de ordens superiores na função custo nos algoritmos

estudados;

• Desenvolver um tratamento do erro quadrático médio em regime transitório para

algoritmos de projeção afim em subbandas.
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