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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários
para a obtenção do grau de Doutor em Ciências (D.Sc.)

RECONHECIMENTO DE PADRÕES UTILIZANDO FILTROS DE
CORRELAÇÃO COM ANÁLISE DE COMPONENTES PRINCIPAIS

Waldir Sabino da Silva Júnior

Julho/2010

Orientadores: Eduardo Antônio Barros da Silva
Siome Klein Goldenstein

Programa: Engenharia Elétrica

Neste trabalho investigamos algoritmos para detecção de padrões. Duas con-
tribuições foram feitas. Primeiramente, modi�camos a técnica por Filtragem Discri-
minativa (DF), que efetua a detecção de padrões utilizando �ltragem bidimensional,
para obter �ltros discriminativos robustos. Isto é feito através do projeto de �ltros
para cada uma das componentes principais com maiores energias. A seguir, desen-
volvemos um método para detecção de padrões denominado Detector por Produto
Interno (IPD), que será ótimo no sentido de minimizar o erro médio quadrático de
classi�cação. O IPD utiliza o produto interno para determinar se um candidato
é ou não o padrão de interesse. Demonstramos que a Filtragem Discriminativa e
os Filtros de Correlação são casos particulares do IPD. Por último, apresentamos
como projetar IPDs robustos utilizando as componentes principais. Os desempe-
nhos dos métodos propostos são avaliados em um contexto de detecção de pontos
salientes em faces humanas, utilizando-se validação cruzada. Isto é feito para duas
bases de dados (BioID e Feret) com, respectivamente, 503 e 2004 imagens rotuladas.
Para comparação, desenvolvemos métodos similares utilizando classi�cadores SVM
(linear e não-linear). Os métodos propostos proporcionam resultados competitivos
quando comparados aos dos baseados em SVM.
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Abstract of Thesis presented to COPPE/UFRJ as a partial ful�llment of the
requirements for the degree of Doctor of Science (D.Sc.)

PATTERN RECOGNITION USING CORRELATION FILTERS WITH
PRINCIPAL COMPONENTS ANALYSIS

Waldir Sabino da Silva Júnior

July/2010

Advisors: Eduardo Antônio Barros da Silva
Siome Klein Goldenstein

Department: Electrical Engineering

In this work, we investigate pattern detection algorithms. We have made two
contributions. First, we modi�ed the discriminative �ltering (DF) technique, that
detects patterns using two-dimensional �ltering, in order to obtain robust discrim-
inative �lters. This is achieved by designing �lters for the highest energy principal
components of the patterns. Then, we developed a method for pattern detection re-
ferred to as inner product detector (IPD), that is optimum in the sense of minimizing
the mean-squared detection error. The IPD uses the inner product for determining
if a candidate is a pattern of interest. We demonstrate that the discriminative �lter-
ing and the correlation �lters are particular cases of the IPD. We also demonstrate
how to design robust IPDs using principal components. The performance of the
proposed methods is evaluated in the context of �ducial points detection in human
faces using cross validation. This is performed for two face databases (BioID and
Feret), using, respectively, 503 and 2004 labeled images. For comparison, we develop
similar methods using linear and nonlinear SVM classi�ers. The proposed methods
provide competitive results when compared with the results of SVM-based methods.
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Capítulo 1

Introdução

Reconhecimento de Padrões é uma área de grande abrangência, sendo po-
tencialmente aplicável em diversos campos de pesquisa, como medicina, economia,
processamento de sinais e imagens, entre outros. Dentre suas aplicações de grande
relevância podemos citar: sistemas de detecção e reconhecimento de faces huma-
nas [1�6]; detectores de objetos [7�9]; detectores de quinas [10�14] e inúmeras ou-
tras [15�18]. Embora diversas abordagens robustas e e�cientes tenham sido desen-
volvidas nos últimos anos, veri�camos que a detecção e o reconhecimento de padrões
é um problema em aberto.

As áreas de Reconhecimento de Padrões e Visão Computacional estão rela-
cionadas. A Visão Computacional tem por objetivo a extração de informações em
imagens ou vídeo de forma automática, para auxilio à tomada de decisão [19, 20].
Nessa, em geral, utilizam-se os conhecimentos de campos de pesquisa como processa-
mento de sinais e imagens e inteligência arti�cial. Como exemplo desta ligação entre
as áreas podemos citar a detecção e o reconhecimento de padrões que é um passo
fundamental em sistemas de visão e acompanhamento, extração de características e
sistemas de detecção e reconhecimento de objetos.

Recentemente, vem crescendo o interesse da comunidade cientí�ca na detec-
ção/reconhecimento de padrões através de �ltragem. Os métodos desenvolvidos,
os quais deram origem à subárea de Reconhecimento de Padrões por Correlação
(CPR), utilizam como medida de similaridade a correlação entre o padrão o qual
desejamos detectar/reconhecer e um padrão candidato. Assim, a correlação é uma
importante ferramenta para detecção/reconhecimento de um padrão. Representan-
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tes desta subárea, utilizados para o reconhecimento de padrões unidimensionais e
bidimensionais, são os métodos por Filtragem Discriminativa [14,21�28].

O método por Filtragem Discriminativa (DF) foi inicialmente desenvolvido
por J. Ben-Arie e K.R. Rao (também chamada de Expansion Matching - EXM)
[10�13] e o seu objetivo concentrava-se no reconhecimento de padrões simples (qui-
nas por exemplo). Idealmente, a proposta deste método é obter um �ltro Θ que,
ao ser convoluído com o padrão de interesse U, resulte em um sinal de saída C

maximamente concentrado em apenas uma de suas amostras. Em [14], a Filtragem
Discriminativa (DF) foi utilizada no reconhecimento de Letras do Alfabeto e os re-
sultados apresentados foram satisfatórios. Porém, percebemos que a DF foi pouco
explorada e pode ser potencialmente utilizada em outras aplicações.

Uma possibilidade, sendo uma das contribuições desta Tese, é projetar �ltros
discriminativos capazes de detectar um padrão e suas variações, como por exemplo,
leves rotações e deformações. Logo, estas leves variações no padrão de interesse
não afetariam de forma signi�cativa o poder discriminatório dos �ltros. Note que
podemos incorporar robustez à Filtragem Discriminativa original. Para tal, dife-
rentes �ltros discriminativos são projetados para cada uma das componentes prin-
cipais [29, 30]. Esta abordagem fornece um interessante modelo para obtermos a
matriz de covariância utilizada no projeto dos �ltros discriminativos. Nesta, po-
demos considerar que os padrões que não são de interesse irão se localizar em um
subespaço ortogonal ao formado pela componente principal de interesse φ. Dessa
forma, o ruído associado a φ será considerado como a projeção de padrões típicos
no subespaço ortogonal à φ.

Conforme mencionamos, é crescente o interesse da comunidade cientí�ca por
métodos que utilizam �ltros para a detecção/reconhecimento de padrões. Um popu-
lar método denominado Filtros de Correlação (em inglês, Correlation Filters - CF),
que utiliza �ltros projetados através da Transformada de Fourier Discreta (DFT),
tem sido empregado com sucesso para reconhecimento de faces humanas [31�35],
detecção de íris [36] e biometria [37�39]. Em nossa investigação, concebemos a se-
gunda contribuição desta Tese na forma de uma nova classe de detectores denomina-
dos Detectores por Produto Interno (IPD). Os detectores IPD podem ser projetados
levando-se em consideração a importância atribuída para os padrões envolvidos (ou
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seja, os de interesse e os que não são de interesse), proporcionando �exibilidade
no projeto deste tipo de detector. Mostramos que o IPD é uma generalização da
Filtragem Discriminativa e dos �ltros de correlação obtidos através da DFT. A se-
guir, mostramos como projetar detectores IPD robustos. Isto é feito projetando-se
detectores IPD para as componentes principais. Dessa forma, os padrões que não
são de interesse têm interpretação semelhante à exposta no parágrafo anterior. A
ortogonalidade das componentes principais simpli�ca o projeto dos detectores IPD.

Os desempenhos dos métodos propostos foram avaliados no contexto de um
problema de detecção de pontos salientes em faces humanas (por exemplo a ponta
do nariz) denominados por pontos �duciais, que vêm sendo utilizados de forma cres-
cente em sistemas de Visão Computacional. A detecção destes pontos pode ser usada
em aplicações envolvendo faces humanas, tais como: reconhecimento [40,41], análise
de expressões [42], estimação de pose [41,43], além de outras [44�46]. As simulações
foram realizadas para onze pontos �duciais de faces, utilizando-se validação cruzada,
para duas bases de dados denominadas BioID e Feret com, respectivamente, 503 e
2004 imagens. Com o propósito de comparação empregamos classi�cadores Sup-
port Vector Machines (SVM) [47] que compreendem um dos métodos estado da arte
em Reconhecimento de Padrões. A análise dos resultados demonstra que os méto-
dos propostos são e�cazes. Em vários casos, os resultados obtidos são comparáveis
ou mesmo chegam a superar os resultados alcançados por classi�cadores SVM não
lineares.

1.1 Organização da Tese

A Tese está organizada da seguinte maneira:

• No Capítulo 2, são apresentados os fundamentos teóricos utilizados na Tese.
Primeiramente, veri�camos os conceitos gerais e os métodos relacionados à
área de Reconhecimento de Padrões. Ao �nal deste capítulo, revemos várias
técnicas para detecção de pontos �duciais.

• O Capítulo 3, apresenta a Teoria de Filtragem Discriminativa. Neste, veri�-
camos os conceitos fundamentais da Filtragem Discriminativa unidimensional
e bidimensional. A seguir, mostramos a formulação para detecção de múlti-
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plos padrões. Por �m, realizamos algumas simulações didáticas dos métodos
desenvolvidos no capítulo.

• No Capítulo 4, mostramos uma das contribuições desta Tese. O método pro-
posto, denominado Filtragem Discriminativa utilizando Análise de Compo-
nentes Principais, é desenvolvido.

• No Capítulo 6, desenvolvemos uma nova classe de detectores denominados De-
tectores por Produto Interno (IPD). Neste capítulo, iremos demonstrar a rela-
ção existente entre os métodos baseados nos Filtros de Correlação e a Filtragem
Discriminativa. Por �m, utilizamos a Análise de Componentes Principais para
obter IPD robustos.

• Nos Capítulos 5 e 7, temos os procedimentos experimentais e as simulações
realizadas para os métodos baseados em, respectivamente, Filtragem Discrimi-
nativa (DF) e Detectores por Produto Interno (IPD), utilizando-se validação
cruzada para onze pontos �duciais de duas bases de dados (BioID e Feret),
com respectivamente, 503 e 2004 imagens.

• O Capítulo 8, apresenta as conclusões desta Tese bem como sugestões para
trabalhos futuros.

• O Anexo A, apresenta alguns exemplos de imagens das bases de dados BioID
e Feret utilizadas neste trabalho.

• No Anexo B, apresentamos as publicações obtidas até o término desta Tese.

4



Capítulo 2

Fundamentos Teóricos

Neste capítulo temos uma revisão dos conceitos e métodos utilizados nesta
Tese. A organização é feita da seguinte forma. Primeiramente, mostramos uma re-
visão dos conceitos relacionados à área de Reconhecimento de Padrões. Finalizamos
o capítulo apresentando técnicas para detecção de pontos �duciais.

2.1 Reconhecimento de Padrões

Nesta seção, iremos apresentar um resumo dos conceitos e métodos da área de
Reconhecimento de Padrões. Primeiramente, iremos abordar os conceitos e funda-
mentos da área. A seguir, apresentamos respectivamente, os tipos de aprendizagem,
os sistemas de classi�cação e os tipos de classi�cadores.

2.1.1 Conceitos Iniciais

O termo padrão pode ser de�nido "como oposto de caos; uma entidade, va-
gamente de�nida, à qual pode ser dado um nome" [48, 49]. Dessa forma, uma letra
do alfabeto ou uma imagem do olho humano podem ser exemplos de padrões. Usa-
mos o termo vetor de características para nos referirmos ao conjunto de variáveis1

ordenadas utilizadas para representar o padrão, sendo usualmente suas medidas ou
observações. O vocábulo classe refere-se ao conjunto de padrões com características
similares, de acordo com algum critério2. Por �m, supondo um padrão, temos que

1As variáveis podem ser numéricas (contínuas ou discretas) e/ou simbólicas.
2Geralmente, uma classe possui uma denominação simbólica ou numérica chamada rótulo (em

inglês, label).
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a decisão por uma classe ou outra será realizada através de um classi�cador.
Matematicamente, podemos interpretar o problema de classi�cação utili-

zando uma notação por espaços vetoriais, como na Figura 2.1. Neste contexto,
o classi�cador será um conjunto de funções fi que mapeia o espaço de caracte-
rísticas X , formado por padrões xj representados por vetores de características
d-dimensionais, no espaço de classes Y , formado por rótulos yi unidimensionais.
Assim, um classi�cador fi : X → Y , é tal que fi(xj) = yij. Os espaços ∞ e P de�-
nem, respectivamente: o meio físico que possui dimensionalidade in�nita, e o espaço
dos padrões com dimensionalidade p. A função f̃ mapeia o espaço ∞ em P e f̂ é
conhecida na literatura pelo termo redução de dimensionalidade [29].

Figura 2.1: Na �gura, temos a interpretação do problema de classi�cação de padrões
em termos de espaços vetoriais. Os super-escritos no vetor x indicam sua dimensão.

2.1.2 Classi�cação supervisionada, não-supervisionada e
semi-supervisionada

Geralmente, o classi�cador utilizado nas técnicas de Reconhecimento de Pa-
drões aprende como mapear o espaço de características X , através do uso de um
subconjunto de treinamento composto por N vetores xj que podem ou não indicar
a qual classe xj pertence. Dessa forma, podemos distinguir as técnicas de classi�ca-
ção, quanto ao tipo de aprendizado, em três formas [48, 50], são elas: classi�cação
supervisionada, classi�cação não-supervisionada, classi�cação semi-supervisionada.

Na classi�cação supervisionada, todos os padrões utilizados para treinamento
pertencem a uma classe pré-de�nida. Dessa forma, os métodos de classi�cação
supervisionada procuram mapear os padrões de treino em suas respectivas classes
para tentar predizer qual será a classe de um padrão de teste.

Os métodos de classi�cação não-supervisionada utilizam padrões que não
possuem rótulos de classe e seu objetivo principal é obter agrupamentos (em inglês,
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clustering) de padrões semelhantes segundo algum critério de similaridade.
Na classi�cação semi-supervisionada temos, para treinamento, tanto padrões

com rótulos de classe como padrões que não possuem rótulos. Assim, o projeto
do classi�cador utiliza tanto o agrupamento quando o mapeamento dos padrões de
treinamento.

2.1.3 Aprendizado e Operação

Um típico sistema de classi�cação pode ser dividido em duas fases, são elas:
fase de operação (teste) e fase de aprendizado (treino).

A fase de operação pode ser dividida em seis etapas. A primeira consiste
na extração das informações relevantes do padrão, originando um vetor xp, p-
dimensional. A seguir, podemos realizar algum tipo de pré-processamento em xp tais
como, �ltragem, remoção de ruído e/ou background. Em seguida, fazemos uma sele-
ção do conjunto mínimo de variáveis do vetor xp que são mais relevantes, originando
o vetor xd, d-dimensional, onde d ≤ p. A seguir, o classi�cador, obtido na fase de
aprendizado, é utilizado para categorizar xd em alguma classe yi e por �m, podemos
aproveitar a composição do problema para realizar algum pós-processamento.

A fase de aprendizado pode ser dividida em quatro etapas. Nesta fase, temos
um conjunto de padrões x que serão usados para treinamento do modelo de apren-
dizado. As etapas de pré-processamento e extração de características são idênticas
às da fase de operação. Na terceita etapa, utilizamos os vetores xd para treinarmos
algum modelo de classi�cação utilizando um algoritmo apropriado. O modelo será
capaz de categorizar os vetores xd nas suas respectivas classes.

Figura 2.2: Diagrama em blocos de um sistema de classi�cação
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2.1.4 Técnicas de Classi�cação

Nesta seção, apresentamos uma revisão de algumas técnicas de classi�cação
que foram utilizadas nesta Tese. Nossa intenção será proporcionar um roteiro breve
das técnicas bem como apresentar os algoritmos e suas referências.

2.1.4.1 AdaBoost

A técnica de aprendizado denominada por boosting utiliza o príncipio de que
podemos construir classi�cadores fortes a partir de uma combinação de classi�cado-
res fracos formando, assim, um comitê de classi�cadores. A idéia central do boosting
é construir classi�cadores de forma sucessiva de tal modo que padrões classi�cados
incorretamente sejam melhor classi�cados por classi�cadores sucessores utilizando
um conjunto de treinamento repetidamente modi�cado. Esta alteração no conjunto
de treinamento fundamenta-se em atribuir pesos aos padrões conforme uma distri-
buição de probabilidade. Os pesos serão reduzidos caso o padrão tenha sido classi�-
cado corretamente e elevados caso o padrão tenha sido classi�cado incorretamente.
Isto permite que o algoritmo focalize em padrões classi�cados incorretamente. A
técnica de boosting mais utilizada é o AdaBoost, proposto em [51]. Outras versões
do AdaBoost, denominadas, Real AdaBoost e Gentle AdaBoost foram propostas [52].
A principal diferença está no fato de estas versões utilizarem uma distribuição de
probababilidade diferente da distribuição do AdaBoost original.

O Algoritmo 1, referente à técnica AdaBoost, usa como entrada M pares
(xm, ym), onde cada xm representa um vetor de características com rótulo ym que
assume os valores -1 e 1. Os pares (xm, ym) estão associados a uma distribuição de
probabilidade que será atualizada em cada iteração t = {1, . . . , T} do algoritmo. A
designação Dt(i) será usada para indicar a probabilidade associada ao par (xi, yi)

na iteração t. Quando t = 1 temos uma distribuição de probabilidade uniforme.
Em cada iteração t usa-se o classi�cador ht para categorizar os vetores xm. O erro
obtido pelo classi�cador ht será:

et =
∑

m|ht(xm) 6=ym

Dt(m). (2.1)

Note que, na Equação (2.1), o erro é determinado considerando-se as probabi-
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lidades dos vetores xm classi�cados incorretamente por ht(xm). A seguir, utilizamos
o erro et para determinar o escalar αt que será utilizado para atualizar a distribuição
de probabilidades Dt+1. O termo zt é usado para normalizar Dt+1.

O classi�cador �nal H(x) irá ponderar os escalares αt e os classi�cadores ht

obtidos para classifcar um vetor x qualquer. Lembre que sgn(a) = 1 para a > 0 e
sgn(a) = −1 para a < 0.

Para a técnicaGentle AdaBoost podemos utilizar um algoritmo semelhante ao
Algoritmo 1. A modi�cação será feita no cálculo dos escalares αt, para tal considere
dois escalares w+1 e w−1 calculados a partir da distribuição Dt da seguinte maneira:

w+1 =
∑

m|ymht(xm)=+1

Dt(m),

w−1 =
∑

m|ymht(xm)=−1

Dt(m).

Assim, w+1 e w−1 são medidas de acerto e erro dos rótulos +1 e −1. O valor
de αt será:

αt =
1

2
ln

(
w+1 − w−1

w−1 + w−1

)
. (2.2)

Por �m, nas implementações utilizamos a toolbox denominada GML AdaBo-
ost Matlab [53], desenvolvida em ambiente Matlab. Veri�camos, no conjunto de
treinamento, que os desempenhos dos algoritmos que utilizaram esta toolbox foram
estabilizados para um número de iterações (T ) superior a 600.
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Entrada: M pares (xm, ym).
Saída: Classi�cador H formado por ht e αt.
início

Fazer D1(m) = 1/m, onde m = {1, . . . , M}
para t = 1, . . . , T faça

Obtenha o classi�cador ht utilizando Dt

Calcule o erro et do classi�cador ht. O erro será igual a:

et =
∑

m|ht(xm)6=ym

Dt(m).

Calcule o escalar αt:
αt =

1

2
ln

(
1− et

et

)
.

Calcule Dt+1:

Dt+1 =
Dt(m)

zt

=

{
exp(−αt), se ht(xm) = ym.
exp(αt), se ht(xm) 6= ym.

i.e., Dt+1 =
Dt(m) exp(−αtymht(xm))

zt

.

onde zt é o termo de normalização de tal forma que Dt+1 seja uma
distribuição de probabilidade.

�m
Construa o classi�cador �nal H(x):

H(x) = sgn

[
T∑

i=1

αihi(x)

]
.

onde sgn é a função sinal.
�m

Algoritmo 1: AdaBoost [51].
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2.1.4.2 Support Vector Machines (SVM)

Nesta seção, apresentamos a técnica SVM. Nosso objetivo será mostrar os
apectos relevantes para utilizarmos este método em nossos experimentos.

A técnica de aprendizado SVM (em inglês, Support Vector Machines) desen-
volvida em [47] está entre os métodos estado da arte em reconhecimento de padrões
devido a seu excelente desempenho frente a problemas em diversos segmentos (várias
referências podem ser encontradas [54,55]).

Podemos dividir o emprego do método SVM em três contextos, supondo-se
um problema à duas classes. No primeiro, denominado por SVM com margens rígi-
das, leva-se em consideração que as classes são linearmente separáveis. No segundo,
modi�ca-se as SVMs com margens rígidas para lidar com dados com maior gene-
ralidade, ou seja, temos exemplares com separação aproximadamente linear. Este
método denomina-se SVM com margens suaves. Por último, temos a técnica SVM
não linear onde os classi�cadores obtidos possuem uma fronteira de decisão não
linear. A seguir, apresentamos cada um dos métodos.

SVM com Margens Rígidas

O método SVM com margens rígidas pode ser obtido com segue. Suponha
um conjunto de treinamento linearmente separavél com M vetores xi e rótulos de
classe yi iguais a −1 e +1. O objetivo é encontrar o hiperplano f que separa as
classes com máxima margem3. Vamos considerar que o hiperplano f é dado por:

f(x) = < x,w > + b = wt x + b, (2.3)

onde < x,w > indica o produto interno entre os vetores x e w.
As regiões que delimitam as classes podem ser obtidas através da inequação

[55]:
(wt xi + b)yi − 1 > 0, onde i = {1, . . . ,M}. (2.4)

Para a equação acima separar as classes, então w deve ser tal que a margem
entre os vetores suporte das classes seja igual a 2

||w|| . A maximização da margem pode
3Margem consiste na distância entre os exemplares xi que estão mais próximos do hiperplano

que separa as classes. Estes exemplares mais próximos são denominados por vetores suporte.
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ser obitida através da minização de ||w|| [55]. Assim, nosso problema de otimização
será:

Minimizar 1
2
||w||2.

Restrito à (wt xi + b)yi − 1 > 0, para i = {1, . . . , M}.
(2.5)

O problema de otimização de�nido através das Equações em (2.5) pode ser
solucionado utilizando-se multiplicadores de Lagrange αi's da seguinte forma:

L =
1

2
||w||2 −

M∑
i=1

αi[(w
t xi + b)yi − 1]. (2.6)

A minimização da função L, exposta na Equação (2.6), nos permite modi�car
nosso problema de otimização para:

Minimizar
M∑
i=1

αi − 1

2

M∑
i,j=1

αiαjyiyj(x
t
ixj).

Restrito à αi > 0, para i = {1, . . . , M},
M∑
i=1

αiyi = 0.

(2.7)

O problema de otimização de�nido nas Equações em (2.7) é conhecido por
forma dual. Uma das vantagens da forma dual é permitir que o problema de otimiza-
ção seja representado em termos de produtos internos dos elementos de treinamento.
As soluções para w e b serão da forma:

w =
M∑
i=1

αiyixi,

b =
1

nS

∑
xj∈S

1

yj

−wtxj. (2.8)

onde os αi's são constantes não negativas determinadas numericamente, os yi's são
os rótulos de classe, nS é o número de vetores suporte e S representa o conjunto
formado por vetores suporte. Os valores dos αi's são iguais a zero exceto para os
casos em que eles pertencem a um dos hiperplanos de fronteira das classes (casos
em que a Equação (2.4) é igual a zero) [56].
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O classi�cador f será escrito como:

f(x) = < x,w > +b,

= wt x + b,

=
M∑
i=1

αi yi xt
i x + b. (2.9)

A função sinal pode ser utilizada para classi�car um candidato x. Assim, o
classifcador, na forma da função g, é escrito como:

g(x) = sgn(f(x)),

= sgn
[

M∑
i=1

αi yi < x,xi > +b

]
,

= sgn
[

M∑
i=1

αi yi xt
i x + b

]
. (2.10)

SVM com Margens Suaves

Nós sabemos que, em muitos casos reais, as classes não são linearmente se-
paravéis. Assim, podemos modi�car as restrições do nosso problema de otimização
de tal forma que se possa ter um compromisso entre erro de classi�cação e mini-
minazação de 1

2
||w||2. Desssa forma, a técnica por SVM com margens rígidas foi

generalizada para lidar com classes mais reais.
Nosso problema de otimização modi�cado leva em consideração variáveis ξi's

que de�nem um relaxamento das restrições de otimização. Dessa forma, o problema
de otimização é de�nido como:

Minimizar 1
2
||w||2 + C

(∑M
i=1 ξi

)
.

Restrito à (wt xi + b)yi − 1 + ξi > 0, para i = {1, . . . , M}.
(2.11)

O problema de otimização de�nido através das Equações em (2.11) terá como
solução o mesmo formato obtido para o SVM com margens rígidas. Logo, a solução
para w será:

w =
M∑
i=1

αiyixi, (2.12)
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onde novamente, os αi's são determinados numericamente. Então, o classi�cador f

será escrito como:

f(x) =
M∑
i=1

αi yi xt
i x + b. (2.13)

Note que o parâmetro C é fundamental importância para sucesso de desem-
penho para o método SVM com margens suaves. Na literatura, é comum treinarmos
o SVM com margens suaves variando-se este parâmetro em uma faixa que compre-
ende os valores 20, 21, 22, . . . , 2N , do menor para o maior. Para nossos experimentos,
consideramos N = 7.

SVM Não Linear

O método SVM não linear é aplicado nos casos em que as classes não podem
ser separadas por um hiperplano. Neste caso, faz-se um mapeamento, utilizando
uma função não linear Φ, dos exemplares de treinamento xi para um novo espaço
de dimensão superior. O mapeamento Φ deve ser determinado de tal forma que
os exemplares mapeados Φ(xi) possam ser separados por um classi�cador SVM
linear. O problema de otimização para o método SVM não linear, utilizando margens
suaves, é semelhante ao de�nido nas Equações em (2.11). A diferença é a restrição
que leva em consideração o mapeamento Φ. Dessa forma, a restrição, considerando-
se o problema de otimização dual, é igual a:

Mininizar
M∑
i=1

αi − 1

2

M∑
i,j=1

αiαjyiyj(Φ
t(xi)Φ(xj)). (2.14)

A solução do problema de otimização acima é semelhante ao exposto na
Equação (2.12). O classi�cador f será escrito como:

f(x) =
M∑
i=1

αi yi Φt(xi) Φ(x) + b. (2.15)

O termo Φt(xi) Φ(x), expresso nas Equações (2.14) e (2.15), pode ser calcu-
lado através do uso de funções kernel. Uma função kernel é de�nida como:

k(b1,b2) = Φt(b1) Φ(b2). (2.16)
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As funções kernel típicamente usadas são as polinomiais, gaussianas (ou RBF,
do inglês, Radial Basis Function) e sigmoidais. Elas estão listadas na Tabela 2.1.

Tabela 2.1: Funções kernels típicamente utilizadas.
Tipo de kernel Função k(b1,b2) Parâmetros

polinomial
(
abt

1b2 + c
)d

a, c e d
gaussiana exp(−σ‖b1 − b2‖2) σ
sigmoidal tanh(abt

1b2 + c) a e c

Neste trabalho, utilizamos o kernel polinomial. Em nossos experimentos em-
pregamos a toolbox SVM-light [57]. Quando aos parâmetros, variamos o grau do
polinômio d entre 2 e 3 e o valor de C está entre 20 e 27.

Na próxima seção, apresentamos uma revisão de alguns métodos utilizados
para detectar pontos salientes em faces humanas.

2.2 Técnicas para Detecção de Pontos Fiduciais

Os métodos desenvolvidos neste trabalho foram validados no contexto de um
problema de detecção de pontos �duciais em faces humanas4. Podemos citar que
estes pontos se caracterizam por determinar pontos salientes como os cantos da
boca e ponta do nariz. A detecção de pontos �duciais pode ser utilizada em diversas
aplicações envolvendo faces humanas, tais como: reconhecimento [40,41], análise de
expressões [42], estimação de pose [41,43], modelagem em 3D [44] e tracking [45,46].

As técnicas para detecção de pontos �duciais podem ser divididas em duas
categorias principais denominadas por métodos globais e locais. Os métodos globais
utilizam templates deformáveis. A maioria destes métodos [58�60] ou utilizam o
algoritmo base do método ASM [61] (em inglês, Active Shape Model) ou o do AAM
[62] (em inglês, Active Appearance Models). Esta categoria tem a característica de
proporcionar uma detecção simultânea de diversos pontos �duciais. Nos métodos
locais, os algoritmos detectam o ponto �ducial, como a ponta do nariz, sem utilizar
informações de outras partes da face. Estes métodos são capazes de detectar os
pontos �duciais rapidamente. Exemplos de métodos locais podem ser encontrados
em [41,54,63�65].

4Pode-se encontrar outras denominações, em inglês, tais como facial landmarks e facial feature
points.
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Na Tabela 2.2, apresentamos doze técnicas para detecção de pontos �duciais
em faces humanas, suas categorias e informações sobre disponibilidade ou não de có-
digo fonte dos algoritmos. Nesta tabela temos seis algoritmos globais, quatro locais e
dois softwares proprietários. Note que em apenas três casos temos disponibilidade de
código dos algoritmos, sendo que em um deles o código disponível apresentou erros
de execução. Por �m, nas últimas duas linhas da tabela apresentamos implemen-
tações proprietárias para detecção de pontos �duciais. Nestes casos, encontramos
apenas um software de demonstração (demo) que pode ser utilizado para detectar
pontos �duciais em imagens fornecidas pelo usuário.
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Tabela 2.2: Síntese de técnicas para detecção de pontos �duciais. Nesta tabela,
os métodos são agrupados nas categorias global e local. Além disso, informa-se na
terceira coluna, se existe implementação disponível. As duas últimas linhas, indicam
métodos proprietários.

# Método Categoria Código
Disponível?

1 Active Shape Model [61] Global Não
2 Active Appearance Models [62] Global Não
3 Extended Active Shape Model [58] Global Sim
4 Facial Feature Detection and Tracking Global Nãowith Automatic Template Selection [59]
5 Automatic Feature Localization Global Nãowith Constrained Local Models [60]
6 Robust Pose Invariant Facial Feature Global NãoDetection and Tracking in Real-Time [66]
7 An E�cient Method to Detect Facial Local NãoFiducial Points for Face Recognition [64]
8 Learning Person Speci�c Local SimClassi�ers from Video [41]
9 SVM based ASM for Facial Local NãoLandmarks Location [54]
10 Fully Automatic Facial Feature Point

Local Sim∗Detection using Gabor Feature
Based Boosted Classi�ers [65]

11 Luxand [67] Proprietário Sim (demo∗∗)
12 PittPatt [68] Proprietário Não
∗ Não funciona corretamente.
∗∗ Software para demonstração.
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Capítulo 3

Filtragem Discriminativa

A Teoria de Filtragem Discriminativa (DF) foi iniciada através do desenvol-
vimento dos classi�cadores denominados Expansion Matching (EXM) originalmente
publicados em [10,11] (outras referências em [12,13,69,70]). Os classi�cadores EXM
possuem uma formulação matemática para padrões unidimensionais1 e seu principal
objetivo consiste na detecção de quinas e junções. Recentemente em [14] (outras
referências em [21�28]), temos contribuições importantes para a Teoria de Filtragem
Discriminativa sendo que duas são de particular interesse para o nosso trabalho. A
primeira consiste na abordagem da Filtragem Discriminativa como um problema da
Teoria de Restauração do Impulso [71,72] e a segunda é a formulação da Filtragem
Discriminativa para detecção de múltiplos padrões denominada Filtro OU.

Sendo assim, neste capítulo iremos: apresentar os conceitos da Teoria de
Filtragem Discriminativa abordada como um problema da Teoria de Restauração
do Impulso. A seguir, apresentaremos a formulação para detecção de múltiplos
padrões denominada Filtro OU. Por �m, mostraremos algumas simulações para os
métodos.

1Os classi�cadores EXM podem ser utilizados para classi�car padrões bidimensionais (imagem
por exemplo), ordenando-os em ordem lexicográ�ca.
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3.1 Método por Restauração do Impulso

Nesta seção vamos apresentar o método para detecção de objetos denomi-
nado Restauração do Impulso (em inglês, Impulse Restoration) [71,72]. A principal
característica deste método reside no fato do seu detector (denominado estimador
linear A) restaurar um impulso na posição exata onde ocorre o padrão o qual deseja-
mos detectar. A formulação deste método utiliza versões unidimensionais dos sinais
envolvidos podendo ser aplicado a sinais bidimensionais através da concatenação de
suas linhas transpostas.

Para apresentar o problema da Restauração do Impulso vamos considerar
uma seqüência g(k) com dimensões N × 1 de tal forma que um padrão conhecido
f(k) encontra-se em uma posição desconhecida k0 de g(k). O objetivo do método
será encontrar a localização k0 de f(k) na seqüência g(k). Assim, utilizando o
método por Restauração do Impulso iremos obter, após o processamento de g(k),
um impulso exatamente onde o padrão ocorrer. Para iniciar a formulação da Teoria
por Restauração do Impulso vamos considerar que g(k) pode ser representada da
seguinte forma:

g(k) = f(k − k0) + b(k), (3.1)

onde f(k − k0) representa o padrão conhecido f(k) localizado na posição desconhe-
cida k0 e b(k) representa o restante da seqüência, que pode ser interpretado como
ruído aditivo.

Conforme [30,73], podemos relacionar um impulso δ(k), um sinal x(k) e uma
posição (k0) da seguinte maneira:

x(k − k0) = x(k) ∗ δ(k − k0), (3.2)

onde ∗ representa a convolução discreta. Substituindo a Equação (3.2) na Equação
(3.1) encontramos:

g(k) = f(k) ∗ δ(k − k0) + b(k). (3.3)

Podemos representar a Equação (3.3) na forma matricial como:

g = Fδ + b, (3.4)
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onde os vetores coluna g, δ e b, com dimensões N×1, representam respectivamente,
g(k), δ(k) e b(k). A matriz F, com dimensões N ×N , é formada por deslocamentos
circulares de f(k) de tal forma que o termo Fδ seja igual a convolução circular dada
por f(k) ∗ δ(k − k0), dessa forma F será igual a:

F =




f(0) f(N − 1) f(N − 2) . . . f(1)

f(1) f(0) f(N − 1) . . . f(2)

f(2) f(1) f(0) . . . f(3)

. . . . . . . . . . . . . . .

f(N − 1) f(N − 2) f(N − 3) . . . f(0)




N×N

. (3.5)

Finalmente, utilizando a Equação (3.4) como base, podemos apresentar o
problema da Restauração do Impulso como segue:

Supondo que seja fornecido o vetor g, a matriz F e a estatística do ruído b (a
priori desconhecido) como pode-se realizar a estimativa do vetor δ?

Para encontrarmos uma solução para o problema da restauração do impulso
podemos começar supondo que o vetor representativo do ruído b seja Gaussiano,
tenha média igual a zero e matriz de covariância igual a 1

N
Cb com dimensões N×N ,

ou seja:
µ = E[b] = 0, (3.6)

Σ = E
[
(b− µ)(b− µ)t

]

Σ = E
[
bbt

]
=

1

N
Cb. (3.7)

A probabilidade de um impulso estar em uma posição qualquer do vetor δ será
a mesma. Dessa forma, a sua matriz de autocorrelação (por de�nição em [29, 73])
será igual a:

R = E[δδt] =
1

N
I, (3.8)

onde I é a matriz identidade com dimensões N ×N .
Assim, podemos estimar o vetor δ, denominado por δ̂, utilizando a formu-

lação LMMSE [71, 72] (Linear Minimum Mean Square Error) . Nesta, a melhor
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aproximação linear em relação ao vetor g, dada por δ̂ = Ag, que minimiza o erro
médio quadrático igual à E

[
‖δ − δ̂‖2

]
, é a que faz o erro tornar-se descorrelacionado

de g, ou seja:
E

[(
δ − δ̂

)
gt

]
= 0. (3.9)

A Equação (3.9) pode ser manipulada da seguinte forma:

E
[(

δ − δ̂
)
gt

]
=

= E
[
(δ −Ag)gt

]

= E
[
(δ −A (Fδ + b)) (Fδ + b)t]

= E
[
(δ −AFδ −Ab)

(
δtFt + bt

)]

= E
[
δδtFt + δbt −AFδδtFt −AFδbt −AbδtFt −Abbt

]

= E
[
δδt

]
Ft + E

[
δbt

]−AFE
[
δδt

]
Ft −AFE

[
δbt

]

−AE
[
bδt

]
Ft −AE

[
bbt

]
. (3.10)

Substituindo a Equação (3.7) na Equação (3.10) e considerando que δ e b
são descorrelacionados, ou seja, E

[
δbt

]
= 0, encontramos:

E
[(

δ − δ̂
)
gt

]
= E

[
δδt

]
Ft −AFE

[
δδt

]
Ft − 1

N
ACb. (3.11)

Substituindo a Equação (3.9) na Equação (3.11) encontramos:

Ft −AFFt −ACb = 0

A
[
FFt + Cb

]
= Ft

A = Ft
[
FFt + Cb

]−1
. (3.12)

Sendo assim, a melhor aproximação linear de g será igual a:

δ̂ = Ag

δ̂ = Ft
[
FFt + Cb

]−1 g. (3.13)

As Equações em (3.13) mostram como podemos determinar o estimador linear
A de tal forma que possamos restaurar um impulso na posição em que ocorre o

21



padrão o qual desejamos encontrar no vetor g.

3.2 Restauração do Impulso Bidimensional: Apli-
cação em Imagens

A Restauração do Impulso pode ser aplicada em sinais bidimensionais através
da �ltragem com operadores por convolução circular [14,25,26]. Neste caso, podemos
obter um �ltro bidimensional ΘN×N , denominado pelo termo �ltro discriminativo,
que irá discriminar um padrão desejado UN×N . O �ltro Θ maximiza a energia do
sinal de saída C, em sua coordenada central, quando a entrada for igual a U (observe
a Figura 3.1). Isto será equivalente ao �ltro discriminativo Θ restaurar um impulso
quando a entrada for igual a U.

Figura 3.1: Sinal de saída C obtido através da �ltragem de Θ com o padrão U o
qual desejamos detectar. Observe que a �ltragem, igual a convolução circular de Θ
com U, restaura um impulso na coordenada central de C.

A métrica utilizada para avaliar se Θ restaura um impulso denomina-se
DSNR2 [25] sendo de�nida da seguinte forma:

(DSNR2)(0,0) =
c(0, 0)2

N∑
i=1

N∑
j=1

c(i, j)2 − c(0, 0)2

, (3.14)

onde c(m,n) é a convolução circular entre o �ltro Θ e o padrão U. Quando o sinal
�ltrado se aproxima de um impulso a DSNR2 se aproxima de in�nito.

Para apresentar o problema da Restauração do Impulso bidimensional vamos
considerar uma imagem g(m, n) com dimensões N ×N de tal forma que um padrão
conhecido u(m,n) encontra-se em uma posição desconhecida (m0, n0) de g(m, n). O
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objetivo será encontrar a localização (m0, n0) de u(m,n) na imagem g(m,n) (observe
a Figura 3.2). Vamos considerar que a imagem g(m, n) pode ser representada da
seguinte forma:

g(m,n) = u(m−m0, n− n0) + b(m,n), (3.15)

onde u(m−m0, n−n0) representa o padrão conhecido u(m,n) localizado na posição
desconhecida (m0, n0) e b(m,n) representa o restante da imagem, que pode ser
interpretado como ruído aditivo.

Figura 3.2: O detector para o padrão quadriculado , com dimensões 3× 3, deno-
minado estimador linear A, obtido através do método por Restauração do Impulso,
irá restaurar um impulso na posição m0, n0 (localização do padrão o qual desejamos
encontrar) quando realizarmos o produto entre A e g (versão unidimensional da
imagem g(m,n)).

Podemos expressar a Equação (3.15) em uma forma unidimensional usando
ordenação lexicográ�ca [14]. Para tal, g(m,n), u(m − m0, n − n0) e b(m,n) serão
representados por g(k), u(k − k0) e b(k) obtidos através da concatenação de suas
linhas transpostas. Dessa forma, a versão unidimensional da Equação (3.15) será:

g(k) = u(k − k0) + b(k). (3.16)

No caso bidimensional, considerando N = 2T + 1, temos que os vetores g, δ
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e b (dimensões N2 × 1) da Equação (3.4), serão indexados da seguinte forma [14]:

g =




g(−T,−T )

g(−T,−T + 1)
...

g(−T, T )
...

g(T, T )




, δ =




δ(−T,−T )

δ(−T,−T + 1)
...

δ(−T, T )
...

δ(T, T )




,

b =




b(−T,−T )

b(−T,−T + 1)
...

b(−T, T )
...

b(T, T )




. (3.17)

As matrizes F e A, com dimensões N2×N2, serão circulantes por bloco [14].
Por exemplo, considerando que U3×3 e Θ3×3 são iguais a:

U =




u(−1,−1) u(−1, 0) u(−1, 1)

u(0,−1) u(0, 0) u(0, 1)

u(1,−1) u(1, 0) u(1, 1)


 , Θ =




θ(−1,−1) θ(−1, 0) θ(−1, 1)

θ(0,−1) θ(0, 0) θ(0, 1)

θ(1,−1) θ(1, 0) θ(1, 1)


 ,

então, a estrutura das matrizes F9×9 e A9×9 será:

F =




u(0,0) u(0,−1) u(0,1) u(−1,0) u(−1,−1) u(−1,1) u(1,0) u(1,−1) u(1,1)
u(0,1) u(0,0) u(0,−1) u(−1,1) u(−1,0) u(−1,−1) u(1,1) u(1,0) u(1,−1)

u(0,−1) u(0,1) u(0,0) u(−1,−1) u(−1,1) u(−1,0) u(1,−1) u(1,1) u(1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
u(1,0) u(1,−1) u(1,1) u(0,0) u(0,−1) u(0,1) u(−1,0) u(−1,−1) u(−1,1)
u(1,1) u(1,0) u(1,−1) u(0,1) u(0,0) u(0,−1) u(−1,1) u(−1,0) u(−1,−1)

u(1,−1) u(1,1) u(1,0) u(0,−1) u(0,1) u(0,0) u(−1,−1) u(−1,1) u(−1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
u(−1,0) u(−1,−1) u(−1,1) u(1,0) u(1,−1) u(1,1) u(0,0) u(0,−1) u(0,1)
u(−1,1) u(−1,0) u(−1,−1) u(1,1) u(1,0) u(1,−1) u(0,1) u(0,0) u(0,−1)

u(−1,−1) u(−1,1) u(−1,0) u(1,−1) u(1,1) u(1,0) u(0,−1) u(0,1) u(0,0)




,

A =




θ(0,0) θ(0,−1) θ(0,1) θ(−1,0) θ(−1,−1) θ(−1,1) θ(1,0) θ(1,−1) θ(1,1)
θ(0,1) θ(0,0) θ(0,−1) θ(−1,1) θ(−1,0) θ(−1,−1) θ(1,1) θ(1,0) θ(1,−1)

θ(0,−1) θ(0,1) θ(0,0) θ(−1,−1) θ(−1,1) θ(−1,0) θ(1,−1) θ(1,1) θ(1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
θ(1,0) θ(1,−1) θ(1,1) θ(0,0) θ(0,−1) θ(0,1) θ(−1,0) θ(−1,−1) θ(−1,1)
θ(1,1) θ(1,0) θ(1,−1) θ(0,1) θ(0,0) θ(0,−1) θ(−1,1) θ(−1,0) θ(−1,−1)

θ(1,−1) θ(1,1) θ(1,0) θ(0,−1) θ(0,1) θ(0,0) θ(−1,−1) θ(−1,1) θ(−1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
θ(−1,0) θ(−1,−1) θ(−1,1) θ(1,0) θ(1,−1) θ(1,1) θ(0,0) θ(0,−1) θ(0,1)
θ(−1,1) θ(−1,0) θ(−1,−1) θ(1,1) θ(1,0) θ(1,−1) θ(0,1) θ(0,0) θ(0,−1)

θ(−1,−1) θ(−1,1) θ(−1,0) θ(1,−1) θ(1,1) θ(1,0) θ(0,−1) θ(0,1) θ(0,0)




.
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Para representar as matrizes F e A em uma notação por blocos [14] po-
demos utilizar o operador Hr(V) que transforma uma linha r de uma matriz
VN×N = {v(m,n)}, em uma matriz circulante com dimensões N ×N .

Hr(V) =




v(r,0) v(r,−1) v(r,−2) ... v(r,2) v(r,1)
v(r,1) v(r,0) v(r,−1) ... v(r,3) v(r,2)

... ...
v(r,N) v(r,N−1) v(r,N−2) ... v(r,1−N) v(r,−N)

v(r,−N) v(r,N) v(r,N−1) ... v(r,2−N) v(r,1−N)

... ...
v(r,−1) v(r,−2) v(r,−3) ... v(r,1) v(r,0)




N×N

, (3.18)

Dessa forma, utilizando o operador de�nido na Equação (3.18), temos que as
matrizes F e A serão iguais a:

F =




H0(U) H−1(U) . . . H−T (U) HT (U) . . . H1(U)

H1(U) H0(U) . . . H−T+1(U) H−T (U) . . . H2(U)
... ... ...

HT (U) HT−1(U) . . . H0(U) H−1(U) . . . H−T (U)
... ... ...

H−1(U) H−2(U) . . . HT (U) HT−1(U) . . . H0(U)




N2×N2

(3.19)

A =




H0(Θ) H−1(Θ) . . . H−T (Θ) HT (Θ) . . . H1(Θ)

H1(Θ) H0(Θ) . . . H−T+1(Θ) H−T (Θ) . . . H2(Θ)
... ... ...

HT (Θ) HT−1(Θ) . . . H0(Θ) H−1(Θ) . . . H−T (Θ)
... ... ...

H−1(Θ) H−2(Θ) . . . HT (Θ) HT−1(Θ) . . . H0(Θ)




N2×N2

(3.20)

Por �m, lembramos que A é obtida através da Equação (3.13) e que o �ltro
discriminativo bidimensional Θ pode ser obtido inspecionando-se a Equação (3.20).
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3.3 Filtro OU

Até o momento, apresentamos um método que realiza a discriminação de um
único padrão. Nesta seção, mostraremos como projetar um �ltro bidimensional, de-
nominado Filtro OU, capaz de realizar a detecção de múltiplos padrões, baseando-se
na Filtragem Discriminativa por Restauração do Impulso. Dessa forma, supondo um
conjunto de m padrões, teremos que o �ltro bidimensional será capaz de reconhecer
um grupo de padrões pertencente ao conjunto original. A seguir, veremos como
este �ltro pode ser obtido. Antes de apresentarmos a solução para este �ltro vamos
supor:

• Desejamos fazer a detecção de m padrões.

• Um vetor g formado pela concatenação das linhas transpostas de uma imagem.

• Fi matrizes associadas a cada padrão i = {1, 2, . . . , m} (conforme de�nição da
Equação (3.19)).

• Um vetor b que representa o ruído aditivo cuja matriz de covariância é igual
a Σ = E

[
bbt

]
= 1

N
Cb, onde Cb possui dimensões N2 ×N2.

• Um vetor δ, que representa o impulso, cuja matriz de autocorrelação é igual
a R = E[δδt] = 1

N
I, onde I é uma matriz identidade com dimensões N ×N .

Assim, nosso objetivo será encontrar a melhor estimativa para δ, denominada
por δ̂, que minimiza o erro médio quadrático, que é igual a E

[
‖δ − δ̂‖2

]
. A solução

para tal, como apresentado na Seção 3.1, será fazer o erro tornar-se descorrelacionado
de g, como mostrado na Equação (3.9) apresentada abaixo por comodidade.

E
[(

δ − δ̂
)
gt

]
= 0. (3.21)
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Supondo que cada padrão i possui uma probabilidade pi de ocorrência então,
podemos reescrever a Equação (3.21) como:

E
[(

δ − δ̂
)
gt

]
= E

[
(δ −Ag)gt

]

=
m∑

i=1

pi

{
E

[
(δ −A (Fiδ + b)) (Fiδ + b)t]}

=
m∑

i=1

pi

{
E

[
(δ −AFiδ −Ab)

(
δtFt

i + bt
)]}

=
m∑

i=1

pi E
[
δδtFt

i + δbt −AFiδδtFt
i −AFiδbt −AbδtFt

i −Abbt
]

=
m∑

i=1

pi {E
[
δδt

]
Ft

i + E
[
δbt

]−AFiE
[
δδt

]
Ft

i −

AFiE
[
δbt

]−AE
[
bδt

]
Ft

i −AE
[
bbt

]}. (3.22)

Usando as considerações, postas por conveniência abaixo, para a matriz de
covariância de b, para a matriz de autocorrelação de δ e a hipótese de δ e b serem
descorrelacionados, ou seja:

E
[
δbt

]
= 0

Σ = E
[
bbt

]
=

1

N
Cb

R = E[δδt] =
1

N
I,

dessa forma:

m∑
i=1

pi

{
E

[
δδt

]
Ft

i −AFiE
[
δδt

]
Ft

i −
1

N
ACb

}
= E

[(
δ − δ̂

)
gt

]
= 0

m∑
i=1

pi

{
Ft

i −AFiFt
i −ACb

}
= 0

m∑
i=1

pi

{
A

[
FiFt

i + Cb

]}
=

m∑
i=1

piFt
i

A =
m∑

i=1

{
piFt

i

}
{

Cb +
m∑

i=1

pi

[
FiFt

i

]
}−1

. (3.23)
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Sendo assim, a melhor aproximação linear de g será igual a:

δ̂ = Ag

δ̂ =
m∑

i=1

{
piFt

i

}
{

Cb +
m∑

i=1

pi

[
FiFt

i

]
}−1

g. (3.24)

Portanto, a Equação (3.24) representa o Filtro OU sendo utilizada, conforme
comentamos no início desta seção, para detectar um grupo de m padrões pertencen-
tes a um conjunto original.

3.4 Simulações

Nesta seção, apresentaremos três exemplos didáticos de projetos de �ltros
discriminativos organizados da seguinte maneira: no primeiro exemplo, utilizamos
o desenvolvimento realizado na Seção 3.2 para obtermos um �ltro que detecta um
padrão do tipo quina. No segundo, ainda utilizando o desenvolvimento da Seção
3.2, projetamos um �ltro para detectar da letra �T� (fonte Times), ao longo de uma
imagem de teste. Por último, utilizamos o desenvolvimento feito na Seção 3.3 para
projetamos um �ltro que detecta as letras �T� (fonte Times) e �I� (fonte Currier)
em uma imagem de teste.

Exemplo: Detecção de uma quina

Vamos considerar que desejamos detectar um padrão U igual a:

U =




0 0 1

0 0 1

1 1 1




3×3

. (3.25)

A matriz em (3.25) de�ne um padrão quina com dimensões 3×3. Perceba que
U possui valores iguais a um somente na terceira coluna e na última linha. Nosso
objetivo, neste exemplo, consiste em determinar o �ltro discriminativo bidimensional
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Θ de tal forma que:

U ∗Θ =




0 0 0

0 1 0

0 0 0




. (3.26)

Assim, segundo a Equação (3.26), o �ltro discriminativo Θ deverá restaurar
um impulso bidimensional quando convoluído circularmente com U.

Para encontrarmos Θ devemos determinar, primeiramente, a matriz F con-
forme a Equação (3.19). Por comodidade, vamos reescrever sua estrutura:

F =




u(0,0) u(0,−1) u(0,1) u(−1,0) u(−1,−1) u(−1,1) u(1,0) u(1,−1) u(1,1)
u(0,1) u(0,0) u(0,−1) u(−1,1) u(−1,0) u(−1,−1) u(1,1) u(1,0) u(1,−1)

u(0,−1) u(0,1) u(0,0) u(−1,−1) u(−1,1) u(−1,0) u(1,−1) u(1,1) u(1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
u(1,0) u(1,−1) u(1,1) u(0,0) u(0,−1) u(0,1) u(−1,0) u(−1,−1) u(−1,1)
u(1,1) u(1,0) u(1,−1) u(0,1) u(0,0) u(0,−1) u(−1,1) u(−1,0) u(−1,−1)

u(1,−1) u(1,1) u(1,0) u(0,−1) u(0,1) u(0,0) u(−1,−1) u(−1,1) u(−1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
u(−1,0) u(−1,−1) u(−1,1) u(1,0) u(1,−1) u(1,1) u(0,0) u(0,−1) u(0,1)
u(−1,1) u(−1,0) u(−1,−1) u(1,1) u(1,0) u(1,−1) u(0,1) u(0,0) u(0,−1)

u(−1,−1) u(−1,1) u(−1,0) u(1,−1) u(1,1) u(1,0) u(0,−1) u(0,1) u(0,0)




.

Dessa forma, a matriz F será igual a:

F =




0 0 1 0 0 1 1 1 1

1 0 0 1 0 0 1 1 1

0 1 0 0 1 0 1 1 1

1 1 1 0 0 1 0 0 1

1 1 1 1 0 0 1 0 0

1 1 1 0 1 0 0 1 0

0 0 1 1 1 1 0 0 1

1 0 0 1 1 1 1 0 0

0 1 0 1 1 1 0 1 0




9×9

. (3.27)

Utilizando a Equação (3.13) (repetida abaixo por comodidade) com Cb igual
a identidade, obtemos a matriz A.

A = Ft
[
FFt + Cb

]−1
.
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Dessa forma, a matriz A será igual a:

A =




−0,2 +0,3 −0,2 +0,3 −0,2 +0,3 −0,2 +0,3 −0,2

−0,2 −0,2 +0,3 +0,3 +0,3 −0,2 −0,2 −0,2 +0,3

+0,3 −0,2 −0,2 −0,2 +0,3 +0,3 +0,3 −0,2 −0,2

−0,2 +0,3 −0,2 −0,2 +0,3 −0,2 +0,3 −0,2 +0,3

−0,2 −0,2 +0,3 −0,2 −0,2 +0,3 +0,3 +0,3 −0,2

+0,3 −0,2 −0,2 +0,3 −0,2 −0,2 −0,2 +0,3 +0,3

+0,3 −0,2 +0,3 −0,2 +0,3 −0,2 −0,2 +0,3 −0,2

+0,3 +0,3 −0,2 −0,2 −0,2 +0,3 −0,2 −0,2 +0,3

−0,2 +0,3 +0,3 +0,3 −0,2 −0,2 +0,3 −0,2 −0,2




9×9

. (3.28)

Utilizando a Equação (3.20) determinamos o �ltro discriminativo bidimensi-
onal Θ por inspeção. Por comodidade, reescrevemos a estrutura da matriz A:

A =




θ(0,0) θ(0,−1) θ(0,1) θ(−1,0) θ(−1,−1) θ(−1,1) θ(1,0) θ(1,−1) θ(1,1)
θ(0,1) θ(0,0) θ(0,−1) θ(−1,1) θ(−1,0) θ(−1,−1) θ(1,1) θ(1,0) θ(1,−1)

θ(0,−1) θ(0,1) θ(0,0) θ(−1,−1) θ(−1,1) θ(−1,0) θ(1,−1) θ(1,1) θ(1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
θ(1,0) θ(1,−1) θ(1,1) θ(0,0) θ(0,−1) θ(0,1) θ(−1,0) θ(−1,−1) θ(−1,1)
θ(1,1) θ(1,0) θ(1,−1) θ(0,1) θ(0,0) θ(0,−1) θ(−1,1) θ(−1,0) θ(−1,−1)

θ(1,−1) θ(1,1) θ(1,0) θ(0,−1) θ(0,1) θ(0,0) θ(−1,−1) θ(−1,1) θ(−1,0)
−−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−− −−−−
θ(−1,0) θ(−1,−1) θ(−1,1) θ(1,0) θ(1,−1) θ(1,1) θ(0,0) θ(0,−1) θ(0,1)
θ(−1,1) θ(−1,0) θ(−1,−1) θ(1,1) θ(1,0) θ(1,−1) θ(0,1) θ(0,0) θ(0,−1)

θ(−1,−1) θ(−1,1) θ(−1,0) θ(1,−1) θ(1,1) θ(1,0) θ(0,−1) θ(0,1) θ(0,0)




.

Assim, o �ltro discriminativo será:

Θ =




−0, 2 0, 3 0, 3

0, 3 −0, 2 −0, 2

0, 3 −0, 2 −0, 2




3×3

. (3.29)

Por �m, podemos veri�car que a convolução circular de Θ com U é igual a
um impulso bidimensional.

Exemplo: Detecção da letra �T� em uma imagem de teste

Vamos considerar que desejamos detectar o padrão U igual a:

U =




0 0 0 0 0 0 0 0 0

0 1 1 1 1 1 1 1 0

0 1 0 0 1 0 0 1 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 1 1 1 0 0 0




9×9

. (3.30)
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A Equação (3.30) de�ne um padrão com dimensões 9× 9 semelhante à letra
�T� do nosso alfabeto no formato Times. O �ltro discriminativo Θ pode ser en-
contrado conforme o primeiro exemplo. Utilizando Θ podemos realizar a detecção
da letra �T� em uma imagem de teste2. Neste caso, considere a imagem de teste
apresentada na Figura 3.3(a).

Efetuando o deslocamento pixel a pixel de uma janela J com dimensões 9×9

(mesma de U) na imagem de teste, poderemos localizar a posição onde a letra �T�
ocorre. Para tal, devemos avaliar se a convolução circular entre J e Θ é igual a
um impulso bidimensional3. A Figura 3.3(b) apresenta os resultados da detecção,
perceba que a letra �T� no formato Times foi detectada em todos os casos. Na
Figura 3.3(c) temos a sobreposição das detecções na imagem original.

(a) Imagem de teste (b) Detecção para �T� (c) Sobreposição

Figura 3.3: Detecção em uma imagem de teste da letra �T�.

Exemplo: Detecção das letras �T� e �I� em uma imagem de
teste

Vamos considerar que desejamos detectar os padrões U1 e U2 iguais a:

U1 =




0 0 0 0 0 0 0 0 0

0 1 1 1 1 1 1 1 0

0 1 0 0 1 0 0 1 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 1 1 1 0 0 0




9×9

, U2 =




0 0 1 1 1 1 1 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0 0

0 0 1 1 1 1 1 0 0




9×9

. (3.31)

2Lembrando que U ∗Θ é igual a um impulso bidimensional com ∗ sendo a convolução circular.
3Na prática, utilizamos a métrica denominada DSNR2 de�nida na Equação (3.14).
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As Equações em (3.31) de�nem padrões semelhantes as letras �T� (formato
Times) e �I� (formato Currier) com dimensões 9 × 9. A detecção foi realizada
efetuando-se o deslocamento pixel a pixel de uma janela J na imagem apresentada
na Figura 3.4(a) (mesma do exemplo anterior). As detecções das letras �T� e �I� são
apresentadas na Figura 3.4(b) e a Figura 3.4(c) mostra a sobreposição das detecções
com a imagem original.

(a) Imagem de teste (b) Detecções �T� e �I� (c) Sobreposição

Figura 3.4: Detecção em uma imagem de teste das letras �T� e �I�.

3.5 Considerações Finais

Neste capítulo apresentamos a Teoria de Filtragem Discriminativa como um
problema de Restauração do Impulso unidimensional e bidimensional. A idéia prin-
cipal do método é obter um operador Θ que, ao ser convoluído com o padrão de
interesse U, resulte em um sinal de saída C (com C = Θ ∗ U) cuja energia �que
concentrada na amostra central do sinal �ltrado. A seguir, apresentamos um �ltro
discriminativo, denominado Filtro OU, capaz de detectar múltiplos padrões de inte-
resse. Por �m, apresentamos alguns exemplos com o objetivo de demonstrar como
é feito o projeto dos �ltros discriminativos. Nestes exemplos, os �ltros discrimina-
tivos foram projetados para detecção de letras do Alfabeto. Foram utilizadas as
formulações para único e múltiplos padrões.

No próximo capítulo, apresentamos uma das contribuições da Tese. O obje-
tivo será obtermos �ltros discriminativos robustos através do projeto de �ltros para
as componentes principais de maior energia.
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Capítulo 4

Filtragem Discriminativa utilizando
Análise de Componentes Principais
(DF-B-PCA)

Neste capítulo apresentamos uma das contribuições deste trabalho. O ob-
jetivo é mostrar como utilizar a Teoria de Filtragem Discriminativa em conjunto
com a Análise de Componentes Principais para realizar a detecção de objetos. A
organização das seções será feira como segue. Primeiramente, mostramos concei-
tos relacionados à Análise de Componentes Principais. A seguir, apresentamos um
popular algoritmo para reconhecimento de faces que utiliza componentes principais
denominado Eigenfaces. Em seguida, veri�camos um método análogo denominado
Eigenpoints. Por �m, mostramos o método proposto denominado Filtragem Discri-
minativa utilizando Análise de Componentes Principais.

4.1 Análise de Componentes Principais

A Análise de Componentes Principais (PCA), também conhecida como
Transformada Karhunen-Loève (KLT) [29, 30], é uma técnica largamente utilizada
sendo aplicada em problemas de redução de dimensionalidade [74,75], compressão de
dados [76, 77], extração de características (ou features) [78, 79], detecção e reconhe-
cimento de faces [6, 80�82]. A PCA é baseada na extração de um número desejado
de componentes principais (principal components) de um vetor multidimensional e
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pode ser de�nida como uma projeção ortogonal deste vetor em um subespaço linear
cuja dimensão é inferior à dimensão original (conhecido como subespaço principal)
de tal forma que a variância do vetor projetado seja maximizada [20]. Uma de�nição
alternativa é baseada na minimização da soma quadrática do erro de projeção. Po-
demos visualizar estas de�nições na Figura 4.1, onde temos um vetor bidimensional
x = (x1, x2) indicado pelos quadrados na cor escura e x̄ = (x̄1) sendo sua projeção
(quadrados claros) em um subespaço de dimensão menor (linha escura). Perceba
que a projeção ortogonal de x é feita de tal forma que sua variância seja maximizada.
A de�nição em termos do erro de projeção está representada pela linha pontilhada.

Figura 4.1: Representação da Análise de Componentes Principais

A formulação matemática para PCA pode ser obtida do seguinte modo. Seja
XN×1 uma variável aleatória com M realizações iguais aos vetores xi. A base
Φ = [φ1, . . . , φN ] do subespaço que maximiza a variância é obtida através da so-
lução do problema dos autovalores Λ, conforme a expressão:

Λ = Φ∗tΣXΦ, (4.1)

onde o super-escrito ∗t indica o transposto conjugado da matriz e ΣX é a matriz de
covariância de X com média igual a zero.

Dessa forma, podemos veri�car na literatura [20,83,84] que Φ = [φ1, . . . , φN ]

é a matriz de autovetores ortogonais de ΣX e a matriz Λ será diagonal e seus elemen-
tos da diagonal principal serão os autovalores λ1 ≥ . . . ≥ λN de ΣX correspondentes
a cada autovetor.

Podemos encontrar na literatura uma abordagem mais e�ciente para obter-
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mos a PCA. Ela pode ser feita utilizando-se a Decomposição em Valores Singulares
(SVD) [85�88] da seguinte forma. Supondo-se uma matriz Y com dimensão M×N

(com M ≥ N) então a SVD será:

Y = UDV∗t, (4.2)

onde UM×N e VN×N são matrizes com colunas ortonormais e DN×N será uma ma-
triz diagonal com elementos da diagonal principal sendo os valores singulares de
Y. Assim, de acordo com [83, 85], a matriz de autovetores Φ de ΣX será igual à
matriz V e o quadrado da matriz D será igual à matriz de autovalores se conside-
rarmos Y = 1

M−1
X∗t. As colunas da matriz XN×M serão formadas utilizando-se M

realizações xi de XN×1 (média zero), ou seja:

X = [x1, . . . ,xM ], (4.3)

dessa forma, não é necessário calcularmos a matriz de covariância ΣX da variável
aleatória X .

4.2 Eigenfaces

O estudo de algoritmos para reconhecimento de faces humanas que utilizam
análise de componentes principais foi iniciado através dos trabalhos desenvolvidos
em [1,2]; outros algoritmos podem ser encontrados em [3,4]. A principal motivação
para este método reside no fato de que as faces de um conjunto de faces não se
encontram distribuídas de forma aleatória em um espaço de alta dimensão, sendo
assim, elas podem ser representadas em subespaços com dimensão inferior. Dessa
forma, podemos encontrar as componentes principais para um conjunto de faces. O
termo eigenface deve-se ao fato da representação das faces através dos autovetores
do conjunto de faces.

A formulação matemática para obtermos as eigenfaces pode ser obtida da
seguinte forma: suponha uma variável aleatória XN×1 com M realizações iguais a
xi. Cada vetor xi será formado a partir da concatenação das colunas da face γi,
onde i = {1, . . . ,M}. De�na X como uma matriz formada por M vetores, com
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M > N da seguinte forma:

X = [x1 − µX , . . . ,xM − µX ], (4.4)

onde µX é igual a:

µX =
1

M

M∑
i=1

xi. (4.5)

Seja ΣX a matriz de covariância de X dada por:

ΣX =
1

M − 1
XX∗t. (4.6)

A base Φ ótima, composta por N direções principais descorrelacionadas,
é obtida através da diagonalização de ΣX , utilizando a solução do problema de
autovalores (detalhes em [20] e [83]). Dessa forma:

Λ = Φ∗tΣXΦ, (4.7)

onde Φ = [φ1, . . . , φN ] é a matriz de autovetores ortogonais de ΣX e a matriz Λ será
diagonal e seus elementos da diagonal principal serão os autovalores λ1 ≥ . . . ≥ λN

de ΣX correspondentes a cada autovetor.

4.3 Eigenpoints

Considerando-se o contexto de faces humanas, podemos usar, ao invés de um
conjunto de M faces γi, um conjunto genérico de M blocos ui. Neste caso, o centro
de cada bloco ui irá representar uma característica saliente da face humana denomi-
nada ponto �ducial (em inglês, �ducial point1). Analogamente à Seção 4.2, podemos
obter os eigenpoints através da Equação (4.7). Na Figura 4.2(a), apresentamos um
exemplo considerando blocos ui com dimensões 27 × 27 com centros no ponto �-
ducial localizado no olho direito (observe a marcação em u1) de i faces humanas,
onde i = {1, 2, . . . , M}. Efetuando-se as operações de�nidas nas Equações (4.4) até
(4.7) (as realizações de X serão iguais a ui ao invés de xi) podemos determinar os

1O termo em inglês, facial landmarks também é comum.
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eigenpoints. Na Figura 4.2(b), temos a representação das quatro eigenpoints mais
signi�cativas (autovetores Φ).

(a) Blocos ui de i faces humanas.

(b) Representação dos quatro eigenpoints φi mais signi-
�cativos.

Figura 4.2: Exemplo de blocos com centros no ponto �ducial localizado no centro
do olho direito (observe a marcação do ponto �ducial no bloco u1) de algumas faces
humanas e a representação dos quatro eigenpoints em ordem decrescente de seus
respectivos autovalores λi.

Podemos utilizar eigenpoints em problemas de semi-oclusão de objetos, por
exemplo com o rosto coberto ou com disfarce [6, 89]. Na literatura, podemos en-
contrar de�nições similares aos eigenpoints e suas aplicações possuem rami�cações
em diversas áreas. Elas incluem eigeneyes, eigennoses e eigenmouths que são usadas
para representação, detecção e reconhecimento de marcas faciais [6, 90]; eigenex-
pression usadas para análise de expressão [5] e eigentracking [18] para aplicações de
marcação de rotas ou trilhas (tracking).

4.4 Filtragem Discriminativa utilizando Análise de
Componentes Principais

Nas Figuras 4.2(a) e 4.2(b), conforme mencionado, temos um conjunto de
blocos ui que estão centrados no ponto �ducial localizado no olho direito e quatro
eigenpoints. Perceba que pequenas mudanças em ui aparentemente não impactam
signi�cativamente a forma dos eigenpoints. Assim, as características comuns aos
padrões de interesse estão presentes nos eigenpoints, ou seja, os eigenpoints são
uma boa representação das características invariantes do padrão o qual desejamos
detectar. Esta percepção desperta nosso interesse pela seguinte pergunta:
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Como podemos utilizar as características comuns aos padrões de interesse para
projetarmos �ltros discriminativos mais e�cientes?

A resposta à pergunta acima motivou a origem do método denominado Fil-
tragem Discriminativa utilizando Análise de Componentes Principais. Com este
método podemos incrementar a robustez da �ltragem discriminativa através do pro-
jeto de �ltros discriminativos para as componentes principais de maior variância.
Assim, iremos projetar diferentes �ltros discriminativos para cada uma das direções
de maior variância (observe a Figura 4.3).

Figura 4.3: Projeto de S �ltros discriminativos para S componentes principais. A
base Φ possui um total de N componentes. O índice i das componentes principais
φi indica a ordem decrescente de seus valores de variância (autovalores λi), dessa
forma, φ1 será a componente de maior variância com valor igual a λ1 ao passo que
φS será a componente de menor variância.

A formulação matemática do método DF-B-PCA pode ser obtida da seguinte
maneira. Suponha uma variável aleatória U com realizações iguais aos vetores
u1, . . . ,uM . Cada vetor ui será obtido concatenando-se as colunas do bloco i cujo
centro é o ponto �ducial de interesse. Os eigenpoints Φ = [φ1, . . . , φN ] e seus res-
pectivos autovalores λ1, . . . , λN (diagonal principal da matriz Λ) podem ser obtidos
efetuando-se as operações de�nidas nas Equações (4.4) até (4.7) que escreveremos a
seguir por conveniência, adequando-se a notação utilizada:

µU =
1

M

M∑
i=1

ui,

U = [u1 − µU , . . . ,uM − µU ],

ΣU =
1

M − 1
UU∗t,
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Λ = Φ∗tΣUΦ.

Os �ltros discriminativos bidimensionais Θφ1
, . . . ,ΘφS

serão projetados para
S componentes principais φ1, . . . , φS com autovalores associados iguais à λ1, . . . , λS.
Os �ltros serão obtidos utilizando-se a Equação (3.19), que descreve a matriz F e a
Equação (3.13), que de�ne a matriz A. Por comodidade, a notação das matrizes F

e A será modi�cada para Fφi
e Aφi

com i = {1, . . . , S}. Dessa forma, a Equação
(3.13) poderá ser reescrita como:

Aφi
= F∗tφi

[
Fφi

F∗tφi
+ Cbi

]−1

. (4.8)

onde o super-escrito ∗t indica o transposto conjugado. Relembre que iremos utilizar a
restrição imposta à matriz Aφi

(apresentada na Equação (3.20)) para determinarmos
o �ltro Θφi

por inspeção.
Por último, vamos analisar o termo Cbi da Equação (4.8). Vamos iniciar

relembrando que em [14,24,25,27] explana-se a di�culdade encontrada para de-
terminarmos a matriz Cb de tal forma que o termo

[
FF∗t + Cb

]
seja invertível.

Assim, nestes trabalhos, a matriz Cb ou é feita igual à matriz nula ou é feita pro-
porcional à identidade. Em nosso caso, o uso das componentes principais fornece
um interessante modelo para determinarmos a matriz Cbi associada a cada um dos
�ltros discriminativos Θφi

projetado para a componente φi. Para determinarmos
tal modelo, vamos supor que nós intencionamos detectar a componente principal φi.
Assim, os padrões que não são de interesse irão se localizar no subespaço ortogonal
a φi. Conseqüentemente, o ruído associado à componente φi será considerado como
a projeção de padrões típicos no subespaço ortogonal à φi. Assim, a matriz de
covariância Cbi associada a direção φi poderá ser escrita como:

Cbi =
N∑

j=1
j 6=i

ψjFφj
F∗tφj

, (4.9)

onde ψj são constantes que indicam a estatística do ruído, e Fφj
é a matriz circulante

por blocos obtida a partir da componente φj. Nos experimentos realizados, se usou
ψj proporcionais a λj, ou seja, ψj = αλj. Esta escolha se deve ao fato de que,
no conjunto de treinamento, as demais componentes principais irão ter na média
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energias proporcionais a λj.
Finalmente, se substituirmos a Equação (4.9) na Equação (4.8) iremos obter

a forma de�nitiva das matrizes Aφi
:

Aφi
= piF∗tφi

[
piFφi

F∗tφi
+ (1− pi)

N∑
j=1
j 6=i

αλjFφj
F∗tφj

]−1

, (4.10)

onde pi é a probabilidade a priori2 de φi. Vale lembrar novamente que iremos utilizar
a restrição imposta à matriz Aφi

(Equação (3.20)) para determinarmos o �ltro Θφi

por inspeção.

4.5 Considerações Finais

Neste capítulo, apresentamos uma das contribuições deste trabalho. Nós
demonstramos como projetar �ltros discriminativos robustos utilizando as compo-
nentes principais. Os �ltros são projetados para as direções principais de maior
variância. Eles podem ser utilizados para detectar padrões com leves rotações e
deformações. Veri�camos que o uso das componentes principais fornece uma inte-
ressante maneira para determinarmos a matriz de covariância usada no projeto dos
�ltros discriminativos. Neste contexto, os padrões que não são de interesse irão se
localizar no subespaço ortogonal à componente de interesse.

No próximo capítulo, apresentamos os procedimentos experimentais e as si-
mulações utilizando-se o método proposto no contexto do problema da detecção de
pontos �duciais em faces humanas. Além disso, realizam-se comparações entre o
método proposto, seu antecessor e um método similar baseado em SVM. As simula-
ções são realizadas para duas bases de dados (BioID e Feret) com, respectivamente,
503 e 2004 imagens de faces.

2Na prática podemos considerar, sem perda de generalidade que todos os pi's são equiprováveis.
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Capítulo 5

Filtragem Discriminativa utilizando
Análise de Componentes Principais
(DF-B-PCA): Procedimentos
Experimentais e Simulações

5.1 Introdução

Com o objetivo de validar o método por Filtragem Discriminativa utilizando
Análise de Componentes Principais, desenvolvido no Capítulo 4, abordamos o pro-
blema da detecção de pontos �duciais em faces humanas1 que vem recebendo especial
atenção da comunidade cientí�ca. A detecção de pontos �duciais pode ser usada
para reconhecimento de faces [40, 41] e expressões [42], estimação de pose [41, 43],
modelagem de faces em 3D [44] e rastreamento de faces [45, 46]. Não existe uma
de�nição universal para pontos �duciais em faces, porém pode-se comentar que eles
determinam características salientes como os cantos dos olhos esquerdo e direito,
ponta do nariz ou cantos da boca.

1Pode-se encontrar outras denominações, em inglês, tais como facial landmarks e facial feature
point.
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5.2 Rótulos Manuais e Automáticos

Os rótulos de classe de um conjunto de padrões podem ser divididos como
rótulos manuais ou automáticos. Os rótulos automáticos representam a saída do
classi�cador para um padrão de entrada. Considerando-se que o problema da apren-
dizagem é supervisionado (veja o Capítulo 2) então temos que todos os padrões,
utilizados para treinamento, possuem uma classe pré-especi�cada. Os rótulos de
classe pré-especi�cados serão denominados por rótulos manuais. Iremos utilizar o
super-escrito ˜ para explicitar rótulos manuais.

5.3 Bases de Dados

Os experimentos foram realizados em duas bases de dados, denominadas
BioID [91] e Feret [92�94]. Em uma breve descrição geral, na base de dados BioID
temos um total de 1521 imagens contendo faces humanas frontais em nível de cinza
de 23 indivíduos diferentes. A resolução das imagens é de 384 × 286 pixels. As
faces possuem variações de escala (algumas estão perto da câmera e outras não),
iluminação e pequenas rotações. Alguns indivíduos usam óculos, outros têm barba
e/ou bigode. As imagens desta base de dados possuem rótulos manuais para 20
pontos �duciais, porém estes rótulos são imprecisos em diversas imagens. Na base
de dados Feret (versão color) temos um total de 11338 imagens coloridas, codi�cadas
em 24 bits, contendo faces humanas em diferentes perspectivas. A resolução das
imagens é de 512 × 768 pixels. As faces variam em escala e iluminação. Assim
como na BioID, existem indivíduos com óculos, barba e/ou bigode. As imagens
possuem rótulos manuais para 4 pontos �duciais. Por �m, veja alguns exemplos de
imagens para BioID e Feret no Apêndice A.

Consideramos um subconjunto de cada base de dados para realizarmos dois
experimentos. No primeiro, utilizamos 503 imagens da base de dados BioID e no
segundo experimento separamos 2004 imagens da base de dados Feret. Os critérios
de seleção utilizados para originar os subconjuntos consistem em separar faces em
perspectiva frontal, sem óculos, sem barba e sem bigode. Os rótulos manuais nessas
imagens, tanto na BioID quanto na Feret, foram cuidadosamente realizados para 11
pontos �duciais. As numerações, descrições e os acrônimos destes pontos �duciais e
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sua localização na face é fornecida na Tabela 5.1.

Tabela 5.1: Numerações, descrições e acrônimos dos pontos �duciais das bases de
dados BioID e Feret.

Pontos Fiduciais
Número Descrição Acrônimo

00 canto externo do olho direito ceod
01 centro do olho direito cod
02 canto interno do olho direito ciod
03 canto externo do olho esquerdo ceoe
04 centro do olho esquerdo coe
05 canto externo do olho esquerdo cioe
06 canto direito do nariz cdn
07 ponta do nariz pn
08 canto esquerdo do nariz cen
09 canto direito da boca cdb
10 canto esquerdo da boca ceb

5.4 Métrica de Desempenho

Nos experimentos, projeta-se um classi�cador fpf para cada ponto �ducial
pf. Dessa forma, temos que nosso problema será classi�car um candidato x como o
ponto �ducial pf ou não, ou seja, este é um problema a duas classes. Assim, temos
que:

fpf(x) =





1, x é o ponto �ducial pf
0, indica que x não é o ponto �ducial pf

. (5.1)

Neste trabalho, usaremos as distâncias normalizadas por d̃o que corresponde
à distância entre os rótulos manuais dos centros dos olhos esquerdo e direito2. Ma-
tematicamente, d̃o de�ne-se da seguinte forma:

d̃o =

√(
c̃oe(x1)− c̃od(x1)

)2
+

(
c̃oe(y1)− c̃od(y1)

)2
, (5.2)

2É comum encontrarmos outras denominações para d̃o. As mais comuns são distância inter-
ocular e distância entre as pupilas.
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onde: c̃oe(x1, y1) corresponde às coordenadas do rótulo manual do centro do olho
esquerdo e c̃od(x1, y1) são as coordenadas do rótulo manual do centro do olho
direito. Supondo que as coordenadas do rótulo automático para o candidato x

sejam x(x1, y1) e que o rótulo manual do ponto �ducial pf tenha coordenadas iguais
a p̃f(x1, y1) então de�ne-se dpf como:

dpf =

√(
x(x1)− p̃f(x1)

)2
+

(
x(y1)− p̃f(y1)

)2
. (5.3)

Finalmente, a decisão será feita da seguinte maneira:

fpf(x) =





1, se dpf ≤ α d̃o

0, se dpf ≤ α d̃o

, (5.4)

onde: α indica qual percentual de d̃o será considerado para con�rmar se um can-
didato é ponto �ducial. Dessa forma α está no intervalo 0 6 α 6 1. É comum
usarmos α = 0, 1, ou seja, 10% de d̃o.

5.4.1 Desempenho do Classi�cador

O desempenho do classi�cador é medido no contexto de dois cenários que
levam em consideração os rótulos automáticos fornecidos na saída do método. No
primeiro, levamos em conta todos os rótulos automáticos. Neste caso, o desempenho
é medido através das taxas de Verdadeiros Positivos (TP) e Falsos Positivos (FP)
conforme as expressões:

TP(%) = 100
Total de faces em que o algoritmo detecta o ponto fiducial

Total de faces
, (5.5)

FP(%) = 100
Total de rótulos automáticos fora da margem

Total de negativos
. (5.6)

O numerador da Equação (5.5) é determinado utilizando-se a Equação (5.4).
O numerador da Equação (5.6) é determinado usando-se os rótulos automáticos com
distância, em relação ao rótulo manual, superior à α d̃o. Na Figura 5.1, apresentamos
uma ilustração da margem. Ela é de�nida pela circunferência de raio igual a α d̃o.

Na Figura 5.2, temos um exemplo deste cenário. Neste caso, apresentamos
três imagens onde se considera todos os rótulos automáticos como saída. Temos,
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Figura 5.1: Exemplo da margem usada para determinarmos a taxa de FP.

respectivamente, quatro, três e seis rótulos automáticos para as imagens 1, 2 e 3.
Neste caso, a taxa de Verdadeiro Positivo é igual a 100% e a taxa de Falso Positivo
é igual a FP = 100 3+1+2

3000
%.

Figura 5.2: Exemplo do cenário que considera todos os rótulos automáticos como
saída do método.

No segundo, consideramos um único rótulo automático por imagem. Neste
caso, o desempenho é computado através da distribuição de acerto média acumulada
versus distância inter-ocular. Para obtermos esta distribuição basta calcularmos,
para todas as imagens, a que percentual da distância inter-ocular está o rótulo
automático do rótulo manual. Na Figura 5.3, temos um exemplo deste cenário.
Neste caso, a taxa de acerto é igual a 33% quando α = 2%, 66% quando α = 3% e
100% quando α é maior que 6%.
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Figura 5.3: Exemplo para distribuição de acerto média acumulada versus distância
inter-ocular.

5.5 Procedimentos para Pré-processamento, Trei-
namento e Teste

Utilizamos em todas as simulações3, validação cruzada com 7 partições (em
inglês, folds) o que é comum na literatura. Dessa forma, uma simulação totaliza 7
experimentos. Em cada experimento temos dois conjuntos disjuntos, denominados
por treinamento e teste. No conjunto de treinamento utilizamos 6/7 do total de
imagens da base de dados para treinamento e veri�cação de parâmetros e no conjunto
de teste utilizamos 1/7 do total de imagens para validar o modelo treinado.

Nesta seção, veri�caremos primeiramente os procedimentos necessários para
pré-processamento. A seguir, apresentamos as peculiaridades para treinamento dos
métodos e, por �m, os procedimentos para teste dos métodos são expostos.

5.5.1 Pré-processamento das Imagens

Utilizamos, em todas as simulações, um procedimento comum para pré-
processamento das imagens. Na Figura 5.4, temos o diagrama em blocos empregado
sendo composto por três etapas diferentes. A primeira consiste no enquadramento
da face da imagem de entrada utilizando um detector Viola-Jones [95, 96], a seguir
realizamos um escalonamento da imagem para uma resolução pré-de�nida4 e por
último, fazemos a correção de iluminação [97,98].

3Cada simulação corresponde a um ponto �ducial. Dessa forma, temos 11 simulações distintas
para cada base de dados.

4Em todas as simulações a resolução da imagem, após o escalonamento, é igual a 220 × 220.
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Figura 5.4: Diagrama em blocos para o pré-processamento das imagens. Neste exem-
plo, empregamos o pré-processamento à uma imagem em particular. As imagens,
conectadas ao diagrama, fornecem uma visualização da saída das etapas.

5.5.2 Treinamento (Fase de Aprendizagem)

Nesta fase, efetuamos o aprendizado dos métodos utilizando, para cada ex-
perimento, o conjunto de treinamento que corresponde a 6/7 do total de imagens
da base de dados. Primeiramente veri�caremos os procedimentos iniciais, comuns
para todos os métodos. A seguir, complementaremos os procedimentos para cada
método utilizado.

5.5.2.1 Procedimentos Iniciais para Treinamento

Utilizamos dois procedimentos iniciais para treinamento, são eles: região de
interesse e de�nição das classes de positivos e negativos.

Região de Interesse

A região de interesse (em inglês, region of interest) será obtida através de uma
função densidade de probabilidade gaussiana com média µX e matriz de covariância
ΣX , onde X é uma variável aleatória com N realizações iguais às coordenadas dos
pontos �duciais xi = (x1i, x2i) do conjunto de treinamento (onde i = {1, 2, . . . , N}).
A distância euclidiana máxima, acrescida em 5%, entre µX e todos os xi de�nirá
a região elíptica de interesse. Escolhe-se o percentual de 5% para uma margem de
segurançada região elíptica. Dessa forma, um candidato a ponto �ducial pf com
coordenadas y = (y1, y2), somente será considerado caso:

max
rótulo(xi)=pf

{1.05|xi − µX |2} ≥ (y − µX )t Σ−1
X (y − µX ) . (5.7)
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Na Figura 5.5, apresentamos um exemplo de uma imagem após a obtenção
da região de interesse obtida através da Equação (5.7). Neste exemplo, o ponto
�ducial 03 (ceoe) é considerado.

Figura 5.5: Aplicação em uma imagem da região de interesse, obtida através da
Equação (5.7). A marcação �+� indica as coordenadas para o rótulo manual do
ponto �ducial 03 (ceoe) desta imagem. Observe a região elíptica de interesse em
evidência na imagem de saída do diagrama em blocos.

De�nição das Classes de Positivos e Negativos

Após a de�nição da região de interesse realizamos a separação dos blocos
em duas classes que serão denominadas pelo termo positivos, quando nos referirmos
a blocos com centros em pontos �duciais e por negativos quando nos referirmos
aos outros blocos. Na Figura 5.6, ampliamos a região de interesse de uma imagem
para observarmos de forma didática a localização dos blocos pertencentes à classe
de positivos e negativos. Neste exemplo, novamente o ponto �ducial 03 (ceoe)
é considerado. Na imagem da esquerda visualizamos o único bloco, centrado no
ponto �ducial considerado, pertencente à classe de positivos. Claramente, o número
total de blocos da classe de positivos é igual ao número de imagens de treinamento.
Na imagem da direita podemos visualizar os outros blocos que pertencem à classe
de negativos. Observe que o total de blocos desta classe será limitado pela região
elíptica, determinada através da Equação (5.7), de tal forma que o centro dos blocos
não ultrapasse esta região. Em todas as simulações, foram utilizados blocos com
dimensões 13× 13.

Observe que o total de blocos da classe de negativos é bem superior ao total de
blocos da classe de positivos. Porém, ao observarmos a imagem à direita percebemos
intuitivamente que os blocos adjacentes da classe de negativos são semelhantes.
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Figura 5.6: Região de interesse ampliada de uma imagem.

Sendo assim, visando a um melhor desempenho dos sistemas, realizaremos, em cada
imagem de treinamento, uma seleção aleatória uniformemente distribuída de 50
blocos da classe de negativos. Por último, na Figura 5.7, apresentamos o diagrama
em blocos para os procedimentos iniciais para treinamento.

Figura 5.7: Diagrama em blocos para os procedimentos iniciais para treinamento.

5.5.2.2 Procedimentos para Treinamento dos Métodos

Na Figura 5.8, apresentamos o diagrama em blocos completo para treina-
mento do método DF-B-PCA. Para facilitar o entendimento, inserimos, ao longo
do diagrama, uma visualização do processamento de uma imagem. Primeiramente,
realizamos os procedimentos iniciais para treinamento (Seção 5.5.2.1). A seguir, os
�ltros discriminativos Θφi

, onde i = {1, . . . , k}, serão projetados para cada uma
das componentes principais com maiores variâncias utilizando a Equação (4.10).
Cada bloco pertencente a classe de positivos e negativos, subtraído do bloco mé-
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dio da classe de positivos (denominado por µU), será �ltrado por todos os �ltros
Θφi

gerando k matrizes Cφi
(Bz). Aplicando a Equação (3.14) obtemos os valo-

res de DSNR2 das matrizes Cφi
(Bz). Assim, cada bloco Bz terá um vetor DSRN2

associado denominado dBz com dimensões 1 × k. Os vetores dBz serão utilizados
para treinamento do classi�cador Gentle AdaBoost [52] utilizando a toolbox GML
AdaBoost Matlab [53] de tal forma que possamos obter a superfície de decisão que
separa a classe de positivos da classe de negativos. Os �ltros Θφi

e o classi�cador
AdaBoost correspondem à saída do diagrama em blocos (o bloco médio µU também
será utilizado no teste). Por comodidade, todas as etapas estão descritas na legenda
da Figura 5.8.

Com o propósito de comparação, realizamos outras três implementações. A
primeira, denominada por DF-B, consiste na Filtragem Discriminativa sem utilizar
a análise de componentes principais. A segunda, denominada por DF, é a versão
original do método por Filtragem Discriminativa5 [14]. Em ambos, o �ltro discri-
minativo Θ é projetado utilizando-se o bloco médio da classe de positivos. A saída
para DF consiste no �ltro discriminativo Θ e a saída para DF-B compreende o �ltro
Θ e o classi�cador AdaBoost. O classi�cador será obtido como segue: cada bloco
pertencente à classe de positivos e negativos será �ltrado por Θ gerando a matriz
C(Bz). Aplicando a Equação (3.14) obtemos os valores de DSNR2 das matrizes
C(Bz). Assim, cada bloco Bz terá um escalar dBz associado (valor da DSNR2). Os
escalares dBz serão utilizados para treinamento do classi�cador Gentle AdaBoost [52]
utilizando a toolbox GML AdaBoost Matlab [53].

No terceiro método, nomeado por SVM, empregamos classi�cadores Support
Vector Machines (SVM) lineares e não lineares. Neste caso, utilizamos classi�ca-
dores por Support Vector Machines (SVM) lineares e não lineares (original desen-
volvido por Vapnik em [47], outras referências em [20,29,55]) empregando a toolbox
SVM-light [57]. A con�guração em cascata de classi�cadores SVM será formada
por estágios. Cada estágio será projetado utilizando-se os positivos (falsos ou ver-
dadeiros) do estágio imediatamente anterior bem como os rótulos do conjunto de
treinamento. Quanto aos parâmetros (veja a Seção 2.1.4), para o classi�cador SVM
linear variamos a constante C (entre 1 e 128) e para o SVM não linear (kernel poli-

5Neste caso, um único �ltro é usado. Ele será projetado utilizando-se a média dos blocos
pertencentes à classe de positivos.
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nomial) variamos o grau do polinômio (entre 2 e 3) e a constante C (mesma variação
do caso linear).

Na Figura 5.9(a), apresentamos o diagrama em blocos para os métodos DF-B
e DF e na Figura 5.9(b), temos o diagrama para o método SVM. Por comodidade,
a descrição de cada um está localizada nas legendas das �guras.
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Figura 5.8: Diagrama em blocos para fase de treinamento do método DF-B-PCA.
Primeiramente, realizamos os procedimentos iniciais para treinamento (Seção
5.5.2.1). A seguir, os �ltros discriminativos Θφi

, onde i = {1, . . . , k}, serão projeta-
dos para cada uma das componentes principais com maiores variâncias utilizando a
Equação (4.10). Cada bloco pertencente a classe de positivos e negativos, subtraído
do bloco médio da classe de positivos (denominado por µU), será �ltrado por todos
os �ltros Θφi

gerando k matrizes Cφi
(Bz). Aplicando a Equação (3.14) obtemos os

valores de DSNR2 das matrizes Cφi
(Bz). Assim, cada bloco Bz terá um vetor DSRN2

associado denominado dBz com dimensões 1 × k. Os vetores dBz serão utilizados
para treinamento do classi�cador Gentle AdaBoost [52] utilizando a toolbox GML
AdaBoost Matlab [53] de tal forma que possamos obter a superfície de decisão que
separa a classe de positivos da classe de negativos. Os �ltros Θφi

e o classi�cador
AdaBoost correspondem à saída do diagrama em blocos (o bloco médio µU também
será utilizado no teste).
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(a) Diagrama em blocos para treinamento dos métodos DF-B e DF. Em ambos, o �ltro discrimina-
tivo Θ é projetado utilizando-se o bloco médio da classe de positivos. A saída para DF consiste no
�ltro discriminativo Θ e a saída para DF-B compreende o �ltro Θ e o classi�cador AdaBoost. O
classi�cador será obtido como segue: cada bloco pertencente à classe de positivos e negativos será
�ltrado por Θ gerando a matriz C(Bz). Aplicando a Equação (3.14) obtemos os valores de DSNR2

das matrizes C(Bz). Assim, cada bloco Bz terá um escalar dBz associado (valor da DSNR2). Os
escalares dBz serão utilizados para treinamento do classi�cador Gentle AdaBoost [52] utilizando a
toolbox GML AdaBoost Matlab [53].

(b) Diagrama em blocos para treinamento do método SVM (linear e não linear). Neste caso,
utilizamos classi�cadores por Support Vector Machines (SVM) lineares e não lineares (original
desenvolvido por Vapnik em [47], outras referências em [20,29,55]) empregando a toolbox SVM-light
[57]. A con�guração em cascata de classi�cadores SVM será formada por estágios. Cada estágio
será projetado utilizando-se os positivos (falsos ou verdadeiros) do estágio imediatamente anterior
bem como os rótulos do conjunto de treinamento. Quanto aos parâmetros (veja a Seção 2.1.4),
para o classi�cador SVM linear variamos a constante C (entre 1 e 128) e para o SVM não linear
(kernel polinomial) variamos o grau do polinômio (entre 2 e 3) e a constante C (mesma variação
do caso linear).

Figura 5.9: Diagramas em blocos para os métodos DF-B, DF e SVM.
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5.5.3 Teste (Fase de Operação)

Nesta seção, realizamos o teste dos modelos, treinados conforme descrição
realizada na Seção 5.5.2, dos métodos DF-B-PCA, DF-B, DF e SVM. Em cada
experimento temos que o conjunto de teste será formado por 1/7 do total de imagens
da base de dados. Inicialmente, apresentaremos os procedimentos comuns e a seguir
veri�caremos os procedimentos individuais para cada método.

Procedimentos Iniciais e Pós-processamento para Teste

Na Figura 5.10, veri�camos os procedimentos iniciais para teste dos métodos.
A descrição das etapas é feita a seguir. Inicialmente, realizamos o pré-processamento
das imagens conforme descrição realizada na Seção 5.5.1. Por �m, aplicamos o
modelo gaussiano a priori, obtido no treinamento (Seção 5.5.2), nas imagens de
teste para determinarmos a região de interesse.

Figura 5.10: Diagrama em blocos para os procedimentos iniciais para teste.

Na Figura 5.12, veri�camos os procedimentos para pós-processamento. Pri-
meiramente, aplicamos um simples escalonamento para as dimensões da imagem
original. A seguir, podemos optar entre aplicarmos ou não estratégias para obter-
mos somente um rótulo automático. Tais estratégias podem ser utilizadas devido à
proximidade ou entre rótulos automáticos ou entre grupos de rótulos automáticos
(observe a Figura 5.11). Iremos utilizar os acrônimos NA, ML, GML e A para in-
dicar qual estratégia foi utilizada. Na Tabela 5.2, podemos veri�car os acrônimos
com as respectivas descrições.
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Figura 5.11: Exemplo de rótulos automáticos agrupados. À esquerda, temos um
exemplo de vários rótulos automáticos para uma imagem. À direita, temos o resul-
tado obtido aplicando-se uma técnica de pós-processamento. Neste caso, apenas um
rótulo automático foi selecionado.

Tabela 5.2: Estratégias utilizadas no pós-processamento para obtermos somente
um rótulo automático. Cada estratégia será referenciada através dos acrônimos
apresentados na primeira coluna. A descrição de cada estratégia é apresentada na
segunda coluna.
Acrônimo Descrição

NA
Indica que não será utilizada nenhuma estratégia para agrupamento.
Dessa forma, todos os rótulos automáticos serão considerados
como saída do método.

ML
Neste caso, iremos obter somente um rótulo automático como
saída do método. Iremos utilizar o rótulo automático mais
provável, supondo o modelo gaussiano a priori, como
critério de escolha.

GML
Novamente, iremos obter somente um rótulo automático como
saída do método. Neste caso, agrupamos os rótulos automáticos
com distância menor que P pixels e a seguir escolhemos o rótulo
automático mais provável (supondo o modelo gaussiano à priori).

A Neste, teremos somente um rótulo automático como
saída do método. Ele será igual à média dos rótulos automáticos.

Figura 5.12: Diagrama em blocos para pós-processamento na etapa de teste.
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Procedimentos para Teste

Na Figura 5.13, apresentamos o diagrama em blocos para teste do método
DB-B-PCA e nas Figuras 5.14(a) e 5.14(b) temos os diagramas em blocos para teste
dos métodos DF-B, DF e SVM. O processamento de uma imagem pode ser visu-
alizado ao longo do diagrama em blocos. Para o diagrama apresentado na Figura
5.13, primeiramente, efetuamos os procedimentos iniciais para teste. A seguir, as
imagens serão processadas por uma janela deslizante Bz, onde z é a coordenada
correspondente ao centro do bloco. As matrizes Cφi

(Bz) serão obtidas através da
�ltragem entre Bz, subtraído por µU (determinado no treinamento), com cada Θφi

(obtidos no treinamento), onde i = {1, . . . , k}, k corresponde ao número de com-
ponentes principais utilizadas no treinamento. A saída do box DSNR2 fornece a
DSNR2 (Equação (3.14)) para cada Cφi

(Bz). Dessa forma, cada bloco Bz terá um
vetor DSNR2 associado denominado dBz . O classi�cador AdaBoost, construído no
treinamento (Seção 5.5.2), usará dBz para classi�car Bz. Por último, realizamos a
etapa de pós-processamento conforme a estratégia escolhida (veja a Tabela 5.2).

Para os diagramas dos métodos DF-B e DF, apresentados na Figura 5.14(a),
primeiramente, efetuamos os procedimentos iniciais para teste. A seguir, as imagens
serão processadas por uma janela deslizante Bz, onde z é a coordenada do centro do
bloco. As matrizes C(Bz) serão obtidas através da �ltragem entre os blocos Bz e o
�ltro Θ (obtido no treinamento). A saída do box DSNR2 fornece a DSNR2 (Equação
(3.14)) para C(Bz). Dessa forma, cada bloco Bz terá um escalar DSNR2 associado
denominado dBz . Neste ponto os métodos diferem. Para o método DF-B seguimos
a rota A (observe no diagrama), neste caso, o classi�cador AdaBoost, construído
no treinamento (Seção 5.5.2), usará dBz para classi�car Bz. Para o método DF
seguimos a rota B, neste caso, a saída em cada imagem será igual aos valores de
DSNR2 máximos. Por último, realizamos a etapa de pós-processamento conforme a
estratégia escolhida (veja a Tabela 5.2).

Para o diagrama utilizado para os métodos baseados em SVM, apresentado
na Figura 5.14(b), Primeiramente realizamos os procedimentos iniciais para teste.
A seguir, as imagens serão processadas por uma janela deslizante Bz, onde z é a
coordenada do centro do bloco. O classi�cador SVM, determinado no treinamento,
será utilizado para classi�car cada bloco Bz. Por último, realizamos a etapa de pós-
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processamento conforme a estratégia escolhida (veja a Tabela 5.2). Por comodidade
apresentamos as descrições dos diagramas nos rodapés das �guras.

Figura 5.13: Diagrama em blocos para teste do método DF-B-PCA. Primeiramente,
efetuamos os procedimentos iniciais para teste. A seguir, as imagens serão processa-
das por uma janela deslizante Bz, onde z é a coordenada correspondente ao centro
do bloco. As matrizes Cφi

(Bz) serão obtidas através da �ltragem entre Bz, subtraído
por µU (determinado no treinamento), com cada Θφi

(obtidos no treinamento), onde
i = {1, . . . , k}, k corresponde ao número de componentes principais utilizadas no
treinamento. A saída do box DSNR2 fornece a DSNR2 (Equação (3.14)) para cada
Cφi

(Bz). Dessa forma, cada bloco Bz terá um vetor DSNR2 associado denominado
dBz . O classi�cador AdaBoost, construído no treinamento (Seção 5.5.2), usará dBz

para classi�car Bz. Por último, realizamos a etapa de pós-processamento conforme
a estratégia escolhida (veja a Tabela 5.2).
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(a) Métodos DF-B e DF. Em ambos, primeiramente efetuamos os procedimentos iniciais para
teste. A seguir, as imagens serão processadas por uma janela deslizante Bz, onde z é a co-
ordenada do centro do bloco. As matrizes C(Bz) serão obtidas através da �ltragem entre os
blocos Bz e o �ltro Θ (obtido no treinamento). A saída do box DSNR2 fornece a DSNR2

(Equação (3.14)) para C(Bz). Dessa forma, cada bloco Bz terá um escalar DSNR2 associado
denominado dBz . Neste ponto os métodos diferem. Para o método DF-B seguimos a rota A
(observe no diagrama), neste caso, o classi�cador AdaBoost, construído no treinamento (Seção
5.5.2), usará dBz para classi�car Bz. Para o método DF seguimos a rota B, neste caso, a saída
em cada imagem será igual aos valores de DSNR2 máximos. Por último, realizamos a etapa de
pós-processamento conforme a estratégia escolhida (veja a Tabela 5.2).

(b) Método SVM. Primeiramente realizamos os procedimentos iniciais para teste. A seguir, as
imagens serão processadas por uma janela deslizante Bz, onde z é a coordenada do centro do
bloco. O classi�cador SVM, determinado no treinamento, será utilizado para classi�car cada
bloco Bz. Por último, realizamos a etapa de pós-processamento conforme a estratégia escolhida
(veja a Tabela 5.2).

Figura 5.14: Diagrama em blocos para teste dos métodos DF-B, DF e SVM.
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5.6 In�uência da Quantidade de Componentes
Principais

Nesta seção, apresentamos os resultados para a in�uência da quantidade de
componentes principais, empregada no projeto do �ltro discriminativo, no desempe-
nho do método DF-B-PCA, para um subconjunto das bases de dados BioID e Feret
com, respectivamente, 503 e 2004 imagens (Seção 5.3). Os resultados foram obtidos
utilizando-se validação cruzada com 7 folds, onde o conjunto de treinamento corres-
ponde a 6/7 do total de imagens e o conjunto de teste corresponde a 1/7 do total de
imagens. Os procedimentos de treinamento foram desenvolvidos conforme descrição
realizada na Seção 5.5.2. Os procedimentos para teste estão na Seção 5.5.3; neste
caso, utilizamos o pós-processamento NA6 (veja a Tabela 5.2).

A disposição dos resultados é feita da seguinte maneira. Primeiramente, te-
mos dois grá�cos que indicam, usando barras, as percentagens médias de Verdadeiros
Positivos (TP) e Falsos Positivos (FP). Nestes grá�cos, a quantidade de componen-
tes principais utilizada está localizada na horizontal. A pequena barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão. A
seguir, apresentamos um terceiro grupo de grá�cos. Nestes, as taxas de TP e FP,
para cada componente, são representadas por coordenadas cuja localização está as-
sociada ao desempenho obtido. Dessa forma, podemos veri�car qual componente
proporciona o melhor desempenho. Observe que quanto mais acima e à esquerda a
coordenada estiver melhor será o desempenho obtido.

Utilizamos α = 0, 1 (Equação (5.4)), ou seja, consideramos que se acerta um
ponto �ducial quando ele está a menos de 10% de d̃o (distância inter-ocular da face)
do seu rótulo manual. Observe que acrescentamos, em cada página, uma imagem
de referência onde consta a localização dos pontos �duciais.

Ao �nal desta seção, veri�camos a análise dos resultados e uma síntese dos
melhores resultados obtidos, formatados em uma tabela.

6Lembramos que o acrônimo NA indica que não será utilizada nenhuma estratégia para agru-
pamento. Dessa forma, todos os rótulos automáticos serão considerados como saída do método.

59



1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 00  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 00  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 00  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 00  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 05  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 05  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 05  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 05  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

Figura 5.15: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 00 e 05. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.16: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 00 e 05. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 5.17: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 02 e 03. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.18: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 02 e 03. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 5.19: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 01 e 04. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.20: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 01 e 04. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 5.21: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 06 e 08. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.22: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 06 e 08. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 5.23: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para o ponto �ducial 07. A barra na cor escura, situada no
topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.24: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para o ponto �ducial 07. Cada coordenada indica as taxas
de TP e FP obtidas por cada componente.

69



1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 09  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 09  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 09  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 09  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 10  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 10  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 10  (DF−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 10  (DF−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

Figura 5.25: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 09 e 10. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 5.26: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 09 e 10. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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5.6.1 Análise dos Resultados

Nas Figuras 7.5 até 7.15 apresentamos os grá�cos de TP (Verdadeiros Positi-
vos) e FP (Falsos Positivos) para todos os pontos �duciais das bases de dados BioID
e Feret. Após analisarmos as �guras podemos veri�car que:

1. Para as bases de dados BioID e Feret temos, em todos os pontos �duciais, um
considerável equilíbrio da taxa de TP quando o número de componentes k é
superior a 23. Exceto para os pontos �duciais 10 da base BioID e 07 da base
Feret, percebemos que para k superior a 53 temos que a taxa de TP é superior
a 92%.

2. Para as bases BioID e Feret temos, em todos os pontos �duciais, uma redução
brusca da taxa de FP quando o número de componentes k está entre 1 e 23.

3. Para as bases de dados BioID e Feret para k superior a 23 percebe-se uma
tendência decrescente para a taxa de FP. Para k superior a 53 temos que a
taxa de FP é inferior a 1,0%;

4. Na base Feret, o ponto �ducial 07 apresenta valores de taxa de FP com uma
tendência decrescente. Porém, observe que a taxa de TP segue a mesma
tendência.

As �guras evidenciam que a utilização das componentes principais proporci-
ona um ganho signi�cativo no desempenho7 do método DF-B-PCA. Por exemplo:

1. Na base BioID para o ponto �ducial 07 temos que a taxa de FP decresce de
∼= 0, 6% (k = 8) para ∼= 0, 18% (k = 63) o que equivale a uma redução de
∼= 70% e a taxa de TP eleva-se de 90% para 96%; para o ponto �ducial 02 a
taxa de FP decresce de ∼= 1, 0% (k = 8) para ∼= 0, 26% (k = 63), equivalente
a uma redução de ∼= 75% enquanto que a taxa de TP permanece em ∼= 92%.

2. Na base Feret para o ponto �ducial 00 temos que a taxa de FP decresce de
∼= 0, 75% (k = 13) para ∼= 0, 26% (k = 63) o que equivale a uma redução de
∼= 70% e a taxa de TP se mantém em ∼= 95%.

7Perceba que idealmente, buscamos FP = 0% e TP = 100%. Porém, na realidade é necessário
um compromisso entre as taxas de FP e TP. Dessa forma, iremos considerar que o método possui
resultados e�cazes quando temos um valor baixo para a taxa de FP e um valor elevado para a taxa
de TP. Note, porém, que é mais importante ter uma taxa de FP baixa do que uma taxa de TP
alta.
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É importante comentar que não existem evidências de que a taxa de FP
decresça inde�nidamente com o aumento do número de componentes. Para todos
os pontos �duciais, observe que com k superior a 43 temos que as taxas de FP
praticamente estabilizam.

Os resultados obtidos para as bases de dados BioID e Feret reforçam as
evidências de que:

1. A utilização das componentes principais proporciona um ganho signi�cativo
no desempenho do método DF-B-PCA.

2. O número de componentes principais é fator determinante na e�cácia do mé-
todo DF-B-PCA.

3. Não existem evidências de que a taxa de FP decresça inde�nidamente.

Por �m, apresentamos uma síntese dos melhores resultados obtidos, em forma
de tabela, em termos do número de componentes principais para todos os pontos
�duciais (observe a Tabela 5.3). Nesta, listamos as taxas médias de Verdadeiros
Positivos (TP) e Falsos Positivos (FP) e os respectivos desvios padrões (σ) obtidos
por validação cruzada com 7 folds.
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Síntese dos Resultados para DF-B-PCA

Tabela 5.3: Bases de dados BioID e Feret: síntese dos melhores desempenhos, em ter-
mos da quantidade de componentes principais, para o método DF-B-PCA. As taxas
médias de Verdadeiros Positivos (TP) e Falsos Positivos (FP) e os respectivos desvios
padrões (σ) foram obtidos por validação cruzada com 7 folds. O pós-processamento
NA foi utilizado.

BioID

PFs qPC DF-B-PCA

TP σ FP σ

00 63 96,6 2,2 0,05 0,03
01 58 95,4 2,8 0,10 0,05
02 53 95,0 2,1 0,24 0,14
03 53 95,0 2,5 0,08 0,03
04 53 97,8 2,8 0,11 0,04
05 58 97,4 2,5 0,05 0,02
06 63 93,2 1,6 0,14 0,03
07 63 95,8 3,7 0,18 0,02
08 63 94,8 2,6 0,17 0,02
09 63 92,8 3,0 0,18 0,04
10 63 87,4 2,9 0,18 0,02

Feret

PFs qPC DF-B-PCA

TP σ FP σ

00 58 95,4 1,5 0,22 0,05
01 58 93,1 2,1 0,27 0,05
02 63 96,2 1,0 0,32 0,16
03 63 92,8 2,4 0,29 0,03
04 53 94,7 1,7 0,16 0,01
05 58 95,9 0,8 0,25 0,01
06 63 96,3 1,1 0,28 0,07
07 58 89,9 2,1 0,30 0,02
08 63 97,2 1,1 0,36 0,03
09 63 94,5 0,9 0,16 0,01
10 63 93,1 1,3 0,14 0,04
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5.7 Comparação entre DF-B-PCA, DF e DF-B

Nesta seção, apresentamos uma comparação dos desempenhos para os méto-
dos DF-B-PCA, DF-B e DF. Os procedimentos de treinamento dos métodos DF-B e
DF estão descritos na Seção 5.5.2 e os procedimentos para teste estão na Seção 5.5.3.
Os métodos são treinados para cada ponto �ducial de cada base de dados. Utili-
zamos o pós-processamento NA, dessa forma, todos os rótulos automáticos serão
considerados (veja a Tabela 5.2) e a valor de α é igual a 0, 1. (Equação (5.4)). Nesta
comparação, listamos as taxas médias de Verdadeiros Positivos (TP) e Falsos Posi-
tivos (FP) e os respectivos desvios padrões (σ) obtidos por validação cruzada com
7 folds. Para que a comparação seja efetiva precisamos considerar alguns critérios:

1. Valores elevados de taxa de FP indicam que o método não possui um desem-
penho satisfatório. Obviamente, valores reduzidos de taxa de FP indicam que
o método é e�caz. Na prática, valores de taxa de FP inferiores a 1,5% serão
considerados aceitáveis.

2. Valores reduzidos de taxa de TP indicam que o método não possui um desem-
penho satisfatório. Na prática, valores de taxa de TP superiores a 80% podem
ser considerados satisfatórios.

3. Supondo valores de taxa de FP reduzidos e similares, observa-se a taxa de TP
obtida. Caso a taxa de TP seja superior então podemos inferir que um método
supera o outro (obviamente TP > 80%).

Os resultados para o método DF-B-PCA, apresentados na Tabela 5.3, foram
acrescentados na Tabela 5.4. Ao analisarmos os resultados apresentados na Tabela
5.4 podemos veri�car que:

1. Para as bases de dados BioID e Feret o método DF-B-PCA possui taxas de
FP abaixo da taxa aceitável para todos os pontos �duciais. As taxas de TP
superam 80% em todos os casos.

2. Para as bases BioID e Feret o método DF-B apresenta taxas de FP eleva-
das para todos os pontos �duciais. Elas estão muito acima de 1,5% (valor
considerado aceitável). Sendo assim, podemos inferir que este método não é
e�caz.
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3. Para as bases BioID e Feret o método DF possui taxas de FP bem abaixo
da taxa aceitável para todos os pontos �duciais. Porém, as taxas de TP não
atingem valores satisfatórios tornando o método ine�caz.

A Tabela 5.4 evidencia que o método DF-B-PCA proporciona um ganho
signi�cativo em relação aos métodos DF-B e DF para todos os pontos �duciais.
Perceba que o método DF-B-PCA proporciona um bom compromisso entre taxas
de TP e FP, ou seja, temos altas taxas de TP e baixas taxas de FP. Note que
os métodos DF-B-PCA, DF-B e DF apresentam um comportamento de resultados
equivalente para as duas bases de dados (BioID e Feret).
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Tabela 5.4: Bases de dados BioID e Feret: comparação entre os métodos DF-B-PCA,
DF e DF-B para os pontos �duciais apresentados na face localizada na parte superior
da tabela. A denominação NA indica a estratégia de agrupamento utilizada (sem
agrupamento).

BioID

PFs DF-B-PCA-NA DF-NA DF-B-NA
(proposto)

TP σ FP σ TP σ FP σ TP σ FP σ

00 96,6 2,2 0,05 0,03 21,1 4,7 0,22 0,03 100,0 0,0 21,64 6,2
01 95,4 2,8 0,10 0,05 59,2 6,8 0,30 0,04 100,0 0,0 7,27 2,3
02 95,0 2,1 0,24 0,14 53,7 6,1 0,39 0,03 100,0 0,0 20,25 1,6
03 95,0 2,5 0,08 0,03 65,6 13,7 0,30 0,03 100,0 0,0 8,41 0,8
04 97,8 2,8 0,11 0,04 65,0 9,6 0,40 0,02 99,8 0,5 5,30 1,3
05 97,4 2,5 0,05 0,02 70,3 12,4 0,23 0,04 99,6 1,1 6,99 4,5
06 93,2 1,6 0,14 0,03 56,7 9,3 0,25 0,04 99,8 0,5 9,59 1,6
07 95,8 3,7 0,18 0,02 54,1 8,1 0,20 0,01 99,8 0,5 5,66 1,7
08 94,8 2,6 0,17 0,02 54,9 5,0 0,23 0,01 99,8 0,5 5,49 0,5
09 92,8 3,0 0,18 0,04 43,5 5,5 0,22 0,01 99,8 0,5 14,44 4,2
10 87,4 2,9 0,18 0,02 22,1 6,2 0,11 0,04 100,0 0,0 15,93 2,5

Feret

PFs DF-B-PCA-NA DF-NA DF-B-NA
(proposto)

TP σ FP σ TP σ FP σ TP σ FP σ

00 95,4 1,5 0,22 0,05 35,1 6,5 0,18 0,04 100,0 0,0 20,09 8,08
01 93,1 2,1 0,27 0,05 15,8 1,8 0,31 0,06 100,0 0,0 39,07 1,39
02 96,2 1,0 0,32 0,16 32,2 11,3 0,22 0,09 99,9 0,1 19,21 4,22
03 92,8 2,4 0,29 0,03 64,9 3,7 0,52 0,01 100,0 0,0 19,21 2,51
04 94,7 1,7 0,16 0,01 25,7 3,0 0,40 0,01 100,0 0,0 27,14 1,84
05 95,9 0,8 0,25 0,01 33,0 2,8 0,26 0,00 100,0 0,0 23,83 0,83
06 96,3 1,1 0,28 0,07 74,1 2,5 0,14 0,04 99,9 0,1 12,37 0,75
07 89,9 2,1 0,30 0,02 42,6 3,9 0,22 0,01 100,0 0,0 23,71 1,69
08 97,2 1,1 0,36 0,03 77,8 2,2 0,15 0,01 100,0 0,0 18,76 0,72
09 94,5 0,9 0,16 0,01 18,4 1,6 0,12 0,00 100,0 0,0 28,46 3,60
10 93,1 1,3 0,14 0,04 9,8 4,0 0,07 0,02 100,0 0,0 15,78 3,23
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5.8 Comparação entre DF-B-PCA e SVM

Nesta seção, temos uma comparação dos resultados para o método
DF-B-PCA e para os métodos por SVM (linear e kernel polinomial). O SVM
é treinado para cada ponto �ducial das duas bases de dados. Utilizamos o pós-
processamento NA (veja a Tabela 5.2) e consideramos α = 0, 1 (Equação (5.4)). Os
procedimentos para treino e teste do método SVM estão descritos, respectivamente,
nas Seções 5.5.2 e 5.5.3. Nesta comparação, apresentamos as taxas médias de Ver-
dadeiros Positivos (TP) e Falsos Positivos (FP) e os respectivos desvios padrões
obtidos por validação cruzada com 7 folds.

Considerando os critérios estabelecidos na Seção 5.7 e analisando os resulta-
dos apresentados para Tabela 5.5 podemos veri�car que:

1. Para a base BioID o método SVM linear apresenta taxas de FP próximas
de 1,5% para seis pontos �duciais, ou seja, 55% dos pontos �duciais estão
com taxas de FP acima do valor aceitável. Nestes casos, estes valores não
ultrapassam 3 %. As taxas de TP para os casos em que FP < 1, 5% �cam
acima de 92% exceto para o ponto �ducial 07. Dessa forma, podemos inferir
que este método é e�caz em um total de três pontos �duciais (00, 01 e 08).

2. A diversidade da base Feret piorou o desempenho do método SVM linear. Em
algum casos, a taxa de FP foi bem superior a 1,5%. Observe que os valores
de desvio padrão das taxas de TP estão acima de 12% (exceto para o ponto
�ducial 03 onde σ = 9, 7%).

3. Para as bases de dados BioID e Feret o método SVM com kernel polinomial
apresenta taxas de FP abaixo de 1,5% para quase todos os pontos �duciais.
As taxas de TP estão acima de 90%, exceto para o ponto �ducial 07 da base
Feret. Note que o ponto �ducial 07 da base Feret apresentou uma baixa taxa
de TP e o ponto �ducial 06 apresentou um alto valor de desvio padrão para a
taxa de TP.
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Por �m, após os comentários acima referentes aos resultados apresentados na
Tabela 5.5 podemos concluir que o método SVM com kernel polinomial possui ex-
celentes resultados, ao contrário do desempenho para o método SVM linear que não
é satisfatório. Ao confrontarmos os resultados obtidos para o método DB-B-PCA
com os do SVM-Pol percebemos que ambos possuem um bom compromisso entre
taxas de TP e FP. Perceba que as taxas de TP no SVM-Pol são superiores ao passo
que as taxas de FP no DF-B-PCA são inferiores.
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Tabela 5.5: Bases de dados BioID e Feret: comparação entre os métodos DF-B-PCA,
SVM linear e SVM com kernel polinomial.

BioID

PFs DF-B-PCA-NA SVM-L-NA SVM-Pol-NA
(proposto)

TP σ FP σ TP σ FP σ TP σ FP σ

00 96,6 2,2 0,05 0,03 92,4 9,8 1,09 0,74 99,6 0,7 0,39 0,07
01 95,4 2,8 0,10 0,05 99,6 1,0 0,32 0,09 98,8 1,2 0,04 0,02
02 95,0 2,1 0,24 0,14 93,0 14,3 1,58 0,59 94,2 2,7 0,15 0,03
03 95,0 2,5 0,08 0,03 96,0 1,7 0,46 0,21 99,8 0,5 0,33 0,09
04 97,8 2,8 0,11 0,04 97,2 4,2 2,49 4,76 98,8 1,5 0,08 0,05
05 97,4 2,5 0,05 0,02 98,8 3,1 2,27 0,62 99,6 0,7 0,42 0,09
06 93,2 1,6 0,14 0,03 99,6 1,0 1,40 1,44 99,6 0,7 0,31 0,05
07 95,8 3,7 0,18 0,02 47,1 9,6 0,06 0,03 99,6 0,7 0,60 0,05
08 94,8 2,6 0,17 0,02 95,4 3,9 0,40 0,09 99,0 1,1 0,24 0,03
09 92,8 3,0 0,18 0,04 96,8 5,5 2,91 5,12 98,8 1,7 0,39 0,06
10 87,4 2,9 0,18 0,02 98,6 1,9 1,47 0,49 99,6 0,7 0,35 0,04

Feret

PFs DF-B-PCA-NA SVM-L-NA SVM-Pol-NA
(proposto)

TP σ FP σ TP σ FP σ TP σ FP σ

00 95,4 1,5 0,22 0,05 91,1 12,4 3,00 2,04 91,9 6,7 0,26 0,16
01 93,1 2,1 0,27 0,05 80,0 15,7 1,85 3,30 99,1 0,8 0,17 0,03
02 96,2 1,0 0,32 0,16 89,8 25,3 19,51 15,60 97,1 7,0 0,38 0,11
03 92,8 2,4 0,29 0,03 93,6 9,7 4,82 5,47 98,8 1,2 0,22 0,09
04 94,7 1,7 0,16 0,01 63,7 39,6 0,43 0,36 99,4 0,5 0,18 0,02
05 95,9 0,8 0,25 0,01 73,3 27,6 0,84 0,61 94,8 6,1 0,30 0,18
06 96,3 1,1 0,28 0,07 73,9 33,7 2,06 3,32 91,8 16,8 0,35 0,39
07 89,9 2,1 0,30 0,02 80,7 13,0 1,16 0,62 68,4 33,4 13,64 23,08
08 97,2 1,1 0,36 0,03 86,2 16,3 2,13 2,42 93,8 7,6 0,94 1,16
09 94,5 0,9 0,16 0,01 84,7 17,4 1,57 1,43 90,7 6,4 0,12 0,11
10 93,1 1,3 0,14 0,04 54,4 38,0 0,76 1,33 93,1 9,3 0,19 0,15

80



5.9 Estratégias para Pós-processamento para o Mé-
todo DF-B-PCA

Conforme mencionado, podemos aplicar estratégias para pós-processamento
dos métodos (observe a Figura 5.12 e a descrição de cada estratégia na Tabela 5.2).
Por comodidade, lembramos que as estratégias ML, GML e A têm por objetivo
selecionar somente um rótulo automático por imagem (consulte o rodapé (8) para
detalhes).

Nas Figuras 5.27 até 5.32, apresentamos os resultados obtidos para o método
DF-B-PCA utilizando as bases de dados BioID e Feret, utilizando estratégias de pós-
processamento ML, GML e A. A disposição dos resultados será feita utilizando-se um
grá�co por ponto �ducial. Cada grá�co será composto por três curvas relacionadas à
estratégia utilizada, sendo que cada uma corresponde à distribuição de acerto média
acumulada versus distância inter-ocular (note que, nestes casos, não faz sentido
computarmos falsos positivos). A linha vertical pontilhada, exposta em cada grá�co,
auxilia a visualização da distância inter-ocular igual a 10% (α = 0, 1).

Os grá�cos foram alinhados, para facilitar a comparação dos resultados,
levando-se em consideração a simetria da face em cada base de dados. Por exemplo,
observe a disposição dos grá�cos dos pontos �duciais 01 e seu simétrico 04, note que
os grá�cos obtidos para a base BioID estão acima dos obtidos para a Feret. Após
analisarmos os resultados podemos veri�car que:

1. Naturalmente, as estratégias ML, GML e A proporcionam resultados inferi-
ores aos da NA. É importante lembrar que na estratégia NA não existe a
preocupação de selecionarmos apenas um rótulo automático por imagem.

2. Para as bases de dados BioID e Feret, em todos os pontos �duciais, observamos
que as estratégias GML e ML proporcionam resultados equivalentes.

3. O uso da estratégia A não produz resultados satisfatórios.
8Nas estratégias ML, GML e A iremos obter somente um rótulo automático como saída do

método. Na ML, iremos utilizar o rótulo automático mais provável, supondo o modelo gaussiano
a priori. Na GML, agrupamos os rótulos automáticos com distância menor que 8 pixels e a seguir
escolhemos o rótulo automático mais provável (supondo o modelo gaussiano a priori). Na estratégia
A, o rótulo automático será igual à média de todos os rótulos automáticos.
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4. Perceba que, de maneira geral, as curvas para pontos �duciais simétricos pos-
suem um comportamento equivalente.

5. Para a base BioID, nos pontos �duciais localizados na região dos olhos, po-
demos observar que as taxas de acerto são superiores a 92% e para os pontos
�duciais localizados nas regiões da boca e do nariz as taxas são superiores a
82%, exceto para o ponto �ducial 10 (observe a interseção entre as curvas e a
linha vertical pontilhada que representa 10% da distância inter-ocular).

6. Para a base Feret, nos pontos �duciais localizados nos centros e nos cantos
internos dos olhos, podemos observar que as taxas �cam acima de 90% e nos
cantos externos as taxas estão acima de 85%. Para os pontos nos cantos do
nariz as taxas �cam acima de 90%. Para os pontos localizados no centro do
nariz e nos cantos da boca as taxas de acerto �cam por volta de 80%.

Podemos concluir que os resultados apresentados nas Figuras 5.27 e 5.32 de-
monstram que tanto a estratégia ML quanto a GML podem ser utilizadas no método
DF-B-PCA para seleção de apenas um rótulo automático com resultados satisfató-
rios. Por �m, assim como para o método DF-B-PCA, utilizamos as estratégias ML,
GML e A nos métodos SVM linear e SVM com kernel polinomial. Para o SVM linear
obtivemos resultados superiores com a estratégia ML e para o SVM-Pol obtivemos
resultados similares com as estratégias GML e ML. Em ambos, o uso da estratégia
A não produz resultados satisfatórios.
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Figura 5.27: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 00 e 05.
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Figura 5.28: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 02 e 03.
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Figura 5.29: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 01 e 04.
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Figura 5.30: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 06 e 08.
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Figura 5.31: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para o ponto �ducial 07.
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Figura 5.32: Bases de dados BioID e Feret: resultados para o método DF-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 09 e 10.
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5.10 Estratégias para Pós-processamento: Compa-
ração entre DF-B-PCA e SVM

Nesta seção, utilizaremos as estratégias para seleção de somente um rótulo
automático para compararmos o desempenho dos métodos DF-B-PCA, SVM linear
e SVM com kernel polinomial. A estratégia GML foi utilizada para os métodos
DF-B-PCA e SVM-Pol e para o método SVM linear utilizamos a estratégia ML.

Os grá�cos, apresentados nas Figuras 5.33 até 5.38, estão dispostos no mesmo
formato apresentado na Seção 5.9. A única diferença está na correspondência entre
as curvas de cada grá�co. Observe que cada uma especi�cará um método (veja as
legendas dos grá�cos). Após análise dos grá�cos podemos veri�car que:

1. Para as bases de dados BioID e Feret, em quase todos os pontos �duciais
temos que as taxas de acerto para o método SVM com kernel polinomial são
superiores às do SVM linear. Apenas no ponto �ducial 08 da base BioID o
SVM linear é ligeiramente superior ao SVM-Pol.

2. Em termos de taxas de acerto, para a base BioID o método SVM-Pol propor-
ciona, para os pontos �duciais localizados na região dos olhos, taxas de acerto
superiores a 90%. Observe que as taxas para os pontos correspondentes aos
centros dos olhos estão acima de 95%. Para os pontos �duciais localizados nas
regiões da boca e do nariz as taxas são superiores a 82%. Para a base Feret o
método SVM-Pol proporciona, para os pontos �duciais localizados na região
dos olhos, taxas de acerto superiores a 85%. Note que as taxas para os pontos
localizados nos centros e nos cantos internos dos olhos estão acima de 95%.
Para os pontos �duciais nos cantos do nariz as taxas �cam pouco abaixo de
90% e nos cantos da boca as taxas �cam pouco acima de 80%. Para o ponto
�ducial 07 o SVM-Pol não apresenta um resultado satisfatório.

89



Os grá�cos demonstram que o método proposto (DF-B-PCA) possui resulta-
dos competitivos quando comparados com os do método SVM com kernel polinomial.
Para a base de dados BioID observe que, em três pontos �duciais (00, 05 e 07), os
resultados para o método DF-B-PCA são superiores aos do SVM-Pol. Para a base
Feret note que as taxas obtidas para o método DF-B-PCA nos pontos �duciais 00
e 05 mantêm os bons resultados e nos pontos �duciais 06, 07 e 08 os resultados são
superiores aos do SVM-Pol.
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Figura 5.33: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para os pontos �duciais 00 e 05.
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Figura 5.34: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para os pontos �duciais 02 e 03.
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Figura 5.35: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para os pontos �duciais 01 e 04.
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Figura 5.36: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para os pontos �duciais 06 e 08.
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Figura 5.37: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para o ponto �ducial 07.
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Figura 5.38: Bases de dados BioID e Feret: resultados para o método DF-B-PCA,
SVM com kernel polinomial e SVM linear utilizando as estratégias, respectivamente,
GML, GML e ML para os pontos �duciais 09 e 10.
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5.11 Considerações Finais

Neste capítulo, atacamos o problema da detecção de pontos �duciais em faces
humanas com o objetivo de validarmos o método proposto. Com o propósito de
comparação, realizamos outras implementações denominadas por DF-B, DF, SVM-L
e SVM-Pol. As simulações para todos os métodos, foram realizadas utilizando-se
dois subconjuntos das bases de dados BioID e Feret, respectivamente com 503 e 2004
imagens no total, com 11 pontos �duciais cuidadosamente rotulados. Os resultados
foram obtidos utilizando-se validação cruzada com 7 folds.

Os resultados obtidos comprovam que o método proposto proporciona re-
sultados bem superiores aos seus antecessores (DF-B e DF) para todos os pontos
�duciais demonstrando que as modi�cações propostas foram e�cazes. Os resultados
adquiridos para o método proposto são competitivos quando comparados aos do
método SVM-Pol, que representa o estado da arte, e bem superiores aos do método
SVM-L.

No próximo capítulo, apresentamos uma classe de detectores denominado por
Detectores por Produto Interno (IPD), sendo a próxima contribuição desta Tese, que
utiliza um produto interno para determinar se um candidato é ou não o padrão de
interesse. Demonstramos que a Filtragem Discriminativa e os Filtros de Correlação
são casos particulares do IPD. Por �m, apresentamos uma formulação para obtermos
IPD robustos.
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Capítulo 6

Detectores por Produto Interno com
Minimização do Erro Quadrático
Médio (IPD)

Recentemente, pode-se encontrar na literatura diversas técnicas originadas do
tradicional método denominado Filtros de Correlação ou CF (em inglês, Correlation
Filters [33,99]). Os algoritmos desenvolvidos podem ser aplicados no reconhecimento
de: faces humanas [31�35], íris [36], características biométricas [37�39], dentre ou-
tras [100]. Neste capítulo, desenvolvemos uma classe de detectores denominados
Detectores por Produto Interno (IPD). O classi�cador obtido para o IPD, na forma
de um vetor h, será ótimo no sentido de minimizar o erro médio quadrático e sua
saída será obtida através do produto interno da entrada com o vetor h. Demons-
tramos a relação existente entre os métodos baseados nos Filtros de Correlação e
a Teoria de Filtragem Discriminativa por Restauração do Impulso, apresentada no
Capítulo 3. A seguir, mostramos como utilizar a Análise de Componentes Principais
(veja o Capítulo 4) para estender a teoria desenvolvida para o IPD.
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6.1 Detectores por Produto Interno com Minimiza-
ção do Erro Quadrático Médio para uma Única
Classe de Padrões

Nesta seção, partindo de uma solução LMMSE para o problema de classi�-
cação de�niremos o detector por produto interno onde poderão ser dados diferentes
pesos na aceitação/rejeição de determinados conjuntos de padrões.

Suponha uma variável aleatória Xd×1 de tal forma que suas realizações xi

possam ser classi�cadas ou nas classes A1,A2, . . . ,An ou na classe B que concentra
os demais padrões (observe a Figura 6.1 para n = 4). A probabilidade de X pertencer
à classe B será de�nida por p(B). A probabilidade de X pertencer à Ai será de�nida
como p (Ai) = pi, com i = {1, 2, . . . , n}. Dessa forma, podemos resumir:

Figura 6.1: Representação das classes para n = 4. À esquerda temos as realizações
possíveis da variável aleatória X e à direita as classes A1, A2, A3, A4 e B.

p (Ai) = p (X ∈ Ai) = pi,

p (B) = p (X ∈ B) . (6.1)

Nesta seção, nosso objetivo é obter um classi�cador cuja saída é dada pelo
produto interno dos vetores hAi

(com dimensão d× 1) e x tal que, se a entrada x é

99



uma realização da variável aleatória X pertencente a Ai então:

< x,hAi
> = ht

Ai
x = 1

e, caso contrário,
< x,hAi

> = ht
Ai

x = 0.

Genericamente, pode-se escrever:

< X ,hAi
> = ht

Ai
X = C, (6.2)

onde C = 1 para X ∈ Ai e C = 0 para X /∈ Ai.
Na verdade procuramos um vetor hAi

, na Equação (6.2), que produza o
melhor classi�cador possível no sentido dos mínimos quadrados, isto é, de�nindo o
erro como:

E = ht
Ai
X − C.

Temos que o erro quadrático será dado por:

‖E‖2 =
(
ht
Ai
X − C) (

ht
Ai
X − C)t

. (6.3)

Considerando-se hAi
, X e C reais podemos desenvolver a Equação (6.3) da

seguinte maneira:

‖E‖2 =
(
ht
Ai
X − C) (

ht
Ai
X − C)t

= ht
Ai
X (

ht
Ai
X )t − ht

Ai
XCt − C (

ht
Ai
X )t

+ CCt

= ht
Ai
XX thAi

− ht
Ai
XC − ht

Ai
XC + C2

= ht
Ai
XX thAi

− 2ht
Ai
XC + C2.

O valor esperado (ou média) do erro quadrático será igual a:

E
[‖E‖2

]
= ht

Ai
E

[XX t
]
hAi

− 2ht
Ai

E [XC] + E
[C2

]
. (6.4)

O valor de hAi
que minimiza o erro quadrático pode ser calculado igualando
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a zero (0) o gradiente da Equação (6.4) em relação a hAi
. Dessa forma temos:

∂E [‖E‖2]

∂hAi

=
∂

∂hAi

{
ht
Ai

E
[XX t

]
hAi

− 2ht
Ai

E [XC] + E
[C2

]}

=
{

E
[XX t

]
+ E

[XX t
]t

}
hAi

− 2E [XC] . (6.5)

Igualando a zero (0) a Equação (6.5) encontramos a forma básica do nosso
problema. Assim, iremos obter:

{
E

[XX t
]
+ E

[XX t
]t

}
hAi

− 2E [XC] =

= 2E
[XX t

]
hAi

− 2E [XC] = 0,

então,
E

[XX t
]
hAi

= E [XC]

hAi
=

{
E

[XX t
]}−1

E [XC] . (6.6)

Dessa forma, precisamos encontrar o valor de E [XX t] e E [XC]. Podemos
desenvolver o termo E [XX t] da seguinte maneira:

E
[XX t

]
= E

[XX t|B]
p(B) +

n∑
j=1

E
[XX t|Aj

]
p(Aj). (6.7)

Se considerarmos os elementos típicos da classe B iguais a {b1, . . . ,br} e os
elementos típicos das classes Ai iguais a {ai1, ai2, . . . , aiLi

} (com i = {1, 2, . . . , n})
então podemos calcular as médias da Equação (6.7) conforme a seguir:

E
[XX t

]
= E

[XX t|B]
p(B) +

n∑
j=1

E
[XX t|Aj

]
p(Aj)

= p(B)
1

r

r∑
j=1

bj bt
j +

n∑
j=1

p(Aj)
1

Lj

Lj∑

k=1

ajk at
jk

= p(B)
1

r

r∑
j=1

bj bt
j +

n∑
j=1

pj
1

Lj

Lj∑

k=1

ajk at
jk. (6.8)

Para desenvolvermos o termo E [XC] devemos recordar que a variável aleató-
ria C é igual a um (1) para o caso em que a variável aleatória X for classi�cada na
classe Ai e C será igual a zero (0) para o caso em que X for classi�cada nas demais
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classes representadas através do complemento de Ai dado por AC
i .

E [XC ] = E [XC | Ai] p(Ai) + E
[XC | AC

i

]
(1− p(Ai))

= E [X| Ai] p(Ai) + 0 (1− p(Ai))

= pi
1

Li

Li∑

k=1

aik. (6.9)

Dessa forma, podemos concluir que a Equação (6.6) pode ser escrita
utilizando-se os resultados apresentados nas Equações (6.8) e (6.9), em função dos
elementos típicos das classes, como:

hAi
=



p(B)

1

r

r∑
j=1

bj bt
j +

n∑
j=1

pj
1

Lj

Lj∑

k=1

ajk at
jk





−1 {
pi

1

Li

Li∑

k=1

aik

}
(6.10)

Podemos expressar os resultados em função dos momentos das variáveis ale-
atórias considerando-se a matriz de autocorrelação de B igual a RB, a matriz de
autocorrelação de Ai igual a RAi

e a média de Ai igual a µAi
, onde:

RB =
1

r

r∑
j=1

bj (bj)
∗t,

RAj
=

1

Lj

Lj∑

k=1

ajk (ajk)
∗t,

µAi
=

1

Li

Li∑

k=1

aik. (6.11)

Considerando bj e ajk reais temos:

RB =
1

r

r∑
j=1

bj (bj)
∗t =

1

r

r∑
j=1

bj bt
j,

RAj
=

1

Lj

Lj∑

k=1

ajk (ajk)
∗t =

1

Lj

Lj∑

k=1

ajk at
jk,

µAi
=

1

Li

Li∑

k=1

aik. (6.12)
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Dessa forma a Equação (6.10) �cará, em função dos momentos, igual a:

hAi
=

{
p(B) RB +

n∑
j=1

pj RAj

}−1 {
pi µAi

}
. (6.13)

Para concluir podemos usar a Equação (6.2) para classi�car um vetor de
entrada x (sendo realização da variável aleatória X ) através do valor de C. Neste
caso C será próximo de um (1) se x pertencer à classe Ai e próximo de (0) se x

pertence a qualquer outra classe (observe a Figura 6.2, neste caso o classi�cador
detecta os padrões pertencentes à A2, conforme de�nição das classes na Figura
6.1). Devemos observar que a inversa da matriz

{
p(B) RB +

∑n
j=1 pj RAj

}
precisa

existir e a dimensão dos vetores de entrada deve ser menor que a soma dos números
de elementos de todas as classes Aj e B, ou seja, d 6 r +

∑n
j=1 Lj. O caso em que

d > r +
∑n

j=1 Lj será abordado na Seção 6.5.

Figura 6.2: Representação do classi�cador ideal para detectar os elementos perten-
centes à classe A2 (conforme de�nição das classes na Figura 6.1). A saída será igual
a um (1) caso a entrada (realização de X ) pertença à A2.

6.2 Detectores por Produto Interno com Minimiza-
ção do Erro Quadrático Médio para Múltiplas
Classes de Padrões

O vetor hAi
é projetado para produzir um classi�cador que detecta uma única

classe. Nesta seção, iremos propor um classi�cador capaz de detectar diversas classes
que representam padrões os quais desejamos detectar. Dessa forma, se considerarmos
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as classes sendo A1,A2, . . . ,An então nosso objetivo é obter um classi�cador para
detectar todos os padrões que pertencem a classe A = {A1,A2, . . . ,Am} onde m ≤
n.

Assim, de forma semelhante a Seção 6.1, nosso objetivo é obter um classi�-
cador com saída igual ao produto interno entre os vetores x e hA (com dimensão
d× 1) tal que, se a entrada x é uma realização da variável aleatória X ∈ A então:

< x,hA > = ht
A x = 1

e, caso contrário,
< x,hA > = ht

A x = 0

a forma genérica pode ser expressa como:

< X ,hA > = ht
A X = C, (6.14)

onde C = 1 para X ∈ A e C = 0 para X /∈ A.
Como na Seção 6.1 devemos encontrar um vetor hA, na Equação (6.14), que

produza o melhor classi�cador possível no sentido dos mínimos quadrados. Desen-
volvendo a Equação (6.14) de forma semelhante à da Seção 6.1 chegamos ao seguinte
resultado:

hA =
{
E

[XX t
]}−1

E [XC] . (6.15)

Para determinarmos o valor de hA, na Equação (6.15), precisamos encontrar
E [XX t] e E [XC]. O valor do termo E [XX t] não será modi�cado sendo exata-
mente igual a Equação (6.8). Porém, o termo E [XC] sofrerá algumas modi�ca-
ções. Neste caso, C será igual à um (1) se X for classi�cada nas classes desejadas
A = {A1,A2, . . . ,Am} e C será igual a zero (0) se X for classi�cada nas demais
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classes representadas através do complemento de A dado por AC .

E [XC ] = E [XC | A] p(A) + E
[XC | AC

]
(1− p(A))

= E [X| A] p(A) + 0 (1− p(A))

= {E [X| A1] p(A1|A) + . . . + E [X| Am] p(Am|A)} p(A)

= E [X| A1] p(A1) + . . . + E [X| Am] p(Am)

= E [X| A1] p1 + . . . + E [X| Am] pm

=
m∑

i=1

pi
1

Li

Li∑

k=1

aik. (6.16)

O vetor hA poderá ser escrito como:

hA =



p(B)

1

r

r∑
j=1

bj bt
j +

n∑
j=1

pj
1

Lj

Lj∑

k=1

ajk at
jk





−1 {
m∑

i=1

pi
1

Li

Li∑

k=1

aik

}
. (6.17)

Assim como na Seção 6.1 podemos expressar a Equação (6.17) em função dos
momentos das variáveis aleatórias. Neste caso, podemos utilizar as Equações em
(6.12) para obter:

hA =

{
p(B) RB +

n∑
j=1

pj RAj

}−1 {
m∑

i=1

pi µAi

}
. (6.18)

Observe que podemos utilizar a Equação (6.14) para realizar a classi�cação
de um vetor de entrada x através de C. Assim, C será próximo de um (1) nos casos
em que x pertencer às classes A1 ou A2, . . . , ou Am e será próximo de zero (0)
caso x pertença às demais classes (observe a Figura 6.3 para m = 2, neste caso, o
classi�cador detecta os padrões pertencentes à A = {A1,A2}, conforme de�nição
das classes na Figura 6.1). As condições apresentadas no �nal da Seção 6.1 são as
mesmas para hA, ou seja, a matriz

{
p(B) RB +

∑n
j=1 pj RAj

}
precisa ter inversa e

a dimensão dos vetores de entrada x deve ser menor que a soma dos números de
elementos de todas as classes Aj e B, ou seja, d 6 r +

∑n
j=1 Lj. Lembrando que o

caso d > r +
∑n

j=1 Lj será abordado na Seção 6.5.
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Figura 6.3: Representação do classi�cador para detectar os elementos pertencentes
à A = {A1,A2} (conforme de�nição das classes na Figura 6.1). Caso a entrada
pertença à A = {A1,A2} então a saída será igual a um (1).

6.3 Detectores por Produto Interno Complexo com
Minimização do Erro Quadrático Médio

Até então �zemos a suposição de que as realizações x da variável aleatória
X e hA são reais. Nesta seção, nosso objetivo será determinar um classi�cador
para o caso de hA e a variável aleatória X complexos. Esta abordagem, além de
expressar uma forma geral para o classi�cador nos permitirá analisar qual será seu
comportamento ao usarmos transformadas lineares complexas em X .

Vamos iniciar considerando x uma realização complexa da variável aleatória
X . As classes são iguais a A1,A2, . . . ,An e o classi�cador irá detectar todos os
padrões que pertencem a classe A = {A1,A2, . . . ,Am} onde m ≤ n. O vetor hA

será projetado tal que, se x é uma realização da variável aleatória X ∈ A então

< x,hA > = h ∗t
A x = 1

e, caso contrário,
< x,hA > = h ∗t

A x = 0.

A forma genérica de hA será:

< X ,hA > = h ∗t
A X = C, (6.19)

onde C = 1 para X ∈ A e C = 0 para X /∈ A.
Assim como na Seção 6.2 devemos procurar hA, na Equação (6.19), como o
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melhor classi�cador possível no sentido dos mínimos quadrados. O erro quadrático,
dado pela Equação (6.3), será igual a:

‖E‖2 =
(
h ∗t
A X − C) (

h ∗t
A X − C)∗t

= h ∗t
A X

(
h ∗t
A X

)∗t − h ∗t
A XC∗t − C

(
h ∗t
A X

)∗t
+ CC∗t

= h ∗t
A X X ∗t hA − h ∗t

A XC∗t − CX ∗thA + ‖C‖2. (6.20)

Como hA é complexo então iremos considerar hA = hR + jhI , onde hR e hI

representam, respectivamente, as partes real e imaginária de hA. Assim temos:

‖E‖2 = (hR + jhI)
∗t X X ∗t (hR + jhI)− (hR + jhI)

∗tXC∗t

− CX ∗t(hR + jhI) + ‖C‖2

= (ht
R − jht

I) X X ∗t (hR + jhI)− (ht
R − jht

I)XC∗t

− CX ∗t(hR + jhI) + ‖C‖2

= ht
RXX ∗thR + j ht

RXX ∗thI − j ht
IXX ∗thR + ht

IXX ∗thI

− ht
RXC∗t + j ht

IXC∗t − CX ∗thR − j CX ∗thI + ‖C‖2.

O valor esperado de ‖E‖2 será dado por:

E
[‖E‖2

]
= ht

RE
[XX ∗t]hR + j ht

RE
[XX ∗t]hI − j ht

IE
[XX ∗t]hR

+ ht
IE

[XX ∗t]hI − ht
RE

[XC∗t] + j ht
IE

[XC∗t]

− E
[CX ∗t]hR − j E

[CX ∗t]hI + E
[‖C‖2

]
. (6.21)

Neste caso, o valor do gradiente deve ser calculado conforme a seguir, lem-
brando que o valor de hA que minimiza o erro médio quadrático é obtido igualando
a zero (0) o gradiente de E [‖E‖2] apresentado na Equação (6.21).

∂E [‖E‖2]

∂hR

= 0,

∂E [‖E‖2]

∂hI

= 0.
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Desenvolvendo os termos ∂E [‖E2‖] /∂hR e ∂E [‖E2‖] /∂hI encontramos:

∂E [‖E‖2]

∂hR

=
[
E

[XX ∗t] + E
[X ∗X t

]]
hR + j E

[XX ∗t]hI

− j E
[X ∗X t

]
hI − E

[XC∗t]− E
[X ∗Ct

]
. (6.22)

∂E [‖E‖2]

∂hI

= j E
[X ∗X t

]
hR − j E

[XX ∗t]hR

+
[
E

[XX ∗t] + E
[X ∗X t

]]
hI + j E

[XC∗t]

−j E
[X ∗Ct

]
. (6.23)

Igualando os gradientes ∂ [EE∗t] /∂hR e ∂ [EE∗t] /∂hI (Equações (6.22) e
(6.23)) a zero (0), multiplicando a Equação (6.23) por j e organizando os termos
iremos obter:

E
[XX ∗t]hR + E

[X ∗X t
]
hR + j E

[XX ∗t]hI − j E
[X ∗X t

]
hI

−E
[XC∗t]− E

[X ∗Ct
]

= 0. (6.24)

E
[XX ∗t]hR − E

[X ∗X t
]
hR + j E

[XX ∗t]hI + j E
[X ∗X t

]
hI

−E
[XC∗t] + E

[X ∗Ct
]

= 0. (6.25)

Efetuando a soma das Equações (6.24) e (6.25) temos:

2E
[XX ∗t]hR + j 2 hIE

[XX ∗t]− 2 E
[XC∗t] = 0

E
[XX ∗t]hR + j hIE

[XX ∗t]− E
[XC∗t] = 0

E
[XX ∗t] (hR + j hI) = E

[XC∗t]

E
[XX ∗t]hA = E

[XC∗t]

hA = E
[XX ∗t]−1

E
[XC∗t] . (6.26)

A Equação (6.26) representa a forma �nal do vetor complexo hA. Perceba
a semelhança entre as Equações (6.15) (caso real para múltiplas classes) e (6.26).
Semelhante à Seção 6.2, precisamos encontrar, neste caso, E [XX ∗t] e E [XC∗t]. O
termo E [XC∗t] não será modi�cado e o termo E [XX ∗t] poderá ser encontrado de
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forma análoga ao desenvolvimento da Seção 6.1. Dessa forma, E [XX ∗t] e E [XC∗t]
são iguais a:

E
[XX ∗t] = p(B)

1

r

r∑
j=1

bj (bj)
∗t +

n∑
j=1

pj
1

Lj

Lj∑

k=1

ajk (ajk)
∗t

E
[XC∗t] =

m∑
i=1

pi
1

Li

Li∑

k=1

aik. (6.27)

Assim, hA será expresso por:

hA =



p(B)

1

r

r∑
j=1

bj(bj)
∗t +

n∑
j=1

pj
1

Lj

Lj∑

k=1

ajk(ajk)
∗t





−1 {
m∑

i=1

pi
1

Li

Li∑

k=1

aik

}
. (6.28)

Se utilizarmos as Equações em (6.11) poderemos expressar hA em função dos
momentos RB, RAj

e µA. A expressão �cará:

hA =

{
p(B) RB +

n∑
j=1

pj RAj

}−1 {
m∑

i=1

pi µAi

}
. (6.29)

Observe que as condições para a existência do classi�cador e detecção de
um vetor de entrada x, apresentadas no �nal das Seções 6.1 e 6.2 são semelhantes
às desta seção. Neste caso, hA existirá se a inversa da matriz E [XX ∗t]−1 existir
e se d ≤ r +

∑n
j=1 Lj. O vetor de entrada x poderá ser classi�cado através da

Equação (6.19) com C próximo de um (1) caso x seja o padrão o qual desejamos
detectar e C próximo de zero (0) caso contrário. A seguir, iremos analisar qual será
o comportamento do classi�cador quando realizamos uma transformação linear em
X .

6.3.1 Detectores por Produto Interno Complexo com Trans-
formação Linear

Muitas vezes é interessante que antes de fazermos a classi�cação dos veto-
res X possamos realizar uma transformação linear em X de forma que após esta
transformação as possíveis realizações de X estejam mais separadas no espaço n

dimensional e dessa forma o erro de classi�cação seja diminuído. Para tal, vamos
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considerar uma transformação linear complexa Q de tal forma que

X ′ = Q X ,

onde X é a variável aleatória complexa de�nida no início desta seção e Q é uma
matriz quadrada com determinante diferente de zero. Neste caso, podemos utilizar
a Equação (6.26) para encontrarmos o vetor transformado h′A. Assim, podemos
escrever:

h′A = E
[X ′X ′∗t]−1

E
[X ′C∗t]

= E
[
QX (QX )∗t

]−1
E

[
QXC∗t]

= E
[
QXX ∗tQ∗t]−1

E
[
QXC∗t]

=
(
QE

[XX ∗t]Q∗t)−1
Q E

[XC∗t]

= (Q∗t)−1E
[XX ∗t]−1

Q−1Q E
[XC∗t]

= (Q∗t)−1E
[XX ∗t]−1

E
[XC∗t]

= (Q∗t)−1hA. (6.30)

A Equação (6.30) de�ne o vetor transformado sendo obtido quando X sofre
uma transformação linear igual a X ′ = QX . Vamos, neste momento, fazer o produto
interno no domínio transformado, ou seja, < X ′,h′A > = (h′A)∗tX ′:

(h′A)∗tX ′ =
[
(Q∗t)−1hA

]∗t
QX

= h∗tA
[
(Q∗t)−1

]∗t
QX

= h∗tAQ−1QX
= h∗tAX . (6.31)

A Equação (6.31) expressa que o vetor ótimo (para o domínio transformado)
aplicado no domínio transformado produz exatamente o mesmo resultado quando o
vetor ótimo (para o domínio original) é aplicado no domínio original. Este fato tem
uma importância fundamental pois, considerando o uso de vetores ótimos, temos que
Q não irá produzir nenhum efeito no que diz respeito à classi�cação dos padrões
envolvidos. Entretanto, utilizando um Q derivado da Transformada Karhunen-
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Loève (KLT), também conhecida como Análise de Componentes Principais (PCA)
[29, 30, 85], então podemos ter uma interessante interpretação para o classi�cador
conforme veremos a seguir.

6.3.2 Detectores por Produto Interno Complexo com Trans-
formação Linear - Interpretação no Domínio Transfor-
mado

O vetor hA (dimensão d × 1), mostrado na Equação (6.26), pode ser repre-
sentado em função da matriz de autocorrelação RX de X da seguinte forma:

hA = E
[XX ∗t]−1

E
[XC∗t]

= (RX )−1E
[XC∗t] . (6.32)

Considerando a KLT de v (dimensão d × 1) igual a V e Φ = [φ1, . . . , φd]

igual a matriz de autovetores ortonormais de RX . Temos que:

V = Φ∗tv, v = ΦV. (6.33)

Podemos encontrar na literatura [20, 85] a relação entre Λ, Φ e RX de tal
forma que Λ será diagonal com seus elementos da diagonal principal sendo os auto-
valores λ1 ≥ . . . ≥ λd de RX correspondentes a cada autovetor de Φ (os valores λi

correspondem a variância de X [20,85]). Assim:

Λ = Φ∗tRXΦ. (6.34)

Podemos manipular a Equação (6.34) como segue:

Φ∗tRXΦ = Λ

Φ(Φ∗tRXΦ)Φ∗t = ΦΛΦ∗t

RX = ΦΛΦ∗t. (6.35)
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Substituindo a Equação (6.35) na Equação (6.32) iremos obter:

hA = (ΦΛΦ∗t)−1E
[XC∗t]

hA = ΦΛ−1Φ∗tE
[XC∗t]

Φ∗thA = Φ∗tΦΛ−1/2Λ−1/2Φ∗tE
[XC∗t]

Φ∗thA = Λ−1/2E
[
Λ−1/2Φ∗tXC∗t]

Λ1/2Φ∗thA = E
[
Λ−1/2Φ∗tXC∗t]

[
(Λ−1/2Φ∗t)∗t

]−1
hA = E

[
Λ−1/2Φ∗tXC∗t] . (6.36)

Comparando o resultado apresentado na Equação (6.30) (exposta abaixo por
conveniência) com a Equação (6.36) encontramos a expressão abaixo onde a trans-
formação Q será dada por Q = Λ−1/2Φ∗t:

h′A = (Q∗t)−1hA = E
[
QXC∗t] . (6.37)

A Equação (6.37) nos permite vislumbrar uma interessante interpretação para
o vetor transformado h′A. Perceba que, na verdade, o termo QX é igual a KLT de
X dada por Φ∗tX (veja a Equação (6.33)) multiplicada por Λ−1/2. Assim, estamos
aplicando uma rotação nas realizações de X a �m de torná-las descorrelacionadas.
O produto por Λ−1/2 pode ser interpretado como o branqueamento (em inglês, whi-
tening [20,101�103]) pois Φ∗tX será descorrelacionado. O branqueamento normaliza
as realizações de X em relação ao desvio padrão fazendo com que elas �quem com
separação angular máxima. Este efeito pode ser observado na Figura 6.4.
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(a) Dados originais agrupados nas classes A1,
A2, A3, A4 e B.

(b) Descorrelacionando os dados, ou seja,
aplicando a KLT. Eixos originais são v1 e v2.

(c) Rotacionando os dados para centralizar os
novos eixos Φ∗tv1 e Φ∗tv2.

(d) Fazendo o branqueamento dos dados des-
correlacionados da Figura 6.4(c). Os no-
vos eixos serão V1 = Λ−1/2Φ∗tv1 e V2 =
Λ−1/2Φ∗tv2. Perceba o aumento da separa-
ção entre as classes A1 e A2.

Figura 6.4: Exemplo para o branqueamento de um conjunto de dados agrupados
em classes conforme a Figura 6.4(a). Na Figura 6.4(b) temos os dados originais.
Os dados descorrelacionados e a rotação para centralizar os eixos são apresentados
nas Figuras 6.4(b) e 6.4(c). Na Figura 6.4(d) temos o branqueamento dos dados
descorrelacionados. Podemos veri�car o aumento da separação angular entre as
classes A1 e A2 ao compararmos a Figura 6.4(a) e a Figura 6.4(d).
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Para o caso do produto interno < X ′,h′A > (saída do classi�cador no domínio
transformado) lembrando que as dimensões dos vetores h′A e X ′ valem d × 1 e
considerando h′A[n] = [h′(1) h′(2) . . . h′(d)]t e X ′[n] = [x′(1)x′(2) . . . x′(d)]t podemos
escrever:

< X ′,h′A > =
d∑

k=1

x′[k]h′∗[k]. (6.38)

A convolução discreta [30,73], por de�nição, é igual a

s1[n] ∗ s2[n] =
∞∑

k=−∞
s1[k]s2[n− k],

podendo ser apresentada como:

s1[n] ∗ s∗2[−n] =
∞∑

k=−∞
s1[k]s∗2[k − n]

s1[n] ∗ s∗2[−n]|n=0 =
∞∑

k=−∞
s1[k]s∗2[k], (6.39)

�nalmente, utilizando a Equação (6.39) na Equação (6.38) encontramos:

< X ′,h′A > = X ′[n] ∗ h′∗A[−n]|n=0. (6.40)

Note que a Equação (6.40), representa a forma clássica do �ltro casado (em
inglês, matched �lter [73]). Assim o produto escalar < X ′,h′A > (saída do classi�-
cador no domínio transformado) será igual à �ltragem (no domínio transformado)
entre X ′[n] e h′∗A[−n] para n = 0. Por último, podemos manipular h′A, utilizando as
Equações (6.27) e (6.11) da seguinte forma:

h′A = E[QXC∗t]
= QE[XC∗t]

= Q
m∑

i=1

pi µAi

=
m∑

i=1

pi µ′
Ai

. (6.41)
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A Equação (6.41) nos apresenta que h′A, na verdade, é a soma ponderada das
médias µ′

Ai
por pi, dos m vetores transformados X ′ os quais desejamos detectar, ou

seja é o �ltro casado com a média dos padrões que se quer detectar com hA (observe
um exemplo na Figura 6.5).

(a) Vetor h′A para detecção da classe A1. O
valor de h′A é igual a µ′A1

(média da classe A1

transformada).

(b) Fazendo o produto do vetor h′A por Λ−1/2.
Passo intermediário para encontrarmos hA.

(c) Vetor hA = ΦΛ−1/2h′A no domínio original.
Perceba que hA é aproximadamente ortogonal aos
vetores das classes A2, A3, A4 e B e aproximada-
mente colinear aos vetores da classe A1. Perceba
que < x,hA >∼= 1 para x próximo da classe A1.

Figura 6.5: A Figura 6.5(a) apresenta o vetor h′A (hA no domínio transformado)
utilizado para detectar a classeA1, seu valor é igual média da classeA1 transformada
(veja a Equação (6.41)). O vetor hA será igual a hA = (Q∗t)h′A (observe a Equação
(6.37)) onde Q = Λ−1/2Φ∗t, logo, hA = ΦΛ−1/2h′A. A Figura 6.5(b) mostra Λ−1/2h′A
sendo um passo intermediário para obtermos hA. Por �m, na Figura 6.5(c), temos
o vetor hA obtido através da rotação de Λ−1/2h′A. Se um vetor qualquer x estiver
próximo a classe A1 então < x,hA >∼= 1, caso contrário, temos < x,hA >∼= 0.
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6.4 Detectores por Produto Interno e Filtragem
Discriminativa

Neste seção veri�caremos como o detector para um único padrão desenvolvido
através da Filtragem Discriminativa por Restauração do Impulso e o detector para
múltiplos padrões obtido através do Filtro OU apresentados no Capítulo 3 podem
ser desenvolvidos como um caso particular do método de Detecção por Produto
Interno (Seção 6.3).

6.4.1 Detectores por Produto Interno e Filtragem Discrimi-
nativa: Caso para Único Padrão

Nesta seção iremos veri�car a relação existente entre a Filtragem Discrimi-
nativa por Restauração do Impulso (Capítulo 3) e o Detector por Produto Interno
(Seção 6.3). Nosso objetivo, ao �nal desta seção será veri�car como podemos obter
o estimador linear A o qual restaura um impulso1 (Equação (3.13) repetida abaixo
por comodidade2) a partir de vetores hA.

δ̂ = Ag = Ft
[
FFt + Cb

]−1 g.

Para tal vamos considerar as classes; A0 = {a +N0} formada por um único
padrão com dimensão d×1 corrompido por ruído aditivo representado por uma variá-
vel aleatória N0 de média zero e covariância igual a RN ; Ak (com k = 1, 2, . . . , d−1)
formadas por apenas um elemento, contendo o deslocamento circular do padrão a

corrompido por Nk com média zero e covariância RN ; B que concentra todos os de-
mais padrões os quais desejamos rejeitar. Para condensar as expressões envolvendo
deslocamento circular iremos utilizar a notação D−ka para representar o desloca-
mento circular do vetor a de k unidades3. Dessa forma:

• A classe A0 será formada por um padrão a com dimensão d × 1 corrompido
por N0.

1O produto Ag é uma estimativa do impulso.
2Lembrando que: g resulta da concatenação das linhas transpostas de um padrão

bidimensional g; F é uma matriz formada por g e todos os seus deslocamentos circulares.
3Como exemplo se a = [a(1) a(2) a(3) . . . a(d)]t então D−1a = [a(d) a(1) a(2) . . . a(d− 1)]t
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Logo: A0 = {D0a +N0} = {a +N0}.

• Genericamente, a classe Ai irá possuir somente um elemento igual D−ia (des-
locamento circular de a de i unidades) corrompido por ruído aditivo Ni (média
zero e covariância RN ). Ao todo teremos d classes neste formato. Assim:
Ai = {D−ia +Ni}, com i = {0, 1, . . . , d− 1}.

• A classe B irá conter todos os demais padrões o qual desejamos rejeitar. Assim:
B = {b1, . . . ,br}.

Vamos considerar que desejamos obter um classi�cador cuja saída será o
produto interno da entrada x (dimensão d× 1) e do vetor hAi

, da seguinte forma:

< x,hAi
>= h∗tAi

x = c.

O objetivo do classi�cador será detectar o padrão D−ia (escalar c = 1) e
rejeitar todas as suas versões deslocadas circularmente (exceto D−ia) bem como o
conjunto B que concentra os demais padrões (escalar c = 0). Para tal, utilizando o
Detector por Produto Interno (Seção 6.3) apresentado na Equação (6.26) (repetida
abaixo por comodidade) podemos encontrar o vetor hAi

.

hAi
=

{
E

[
xx∗t

]}−1
E

[
xc∗t

]
. (6.42)

Os termos E [xc∗t] e E [xx∗t] podem ser determinados de forma semelhante
ao desenvolvimento realizado na Seção 6.1. Para E [xx∗t] (observe as Equações (6.7)
e (6.8)) teremos:

E
[
xx∗t

]
= E

[
xx∗t|B]

p(B) + E
[
xx∗t|A0

]
p0 + E

[
xx∗t|A1

]
p1

+ E
[
xx∗t|A2

]
p2 + . . . + E

[
xx∗t|Ad−1

]
pd−1

= p(B)
1

r

r∑
j=1

bj b∗tj + p0 E
[
(a +N0) (a +N0)

∗t]

+ p1E
[
(D−1a +N1)(D

−1a +N1)
∗t] + . . .

+ pd−1E
[
(D−(d−1)a +Nd−1)(D

−(d−1)a +Nd−1)
∗t]. (6.43)
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Considerando (D−ka) e Nk temos:




E[(D−ka)N ∗t
k ] = (D−ka)E[Nk]

∗t = 0

E[Nk (D−ka)∗t] = E[Nk](D
−ka)∗t = 0

, (6.44)

Substituindo as Equações em (6.44) na Equação (6.43) obtemos:

E
[
xx∗t

]
=

= p(B)
1

r

r∑
j=1

bj b∗tj + p0 a a∗t + p0 E
[N0 N ∗t

0

]

+ p1 (D−1a)(D−1a)∗t + p1 E
[N1N ∗t

1

]
+ . . .

+ pd−1(D
−(d−1)a)(D−(d−1)a)∗t + pd−1 E

[Nd−1N ∗t
d−1

]

= p(B)
1

r

r∑
j=1

bj b∗tj +
d−1∑
j=1

pj(D
−ja)(D−ja)∗t +

d−1∑
j=1

pj E
[NjN ∗t

j

]
. (6.45)

Se os vetores b1, . . . ,br são as realizações possíveis para a classe B então
o termo 1

r

∑r
j=1 bj b∗tj (primeira parcela da Equação (6.45)) é igual a matriz de

autocorrelação RB, ou seja:

RB =
1

r

r∑
j=1

bj b∗tj . (6.46)

Podemos considerar o padrão a (dimensão d × 1) e seus deslocamentos cir-
culares equiprováveis4. Dessa forma:

p0 = p1 = . . . = pd−1 =
1− p(B)

d
= p. (6.47)

Aplicando as Equações (6.47) e (6.46) na Equação (6.45)e considerando que
RN = E[NjN ∗t

j ], temos:

E
[
xx∗t

]
= p(B)RB + p

d−1∑
j=1

(D−ja)(D−ja)∗t + p d RN . (6.48)

A Equação (6.48) pode ser representada como:

E
[
xx∗t

]
= p(B)RB + p FF∗t + p d RN , (6.49)

4O que é razoável na prática pois o produto interno será aplicado deslocando-se o vetor hA0

sobre uma janela de tamanho d do sinal de entrada x.
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onde:

F =
[

a D−1a . . . D−(d−1)a
]
. (6.50)

Perceba que a matriz F, de�nida na Equação (6.50), é composta por um
padrão a e todas as suas versões deslocadas circularmente, ou seja, temos a estrutura
da matriz apresentada na Equação (3.5) (página 20)5.

Para determinarmos E [xc∗t] do detector do padrão D−ia (observe a Equação
(6.9)) devemos lembrar que c = 1 se x for igual à Ai = {D−ia +Ni} e c = 0 caso
contrário. As probabilidades são iguais a p (veja a Equação (6.47)). Dessa forma:

E
[
xc∗t

]
=

d−1∑
j=0

E
[
Xc∗t|Aj

]
p

= E
[
xc∗t|Ai

]
p + 0 p + . . . + 0 p

= p E
[
D−ia +Ni

]

= p (D−ia + E[Ni])

= p (D−ia). (6.51)

Substituindo os resultados das Equações (6.51) e (6.49) na Equação (6.42)
temos a expressão �nal para o vetor hAi

sendo igual a:

hAi
=

{
p(B)RB + p FF∗t + p d RN

}−1
(D−i a) p. (6.52)

Dessa forma o classi�cador com saída igual a < x,hAi
> (com hAi

de�nido
na Equação (6.52)) irá detectar o padrão D−ia e rejeitar todos os outros (inclusive
os deslocamentos circulares exceto D−ia). Podemos compor uma matriz H formada
por i vetores (hAi

)∗t, conforme a Equação (6.52), concatenados linha a linha da
5A matriz de�nida na Equação (3.5) possui a mesma designação.
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seguinte forma:

H =




(hA0)
∗t

(hA1)
∗t

...
(hAd−1

)∗t




=




(D0a)∗t p {p(B) RB + p FF∗t + p d RN}−1

(D−1a)∗t p {p(B) RB + p FF∗t + p d RN}−1

...
(D−(d−1)a)∗t p {p(B) RB + p FF∗t + p d RN}−1




= p




a∗t

(D−1a)∗t

...
(D−(d−1)a)∗t




{
p(B) RB + p FF∗t + p d RN

}−1
. (6.53)

Perceba que a Equação (6.53) pode ser reescrita em função da matriz F

de�nida na Equação (6.50). Dessa forma temos:

H = p F∗t
{
p(B) RB + p FF∗t + p d RN

}−1 (6.54)

Manipulando a Equação (6.54) e substituindo o valor da probabilidade p

(Equação (6.47)) temos a forma �nal da matriz H:

H = p F∗t
{
p(B) RB + p d RN + p FF∗t

}−1

= pp−1 F∗t
{

p(B)

p
RB + d RN + FF∗t

}−1

= F∗t
{

d
p(B)

1− p(B)
RB + d RN + FF∗t

}−1

= F∗t
{

d

(
p(B)

1− p(B)
RB + RN

)
+ FF∗t

}−1

. (6.55)

Vamos repetir, por comodidade, a equação do estimador linear, apresentada
originalmente no Capítulo 3.

A = Ft
[
FFt + Cb

]−1
.
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Na formulação por Filtragem Discriminativa a matriz H equivale ao estima-
dor linear A quando:

Cb = d

(
p(B)

1− p(B)
RB + RN

)
.

Para �nalizar, podemos veri�car que H irá restaurar aproximadamente um
impulso (no sentido do erro médio quadrático) se de�nirmos um classi�cador com
entrada x e saída igual ao produto matricial entre H e x, ou seja, Hx. Fazendo a
entrada x igual ao padrão a (mesmo que D0a), lembrando que < a,hA0 >∼= 1 (no
sentido do erro médio quadrático) teremos:

H x = H a =




(hA0)
∗t

(hA1)
∗t

...
(hAd−1

)∗t




a ∼=




1

0
...
0




.

Assim quando x = a temos que a saída do classi�cador, dada por Hx, irá
restaurar aproximadamente um impulso. A seguir veri�caremos a relação existente
entre os Detectores por Produto Interno e o Filtro OU.

6.4.2 Detectores por Produto Interno e Filtro OU: caso para
Múltiplos Padrões

Nesta seção iremos demonstrar a relação existente entre os Detectores por
Produto Interno (Seção 6.3) e o detector para múltiplos padrões denominado Filtro
OU (Seção 3.3). Nosso objetivo é mostrar que os vetores hA podem formar o esti-
mador linear (matriz A) representado através da Equação (3.24) (repetida abaixo
por comodidade6).

δ̂ = Ag =
m∑

i=1

{
piFt

i

}
{

Cb +
m∑

i=1

pi

[
FiFt

i

]
}−1

g.

Para tal vamos considerar as classes; Aij = {D−jai + Nij} formadas por
um único padrão de dimensão d × 1 corrompido por ruído aditivo representado

6Lembrando que: g resulta da concatenação das linhas transpostas de um padrão bidimensional
g; o número de padrões que desejamos detectar é igual a m; Fi indica a matriz F associada a cada
padrão i; a probabilidade de cada padrão i é igual a pi.
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por uma variável aleatória Nij de média zero e covariância igual a RN onde D−jai

representa o deslocamento circular de ai de j unidades7 e; B que concentra todos
os demais padrões os quais desejamos rejeitar. Ao todo temos m padrões, ou seja,
i = {1, 2, . . . , m}. Considere que desejamos obter um classi�cador cuja saída será o
produto interno da entrada x (dimensão d× 1) e do vetor hAj

, da seguinte forma:

< x,hAj
>= h∗tAj

x = c.

O objetivo do classi�cador será detectar todos os i = {1, . . . , m} padrões
para um deslocamento circular �xo igual a j, ou seja, iremos detectar a classe Aj

igual a Aj = {A1j, A2j, . . . , Amj}. Podemos usar o Detector por Produto Interno
apresentado na Seção 6.3 (repetido abaixo por comodidade) para detectar Aj.

hAj
=

{
E

[
xx∗t

]}−1
E

[
Xc∗t

]
. (6.56)

Assim como na seção anterior precisamos determinar os termos E [xc∗t] e
E [xx∗t]. Eles podem ser desenvolvidos de forma semelhante aos da Seção 6.4.1.
Para E [xx∗t] temos as classes Aij (com i = {1, . . . , m} e j = {0, . . . , d − 1}) e a
classe B:

E
[
xx∗t

]
=

= E
[
xx∗t|B]

p(B) +
m∑

i=1

d−1∑
j=0

E
[
xx∗t|Aij

]
pij

= p(B)
1

r

r∑
j=1

bjb
∗t
j +

m∑
i=1

d−1∑
j=0

pijE[(D−jai +Nij)(D
−jai +Nij)

∗t]

= p(B)
1

r

r∑
j=1

bjb
∗t
j +

m∑
i=1

d−1∑
j=0

pijE[(D−jai +Nij)(D
−jai +Nij)

∗t]. (6.57)

Considerando (D−kal) e Nkl temos que:




E[(D−kal)N ∗t
kl ] = (D−kal)E[Nkj]

∗t = 0

E[Nkl (D−kal)
∗t] = E[Nkl](D

−kal)
∗t = 0

. (6.58)

7Veja um exemplo na página 116.
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Podemos simpli�car a Equação (6.57) utilizando as Equações em 6.58 (lem-
brando que RN = E[NijN ∗t

ij ]). Dessa forma:

E
[
xx∗t

]
=

= p(B)
1

r

r∑
j=1

bjb
∗t
j +

m∑
i=1

d−1∑
j=0

pij(D
−jai)(D

−jai)
∗t +

m∑
i=1

d−1∑
j=0

pijE[NijN ∗t
ij ]

= p(B)RB +
m∑

i=1

d−1∑
j=0

pij(D
−jai)(D

−jai)
∗t +

m∑
i=1

d−1∑
j=0

pijRN . (6.59)

Podemos considerar um dado padrão ai e todos os seus j deslocamentos
circulares equiprováveis. Assim, podemos associar uma única probabilidade p′i para
um padrão ai e todos os seus deslocamentos circulares. Dessa forma:





p′i =
∑d−1

j=0 pij, se pik = pir ∀ k, r

pij =
p′i
d∑m

i=1 p′i = 1− p(B).

(6.60)

Aplicando as Equações em (6.60) na Equação (6.59) obtemos:

E
[
xx∗t

]
=

= p(B)RB +
1

d

m∑
i=1

p′i

d−1∑
j=0

(D−jai)(D
−jai)

∗t +
1

d

m∑
i=1

p′i

d−1∑
j=0

RN

= p(B)RB +
1

d

m∑
i=1

p′i

d−1∑
j=0

(D−jai)(D
−jai)

∗t +
1

d

m∑
i=1

p′i d RN

= p(B)RB +
1

d

m∑
i=1

p′i

d−1∑
j=0

(D−jai)(D
−jai)

∗t +
(
1− p(B)

)
RN . (6.61)

A Equação (6.61) na forma matricial é igual a:

E
[
xx∗t

]
= p(B)RB +

1

d

m∑
i=1

p′i Fi F
∗t
i +

(
1− p(B)

)
RN , (6.62)

onde:

Fi =
[

ai D−1ai . . . D−(d−1)ai

]
. (6.63)
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Genericamente podemos determinar o termo E [xc∗t] para o caso do detector
dos padrões D−jai (onde i = {1, . . . , m}) com deslocamento circular j �xo. Neste
caso, devemos observar que c = 1 para x ∈ Aj = {A1j, A2j, . . . , Amj} e c = 0 caso
contrário. Dessa forma:

E
[
xc∗t

]
=

= E
[
xc∗t|Aj

]
p(Aj)

= p(Aj)
{
E

[
xc∗t|A1j

]
p(A1j|Aj) + E

[
xc∗t|A2j

]
p(A2j|Aj)

+ . . . + E
[
xc∗t|Amj

]
p(Amj|Aj)

}

= p1jE[D−ja1 +N1j] + p2jE[D−ja2 +N2j] + . . . + pmjE[D−jam +Nmj]

=
m∑

i=1

pij

{
(D−jai) + E[Nij]

}

=
1

d

m∑
i=1

p′i (D−jai). (6.64)

Substituindo os resultados das Equações (6.64) e (6.62) na Equação (6.56)
temos a expressão �nal para o vetor hAj

sendo igual a:

hAj
=

{
p(B)RB +

(
1− p(B)

)
RN +

1

d

m∑
i=1

p′i Fi F
∗t
i

}−1
1

d

m∑
i=1

p′i (D−j ai). (6.65)

Dessa forma o classi�cador com saída igual a < x,hAj
> (com hAj

de�nido na
Equação (6.65)) irá detectar os padrões D−ja1, D

−ja2, . . . , D
−jam e rejeitar todos

os outros. Podemos compor uma matriz H formada por j vetores (hAj
)∗t (com
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j = {0, 1, . . . , d− 1}) concatenados linha a linha da seguinte forma:

H =

=




(hA0)
∗t

(hA1)
∗t

...
(hAd−1

)∗t




=




1
d

∑m
i=1 p′i(D

0ai)
{
p(B)RB + (1− p(B))RN + 1

d

∑m
i=1 p′iFiF

∗t
i

}−1

1
d

∑m
i=1 p′i(D

−1ai)
{
p(B)RB + (1− p(B))RN + 1

d

∑m
i=1 p′iFiF

∗t
i

}−1

...
1
d

∑m
i=1 p′i(D

−(d−1)ai)
{
p(B)RB + (1− p(B))RN + 1

d

∑m
i=1 p′iFiF

∗t
i

}−1




=
1

d

m∑
i=1

{
p′i




a∗ti

(D−1ai)
∗t

...
(D−(d−1)ai)

∗t




}{
p(B)RB +

(
1− p(B)

)
RN +

1

d

m∑
i=1

p′i Fi F
∗t
i

}−1

.

(6.66)

A Equação (6.66) pode ser apresentada em função da matriz Fi de�nida na
Equação (6.63). Dessa forma temos:

H =
1

d

m∑
i=1

{
p′i F

∗t
i

} {
p(B) RB + (1− p(B))RN +

1

d

m∑
i=1

p′i Fi F
∗t
i

}−1

(6.67)

Manipulando a Equação (6.66) temos a forma �nal da matriz H:

H =
1

d
d

m∑
i=1

{
p′i F

∗t
i

} {
d p(B)RB + d (1− p(B))RN +

m∑
i=1

p′i Fi F
∗t
i

}−1

=
m∑

i=1

{
p′i F

∗t
i

} {
d
[
p(B)RB + (1− p(B))RN

]
+

m∑
i=1

p′i Fi F
∗t
i

}−1

. (6.68)

O estimador linear A para o Filtro OU (abaixo por comodidade) mostrado
originalmente no Capítulo 3 é igual a:

A =
m∑

i=1

{
piFt

i

} {
Cb +

m∑
i=1

pi FiFt
i

}−1

. (6.69)
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Podemos relacionar as probabilidades p′i e pi respectivamente nas Equações
(6.71) e (6.69) da seguinte maneira:

• Seja A =
⋃m

i=1 Ai. Neste caso p(A) = 1− p(B). A probabilidade8 p′i será igual
a p′i = p(Ai).

• A probabilidade pi será igual a p(Ai|A). Como p(Ai) = p(Ai|A)p(A) então:

p(Ai) = p(Ai|A)p(A) = pi

(
1− p(B)

)

p′i = pi

(
1− p(B)

)
. (6.70)

Substituindo a Equação (6.70) na Equação (6.71) temos:

H =
m∑

i=1

{
pi

(
1− p(B)

)
F∗ti

}{
d
[
p(B)RB + (1− p(B))RN

]

+
m∑

i=1

pi

(
1− p(B)

)
Fi F

∗t
i

}−1

=
m∑

i=1

{
piF

∗t
i

} {
d

(
p(B)

1− p(B)
RB + RN

)
+

m∑
i=1

piFi F
∗t
i

}−1

. (6.71)

O estimador linear A para o Filtro OU equivale à matriz H (Equações (6.69)
e (6.71)) para a mesma matriz Cb (abaixo por comodidade) apresentada na Seção
6.4.1 o que prova nossa veri�cação.

Cb = d

(
p(B)

1− p(B)
RB + RN

)
.

Para �nalizar, semelhante ao desenvolvimento realizado no �nal da Seção
6.4.1 podemos veri�car que H restaura aproximadamente um impulso (no sentido
do erro médio quadrático) se de�nirmos um classi�cador com entrada x e saída
igual a Hx. Fazendo x igual a um padrão ai (mesmo que D0ai) com i = {1, . . . , m},

8Associada ao padrão ai e todos os seus deslocamentos circulares.
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lembrando que < ai,hA0 >∼= 1 teremos:

H x = H a =




(hA0)
∗t

(hA1)
∗t

...
(hAd−1

)∗t




ai
∼=




1

0
...
0




.

Assim quando x for igual a qualquer padrão ai com i = {1, . . . , m} temos que
a saída do classi�cador, dada por Hx, irá restaurar aproximadamente um impulso
(no sentido do erro médio quadrático).

6.5 Detectores por Produto Interno para um Pe-
queno Número de Imagens (IPD-hd)

Na Seção 6.3 apresentamos a solução para calcularmos o vetor hA de tal forma
a obtermos a saída do classi�cador através do produto interno de hA com um vetor
de entrada x (mesmo que < x,hA >) onde x é uma realização da variável aleatória
X . A solução para hA, apresentada na Equação (6.27) será válida quando o número
total de padrões (igual a r +

∑n
i=1 Li) for maior ou igual à dimensão do sinal de

entrada (igual a d), conforme comentamos ao �nal das Seções 6.1, 6.2 e 6.3. Caso
contrário, precisamos modi�car a abordagem do nosso problema para encontrarmos
uma solução. Para tal, vamos considerar as classes Ai com i = {1, 2, . . . , n}. Cada
classe Ai possui Li elementos (cada um com dimensão d× 1) onde:

Ai = {ai1, ai2, . . . , aiLi
} .

Podemos compor uma matriz A com dimensão d × N onde d > N através
das matrizes Ai da seguinte maneira:

A =
[
A1 A2 . . . An

]
d×N

, (6.72)

onde a matriz Ai será formada através da concatenação dos Li elementos da classe
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Ai conforme a de�nição abaixo:

Ai =
[
ai1 ai2 . . . aiLi

]
,

perceba que dessa forma A terá N =
∑n

i=1 Li colunas.
Nosso objetivo é obter um classi�cador na forma do vetor hAi

de tal forma
que o produto matricial de h∗tAi

com A seja igual ao vetor c = [cw] (dimensão 1×N)
com w =

∑i−1
l=1 Ll + j onde cw será igual a um (1) para todo j com 1 6 j 6 Li e

zero (0) para os demais valores. Dessa forma:

h∗tAi
A = c,

onde c = [cw] =





1, se w =
∑i−1

l=1 Ll + j, ∀ j com 1 6 j 6 Li

0, caso contrário
. (6.73)

Assim, semelhante à Seção 6.3 devemos encontrar hAi
, na Equação (6.73),

que produza o melhor classi�cador possível. Modi�cando a Equação (6.73) temos:

h ∗t
Ai
A = c,

A ∗t hAi
= c∗t. (6.74)

A Equação (6.74) possui solução exata para d > N , uma delas sendo igual à
pseudo-inversa à direita9 [104,105]. Assim, o vetor hAi

será igual a:

hAi
= A (A∗tA)−1 c∗t. (6.75)

Podemos veri�car se uma entrada x pertence à classe Ai. Neste caso, con-
forme a Equação (6.73) fazendo A = x temos que o produto matricial hAi

x (equi-
valente ao produto interno de hAi

e x) será igual a um (1) caso x pertença a classe
Ai e zero (0) caso x não pertença a Ai.

A abordagem por IPD-hd, poderá ser usada quando não tivermos estatística
su�ciente dos padrões os quais desejamos detectar. A dimensão do padrão possui
relação direta com a abordagem a ser utilizada.

Na prática, o caso em que d > N será utilizado para um conjunto de treina-
9Neste caso a matriz X∗tX com dimensão N ×N é não singular.
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mento apenas; ou seja, a solução é exata para o conjunto de treinamento. Porém,
usamos o vetor hAi

para uma entrada não pertencente ao conjunto de treinamento;
logo, a solução deixa de ser exata. Neste caso, a solução ótima será obtida através
do IPD apresentado na Seção 6.3 que leva em conta as estatísticas. A desvantagem
deste método é ter que inverter uma matriz d×d o que pode ser computacionalmente
complexo para dimensão elevada. Assim, o método IPD-hd deve ser utilizado se a
dimensão do padrão for maior que a quantidade total de elementos, caso contrário,
utiliza-se o IPD apresentado na Seção 6.3. Uma forma de contornar isso é encontrar
a matriz Q tal que, dada a estatística dos padrões fora do conjunto de treinamento
a serem classi�cados, a capacidade discriminatória é máxima.

Por �m, iremos veri�car na próxima seção que os métodos Minimum Average
Correlation Energy Filter (ou MACE �lter) [32] e Optimal Tradeo� Filter (ou OTF
�lter) [31] são casos particulares do IPD-hd quando se usa a versão transformada
da matriz A igual a A′ = QA.

6.5.1 Detectores por Produto Interno para um Pequeno Nú-
mero de Imagens (IPD-hd) com Transformação Linear

Semelhante à Seção 6.3.1 podemos aplicar uma transformação na matriz A
com o objetivo de realizar um pré-processamento a �m de melhorar a classi�cação
dos dados. Para tal, vamos considerar uma transformação linear complexa Q de tal
forma que:

A′ = QA.

Podemos utilizar a Equação (6.75) para encontrarmos o vetor transformado
h′Ai

. Assim, podemos escrever:

h′Ai
= A′ (A′∗t A′)−1 c∗t

= QA ((QA)∗t QA)−1 c∗t

= QA (A∗tQ∗tQA)−1 c∗t. (6.76)

A Equação (6.76) de�ne o vetor transformado h′Ai
obtido quando A sofre uma

transformação linear A′ = QA. A saída do classi�cador, no domínio transformado,
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será igual a (h′Ai
)∗t A′. Dessa forma:

(h′Ai
)∗t A′ =

[
(h′Ai

)∗t Q
]
A

=
[
Q∗t h′Ai

]∗t
A. (6.77)

Comparando a Equação (6.77) com a Equação (6.73)10 temos a seguinte al-
ternativa à solução da Equação (6.75):

hAi
= Q∗t h′Ai

. (6.78)

Substituindo a Equação (6.76) na Equação (6.78) obtemos:

hAi
= Q∗tQA (A∗tQ∗tQA)−1 c∗t. (6.79)

A Equação (6.79), de�ne o vetor hAi
para o domínio original com A modi�-

cado através da transformação linear Q. Neste caso, a escolha da matriz Q implica
em uma solução para o vetor hAi

(caso exista a inversa de A∗tQ∗tQA); dessa forma,
temos in�nitas soluções para hAi

. A transformação ótima seria a que realizasse o
branqueamento [101,103] dos dados a �m de melhorar o poder discriminatório. Para
tal, podemos utilizar a KLT, semelhante ao desenvolvimento feito na Seção 6.3.2.

Considere a matriz de autocorrelação de X igual a RX . Neste caso temos que
RX não pode determinada através de AA∗t pois d > N , ou seja, RX não poderá ser
determinada a partir do conjunto de treinamento11. Semelhante ao desenvolvimento
da Equação (6.35) podemos considerar a KLT de v (dimensão d × 1) igual a V e
Φ = [φ1, . . . , φd] igual à matriz de autovetores ortonormais de RX . Assim:

V = Φ∗tv, v = ΦV.

A relação entre Λ, Φ e RX (observe as Equações (6.34) e (6.35)) será12:

RX = ΦΛΦ∗t. (6.80)
10Produto h∗tAi

A = c
11Deve-se estimar RX de outra forma.
12A matriz Λ é diagonal com seus elementos da diagonal principal sendo os autovalores λ1 ≥

. . . ≥ λd de RX correspondentes a cada autovetor de Φ (os valores λi correspondem a variância
de X [20, 85]).
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A transformação ótima, ou seja, a que realiza o branqueamento será igual a:

Q = Λ−1/2Φ∗t. (6.81)

Substituindo a Equação (6.81) na Equação (6.79) e utilizando a Equação
(6.80) temos:

hAi
= (Λ−1/2Φ∗t)∗tΛ−1/2Φ∗t A

[
A∗t(Λ−1/2Φ∗t)∗tΛ−1/2Φ∗tA

]−1
c∗t

= ΦΛ−1Φ∗t A (A∗tΦΛ−1Φ∗tA)−1 c∗t (6.82)

= (ΦΛΦ∗t)−1 A
[
A∗t(ΦΛΦ∗t)−1A

]−1
c∗t

= (RX )−1 A
[
A∗t (RX )−1 A

]−1
c∗t. (6.83)

Para encontrarmos hAi
temos duas opções, fornecidas através das Equações

(6.82) e (6.83), da seguinte maneira:

• Conforme a Equação (6.83), precisamos da matriz inversa de RX . Neste caso,
como d > N temos que a inversa de RX não existe se considerarmos apenas
o conjunto de treinamento, dessa forma, a solução para hAi

será possível para
uma estimativa de RX .

• Manipulando a Equação (6.82) encontramos:

hAi
= ΦΛ−1Φ∗t A (A∗tΦΛ−1Φ∗tA)−1 c∗t

= ΦΛ−1Φ∗t A [(Φ∗tA)∗tΛ−1Φ∗tA]−1 c∗t. (6.84)

Neste caso, a Equação (6.84) mostra que é necessário encontrar a KLT de A
igual a Φ∗tA, ou seja, precisamos da estatística dos padrões a serem reconhe-
cidos ou rejeitados.

Assim, a transformação ótima (branqueamento), apresentada na Equação
(6.81) não pode ser aplicada apenas a partir do conjunto de treinamento. Uma
possibilidade para contornar este problema seria usarmos a DFT para aproximar a
KLT e tentar incorporar a estatística do conjunto de treinamento na aproximação
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da matriz Λ. Assim, a transformação Q se tornaria:

Q = P−1/2F, (6.85)

onde P é diagonal e F é a matriz DFT. Aplicando a transformação Q apresentada
na Equação (6.85) na Equação (6.79) temos:

hAi
= (P−1/2F)∗t P−1/2FA

[
A∗t(P−1/2F)∗tP−1/2FA

]−1
c∗t

hAi
= F∗tP−1FA

[
A∗tF∗tP−1FA

]−1
c∗t

F hAi
= P−1FA

[
(FA)∗tP−1FA

]−1
c∗t. (6.86)

Perceba que os termos FhAi
e FA na Equação (6.86) representam, respecti-

vamente, a DFT de hAi
e A.

Podemos encontrar na literatura métodos originados da Equação (6.86) onde
a matriz P incorpora as estatísticas dos padrões de variadas formas. Quando esco-
lhemos P como o espectro de potência médio da DFT do conjunto de treinamento
(matriz FA) recaímos no método Minimum Average Correlation Energy Filter (ou
MACE �lter) [32], neste caso, a matriz P nomeia-se D. Considerando a matriz P

igual a T = αD +
√

1− α2 C onde a matriz diagonal C representa a densidade es-
pectral de potência do ruído. O termo α regula a importância do ruído na estatística
dos padrões, e provê uma certa tolerância ao ruído. Neste caso, recaímos no método
Optimal Tradeo� Filter (ou OTF) [31] (outras referências para OTF e MACE �lter
em [106�111]).

6.6 Detector por Produto Interno com Dimensão
Extra

O classi�cador obtido para o IPD, na forma de um vetor h, proporciona
uma saída próxima de um (1) caso um candidato x seja o padrão o qual desejamos
encontrar ou próxima de zero (0) caso contrário. Dessa forma, se x é o padrão
desejado,

< x,h > = htx ∼= 1
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e, caso contrário,
< x,h > = htx ∼= 0.

Porém, note que não temos garantias de que as equações acima serão obe-
decidas caso outros candidatos estejam aproximadamente colineares em relação aos
padrões de interesse. Este problema pode ser solucionado acrescentando-se uma di-
mensão extra, determinada utilizando-se os padrões de treinamento, de tal forma que
eles possuam a mesma norma denominada por Em (naturalmente, Em será utilizada
em todos os padrões de teste).

Podemos determinar Em da seguinte maneira: vamos supor que temos N

padrões xi, com i = {1, . . . , N}, para treinamento com dimensões d× 1. Primeira-
mente, determinamos qual xi possui a maior norma ao quadrado, acrescida em 20%,
da seguinte maneira:

Em = 1, 2 max
{‖xi‖2

}
, i = {1, . . . , N}. (6.87)

A Equação (6.87) será utilizada para determinarmos a dimensão extra xE

que será acrescentada aos padrões de treinamento xi = [x(1) x(2) . . . x(d)]. O per-
centual de 20% consiste apenas em uma margem de segurança. Assim, formaremos
novos vetores x̃i da seguinte maneira:

x̃i = [x(1) x(2) . . . x(d) xE(d + 1)]t . (6.88)

Naturalmente, o valor de xE na Equação (6.88) que proporciona que todos
os x̃i tenham norma ao quadrado Em será:

xE =
√

(Em − ‖xi‖2). (6.89)

As Equações (6.87), (6.88) e (6.89) podem ser aplicadas nos padrões xi,
pertencentes ao conjunto de treinamento, de tal forma que possamos obter vetores
x̃i com norma igual a Em. Esta alteração permite que os padrões de treinamento x̃i

estejam distribuídos na superfície de uma hiperesfera de dimensão d + 1 e raio igual
a Em.
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6.7 Detector por Produto Interno utilizando Aná-
lise de Componentes Principais (IPD-B-PCA)

Nesta seção, iremos apresentar como podemos utilizar os Detectores por Pro-
duto Interno em conjunto com a Análise de Componentes Principais (Seção 4.1).
As motivações são semelhantes às expostas na Seção 4.4. Assim, nosso objetivo
será aumentar a robustez dos detectores por produto interno através do projeto de
detectores para as componentes principais (observe a Figura 6.6).

Figura 6.6: Projeto para S detectores por produto interno considerando-se S com-
ponentes principais. A base Φ possui um total de N componentes. O índice i das
componentes principais φi indica a ordem decrescente de seus valores de variância
(autovalores λi).

A formulação matemática do método IPD-B-PCA pode ser obtida conforme
é descrito a seguir. Reproduzindo-se abaixo as Equações (4.4) até (4.7), por conve-
niência, temos que podemos encontrar Φ e Λ usando:

µU =
1

M

M∑
i=1

ui,

U = [u1 − µU , . . . ,uM − µU ],

ΣU =
1

M − 1
UU∗t,

Λ = Φ∗tΣUΦ.

Nas equações acima, U é variável aleatória com realizações iguais aos vetores
u1, . . . ,uM (cada vetor ui será obtido concatenando-se as colunas do bloco i cujo
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centro é o ponto �ducial de interesse), Φ = [φ1, . . . , φN ] são os eigenpoints, e a
diagonal principal da matriz Λ, igual a λ1, . . . , λN , corresponde aos autovetores.

Em nosso caso, desejamos reconhecer a componente φi e rejeitar as demais
componentes. Para o projeto do vetor h torna-se necessário de�nir as classes envol-
vidas. Vamos considerar três classes especi�cadas da seguinte maneira:

• A classe A1 será formada pela componente a qual desejamos detectar, ou seja,
A1 = {φi}.

• A classe A2 será formada por deslocamentos lineares de φi. Iremos uti-
lizar a notação φ

(n,m)
i para representar o deslocamento linear da com-

ponente i de n pixels na direção horizontal e m na vertical. Assim,
A2 = {φ(n,m)

i , onde :− L 6 m, n 6 L, com n,m 6= 0}. Onde L corresponde ao
máximo deslocamento.

• A classe B irá conter as outras componentes. Assim, B = {φj}, com j 6= i.

Os deslocamentos lineares φ
(n,m)
i da componente φi serão determinados

utilizando-se a componente principal φ̃i que será calculada utilizando-se um bloco
com dimensões (4L + 1)× (4L + 1) quando o máximo deslocamento é de L (observe
a Figura 6.7).

Note que, propositalmente, supomos que a classe B é formada por compo-
nentes ortogonais à componente que desejamos detectar. Dessa forma, semelhante
às observações realizadas no �nal da Seção 4.4, temos que os padrões que não são de
interesse irão se situar no subespaço ortogonal a φi. Assim, o ruído associado a φi

será considerado como a projeção de padrões típicos no subespaço ortogonal a φi.
A Equação (6.29) pode ser utilizada para determinarmos o detector por pro-

duto interno para as componentes principais. Assim, para nosso caso:

hφi
=

{
p1 RA1 + p2 RA2 + p(B) RB

}−1

p1 µA1
. (6.90)

A Equação (6.90) pode ser escrita, em função dos elementos típicos das classes
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Figura 6.7: Exemplo para determinarmos os deslocamentos lineares φ
(n,m)
i

utilizando-se a componente principal φ̃i. Conforme mencionamos, A1 = {φi} e
A2 = {φ(n,m)

i }. Neste exemplo, consideramos a primeira componente principal. A
componente φ1 foi obtida empregando-se blocos com dimensões 2L + 1. Supondo
que desejamos formar A2 com deslocamentos lineares de até meio bloco então de-
vemos calcular φ̃1 empregando-se blocos com dimensões 4L + 1. Dessa forma, os
deslocamentos lineares φ

(n,m)
1 podem ser obtidos facilmente através de uma janela

deslizante aplicada em φ̃1.

A1, A2 e B da seguinte maneira:

hφi
=

{
p1 φi (φi)

∗t + p2
1

(2L + 1)2 − 1

L∑
n=−L
n 6=0

L∑
m=−L
m6=0

φ
(n,m)
i (φ

(n,m)
i )∗t +

+ p(B)
1

N − 1

N∑
j=1
j 6=i

φj (φj)
∗t
}−1

p1 φi. (6.91)

A Equação (6.91) expressa o detector por produto interno utilizando a aná-
lise de componentes principais. Por �m, listamos abaixo algumas particularidades
relativas ao método IPD-B-PCA.

• A �exibilidade dos detectores por produto interno pode ser utilizada para
construirmos a classe A1 dos padrões de interesse. Por exemplo, podemos
inserir componentes levemente rotacionadas ou deslocadas. Assim, é possível
obtermos detectores ainda mais robustos. Naturalmente, deve-se controlar a
inserção de padrões de interesse de tal forma a não descaracterizar a classe
A1.

• A ortonormalidade das componentes principais permite uma simpli�cação no
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projeto do detector por produto interno. Note que os padrões de interesse
(componentes principais) estão, devido à ortonormalidade das componentes,
distribuídos na superfície de uma hiperesfera com raio unitário. Dessa forma,
torna-se desnecessário o uso da dimensão extra (Seção 6.6) para o projeto dos
detectores do método IPD-B-PCA.

• Vamos observar as classes B e A2. Note que rigorosamente, bastaria consi-
derarmos a classe dos padrões que não são de interesse, ou seja, somente a
classe B seria necessária para o projeto dos detectores. Porém, a localização
espacial dos padrões de interesse é de extrema importância. Sendo assim, é
essencial que se possa rejeitar com e�ciência pequenos deslocamentos lineares
do padrão. Logo, este fato evidencia a importância da classe A2.

• Observe que as classes envolvidas no projeto do detector obtido através do mé-
todo IPD-B-PCA possuem valores constantes proporcionais às probabilidades
p1, p2 e p(B). Os valores destas probabilidades in�uenciam signi�cativamente
no desempenho do detector, pois eles ponderam a importância de cada classe.
Note que o treinamento dos detectores deve ser feito utilizando-se um compro-
misso entre detecção dos padrões de interesse e rejeição dos outros padrões.

6.8 Considerações Finais

Neste capítulo, apresentamos o método denominado por Detectores por Pro-
duto Interno (IPD) que compreende uma das contribuições da Tese. Os classi�-
cadores desenvolvidos utilizam um simples produto interno para determinar se um
candidato é ou não o padrão de interesse. Além disso, demonstramos que a Filtra-
gem Discriminativa e os Filtros de Correlação são casos particulares do IPD. Dessa
forma, é possível obtermos �ltros discriminativos e de correlação a partir de detec-
tores por produto interno. Por �m, incrementamos a robustez do IPD através do
projetando de detectores para as componentes principais.

No próximo capítulo, apresentamos os procedimentos experimentais e as si-
mulações para o método IPD no contexto do problema de detecção de pontos �du-
ciais de faces humanas. Além disso, comparamos os resultados obtidos para o IPD
com os dos métodos utilizados nos capítulos anteriores.
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Capítulo 7

Detectores por Produto Interno
(IPD): Procedimentos Experimentais
e Simulações

7.1 Introdução

Com o objetivo de validar os métodos IPD-B e IPD-B-PCA (Capítulo 6),
abordamos o problema da detecção de pontos �duciais em um esquema semelhante
ao desenvolvido no Capítulo 5. Assim, as simulações foram feitas utilizando-se
dois subconjuntos das bases de dados BioID e Feret, com respectivamente 503 e
2004 imagens (veja a Seção 5.3). A métrica de desempenho para os experimentos
é a mesma especi�cada na Seção 5.4. Para comparação, iremos utilizar todos os
resultados obtidos no Capítulo 5.
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7.2 Procedimentos para Pré-processamento, Trei-
namento e Teste

Assim como no Capítulo 5, iremos utilizar em todas as simulações, validação
cruzada com 7 folds (observe o rodapé (1)). Nesta seção, veri�caremos os procedi-
mentos necessários para pré-processamento, treinamento e teste.

7.2.1 Pré-processamento das Imagens

Os procedimentos para pré-processamento de todas as imagens das bases de
dados são idênticos aos desenvolvidos na Seção 5.5.1.

7.2.2 Treinamento (Fase de Aprendizagem)

Nesta etapa, efetuamos o aprendizado de todos os modelos dos métodos IPD
e IPD-PCA utilizando, para cada experimento, o conjunto de treinamento que cor-
responde a 6/7 do total de imagens da base de dados (idêntico ao aprendizado feito
na Seção 5.5.2). Os procedimentos iniciais para treinamento são idênticos aos apre-
sentados na Seção 5.5.2.1. Na Figura 7.1 temos o diagrama em blocos para o método
IPD-B adaptado de [112]. Primeiramente, realizamos os procedimentos iniciais para
treinamento com uma pequena diferença, proposta em [112], em relação ao diagrama
apresentado na Seção 5.5.2.1. Nesta, utiliza-se a �exibilidade do IPD para de�nição
das classes. Assim, consideram-se três classes: A1, como classe de positivos formada
por blocos com centros em pontos �duciais e; A2 e B, como classes de negativos.
Iremos separar as classes de negativos da seguinte maneira: a classe A2 será formado
por blocos vizinhos aos blocos que pertencem à A1 (em [112], considera-se uma vizi-
nhança de 1 até 10 pixels) e; a classe B será formada pelos outros blocos. A seguir,
acrescenta-se uma dimensão extra (veja a Seção 6.6) aos vetores de treinamento, de
tal forma que eles possuam a mesma norma. Esta dimensão extra utiliza a máxima
norma Em dentre os blocos das classes A1, A2 e B. Antes da etapa de projeto dos

1Lembrando que cada simulação corresponde a um ponto �ducial. Assim, temos 11 simulações
distintas para cada base de dados. Uma simulação possui 7 experimentos e em cada um temos dois
conjuntos disjuntos, denominados por treinamento e teste. No conjunto de treinamento utilizamos
6/7 do total de imagens da base de dados para treinamento e veri�cação de parâmetros e no
conjunto de teste utilizamos 1/7 do total de imagens para validar o modelo treinado.
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detectores h, retira-se a média global (µ) dos vetores com dimensão extra. A con�-
guração em cascata de classi�cadores IPD será formada por estágios. Cada estágio
será projetado utilizando-se os positivos do estágio anterior bem como os rótulos
das classes de treinamento (A1, A2 e B) e cada IPD será projetado utilizando-se as
Equações (6.10) e (6.18). O produto interno h∗tBz = dBz será utilizado, em cada es-
tágio, para treinamento do classi�cador Gentle AdaBoost utilizando a toolbox GML
AdaBoost Matlab [53]. A cascata formada por estágios AdaBoost e vetores h cor-
respondem à saída do diagrama em blocos. A média global µ e a máxima norma
Em serão utilizadas no teste.

Na Figura 7.2, apresentamos o diagrama em blocos para o método IPD-B-
PCA. Primeiramente, realizamos os procedimentos iniciais para treinamento (Se-
ção 5.5.2.1). A seguir, os detectores hφi

, onde i = {1, . . . , k}, serão projetados para
cada uma das componentes principais com maiores variâncias utilizando a Equa-
ção (6.91). Cada bloco pertencente à classe de positivos e negativos, subtraído do
bloco médio da classe de positivos (denominado por µU), será processado utilizando-
se a equação h∗tφi

Bz Assim, cada bloco Bz terá um vetor associado denominado dBz

com dimensões 1× k. Os vetores dBz serão utilizados para treinamento do classi�-
cador Gentle AdaBoost [52] utilizando a toolbox GML AdaBoost Matlab [53] de tal
forma que possamos obter a superfície de decisão que separa a classe de positivos
da classe de negativos. Os vetores hφi

e o classi�cador AdaBoost correspondem à
saída do diagrama em blocos. O bloco médio da classe de positivos (µU) também
será usado no teste. Note que não é utilizada a dimensão extra.
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Figura 7.1: Diagrama em blocos para fase de treinamento do método IPD-B adap-
tado de [112]. Primeiramente, realizamos os procedimentos iniciais para treinamento
com uma pequena diferença, proposta em [112], em relação ao diagrama apresentado
na Seção 5.5.2.1. Nesta, utiliza-se a �exibilidade do IPD para de�nição das classes.
Assim, consideram-se três classes: A1, como classe de positivos formada por blocos
com centros em pontos �duciais e; A2 e B, como classes de negativos. Iremos separar
as classes de negativos da seguinte maneira: a classe A2 será formado por blocos
vizinhos aos blocos que pertencem à A1 (em [112], considera-se uma vizinhança de 1
até 10 pixels) e; a classe B será formada pelos outros blocos. A seguir, acrescenta-se
uma dimensão extra (veja a Seção 6.6) aos vetores de treinamento, de tal forma que
eles possuam a mesma norma. Esta dimensão extra utiliza a máxima norma Em

dentre os blocos das classes A1, A2 e B. Antes da etapa de projeto dos detectores
h, retira-se a média global (µ) dos vetores com dimensão extra. A con�guração em
cascata de classi�cadores IPD será formada por estágios. Cada estágio será proje-
tado utilizando-se os positivos do estágio anterior bem como os rótulos das classes
de treinamento (A1, A2 e B) e cada IPD será projetado utilizando-se as Equações
(6.10) e (6.18). O produto interno h∗tBz = dBz será utilizado, em cada estágio, para
treinamento do classi�cador Gentle AdaBoost utilizando a toolbox GML AdaBoost
Matlab [53]. A cascata formada por estágios AdaBoost e vetores h correspondem
à saída do diagrama em blocos. A média global µ e a máxima norma Em serão
utilizadas no teste.
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Figura 7.2: Diagrama em blocos para fase de treinamento do método IPD-B-PCA.
Primeiramente, realizamos os procedimentos iniciais para treinamento (Se-
ção 5.5.2.1). A seguir, os detectores hφi

, onde i = {1, . . . , k}, serão projetados para
cada uma das componentes principais com maiores variâncias utilizando a Equa-
ção (6.91). Cada bloco pertencente à classe de positivos e negativos, subtraído do
bloco médio da classe de positivos (denominado por µU), será processado utilizando-
se a equação h∗tφi

Bz Assim, cada bloco Bz terá um vetor associado denominado dBz

com dimensões 1× k. Os vetores dBz serão utilizados para treinamento do classi�-
cador Gentle AdaBoost [52] utilizando a toolbox GML AdaBoost Matlab [53] de tal
forma que possamos obter a superfície de decisão que separa a classe de positivos
da classe de negativos. Os vetores hφi

e o classi�cador AdaBoost correspondem à
saída do diagrama em blocos. O bloco médio da classe de positivos (µU) também
será usado no teste. Note que não é utilizada a dimensão extra.
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7.2.3 Teste (Fase de Operação)

Nesta seção, semelhante a Seção 5.5.3, apresentamos os procedimentos para
teste dos modelos treinados conforme a Seção 7.2.2. Em cada experimento, temos a
mesma especi�cação para o conjunto de teste, ou seja, ele será formado por 1/7 do
total de imagens da base de dados. Os procedimentos iniciais e pós-processamento
para teste são idênticos aos da Seção 5.5.3. Na Figura 7.3 apresentamos o diagrama
em blocos para o IPD-B. Primeiramente, efetuamos os procedimentos iniciais para
teste. As imagens serão processadas por uma janela deslizante Bz, onde z é a
coordenada correspondente ao centro do bloco. A seguir, acrescentamos a dimensão
extra em Bz utilizando Em e subtraímos por µ. O vetor resultante será denominado
bz (lembrando que Em e µ são determinados no treinamento). Assim, cada bloco
Bz terá um correspondente bz. A seguir, cada bz será classi�cado pela cascata de
classi�cadores IPD determinados no treinamento. Por último, realizamos a etapa
de pós-processamento conforme a estratégia escolhida (veja a Tabela 5.2).

Na Figura 7.4 apresentamos o diagrama em blocos para teste do método
IPD-B. Primeiramente, efetuamos os procedimentos iniciais para teste. As imagens
serão processadas por uma janela deslizante Bz (z é a coordenada correspondente
ao centro do bloco). A seguir, utilizamos os detectores hφi

(obtidos no treinamento)
para efetuar o produto interno com Bz subtraído por µU (determinado no treina-
mento). Dessa forma, cada bloco Bz terá um vetor associado denominado dBz . O
classi�cador AdaBoost, construído no treinamento, usará dBz para classi�car Bz.
Por último, realizamos a etapa de pós-processamento conforme a estratégia esco-
lhida (veja a Tabela 5.2).
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Figura 7.3: Diagrama em blocos para teste do método IPD-B. Primeiramente, efe-
tuamos os procedimentos iniciais para teste. As imagens serão processadas por uma
janela deslizante Bz, onde z é a coordenada correspondente ao centro do bloco. A
seguir, acrescentamos a dimensão extra em Bz utilizando Em e subtraímos por µ. O
vetor resultante será denominado bz (lembrando que Em e µ são determinados no
treinamento). Assim, cada bloco Bz terá um correspondente bz. A seguir, cada bz

será classi�cado pela cascata de classi�cadores IPD determinados no treinamento.
Por último, realizamos a etapa de pós-processamento conforme a estratégia escolhida
(veja a Tabela 5.2).

Figura 7.4: Diagrama em blocos para teste do método IPD-B-PCA. Primeiramente,
efetuamos os procedimentos iniciais para teste. As imagens serão processadas por
uma janela deslizante Bz (z é a coordenada correspondente ao centro do bloco). A
seguir, utilizamos os detectores hφi

(obtidos no treinamento) para efetuar o produto
interno com Bz subtraído por µU (determinado no treinamento). Dessa forma,
cada bloco Bz terá um vetor associado denominado dBz . O classi�cador AdaBoost,
construído no treinamento, usará dBz para classi�car Bz. Por último, realizamos a
etapa de pós-processamento conforme a estratégia escolhida (veja a Tabela 5.2).
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7.3 In�uência da Quantidade de Componentes
Principais

Nesta seção, apresentamos os resultados obtidos para o método IPD-B-PCA
utilizando-se as bases de dados BioID e Feret com, respectivamente, 503 e 2004
imagens. Os procedimentos de treinamento, teste e pré-processamento foram de-
senvolvidos conforme descrição realizada na Seção 7.2. O pós-processamento2 NA
foi utilizado (veja a Tabela 5.2). O valor de α é igual a 0,1. Os resultados, assim
como para os métodos anteriores, foram obtidos empregando-se validação cruzada
com 7 folds. Os conjuntos de treinamento e teste são idênticos aos especi�cados
no Capítulo 5. A organização dos resultados é feita de forma idêntica à Seção 5.6.
Dessa forma, os resultados serão apresentados através de dois grá�cos que indicam,
através de barras, as percentagens médias TP e FP. Nos grá�cos, a quantidade de
componentes principais utilizada está localizada na horizontal. A pequena barra na
cor escura, acima de cada barra de TP e FP indica duas vezes o desvio padrão. O
terceiro grupo de grá�cos é formado por coordenadas que representam as taxas de
TP e FP para cada componente. A localização da coordenada está associada ao
desempenho obtido. Quanto mais acima e à esquerda a coordenada estiver melhor
será o desempenho obtido.

2Lembramos que o acrônimo NA indica que não será utilizada nenhuma estratégia para agru-
pamento.

145



1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 00  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 00  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 00  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 00  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 05  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 05  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 05  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 05  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

Figura 7.5: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 00 e 05. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.6: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 00 e 05. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 7.7: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 02 e 03. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.8: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 02 e 03. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.

149



1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 01  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 01  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 01  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 01  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 BioID Ponto Fiducial: 02  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 BioID Ponto Fiducial: 02  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
52

56

60

64

68

72

76

80

84

88

92

96

100

 Feret Ponto Fiducial: 04  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
T

P
 [ 

%
 ]

1 8 13 23 33 43 53 63
0

0.15

0.3

0.45

0.6

0.75

0.9
 Feret Ponto Fiducial: 04  (IPD−B−PCA)

Número de componentes principais

T
ax

a 
F

P
 [ 

%
 ]

Figura 7.9: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 01 e 04. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.10: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 01 e 04. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 7.11: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 06 e 08. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.12: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 06 e 08. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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Figura 7.13: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para o ponto �ducial 07. A barra na cor escura, situada no
topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.14: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para o ponto �ducial 07. Cada coordenada indica as taxas
de TP e FP obtidas por cada componente.
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Figura 7.15: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 09 e 10. A barra na cor escura,
situada no topo de cada barra de TP e FP indica duas vezes o desvio padrão.
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Figura 7.16: Base de dados BioID e Feret: resultados ao variarmos o número de
componentes principais para os pontos �duciais 09 e 10. Cada coordenada indica as
taxas de TP e FP obtidas por cada componente.
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7.3.1 Análise dos Resultados

Nas Figuras 7.5 até 7.15 apresentamos, respectivamente, os resultados obtidos
utilizando bases de dados BioID e Feret. Após análise das �guras podemos veri�car
que:

1. As taxas de TP foram levemente superiores às obtidas pelo método
DF-B-PCA. Os valores de desvio padrão obtidos para o método IPD-B-PCA
foram levemente menores que os do método DF-B-PCA.

2. As taxas de FP foram compatíveis às do método DF-B-PCA. Note que seus
valores estão por volta de 0,45% para um número de componentes (k) superior
a 8. Para o método DF-B-PCA as taxas alcançavam este valor com k superior
a 23.

3. A utilização das componentes principais proporciona um ganho signi�cativo
no desempenho do método IPD-B-PCA.

4. Exceto para a base Feret nos pontos �duciais 01 e 04 temos que as taxas de
TP se estabilizam em aproximadamente 95%.

Os grá�cos das �guras evidenciam que a quantidade de componentes princi-
pais usadas tem alto impacto no desempenho do método IPD-B-PCA. Os resultados
obtidos são levemente superiores aos do método DF-B-PCA. Ao �nal desta seção,
apresentamos uma síntese dos melhores resultados obtidos, em forma de tabela, em
termos do número de componentes principais para todos os pontos �duciais.
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Síntese dos Resultados para IPD-B-PCA

Tabela 7.1: Base de dados BioID e Feret: síntese dos melhores desempenhos, em
termos da quantidade de componentes principais, para o método IPD-PCA. As
taxas médias de Verdadeiros Positivos (TP) e Falsos Positivos (FP) e os respectivos
desvios padrões (σ) foram obtidos por validação cruzada com 7 folds.

BioID

PFs qPC IPD-B-PCA

TP σ FP σ

00 63 99,0 1,3 0,05 0,03
01 53 98,0 1,3 0,05 0,03
02 63 98,2 1,0 0,05 0,02
03 53 97,2 1,9 0,05 0,02
04 63 98,8 0,9 0,03 0,02
05 53 97,8 2,1 0,03 0,02
06 63 95,0 1,5 0,06 0,02
07 63 97,4 1,8 0,10 0,02
08 63 97,6 1,7 0,03 0,01
09 53 96,0 2,3 0,16 0,04
10 63 95,2 3,0 0,20 0,05

Feret

PFs qPC IPD-B-PCA

TP σ FP σ

00 53 95,6 1,2 0,18 0,02
01 53 88,6 4,5 0,08 0,01
02 63 98,1 0,9 0,15 0,02
03 63 95,4 1,8 0,12 0,01
04 63 91,0 1,8 0,07 0,01
05 53 97,1 1,1 0,15 0,02
06 53 96,7 1,5 0,20 0,04
07 63 96,6 1,3 0,27 0,03
08 53 96,2 2,1 0,18 0,02
09 63 99,2 0,8 0,19 0,01
10 63 98,5 0,8 0,22 0,02
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7.4 Comparação entre IPD-B-PCA and IPD-B

Nesta seção, realizamos uma comparação entre os resultados obtidos para
os métodos IPD-B-PCA e IPD-B. Os resultados para o método IPD-B, utilizando
a base de dados BioID foram extraídos de [112]. Para a base de dados Feret, os
resultados foram obtidos em conjunto com os autores do trabalho [112]. Analisando
os resultados apresentados na Tabela 7.2 podemos veri�car que:

1. O método IPD-B apresenta um bom compromisso entre taxas de TP e FP.
Para as bases de dados BioID e Feret em todos os pontos �duciais, temos que
as taxas de FP estão bem abaixo de 1,5% e as taxas de TP estão superiores a
86% (exceto para o ponto �ducial 07 na Feret).

2. O método IPD-B-PCA apresenta um bom compromisso entre taxas de TP e
FP. Para todos os pontos �duciais temos que as taxas de FP estão bem abaixo
de 1,5% e as taxas de TP estão superiores a 95% (exceto para os pontos
�duciais 01 e 04 localizados no centro dos olhos).

Os resultados apresentados na tabela demonstram que os métodos IPD-B-
PCA e IPD-B possuem desempenho satisfatório. Observe que de forma geral, o
compromisso entre taxas de TP e FP obtido pelo método IPD-B-PCA é superior ao
obtido pelo método IPD-B sendo que em quatro pontos �duciais (07, 08, 09 e 10)
temos uma diferença expressiva.
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Tabela 7.2: Base de dados BioID: comparação entre os métodos IPD-B-PCA e
IPD para todos os pontos �duciais. A denominação NA indica a estratégia de
agrupamento utilizada.

BioID

PFs IPD-B-PCA-NA IPD-B-NA
(proposto) [112]

TP σ FP σ TP σ FP σ

00 99,0 1,3 0,05 0,03 95,2 2,2 0,07 0,02
01 98,0 1,3 0,05 0,03 97,4 2,9 0,03 0,01
02 98,2 1,0 0,05 0,02 95,6 2,0 0,23 0,03
03 97,2 1,9 0,05 0,02 97,8 2,7 0,40 0,08
04 98,8 0,9 0,03 0,02 98,4 1,8 0,04 0,02
05 97,8 2,1 0,03 0,02 93,6 3,1 0,05 0,02
06 95,0 1,5 0,06 0,02 93,2 3,1 0,08 0,03
07 97,4 1,8 0,10 0,02 88,6 3,2 0,10 0,02
08 97,6 1,7 0,03 0,01 90,6 3,5 0,14 0,05
09 96,0 2,3 0,16 0,04 87,2 3,1 0,13 0,04
10 95,2 3,0 0,20 0,05 86,0 5,8 0,20 0,06

Feret

PFs IPD-B-PCA-NA IPD-B-NA
(proposto) Em conjunto com [112]

TP σ FP σ TP σ FP σ

00 95,6 1,2 0,18 0,02 90,5 2,4 0,07 0,01
01 88,6 4,5 0,08 0,01 93,0 2,6 0,06 0,01
02 98,1 0,9 0,15 0,02 87,7 2,7 0,13 0,06
03 95,4 1,8 0,12 0,01 80,6 3,6 0,11 0,02
04 91,0 1,8 0,07 0,01 89,5 2,1 0,11 0,02
05 97,1 1,1 0,15 0,02 89,5 2,4 0,11 0,01
06 96,7 1,5 0,20 0,04 87,6 0,7 0,10 0,01
07 96,6 1,3 0,27 0,03 90,3 2,5 0,15 0,01
08 96,2 2,1 0,18 0,02 88,2 2,6 0,11 0,02
09 99,2 0,8 0,19 0,01 84,6 2,8 0,05 0,00
10 98,5 0,8 0,22 0,02 86,5 2,6 0,14 0,01
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7.5 Comparação entre IPD-B-PCA, DF-B-PCA e
SVM

Nesta seção, confrontamos os resultados obtidos para os métodos
IPD-B-PCA, DF-B-PCA, SVM-L e SVM-Pol. Os resultados obtidos para o mé-
todo IPD-B foram suprimidos devido a seu desempenho ser inferior ao dos métodos
IPD-B-PCA e SVM-Pol. Ao confrontarmos os resultados podemos veri�car que:

1. O método IPD-B-PCA proporciona resultados superiores aos do DF-B-PCA
para quase todos os pontos �duciais. Na base de dados BioID, o IPD-B-PCA
obtém resultados superiores aos do DF-B-PCA em todos os pontos �duciais
e para a base Feret o IPD-B-PCA proporciona resultados superiores aos do
DF-B-PCA em sete pontos �duciais (00, 02, 03, 05, 06, 07, 09 e 10).

2. O IPD-B-PCA apresenta resultados competitivos quando comparados aos do
método SVM-Pol. Observe que, para a base de dados BioID, em três pon-
tos �duciais (00, 02 e 04) o desempenho do IPD-B-PCA foi superior ao do
SVM-Pol. Para a base Feret o IPD-B-PCA apresenta resultados superiores
aos do método SVM-Pol oito pontos �duciais (00, 02, 05, 06, 07, 08, 09 e 10)

Por �m, podemos concluir que o IPD-B-PCA permite um ganho de desem-
penho superior ao obtido pelo DF-B-PCA. A utilização da base de dados Feret
evidencia o bom desempenho obtido pelo método IPD-B-PCA. Na maioria dos pon-
tos �duciais o IPD-B-PCA apresenta um desempenho superior frente aos resultados
dos métodos DF-B-PCA e SVM-Pol. Note que os valores de desvio padrão das
taxas de FP para o método IPD-B-PCA são menores que os obtidos para os mé-
todos DF-B-PCA e SVM-Pol (exceto para o ponto �ducial 07). Isto indica que o
IPD-B-PCA proporciona uma variabilidade de falsos positivos controlada frente à
diversidade da base de dados Feret.
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7.6 Estratégias para Pós-processamento para o Mé-
todo IPD-B-PCA

Nesta seção, semelhante ao desenvolvimento realizado na Seção 5.8 aplica-
mos estratégias para pós-processamento do método IPD-B-PCA. Nas Figuras 7.17
até 7.22, apresentamos os resultados obtidos para o método IPD-B-PCA utilizando
estratégias de pós-processamento ML, GML e A, para as bases de dados BioID e
Feret. Por comodidade, lembramos que as estratégias ML, GML e A selecionam um
rótulo automático por imagem (veja o rodapé (3) para detalhes).

Os grá�cos contidos nas �guras têm descrição equivalente aos da Seção 5.8.
Assim, a organização dos resultados será feita com um grá�co por ponto �ducial.
Cada grá�co será composto por três curvas (distribuição de acerto média acumulada
versus distância inter-ocular) relacionadas à estratégia utilizada. A linha vertical
pontilhada, exposta em cada grá�co, auxilia a visualização da distância inter-ocular
igual a 10% (α = 0, 1). Após análise dos grá�cos podemos veri�car que:

1. O uso das estratégias ML, GML e A apresentam comportamento semelhante
ao obtido pelo método DF-B-PCA, ou seja, as técnicas ML, GML obtêm os
melhores resultados ao passo que a técnica A não apresenta resultados satis-
fatórios.

2. Em termos de taxa de acerto, na base de dados BioID, para os pontos �duciais
na região dos olhos as taxas de acerto são superiores a 95%. Para os pontos
�duciais na região do nariz as taxas são superiores a 90% e para os pontos na
região da boca as taxas �cam por volta de 84%.

3Nas estratégias ML, GML e A temos, como saída, somente um rótulo automático. Na ML,
selecionamos o rótulo automático mais provável, supondo o modelo gaussiano a priori. Na GML,
agrupamos os rótulos automáticos com distância menor que 8 pixels e a seguir escolhemos o ró-
tulo automático mais provável (supondo o modelo gaussiano a priori). Na estratégia A, o rótulo
automático será igual à média de todos os rótulos automáticos.
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3. Na base Feret, para os pontos �duciais localizados nos centros dos olhos as
taxas �cam acima de 85%, nos cantos externos as taxas estão em torno de
90% e nos cantos internos as taxas estão acima de 95%. Para os pontos nos
cantos do nariz as taxas �cam acima de 92%. Para os pontos localizados no
centro do nariz e nos cantos da boca as taxas de acerto �cam acima de 80%.

Por �m, podemos concluir que para o método IPD-B-PCA tanto a estratégia
ML quanto a GML podem ser utilizadas para pós-processamento com excelentes
resultados.
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Figura 7.17: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 00 e 05.
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Figura 7.18: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 02 e 03.
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Figura 7.19: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 01 e 04.
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Figura 7.20: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 06 e 08.
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Figura 7.21: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para o ponto �ducial 07.
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Figura 7.22: Base de dados BioID e Feret: resultados para o método IPD-B-PCA
utilizando estratégias ML, GML e A para os pontos �duciais 09 e 10.
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7.7 Estratégias para Pós-processamento: Compara-
ção entre IPD-B-PCA, DF-B-PCA e SVM

Nesta seção, semelhante à Seção 5.10, iremos comparar o desempenho do
método IPD-B-PCA frente aos métodos DF-B-PCA, SVM-L, SVM-Pol utilizando-se
estratégias de pós-processamento. Para o método IPD-B-PCA utilizamos a técnica
GML. Os grá�cos, apresentados nas Figuras 7.23 até 7.28, estão dispostos no mesmo
formato apresentado na Seção 7.6. Observe que acrescentamos uma curva referente
ao método IPD-B-PCA. Após analisarmos as �guras podemos veri�car que:

1. O IPD-B-PCA supera os resultados obtidos pelo método DF-B-PCA em quase
todos os pontos �duciais (as exceções são os pontos �duciais 01 e 04 da base
Feret).

2. O IPD-B-PCA fornece resultados expressivos frente aos obtidos pelo SVM-Pol.
Para a base BioID, em cinco pontos �duciais (00, 05, 02, 08 e 07) as taxas
de acerto do IPD-B-PCA superam as do método SVM-Pol e em dois pontos
�duciais (01 e 04) as taxas possuem diferença mínima. Para a base Feret, o
IPD-B-PCA supera todos os métodos em um total de sete pontos �duciais
(01, 05, 02, 06, 07, 08 e 09). Os resultados são competitivos em dois pontos
�duciais (03 e 10), nestes casos, o IPD-B-PCA supera os resultados obtidos
para o método DF-B-PCA e SVM-L.

3. Para a base Feret, o IPD-B-PCA apresenta resultados inferiores aos dos méto-
dos DF-B-PCA e SVM-Pol para os pontos �duciais localizados no centro dos
olhos.
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Os grá�cos demonstram que o método proposto (IPD-B-PCA) supera os
resultados do método DF-B-PCA. Frente aos resultados do método SVM-Pol temos
que o IPD-B-PCA fornece resultados superiores, para a base BioID, em cinco pontos
�duciais ao passo que nos outros pontos os resultados são competitivos. Novamente,
podemos veri�car que o uso da base de dados Feret con�rma os bons resultados
obtidos para o método IPD-B-PCA. Na maioria dos pontos �duciais o IPD-B-PCA
apresenta os melhores resultados. Note que os resultados obtidos para o IPD-B-PCA
nos pontos �duciais localizados nos cantos externos dos olhos e no centro do nariz
estão com expressivas diferenças para os demais métodos. Observe que os resultados
para os pontos �duciais 03 e 10 �cam um pouco abaixo do melhor resultado, obtido
pelo método SVM-Pol.
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Figura 7.23: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 00 e 05.
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Figura 7.24: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 01 e 04.
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Figura 7.25: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 01 e 04.
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Figura 7.26: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 01 e 04.
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Figura 7.27: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 01 e 04.
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Figura 7.28: Base de dados BioID e Feret: resultados para o método IPD-B-
PCA, DF-B-PCA, SVM-Pol, SVM-L, utilizando as estratégias, respectivamente,
ML, GML, GML e ML para os pontos �duciais 01 e 04.
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7.8 Considerações Finais

Neste capítulo, atacamos o problema da detecção de pontos �duciais em
faces humanas com o objetivo de validarmos o método IPD. Nós comparamos os
resultados obtidos para o IPD com os dos métodos por Filtragem Discriminativa e
por SVM. Os experimentos para todos os métodos, foram realizados utilizando-se
dois subconjuntos das bases de dados BioID e Feret, com respectivamente, 503 e
2004 imagens. Nós considerados 11 pontos �duciais e os resultados foram obtidos
utilizando-se validação cruzada com 7 folds.

Os resultados obtidos evidenciam que o método IPD-B-PCA proporciona
um ganho superior ao obtido pelo método por Filtragem Discriminativa com PCA.
Quando comparado ao SVM com kernel polinomial o IPD-B-PCA proporciona re-
sultados competitivos e em vários casos superiores.

No próximo capítulo, apresentamos as conclusões e as propostas de trabalhos
futuros desta Tese.
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Capítulo 8

Conclusões

8.1 Considerações Finais da Tese

Nesta Tese, nós investigamos o desenvolvimento de novos algoritmos para a
detecção de padrões. Os métodos propostos se mostraram e�cazes no contexto do
problema de detecção de pontos �duciais, que vem sendo utilizado de forma crescente
em sistemas de Visão Computacional e constitui um problema sem solução fechada.
Em síntese, podemos mencionar que foram realizadas duas contribuições principais.

Na primeira contribuição, apresentada no Capítulo 4, incorporamos robustez
à Filtragem Discriminativa de tal forma que os �ltros discriminativos sejam capazes
de detectar padrões com leves rotações e deformações. Neste novo método, dife-
rentes �ltros discriminativos foram projetados para as componentes principais com
maiores energias. Vislumbramos que esta abordagem fornece uma interessante in-
terpretação para obtermos a matriz de covariância utilizada no projeto dos �ltros
discriminativos. Neste contexto, os padrões que não são de interesse situam-se em
um subespaço ortogonal ao da componente principal de interesse.

Na segunda, apresentada no Capítulo 6, foi desenvolvido um método para
detecção de padrões denominado Detector por Produto Interno (IPD) que utiliza
um simples produto interno para determinar se um candidato é ou não o padrão de
interesse. Foi demonstrado que o método por Filtragem Discriminativa e os �ltros
obtidos através da DFT, denominados por �ltros MACE e OTF (freqüentemente
empregados na literatura), são casos particulares dos detectores IPD. Por �m, foi
demonstrado como projetar detectores IPD robustos. Para tal, foram projetados
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detectores IPD para as componentes principais. Neste contexto, a matriz de cova-
riância pode ser determinada de forma semelhante à realizada para o método por
Filtragem Discriminativa.

Os desempenhos dos métodos propostos, apresentados nos Capítulos 5 e 7,
foram avaliados considerando-se um problema de detecção de pontos �duciais em
faces humanas. As simulações para onze pontos �duciais foram feitas utilizando-se
validação cruzada para duas bases de dados (BioID e Feret) com, respectivamente,
503 e 2004 imagens. Para comparação, métodos similares foram projetados utili-
zando classi�cadores SVM linear e não-linear.

As modi�cações propostas para a Filtragem Discriminativa, que deram ori-
gem ao método DF-B-PCA (Capítulo 4), proporcionaram resultados superiores
frente ao desempenho do método original. Assim, as modi�cações propostas evi-
denciam que o método DF-B-PCA é e�caz. Para os detectores por produto interno,
o algoritmo �nal desenvolvido, denominado IPD-B-PCA (Capítulo 6), apresentou
desempenho superior ao obtido pelo método DF-B-PCA. O IPD-B-PCA apresentou
resultados competitivos ou superiores, em comparação ao desempenho obtido por
classi�cadores similares que utilizam SVM não linear que estão entre os representan-
tes estado da arte em Reconhecimento de Padrões. A abordagem que utiliza PCA
se mostrou bastante vantajosa para incrementar a robustez dos métodos.

Por �m, podemos comentar que os métodos propostos, frente aos desempe-
nhos obtidos para bases de dados extensas e diversi�cadas, foram aplicados com
sucesso em um problema de detecção de padrões relevante para a comunidade cien-
tí�ca, validando a teoria desenvolvida.

8.2 Propostas para Trabalhos Futuros

Neste seção, apresentamos algumas propostas para desenvolvimentos futuros
relacionados aos métodos expostos nesta Tese. Estas propostas podem ser dividi-
das em duas categorias. Na primeira, consideramos modi�cações que podem ser
feitas nos algoritmos e, na segunda, indicamos potenciais aplicações dos algoritmos
a outros problemas relevantes. Assim, as propostas futuras são:
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Quanto a modi�cações nos algoritmos:

• O alinhamento dos padrões de interesse no conjunto de treinamento é de fun-
damental importância para o sucesso dos métodos propostos. Neste sentido,
podem-se investigar técnicas de alinhamento automáticas que considerem ca-
racterísticas peculiares do padrão de interesse. Por exemplo, considerando-se
o ponto �ducial localizado no centro dos olhos, pode-se utilizar um detector
de bordas para delinear a circunferência da íris, proporcionando melhor ali-
nhamento dos centros dos olhos.

• Algumas técnicas de pós-processamento podem ser incorporadas aos méto-
dos DF-B-PCA e IPD-B-PCA visando um incremento no desempenho. Duas
técnicas podem ser implementadas. A primeira é levar em consideração o
valor de DSNR2 (ou o valor do produto interno) quando se realiza o pós-
processamento seja através do agrupamentos dos rótulos e seleção do mais
provável (pós-processamento GML) seja através da média dos rótulos auto-
máticos (pós-processamento A). A segunda é utilizar informações do ponto
�ducial simétrico, quando existir, fazendo uma decisão conjunta.

• Podemos modi�car o �ltro discriminativo de tal forma que ele seja capaz de
detectar um padrão mesmo com grandes rotações. Para tal, podemos proje-
tar �ltros discriminativos levando-se em consideração as Funções Harmônicas
Circulares (CHF) [113,114] (em inglês, Circular Harmonic Function).

Quanto a potenciais aplicações:

• Resultados preliminares obtidos para a complexidade computacional dos mé-
todos evidenciam que eles podem ser utilizados para aplicações em tempo real.
Por exemplo, pode-se aplicar os detectores desenvolvidos para rastreamento de
pontos �duciais em faces humanas.

• Tanto os �ltros discriminativos quanto os detectores por produto interno po-
dem ser aplicados em uma abordagem conjunta com o Elastic Bunch Graph
Matching (EBGM) [115,116] para identi�cação de faces humanas. Neste con-
texto, pode-se substituir os �ltros de Gabor por �ltros discriminativos ou detec-
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tores por produto interno. Assim, intenciona-se associar cada face aos �ltros
discriminativos (ou detectores IPD).

• Resultados preliminares demonstram que podemos introduzir informações so-
bre localizações relativas aos pontos �duciais utilizando os métodos propostos
em conjunto com técnicas de grafo para detecção de faces humanas.

• Os métodos DF e IPD podem ser aplicados em problemas de biometria (tais
como identi�cação por íris e impressões digitais) devido a características se-
melhantes aos padrões de interesse utilizados nesta Tese.
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Apêndice A

Imagens bases de dados BioID e Feret

Neste apêndice, apresentamos exemplos de imagens para a base de dados
BioID nas Figuras A.1(a), A.1(b), A.1(c) e A.1(d) e Feret nas Figuras A.2(a), A.2(b),
A.2(c) e A.2(d).

(a) (b)

(c) (d)

Figura A.1: Quatro exemplos de imagens da base de dados BioID.
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(a) (b)

(c) (d)

Figura A.2: Quatro exemplos de imagens da base de dados Feret.
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Apêndice B

Artigos Desenvolvidos nesta Tese
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