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OBTENÇÃO DO GRAU DE MESTRE EM CIÊNCIAS EM ENGENHARIA
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Para minha mãe, que me chama

de ”filho”, e para meu pai, que

me chama de ”cara”.

iv



Agradecimentos
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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

MODELOS NEURAIS PARA A CORREÇÃO DE ESTIMATIVAS DE

EVENTOS RAROS EM UM EXPERIMENTO DE ALTAS ENERGIAS

Philipp do Nascimento Gaspar

Março/2016

Orientadores: José Manoel de Seixas

Marcia Begalli

Programa: Engenharia Elétrica

A medição feita pelos sensores de um sistema de instrumentação eletrônica pos-

sui um papel fundamental. Neste contexto o caloŕımetro do detector ATLAS utiliza

milhares de canais para medir a energia de part́ıculas sub-atômicas, produzidas no

acelerador LHC, e em seguida as converte em sinais digitais de forma a armazenar

estes dados. Contudo, as não-linearidades intŕınsecas à resposta do detector faz

com que haja uma diferença entre o valor medido e o valor real de energia destas

part́ıculas. Neste sentido, esta dissertação apresenta uma correção baseada em Re-

des Neurais Artificias de forma a reduzir esta diferença e analisa seu desempenho

utilizando métodos estat́ısticos.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

NEURAL MODELS FOR CORRECTION ESTIMATES OF RARE EVENTS IN

A HIGH ENERGY EXPERIMENT

Philipp do Nascimento Gaspar

March/2016

Advisors: José Manoel de Seixas

Marcia Begalli

Department: Electrical Engineering

The measurement made by a system of electronic sensors has a fundamental

role. In this context the ATLAS detector calorimeter uses thousands of channels to

measure the energy of the sub-atomic particles produced in LHC, and then converts

them into digital signals so as to store these data. However, the nonlinearities

intrinsic to the detector response make a difference between the measured value and

the actual value of energy of these particles. In this sense, this work presents an

artificial neural network-based correction to reduce this difference and analyzes its

performance using statistical methods.
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ix



Lista de Figuras
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Caṕıtulo 1

Introdução

Em um sistema de instrumentação eletrônica, a medição feita pelos seus sensores

possui um papel primordial na estimação do sinal que se propõe obter. Este é um

dos desafios do experimento ATLAS (caṕıtulo 3), situado no CERN, que detecta

o resultado de colisões de part́ıculas, geradas pelo acelerador LHC, com seu sub-

sistema de detectores. Uma das mais importantes caracteŕısticas de uma part́ıcula

é a sua energia. Um dos sub-sistemas, mais precisamente o caloŕımetro (seção 3.4),

do ATLAS utiliza centenas de milhares de canais para ler a energia depositada por

essas part́ıculas e a converte em sinais digitais para serem armazenados e analisados

posteriormente pela colaboração.

As part́ıculas detectadas pelo caloŕımetro podem ser de origem hadrônica

ou eletromagnética (seção 2.2). Um caloŕımetro é dito compensante se a res-

posta hadrônica for idêntica à resposta eletromagnética, logo um caloŕımetro não-

compensado terá que ser calibrado com uma função que depende da energia dessas

part́ıculas, antes de ser usado numa análise. Além da natureza não-compensada do

caloŕımetro do ATLAS, qualquer grandeza f́ısica que foi medida pelo detector será

afetada por suas imperfeições, sejam elas as não-linearidades presentes na eletrônica

do detector ou perda de energia em regiões mortas. Inclusive a alta taxa de eventos

do experimento pode ocasionar uma medida imprecisa por conta de um processo

conhecido como pileup (seção 3.1).

Contudo, para minimizar essa diferença do valor medido e o valor real são

necessários algoritmos de calibração e correção de energia. Neste contexto a co-

laboração ATLAS aplica correções de energia de forma sequencial, em diferentes

estágios, utilizando tanto as informações do detector como as informações intŕınsecas

de cada part́ıcula de modo a se aproximar estatisticamente do valor real de energia.
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1.1 Objetivo

O objetivo desta dissertação consiste em derivar um novo método de correção para

os jatos de part́ıculas (caṕıtulo 4) detectados no caloŕımetro, mais especificamente

os jatos provenientes de um decaimento do bóson de Higgs (seção 2.3). Esta correção

é feita utilizando redes neurais artificiais, uma vez que estas são consideradas ma-

peadores universais. Todo o trabalho foi desenvolvido em cima das simulações de

Monte Carlo e a correção proposta foi comparada com as correções oficiais dadas

pela colaboração do experimento. O resultado da correção é medido na massa inva-

riante dos dois jatos que foram selecionados como sendo produtos de decaimento do

Bóson de Higgs, pois a massa invariante, mbb̄, é o melhor discriminante conhecido

para separar sinal e background.

1.2 Organização da Dissertação

• O Caṕıtulo 2 faz uma introdução à F́ısica de Altas Energias, ao Modelo Padrão

e ao Bóson de Higgs, apresentando um resumo da área de estudo deste traba-

lho.

• O Caṕıtulo 3 descreve o acelerador LHC e o detector ATLAS com cada ca-

racteŕıstica de seus sub-sistemas, mostrando o aparato experimental onde este

trabalho foi desenvolvido.

• O Caṕıtulo 4 apresenta as técnicas de correções na energia de part́ıculas utili-

zadas nos mais recentes experimentos de f́ısica de altas energias. Uma ênfase

maior será dada para as correções de energia do detector ATLAS.

• O Caṕıtulo 5 mostra o método de análise em conjunto com as técnicas empre-

gadas.

• O Caṕıtulo 6 contém os resultados das correções neurais propostas e sua análise

estat́ıstica é discutida correção por correção.

• O Caṕıtulo 7 termina a dissertação com uma conclusão final sobre o trabalho

e também apresenta os posśıveis trabalhos futuros.
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Caṕıtulo 2

A F́ısica de Altas Energias

Na Grécia antiga, uma corrente de filósofos acreditavam que o Universo inteiro

reduzia-se a um, dois ou alguns poucos componentes da matéria. Tales de Mileto

(624 - 546 a.C) acreditava que toda a imensa diversidade da natureza podia ser

representada por um único elemento: a água - ”sobre qual a Terra flutua e é o

começo de todas as coisas”. De certa forma, ele foi o filósofo precursor desse ı́mpeto

de explicar o mundo à sua volta. A caracteŕıstica marcante do trabalho de Tales de

Mileto reside na procura do entendimento da natureza de modo racional, postulando

que este esteja ligado a um único prinćıpio. Suas ideias são justificadas não em

termos de deuses ou forças sobrenaturais, mas em termos da lógica. Vieram outros,

depois, para corrigir, modificar e ampliar essa descrição, incluindo novos elementos:

para Anax́ımenes de Mileto (570 - 500 a.C) o elemento primordial seria o ar; para

Xenófanes da Jônia (570 - 460 a.C) a terra seria o elemento mais primitivo do

Universo; para Heráclito de Éfeso (540 - 480 a.C) o fogo seria o constituinte mais

elementar. Passou-se a acreditar, então, que os elementos fundamentais da natureza

eram o fogo, a terra, a água e o ar [1].

Uma descrição mais elaborada deu-se por volta do quinto século antes de Cristo,

quando filósofos gregos propuseram a chamada teoria atomista. A palavra átomo

é derivada do grego atomos, que significa: indiviśıvel. Para os atomistas o mundo

era composto de apenas duas partes fundamentais: átomos e vazio; sendo os átomos

part́ıculas muito pequenas, indestrut́ıveis e imutáveis. O primeiro filósofo da antigui-

dade a teorizar que o Universo foi produzido pelo movimento dos átomos foi Leucipo

de Mileto (480 - 420 a.C) e para ele, esse movimento dos átomos era aleatório e in-

determinado. Para Leucipo, portanto, o cosmo (o mundo e todas as coisas, inclusive

a alma) é formado por um turbilhão de infinitos átomos de diversos formatos que

jorram ao acaso e se chocam.

O fenômeno da digestão alimentar e mesmo o cheiro dos alimentos, entre ou-

tras observações levaram Demócrito de Abdera (430 - 370 a.C), aluno de Leucipo,

a desenvolver a teoria atomista criada por seu mestre. Dizia ele que a consistência
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dos aglomerados de átomos que faz com que algo pareça sólido, ĺıquido, gasoso ou

ańımico (alma) seria então determinada pelo formato e arranjo dos átomos envolvi-

dos. Desse modo, os átomos de aço possuem um formato que se assemelha a ganchos,

que os prendem solidamente entre si; os átomos de água são lisos e escorregadios;

os átomos de sal, como demonstra seu gosto, são ásperos e pontudos; os átomos de

ar são pequenos e pouco ligados, penetrando todos os outros materiais; e os átomos

da alma e do fogo são esféricos e muito delicados. Evidentemente, não era posśıvel

a Demócrito valer-se de qualquer experiência que desse suporte a sua crença. Al-

guns de seus contemporâneos assimilaram a noção que propunha, mas não a grande

maioria.

No século XVIII, o conceito de átomo foi retomado. John Dalton (1766 - 1844),

um professor de inglês que se interessava pela qúımica como passatempo, é consi-

derado o pai da teoria atômica moderna. Para ele, a existência dos átomos era a

única ideia que poderia explicar certas propriedades dos gases que observava, o que

o levou a formular e postular as leis das proporções definidas, primeira tentativa de

relacionar o átomo com a qúımica [2]. A ideia principal era de que toda a matéria

seria composta por átomos, todos os átomos de um dado elemento qúımico seriam

idênticos, e átomos de diferentes elementos qúımicos difeririam quanto a sua massa

e outras propriedades. Reviveu, assim, a antiga teoria atomista e elaborou a pri-

meira tabela de pesos atômicos, anunciando seus resultados em 1803. Ao fim de sua

vida, sua teoria atômica estava amplamente difundida entre a comunidade qúımica

e reconhecida pelo rei da Inglaterra com a Medalha Real.

Agora, no século XXI, dentro da precisão experimental, conhecemos part́ıculas

realmente elementares, a partir das quais toda a matéria observada no Universo

é formada. E segundo esse entendimento, há forças fundamentais ligando essas

part́ıculas, pois a matéria não pode existir sem a ação dessas forças. A f́ısica de

part́ıculas elementares aborda a seguinte questão: ”Do que a matéria é feita?”em

seu ńıvel mais fundamental, ou seja, na sua menor escala de tamanho. Podemos

considerar que a matéria em ńıvel subatômico é constitúıda de pequenos blocos

e esses, por sua vez, aparecem em diferentes tipos (elétrons, prótons, nêutrons,

neutrinos, mésons, entre outros). Apesar das part́ıculas elementares serem objetos

complexos, dadas a quantidade e variedade de suas interações, o critério que define

elementar não é dif́ıcil: toda part́ıcula que não possui estrutura interna é considerada

elementar [3].

2.1 F́ısica de Altas Energias

A matéria tanǵıvel do nosso cotidiano se manifesta em baixas energias, no en-

tanto, para estudar a estrutura ı́ntima da matéria, precisamos criar artificialmente
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condições que viabilizem sua manifestação em alt́ıssimas energias. Na década de

1950, a observação dessas part́ıculas tornou-se por si só um ramo da f́ısica. Para

realizar tal tarefa a comunidade cient́ıfica passou a projetar máquinas de grande

porte em que as part́ıculas são aceleradas em altas energias, num processo parecido

aos raios cósmicos, mas em condições de maior controle.

Tais experiências são realizadas nos aceleradores de part́ıculas, a ferramenta

fundamental para a pesquisa em f́ısica de altas energias. A sua importância pode

ser compreendida quando consideramos sua principal caracteŕıstica: a energia do

feixe. Não podemos utilizar luz viśıvel para explorar estruturas atômicas e su-

batômicas. Entretanto, como todas as part́ıculas também possuem propriedades

ondulatórias, podemos usá-las como sondas. Então para investigar a estrutura su-

batômica da matéria precisamos que essas part́ıculas possuam o menor comprimento

de onda posśıvel, ou seja, se pretendemos utilizar o acelerador como um enorme ”mi-

croscópio”, sua resolução deve aumentar com a energia do feixe. De acordo com a

equação de de Broglie, a relação entre momento |p| e o comprimento de onda λ de

um pacote de onda é dado por:

λ =
h

|p|
(2.1)

onde h é a constante de Planck [4]. Portanto, quanto maior o momento (a energia do

feixe), menor será o comprimento de onda, permitindo assim o acesso a estruturas

de dimensões cada vez menores. Na procura de novas subestruturas a equação (2.1)

representa uma relação fundamental, ela nos diz que a resolução aumenta quando

vamos para altas energias. Por exemplo, as resoluções de 1 GeV/c e 103 GeV/c são:

|p|= 1
GeV

c
→ 1.24× 10−15 m ' tamanho de um próton

|p|= 103 GeV

c
→ 1.24× 10−18 m ' tamanho de um quark

Adicionalmente é posśıvel usar os aceleradores para produzir novas part́ıculas

com massa maior do que as part́ıculas que colidiram, pois durante a colisão a ener-

gia cinética das part́ıculas originais é convertida na formação de novas part́ıculas.

Energia e massa são dois lados da mesma moeda. Massa pode ser convertida em

energia e vice-versa de acordo com a famosa equação de Einstein

E = mc2 (2.2)

Também, por conta desta equivalência, massa e energia podem ser medidas na

mesma unidade. Na escala da f́ısica de part́ıculas essa unidade é o elétron-volt

e seus múltiplos.
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Logo, a F́ısica de Altas Energias tem como objetivo a natureza da natureza, o

desvendar das regras básicas que permeiam as relações entre a matéria, as leis que

regem os processos naturais e os estudos dos elementos fundamentais que compõe a

estrutura da matéria.

2.1.1 Unidades de Energia

A grandeza f́ısica energia possui muitas unidades que podem ser utilizadas: Joules,

calorias e kilowatt hora são exemplos de medidas de energia em diferentes contextos.

Somente a unidade Joule está no Sistema Internacional de Medidas, mas todas elas se

relacionam através de fatores de conversão. Em f́ısica de part́ıculas, a unidade que é

utilizada com mais frequência é o eletron-Volt (eV) e os seus derivados keV (103 eV),

MeV (106 eV), GeV (109 eV) e o TeV (1012 eV). O eletron-Volt é conveniente

porque as energias que os f́ısicos de part́ıculas trabalham são muito pequenas quando

comparadas com as unidades de energia para mecânica por exemplo. No LHC a

energia total de colisão é de 14 TeV, e isso faz dele o acelerador de part́ıculas mais

poderoso do mundo. Ainda assim, se convertermos essa energia para Joules teremos:

14× 1012 × 1.602× 10−19 = 22.4× 10−7 Joules.

A definição de eletron-Volt vem do fato de que um elétron acelerado por uma

diferença de potencial de 1 Volt terá uma quantidade discreta de energia, E =

qV Joules, onde q é a carga do elétron em Coulombs e V é a diferença de potencial

em Volts. Logo 1 eV = (1.602× 10−19 C)× (1 V) = 1.602× 10−19 J.

2.2 Modelo Padrão

O Modelo Padrão da f́ısica de part́ıculas elementares é uma teoria relativa às forças

eletromagnética, fraca e forte, que são responsáveis por mediar a dinâmica das

part́ıculas subatômicas. Desenvolvido na segunda metade do século XX e com sua

formulação atual tendo confirmações experimentais até hoje, o Modelo Padrão é tão

importante para os f́ısicos teóricos quanto para os experimentais. Para os teóricos,

o Modelo Padrão é o exemplo de uma teoria quântica de campos, que apresenta

uma ampla variedade de assuntos como: quebra espontânea de simetria, anomalias,

comportamento não perturbativo e etc. Também serve como base para a construção

de modelos mais exóticos que incorporam part́ıculas hipotéticas, dimensões extras,

e simetrias mais elaboradas (como a supersimetria) em uma tentativa de explicar os

resultados experimentais em desacordo com o Modelo Padrão, tais como a existência

da matéria escura e as oscilações de neutrinos. Por outro lado, os f́ısicos experimen-

tais têm incorporado o Modelo Padrão em simulações de Monte Carlo para ajudar

6



Tabela 2.1: Lista dos férmions do Modelo Padrão.

Quarks Carga Elétrica [e] Léptons Carga Elétrica [e]

u c t 2/3 νe νµ ντ 0
d s b -1/3 e µ τ 1

na busca de uma nova f́ısica além do Modelo Padrão, bem como para compreender

e ampliar o mesmo.

O Modelo Padrão descreve toda a matéria como sendo composta por part́ıculas

elementares chamadas férmions, part́ıculas com spin semi-inteiro assim chamadas

porque obedecem a estat́ıstica de Fermi-Dirac. São classificados de acordo com a

maneira que interagem (ou por quais cargas eles transportam) [5]. Entre os férmions

existem os quarks e léptons. Quarks são part́ıculas de carga elétrica fracionária que

interagem via força forte e aparecem em seis sabores (flavours): up, down, strange,

charm, top e bottom. Part́ıculas compostas por quarks são chamadas hádrons, como

por exemplo o próton que é formado por dois quarks up e um quark down (uud)

ou o nêutron que é formado por dois quarks down e um quark up (udd). Léptons

são part́ıculas de carga elétrica inteira e não interagem via força forte. Os léptons

com carga elétrica neutra são denominados neutrinos (ν). Léptons carregados são o

múon (µ), elétron (e) e o tau (τ), cada um possui o seu respectivo neutrino: neutrino

do múon, neutrino do elétron e neutrino do tau.

Quarks e léptons aparecem em três gerações indicadas na tabela (2.1). A matéria

ordinária que nos cerca consiste basicamente de part́ıculas da primeira geração.

Anti-part́ıculas, com massa idêntica mas com carga contrária, existem para cada

part́ıcula mostrada. Por exemplo, a anti-part́ıcula do elétron (e−) é o pósitron (e+)

que possui a mesma massa que o elétron porém sua carga é positiva. Assim é

formado o conjunto de anti-léptons e anti-quarks [6].

Além dos léptons e quarks, existe um terceiro grupo de part́ıculas conhecidas

como bósons de Gauge. Essas part́ıculas de spin inteiro são responsáveis por mediar

as quatro interações fundamentais. Part́ıculas com carga elétrica interagem via força

eletromagnética, que é mediada pelo fóton. A força fraca tem como mediadores

os bósons W± e Z0, estes bósons trabalham através de distâncias pequenas, pois

possuem uma massa maior comparada com a dos outros bósons. A gravidade foi

teorizada para ser mediada pelo gráviton, mas até hoje em dia nenhuma teoria

quântica para a gravitação foi bem desenvolvida, assim como nenhuma evidência

experimental do gráviton.

A força forte age entre quarks de modo a garantir a estabilidade do núcleo

atômico. Esta força é mediada pelos glúons, que não possuem massa nem carga

elétrica, porém possuem um diferente número quântico chamado cor ou carga de
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Tabela 2.2: Bósons de Gauge descritos pelo Modelo Padrão.

Part́ıcula Carga elétrica [e] Massa [GeV] Interação

Z 0 91.2 fraca
W+ +1 80.4 fraca
W− -1 80.4 fraca
γ 0 0 eletromagnética
g 0 0 forte

cor. Quarks aparecem em três cores: vermelho, verde e azul, enquanto antiquarks

aparecem como ciano (anti-vermelho), magenta(anti-verde) e amarelo (anti-azul).

Somente part́ıculas cuja a combinação de seus constituintes elementares resultam em

branco ou sem cor (colorless) são permitidas de existirem livremente na natureza.

Assim part́ıculas contendo três quarks são compostas de quarks onde cada um tem

uma carga de cor diferente (vermelho, verde, azul) e part́ıculas contendo dois quarks

são compostas de um par de quarks cor-anticor. A tabela (2.2) sumariza os Bósons

de Gauge.

2.3 Bóson de Higgs

No ińıcio da década de 1960 Goldstone propôs que a força fraca e eletromagnética,

a energias muito elevadas, podem ser descritas pela mesma teoria. Essa unificação

implica que a eletricidade, magnetismo, luz e alguns tipos de radioatividade são

todas manifestações de uma força fundamental batizada de eletrofraca. Mas os

resultados dos cálculos dessa unificação mostravam que as part́ıculas mediadoras

não possúıam massa.

Em 1964, Peter Higgs e François Englert propuseram um novo mecanismo de que-

bra de simetria, com um bóson, batizado de Bóson de Higgs, que seria o responsável

por gerar massa de todas as part́ıculas, inclusive dos bósons intermediários. Vale

lembrar que o fóton nesse modelo continuava a ter massa zero, conforme observamos

experimentalmente.

A aquisição de massa por uma part́ıcula poderia ser explicada da seguinte ma-

neira: o campo de Higgs estaria permeando todo o espaço; a part́ıcula mediadora

desse campo seria o Bóson de Higgs. Uma part́ıcula real nesse espaço interagiria

e ficaria polarizada com bósons de Higgs, haveria então uma nuvem de bósons de

Higgs associada à part́ıcula lhe dando massa. Metaforicamente igual a uma pessoa

que caminha com lama até a cintura, ou seja, um campo de lama, essa interação

lhes dá sua massa, sua inércia.

Uma vez produzido, a instabilidade do bóson de Higgs faz com que ele decaia

instantaneamente em outras part́ıculas [7]. A probabilidade de decaimento para

8



Figura 2.1: Branching Ratio do bóson de Higgs para diferentes canais de decaimento
em função de sua massa. Fonte: [7]

cada um dos canais é quantificada pela sua razão de ramificação, branching ratio

(BR), mostrada na figura 2.1 e os valores exatos mostrados na tabela 2.3. Para a

região de mH < 130 GeV os canais dominante são H → bb̄, H → τ+τ− e H → gg.

Acima desta massa os decaimentos mais prováveis são WW e ZZ. Experimentos

de f́ısica de altas energias que pretendem medir o bóson de Higgs são guiados por

estas previsões do Modelo Padrão.

Apesar do decaimento H → bb̄ (Higgs decaindo em dois jatos b) ser o que possui a

maior probabilidade, seu background é enorme, o maior entre todos os decaimentos,

portanto corrigir a medida de energia destes jatos implica também em corrigir a

energia do Higgs num dos canais de maior dificuldade de detecção. Os jatos do tipo

b são descritos com detalhamento no caṕıtulo 4.

No dia 4 de Julho de 2012, os experimentos ATLAS e CMS no LHC, anunciaram

a descoberta de um novo bóson com massa de aproximadamente mH = 125 GeV e

propriedades consistentes com as previstas pelo Modelo Padrão [9] [10]. Após essa

descoberta, os experimentos do LHC entraram em uma nova fase de medidas mais

precisas para as propriedades do bóson de Higgs [11] [12] [13].
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Tabela 2.3: Razão de Ramificação (Branching Ratios) para todos os canais de de-
caimento do bóson de Higgs, para mH = 125.4 GeV segundo as previsões do Modelo
Padrão. Fonte: [8]

Canal de Decaimento Branching Ratio

bb̄ 0.571
WW 0.221
gg 8.53× 10−2

ττ 6.25× 10−2

cc̄ 2.88× 10−2

ZZ 2.74× 10−2

γγ 2.28× 10−3

Zγ 1.57× 10−3

µµ 2.17× 10−4
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Caṕıtulo 3

O Experimento ATLAS no LHC

O desejo cont́ınuo da humanidade em desvendar a complexa estrutura do nosso Uni-

verso e compreender as interações fundamentais e suas part́ıculas elementares levou

ao desenvolvimento de experimentos com aceleradores de part́ıculas para reproduzir

e analisar as condições próximas ao nascimento do nosso Universo, enquanto esti-

mula e promove constantemente a inovação em engenharia e o progresso tecnológico.

Junto com muitas descobertas da f́ısica e marcos tecnológicos, este desejo e missão

tem sido perseguido desde 1954 no CERN, Centro Europeu de Pesquisas Nucleares

(Conseil Européen pour la Recherche Nucléaire) perto de Genebra, Súıça. A mais

recente adição ao complexo de aceleradores no CERN é hoje o maior e mais poderoso

acelerador de part́ıculas da história, o Large Hadron Collider (LHC) [14].

Além dos experimentos de f́ısica de altas energias, o CERN desenvolve equipa-

mentos e tecnologias que são utilizados em diversas áreas do conhecimento cient́ıfico,

tais como a invenção da World Wide Web, o desenvolvimento de detectores alta-

mente segmentados para a visualização de imagens em medicina, de equipamentos

de radioterapia, de tecnologias de computação em nuvem, etc...

Este caṕıtulo descreve o acelerador LHC e seu experimento ATLAS.

3.1 O Grande Colisor de Hádrons (LHC)

O LHC foi constrúıdo em um túnel de 27 km de circunferência, a 100 metros abaixo

da superf́ıcie, situado nos arredores de Genebra, na fronteira da França com a Súıça.

O túnel foi originalmente constrúıdo para abrigar o acelerador LEP [15]. O LHC

colide feixes de prótons com energia no centro de massa equivalente a 14 TeV e

possui luminosidade instantânea, que representa a taxa de colisões por unidade de

área, L = 1034 cm−2s−1, bem como feixes de ı́ons pesados (Pb) com energia de 2.76

TeV por nucleon e uma luminosidade de L = 1027 cm−2s−1.

Feixes de prótons ou ı́ons pesados são colididos em quatro pontos de interação

onde os principais experimentos estão localizados. São eles: ALICE (A Large
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Ion Collider Experiment) [16], desenvolvido para estudar a f́ısica dos ı́ons pesa-

dos, ATLAS (A Toroidal LHC ApparatuS ) [17] e CMS (Compact Muon Solenoid)

[18] que são detectores de propósito geral, ou seja, estudam toda a f́ısica envolvida

nas colisões próton-próton e o LHCb (Large Hadron Collider Beauty Experiment)

[19], especializado na f́ısica do quark b.

Como o LHC colide part́ıculas com a mesma carga elétrica, próton-próton, dois

diferentes anéis são necessários dentro do túnel para que os feixes de prótons circulem

em direções opostas. Os prótons passam por diversos pré-aceleradores, como visto

esquematicamente na figura 3.1, e são agrupados em pacotes (bunches). Com um

espaço nominal por pacote de 25 ns, aproximadamente 2808 pacotes de prótons são

necessários para preencher o LHC. Cada pacote possui em torno de 1011 prótons.

Dipolos e quadrupolos magnéticos, utilizam supercondutividade para gerar campos

magnéticos que excedem 8 Tesla, operando em temperaturas abaixo de 2 Kelvin. São

eles os responsáveis por manter os feixes na órbita circular do acelerador. Cavidades

de rádio-frequência são usadas no processo de aceleração [14].

A fonte dos prótons é um simples recipiente com gás hidrogênio onde os elétrons

são retirados dos átomos de hidrogênio utilizando um campo elétrico, assim os

prótons restantes do átomo são levados para o acelerador linear (LINAC2) de forma a

aumentar sua energia para 50 MeV antes de injetá-los no Proton Synchroton Booster

(PSB), atingindo 1.4 GeV de energia. Posteriormente os prótons são introduzidos

no Proton Synchroton (PS) onde são acelerados a 25 GeV e em seguida no Super

Proton Synchroton (SPS) que finalmente injeta os pacotes de prótons no LHC com

uma energia de 450 GeV e lá são novamente acelerados até a energia necessária para

a colisão.

3.2 O Detector ATLAS

O detector ATLAS (A Toroidal LHC ApparatuS ) [17] representa umas das maio-

res e mais complexas máquinas cient́ıficas já constrúıdas e foi desenvolvida para o

ambiente de alta luminosidade presente no LHC (seção 3.1). Possui 44 m de com-

primento, 25 m de diâmetro e pesa aproximadamente 7000 toneladas distribúıdas

em seu formato ciĺındrico como mostrado na figura 3.2

O ATLAS consiste de um sistema de sub-detectores, com alta granularidade e

resistência à radiação, para realizar medidas de alta precisão. São eles o Inner Detec-

tor [21], o caloŕımetro eletromagnético de argônio ĺıquido (LAr) [22], o caloŕımetro

hadrônico de telhas cintilantes (TileCal) [23] e o sistema de múons [24]. Quando as

part́ıculas atravessam cada sub-sistema elas interagem com os seus diferentes mate-

riais e depositam sua energia de diferentes maneiras. Este prinćıpio de identificação

de part́ıculas é mostrado na figura 3.3 e descrito a seguir.
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Figura 3.1: Visão esquemática do LHC com seus 4 experimentos principais: ALICE,
ATLAS, CMS e LHCb e os aceleradores antigos que agora são usados como pré-
aceleradores para o LHC. Sistemas secundários, utilizados em outros experimentos,
também pode ser vistos na figura. Fonte: [20]
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Figura 3.2: Visão esquemática do detector ATLAS. Fonte: [17]

Figura 3.3: Ilustração de diferentes part́ıculas interagindo com os sub-detectores do
ATLAS. Fonte: [18]
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A camada mais interna do ATLAS representa o seu sistema de traços que é

operado dentro de um campo magnético solenoidal de forma a curvar a trajetória

das part́ıculas carregadas (elétrons, múons, hádrons) que passam por ali usando a

força de Lorentz. Assim é posśıvel medir o momento da part́ıcula a partir de sua

curvatura. Além disso as trajetórias identificadas pelo sistema de traços também

são usadas para reconstruir o vértice de interação da colisão.

A camada intermediária é composta do sistema de calorimetria para absorver as

part́ıculas incidentes e medir sua energia. Como em experimentos de f́ısica de altas

energias a taxa de eventos é elevada, esses detetores devem ter uma resposta rápida

e uma boa granularidade. O caloŕımetro eletromagnético (EM) utiliza material cin-

tilante para reconstruir o chuveiro de part́ıculas. Já o caloŕımetro hadrônico utiliza

material pesado, de alto número atômico, para reconstruir os chuveiros hadrônicos.

A camada externa do detector se trata do espectrômetro de múons que opera

dentro de um campo magnético toroidal para curvar a trajetória dos múons e medir

seu momento. Part́ıculas que não interagem com o detector como os neutrinos são

reconstrúıdas utilizando a energia perdida do evento. Uma discussão mais detalhada

da reconstrução dos objetos utilizados nessa dissertação é apresentada no caṕıtulo

4.

3.2.1 Sistema de Coordenadas do ATLAS

Uma descrição consistente das regiões do detector e das interações de part́ıculas

exige a definição de um sistema de coordenadas, que é introduzida aqui e usada ao

longo desta dissertação.

O ponto de interação, onde ocorrem as colisões, marca o centro do sistema de

coordenadas com o eixo-z ao longo do eixo do feixe e o plano x-y transverso à linha

do feixe. Um z positivo é definido na direção anti-horária do LHC e o z negativo

na direção horária. O x positivo é definido horizontalmente na direção do centro do

anel do LHC e o y positivo é definido verticalmente para cima a partir do ponto de

interação. Este sistema de coordenadas é conhecido como right-handed coordinate

system.

Grandezas f́ısicas transversas usadas nessa dissertação possuem o ı́ndice T como

por exemplo o momento transverso pT e são medidas no plano x-y. O ângulo azimutal

φ e o raio ρ são medidos ao redor da linha do feixe no plano x-y relativo ao eixo-x

positivo e o angulo polar θ é medido a partir da linha do feixe e relativo ao eixo-z

positivo. O ângulo polar pode ser convenientemente expressado através da pseudo-

rapidez:

η = −ln

[
tan

(
θ

2

)]
, (3.1)
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Figura 3.4: Sistema de coordenadas do ATLAS. Fonte: [17]

que é uma grandeza amplamente utilizada no estudo de colisões hadrônicas. Uma

outra quantidade importante é a distância entre duas part́ıculas no plano η − φ:

∆R =
√

(∆η)2 + (∆φ)2. (3.2)

A figura 3.4 mostra o sistema de coordenadas adotado para o detector ATLAS.

As relações entre o momento das part́ıculas e as grandezas η e φ são dadas pelas

equações 3.3 e 3.4

px = pT × cosφ

py = pT × sinφ

pz = pT × sinh η

(3.3)

onde pT é o momento transverso definido como:

pT = p× sin θ. (3.4)

3.3 Detector Interno

O Detector Interno do ATLAS [21], do inglês Inner Detector - ID, é um conjunto

de detectores de traços de alta precisão colocado em torno do ponto de interação

e projetado para a reconstrução de trajetórias de part́ıculas carregadas com mo-

mento transverso pT > 0.1 GeV e um alcance de pseudo-rapidez |η|< 2.5. Devido à

sua alta resolução, o ID é permite reconstruir os vértices primário e secundário do

evento, que por definição são os pontos de interação e o ińıcio do decaimento das

part́ıculas, respectivamente. Os vértices secundários são cruciais para a identificação
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Figura 3.5: Visão geral do Inner Detector com os sub-detectores Pixel, SCT e TRT
para as regiões do barril e end-cap. Fonte: [21]

de part́ıculas compostas pelo quark b, bem como os jatos originados por um quark

b (figura 4.5).

O primeiro sub-sistema do ID é o Pixel Detector [21] que possui resolução da

ordem de 10−6 m e utiliza uma estrutura de pixels de siĺıcio como célula de leitura.

O segundo sub-sistema é o Semi Conductor Tracker (SCT) [25] com células de fibra

de siĺıcio, semelhantes ao Pixel Detector, mas com uma resolução menor. O terceiro

sub-sistema é o Trasition Radiation Tracker (TRT) [26] que possui fibras preenchidas

com um material que emite radiação de transição quando uma part́ıcula o atravessa.

A reação gerada pela part́ıcula carregada ao passar pela fibra preenchida permite a

leitura dos dados do traço nesta região. O ID é mostrado na figura 3.5.

3.4 Sistema de Calorimetria

A calorimetria é baseada em processos de medidas destrutivas nas quais a part́ıcula

incidente é totalmente absorvida pelo material do caloŕımetro produzindo um chu-

veiro de part́ıculas secundárias através de interações de eletromagnéticas ou de força

forte. A energia depositada pelas part́ıculas pode ser detetada na forma de luz ser-

vindo assim como medida de energia da part́ıcula incidente. O sistema de calorime-

tria do ATLAS, como mostrado na figura 3.6, consiste de caloŕımetros de amostra-

gem que possuem camadas intercaladas de um material absorvedor, responsável por

degradar a energia da part́ıcula, e um meio ativo que gera o sinal de energia.

A camada interna do caloŕımetro consiste em caloŕımetros eletromagnéticos
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Figura 3.6: Layout do sistema de calorimetria do ATLAS. Fonte [17]

que detectam, principalmente, elétrons e fótons através das suas interações eletro-

magnéticas (bremsstrahlung e produção de pares de part́ıculas) e são complementa-

dos pela camada externa de caloŕımetros hadrônicos que detectam hádrons através

da interação forte. O caloŕımetro cobre uma região de pseudo-rapidez |η|< 4.9. Em

conjunto com as informações do ID e da câmara de múons permite reconstruir a

trajetória de neutrinos utilizando a energia transversa perdida do evento.

A resolução na medida de energia do caloŕımetro pode ser generalizada na ex-

pressão:

σE
E

=
a√
E
⊕ b

E
⊕ c, (3.5)

onde ⊕ significa soma em quadratura.

O termo a na equação 3.5 representa a parte estocástica que existe, principal-

mente, devido as flutuações estat́ısticas intŕınsecas relacionadas ao chuveiro. Geral-

mente a resolução melhora, ou seja, a incerteza na energia medida pelo caloŕımetro

diminui conforme a energia aumenta [27]. Essa incerteza é um parâmetro do projeto

do detector. Para o caloŕımetro do ATLAS tem-se:

σE
E

=
10%√
E [GeV ]

⊕ 0.7% (3.6)

ou seja, há uma incerteza de 10% na medida quando a energia depositada no ca-

loŕımetro for de 1 GeV, acrescido de um erro sistemático de 0.7%.

O segundo termo, b, é derivado do rúıdo eletrônico e de sua propagação na

cadeia de aquisição de dados. A redução deste termo é feita aumentando a fração
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Figura 3.7: Ilustração das diferentes camadas de um módulo do barril do caloŕımetro
eletromagnético do ATLAS. Fonte: [17]

de amostragem do caloŕımetro de forma a aumentar o sinal do meio ativo e adquirir

uma razão sinal-rúıdo maior. O termo constante, c, não leva em consideração as

contribuições que estão diretamente ligadas à energia da part́ıcula, mas sim às não-

homogeneidades do detector e às incertezas na sua calibração.

3.4.1 Caloŕımetro Eletromagnético

Como dito na seção 3.4 a parte mais interna do sistema de calorimetria compreende o

caloŕımetro eletromagnético (EM), um caloŕımetro heterogêneo porque utiliza placas

de chumbo como material passivo e absorvedor de part́ıculas e argônio ĺıquido como

material ativo (LArg). O caloŕımetro EM inclui a parte central, também chamada de

barril, que cobre |η|< 1.475, e dois end-caps cobrindo 1.375 < |η|< 3.2. Um módulo

do caloŕımetro é mostrado na figura 3.7. Para obter uma cobertura completa em φ

o material passivo é dobrado em forma de sanfona e ao longo das placas de chumbo

são adicionados inúmeros finos eletrodos de cobre que, posteriormente, possibilitam

uma visão em três dimensões da deposição de energia das part́ıculas.

As placas de chumbo são submersas no argônio ĺıquido, de forma a intercalar

os materiais passivos e ativos do caloŕımetro, e sujeitas a um forte campo elétrico.

Quando um elétron atravessa o caloŕımetro, ele interage com os átomos do material

passivo (chumbo) liberando fótons. Estes, por sua vez, decaem em um par elétron-

pósitron que também reagem com o chumbo. Assim se forma o chuveiro eletro-
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magnético que só termina quando toda a energia é absorvida pelo caloŕımetro. Este

esquema pode ser visualizado na figura 3.3. Durante este processo ı́ons de argônio

são formados e migram para o lado positivo/negativo devido ao campo elétrico, isso

gera uma corrente elétrica nos eletrodos, colocados ao longo das placas de chumbo,

que alimentam um circuito externo de aquisição.

A resolução de energia exigida é dada pela equação 3.6. Testes com feixes reais

determinaram o termo estocástico a como 10−12%, e o termo constante c 0.2−0.35%

[28].

3.4.2 Caloŕımetro Hadrônico

O sistema de caloŕımetros hadrônicos se encontra ao redor do caloŕımetro EM,

contornando-o completamente. A região do barril utiliza tecnologia de sensores

óticos, enquanto a região das tampas end-caps utiliza argônio ĺıquido, como no

caloŕımetro EM. O caloŕımetro hadrônico, assim como o EM, ocupa a região de

|η|< 2.5 e todo o espaço em φ. As duas funções básicas do caloŕımetro hadrônico

são: a medição de energia dos jatos (caṕıtulo 4) e a absorção das demais part́ıculas,

de origem hadrônica, não absorvidas no caloŕımetro EM. O sistema possui o Tile

Calorimeter (TileCal), o Hadronic End-cap Calorimeter (HEC) e o Forward Calo-

rimeter (FCal).

O TileCal consiste num barril central e mais dois barris que se estendem para

cada lado cobrindo a região de |η|< 1.7, utiliza placas de ferro como material ab-

sorvedor intercalado com com telhas de plástico cintilante como meio ativo. Os

hádrons entram no caloŕımetro, interagem com o núcleo do material produzindo

part́ıculas neutras e carregadas. Essas part́ıculas carregadas ionizam o cintilador

produzindo luz ultravioleta. Estes flashes de luz são então coletados e levados aos

tubos fotomultiplicadores para a leitura [29].

O HEC é formado por dois ćırculos em cada região do end-cap, cobre um al-

cance de 1.5 < |η|< 3.2 e usa placas de cobre como material absorvedor e argônio

ĺıquido como (LAr) como meio ativo. A carga de ionização deixada pelo chuveiro

de part́ıculas no LAr é coletada através de uma alta voltagem aplicada entre os

eletrodos, produzindo um pulso de corrente para o sinal de leitura [30].

O FCal consiste de três módulos ciĺındricos em cada região do end-cap, cobrindo

uma pseudo-rapidez de 3.1 < |η|< 4.9 e usa cobre e tungstênio como meio passivo e

LAr como meio ativo [31].

A resolução de energia exigida é:

σE
E

=
50%√
E
⊕ 3% (3.7)

para o TileCal + HEC e
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Figura 3.8: Geometria do sistema magnético do ATLAS (esquerda) e uma simulação
do mapa do campo magnético (direita). Fonte: [32]

σE
E

=
100%√
E
⊕ 10% (3.8)

para o FCal. Testes com os feixes determinaram os termos estocásticos e constantes

a (c) igual a 56% (5.5%) para o TileCal, 71% (5.8%) para o HEC e 70% (3.0%) para

o FCal.

3.5 Espectrômetro de Múons

Múons são part́ıculas que interagem fracamente com a matéria (minimum ionizing

particles) e por possúırem uma vida média alta são as únicas part́ıculas, carregadas,

provenientes da colisão que passam por todos os sub-detectores do ATLAS. Logo,

o espectrômetro de múons (MS) faz parte da camada mais externa do ATLAS e

envolve todos os caloŕımetros [24].

O MS utiliza um complexo campo magnético toroidal para curvar os múons no

plano ρ − z (seção 3.2.1), que é ortogonal ao campo do solenoide no ID [32] como

mostrado na figura 3.8, e possui diferentes câmaras na região do barril e end-cap.

Estes sub-detectores são classificados em dois tipos: (i) câmaras de traços de alta

precisão para reconstruir o momento dos múons e (ii) câmaras de resposta rápida

para identificar de qual colisão o múon foi originado. Os detectores do tipo (i) são o

Monitored Drift Tube (MDT) e o Cathode Strip Chamber (CSC) e os pertencentes

ao tipo (ii) são o Resistive Plate Chamber (RPC) e o Thin Gap Chamber (TGC).

Todos eles utilizam alta voltagem através dos eletrodos para a carga de ionização

depositada pelos múons que a travessaram o sistema.

O MS possui diferentes câmaras na região do barril e end-cap. Estes sub-

detectores são classificados em dois tipos: (i) câmaras de traços de alta precisão

para reconstruir o momento dos múons e (ii) câmaras de resposta rápida para iden-
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Figura 3.9: Visão geral do espectrômetro de múons do detector ATLAS. Fonte: [17]

tificar de qual colisão o múon foi originado. Os detectores do tipo (i) são o Monitored

Drift Tube (MDT) e o Cathode Strip Chamber (CSC) e os pertencentes ao tipo (ii)

são o Resistive Plate Chamber (RPC) e o Thin Gap Chamber (TGC). A figura 3.9

mostra uma visão geral do sistema de múons no ATLAS.

3.6 Sistema de Aquisição de Dados e Trigger

Com a luminosidade no LHC sendo L = 1034 cm−2s−1, como discutido na seção 3.1,

as colisões possuem uma taxa de interação de aproximadamente 109 eventos/s que é

em muitas ordens de magnitude maior do que os raros processos f́ısicos de interesse,

como por exemplo a produção do Bóson de Higgs. O ATLAS captura os dados dos

eventos utilizando milhões de canais de leitura, porém há um limite tecnológico na

quantidade de dados que podem ser gravadas para uma análise offline. Logo, deve

ser implantado um sistema de seleção online de eventos com f́ısica de interesse para

as colaborações. Esse sistema de filtragem precisa ser cuidadosamente desenvolvido,

de forma a atingir uma alta taxa de rejeição de rúıdo de fundo, ao mesmo tempo que

possui uma alta eficiência em relação à seleção dos canais f́ısicos importantes. Esta

árdua tarefa é feita pelo sistema de Aquisição de Dados e Trigger do ATLAS [33]

[34], do inglês Trigger and Data Acquisition - TDAQ, cujo objetivo final é reduzir

a taxa de armazenamento de eventos de 40 MHz para 200 Hz. Em outras palavras,

um dado de evento possui tipicamente 1.5 MB de tamanho, o sistema TDAQ a taxa

de armazenamento de 60 TB/s para 300 MB/s.

O sistema TDAQ é baseado em três ńıveis sequenciais de filtragem:
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• Nı́vel 1: Integra uma quantidade limitada de informação de todos os sub-

sistemas do caloŕımetro e das câmaras de múons para identificar elétrons,

fótons, jatos e múons de alta energia transversa, ET . O sistema de filtragem

do caloŕımetro procura por depósitos de energia em células com granularidade

∆η × ∆φ = 0.1 × 0.1 que estão acima de uma série de limiares previamente

determinados. Já o sistema de filtragem dos múons identifica padrões que são

consistentes com múons originados do ponto de colisão. O primeiro ńıvel reduz

a taxa de eventos de 1 GHz para 75 kHz com cada decisão de filtragem sendo

executada em menos de 2.5 µs.

• Nı́vel 2: O ńıvel 2 é considerado um trigger de alto ńıvel, de forma que toma a

decisão de filtragem baseada em toda a granularidade do detector e também de

informações do detector interno (ID). Esta filtragem só é operada nas regiões

de interesse marcadas pelo primeiro ńıvel. Se nenhuma das regiões de inte-

resse forem consistentes com uma hipótese para uma determinada part́ıcula,

o evento é rejeitado. A taxa de evento é novamente reduzida, desta vez para

3.5 kHz, com um tempo de processamento de 40 ms para cada evento.

• Nı́vel 3: Também chamado de Event Filter, utiliza a informação completa de

cada evento e melhora assim a filtragem realizada no ńıvel 2. O processamento

de eventos é feito de forma offline numa média de quatro segundos por evento, e

a taxa é reduzida para 200 Hz. Eventos que passam deste ńıvel são transferidos

para o centro de computadores do CERN para armazenamento permanente.
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Caṕıtulo 4

Reconstrução e Identificação de

Jatos

Jatos são manifestações dos quarks e glúons e são assim denominados porque con-

sistem em um cone de part́ıculas colimadas, hádrons de alto pT , resultantes da

fragmentação e hadronização dos pártons. Os jatos são definidos por algoritmos de

clusterização responsáveis pela sua reconstrução no detector. Combinações de jatos

são usadas para identificar part́ıculas pesadas como o top quark [35], W, Z [36] [37]

e o Bóson de Higgs [38]. Portanto, o sucesso da análise consiste na habilidade de

reconstruir e medir a energia dos jatos com a maior exatidão posśıvel.

Qualquer grandeza f́ısica medida pelo detector é afetada por suas imperfeições,

ou seja, as não-linearidades presentes no aparato experimental ou regiões do detec-

tor com baixa resolução. Entretanto, quando trabalhamos com amostras simuladas,

usando métodos de Monte Carlo, podemos ter acesso tanto ao evento verdadeiro,

truth level, gerado de acordo com a f́ısica presente no Modelo Padrão, quanto ao

evento reconstrúıdo pela eletrônica após a interação das part́ıculas com a matéria

que forma os diferentes detectores (reconstructed level). O resultado final das si-

mulações são as amostras de Monte Carlo no mesmo formato que as amostras de

dados reais com a informação adicional do evento verdadeiro previsto pelo processo

f́ısico. A figura 4.1 ilustra as etapas para a simulação de eventos de Monte Carlo,

em paralelo com a aquisição de dados reais, para o detector ATLAS, junto com o

software utilizado em cada tarefa.

Nas amostras simuladas podemos então quantificar o quão distante estatistica-

mente os eventos gerados, truth level, estão dos eventos reconstrúıdos. Com isso

podemos ir mais adiante e derivar métodos de calibração de modo a corrigir uma

grandeza f́ısica reconstrúıda para que seu valor fique próximo do valor verdadeiro.

Essa correção deve ser função apenas de quantidades reconstrúıdas, isso permite

aplicarmos posteriormente a mesma correção em dados reais, que não possuem quan-

tidades geradas.
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Figura 4.1: Etapas da análise para os dados reais e simulações de Monte Carlo junto
com os softwares usados em cada etapa.

Contudo se conseguirmos corrigir os dados reconstrúıdos de forma que a sua

distribuição de variáveis se aproxime da distribuição gerada (truth level), estaremos

medindo melhor os nossos eventos. Para o caso do decaimento do Higgs em dois

jatos, se corrigirmos os jatos estaremos corrigindo também a medida do Higgs.

Este caṕıtulo trata dos procedimentos para a reconstrução de part́ıculas e objetos

f́ısicos produzidos durante as colisões. Nas próximas seções vários algoritmos são

discutidos começando com uma visão geral da reconstrução usada em alguns dos

experimentos de f́ısica de altas energias e em seguida será dada uma ênfase maior

nos objetos f́ısicos utilizados nesta análise, jatos b, e reconstrúıdos pela colaboração

do experimento ATLAS.

4.1 Jatos no Experimento D0

No experimento D0 [39] no Fermilab a reconstrução dos jatos, sejam eles de

part́ıculas estáveis ou de torres de energia detectadas pelo caloŕımetro, envolve o

uso de um algoritmo de clusterização para assinalar essas part́ıculas como prove-

nientes de um jato. O algoritmo se chama Run II Midpoint Cone Algorithm [40].

Torres de energia no caloŕımetro com o raio ∆R <
√

(∆η)2 + (∆φ)2 < Rjet são

clusterizadas [41] e a correção na energia dos jatos é então definida pela seguinte

fórmula:

Eptcl =
Emeas − EO

R.S
(4.1)

onde:

• EO representa o offset na energia que depende do cone do jato (Rcone), da
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pseudo-rapidez do detector (ηdet), do número de vértices reconstrúıdos (nPV )

e da luminosidade instantânea (L).

• R representa a resposta do caloŕımetro para as part́ıculas que compõe o jato.

• S são as correções para chuveiros de part́ıculas no detector.

4.2 Jatos no Experimento CDF

Também localizado no Fermilab o experimento CDF [42] possui correções espećıficas

para os jatos, tais correções consistem em comparar a resposta dos jatos, entre os

dados reais e as amostras de Monte Carlo, para processos f́ısicos diferentes de forma

a estimar a energia verdadeira do párton que gerou o jato detectado no caloŕımetro

[43].

As correções são separadas em:

• Correção dependente de η: Mesmo após a calibração de energia a resposta

do caloŕımetro do CDF não é uniforme para a pseudo-rapidez (η), esta correção

trata este problema.

• Absolute Jet Energy Scale: Esta correção visa transformar a energia do

jato medido pelo caloŕımetro na energia do jato gerado, particle level. Si-

mulações são utilizadas para derivar tais correções, portanto a acurácia desse

método depende de quanto os jatos estão bem modelados nas simulações uti-

lizadas.

• Interações Multiplas pp̄: Com luminosidades altas mais de uma interação

pp̄ ocorre no mesmo cruzamento do feixe (bunch crossing). A interação extra

pode aumentar a energia dos jatos, portanto essa correção subtrai a energia

extra registrada pelo jato.

Cada uma destas correções envolve inúmeros passos e cada um deles possui uma

incerteza sistemática [43]. As correções foram baseadas nos dados tomados entre

2001 e 2004 no acelerador Tevatron [43].

4.3 Jatos no Experimento CMS

Os jatos no detector CMS são reconstrúıdos [44] de acordo com o algoritmo anti−kT
[45] onde o processo de clusterização é realizado com a soma dos quadri-momento

de cada part́ıcula. O CMS usa uma combinação dos traços de part́ıculas carrega-

das e a energia depositada no caloŕımetro para construir o input do chamado fluxo
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de part́ıculas (particle flow) [46]. Esta técnica utiliza propriedades chave do detec-

tor CMS como o alto campo magnético gerado, sistema de traços e o caloŕımetro

eletromagnético [47].

A calibração dos jatos no experimento CMS é similar ao ATLAS e consiste em

remover a contribuição de pile-up [48] dentro dos jatos para em seguida aplicar uma

correção multiplicativa derivada pelos eventos de Monte Carlo [49].

O fator multiplicativo é aplicado a cada componente do quadri-vetor dos jatos:

pcorµ = C × prawµ (4.2)

onde pµ é uma das componentes do quadri-vetor e C é o fator de correção.

4.4 Reconstrução de Jatos no Detector ATLAS

Eficientes algoritmos de reconstrução de jatos se fazem necessários devido a comple-

xidade dos estados finais produzidos nas colisões próton-próton no LHC. Na análise

apresentada nesta dissertação os jatos são reconstrúıdos com o algoritmo anti-kt [45]

que é baseado na deposição de energia nos caloŕımetros.

4.4.1 Cluster no Caloŕımetro

O caloŕımetro do ATLAS é fundamental para a reconstrução de elétrons, fótons,

energia transversa perdida e, é claro, jatos. Elétrons, fótons e hádrons, ao passar

pelo caloŕımetro, depositam sua energia nas diversas células presentes. Portanto,

algoritmos de clusterização são necessários para agrupar essas células e assim calcular

toda a energia depositada pelas part́ıculas.

Clusters topológicos, também referidos como topo-clusters, são usados como

matéria-prima para a reconstrução de jatos [50]. Topo-clusters são constrúıdos a

partir de uma célula semente e a ela são, iterativamente, adicionadas células vi-

zinhas, resultando em clusters de tamanho variado. O processo consiste em: uma

célula pode ser uma célula semente se a sua razão sinal-rúıdo estiver acima de um de-

terminado limiar tseed > 4, então as células vizinhas são adicionadas à célula semente,

formando um proto-cluster, se também estiverem acima de um limiar tneighbour > 2.

O topocluster é finalizado quando o anel de células com razão sinal-rúıdo acima

de 0 é adicionado como a fronteira do cluster, e assim o processo de clusterização

continua até que as sementes tenham se esgotado. A figura 4.2 ilustra a formação

de um topocluster.

Como as células vizinhas podem estar em camadas adjacentes do caloŕımetro,

os topo-clusters resultantes são objetos tridimensionais que se expandem pelo ca-

loŕımetro eletromagnético e hadrônico sem seguir uma forma fixa.

27



Figura 4.2: Ilustração de um topocluster com a razão sinal-rúıdo para cada célula.

Os topo-clusters são reconstrúıdos primeiramente na escala de energia eletro-

magnética (EM Scale) [51] [52] e são utilizados como inputs para o algoritmo de

reconstrução dos jatos.

4.4.2 Reconstrução - anti-Kt

Após serem selecionados os clusters no caloŕımetro, é preciso reconstruir os posśıveis

jatos a partir do depósito de energia de cada topo-cluster, para esta tarefa o al-

goritmo anti-kt [45] é utilizado. Definindo dij como a distância entre os objetos,

part́ıculas e clusters no caloŕımetro, i e j e diB entre o objeto i e o feixe do ace-

lerador B. Para cada evento, começando com o conjunto completo de clusters, os

parâmetros de distância são:

dij = min(k−2
ti , k

−2
tj )

∆2
ij

R2
(4.3)

diB = k−2
ti (4.4)

Onde ∆2
ij = (yi − yj)2 + (φi − φj)2 e kti, yi e φi são respectivamente o momento

transverso, a rapidez e o ângulo azimutal do objeto i. A constante R é chamada de

parâmetro de raio e nesta análise seu valor é R = 0.4.

Após todas as distâncias serem calculadas, dij e diB, a menor distância é seleci-

onada. Se ela for entre os objetos i e j, eles são combinados. Se for entre o objeto i

e o feixe, i é então identificado como um jato e deletado da lista de objetos. Todas

as distâncias são recalculadas e o processo se repete até que não restem mais obje-

tos, apenas jatos definidos por cada iteração do algoritmo. Em outras palavras, o

algoritmo faz uma recombinação sucessiva dos clusters no caloŕımetro durante cada

iteração de forma a aumentar o pT . No ATLAS a implementação da reconstrução
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de jatos é feita pelo FASTJET [53] [54]. O formato escolhido para combinar cada

objeto leva o jato reconstrúıdo a obter um formato de cone com o raio R para jatos

de alto momento.

Com isso obtemos os jatos na escala de energia eletromagnética, também cha-

mada de calibração EM.

4.4.3 Correção JES - Jet Energy Scale

Um dos desafios mais dif́ıceis para a reconstrução e calibração de jatos no LHC é a

presença de pile-up, que são interações próton-próton adicionais produzidas dentro

do mesmo evento. O pileup reduz a precisão na medida da energia dos jatos e pode

produzir jatos adicionais que não pertencem à interação original.

Esta correção é aplicada em duas etapas. A primeira etapa corrige as con-

tribuições de pile-up [48] removendo o efeito adicional causado pela energia das

part́ıculas de pileup dentro do jato. Em seguida a direção do jato é modificada de

forma a apontar para o vértice de colisão para qual o jato foi gerado e não mais para

o centro de massa do detector [55].

Como foi dito no ińıcio do caṕıtulo 4, o principal objetivo da calibração dos jatos

é fazer com que a escala de energia dos jatos reconstrúıdos corresponda, em média,

à escala de energia dos jatos gerados (truth level jets). A resposta (response) de

energia dos jatos é a figura de mérito que caracteriza tal calibração e é definida

como a razão, na simulação de Monte Carlo, entre a energia do jato reconstrúıdo e

do jato gerado:

R(E, η) =

〈
EEM
Etruth

〉
(4.5)

onde EEM é a energia do jato reconstrúıdo na escala de energia eletromagnética,

seção 4.4.2, e Etruth é a energia verdadeira do jato de acordo com a simulação do

Modelo Padrão.

Há inúmeros efeitos que podem fazer com que a resposta da energia nos jatos

possua um valor menor que 1 e que precisam ser levados em conta para a correção

na JES: a não-compensação no caloŕımetro devido a diferença de resposta entre

os chuveiros eletromagnético e hadrônico, energia perdida em regiões inativas do

detector, depósitos de energia abaixo dos limiares ou fora dos topo-clusters utilizados

como input para a reconstrução dos jatos.

Contudo, a segunda etapa consiste em derivar um fator multiplicativo, depen-

dente da energia e da pseudo-rapidez η, que relacione a energia do jato reconstrúıdo,

após a subtração de pileup, ao jato gerado [55]. A figura 4.3 mostra o fator de escala

para a correção de energia como função do momento transverso para três intervalos

de η e a figura 4.4 mostra a resposta para vários bins de energia e ηdet.
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Figura 4.3: Média de correção na escala de energia dos jatos obtida através de si-
mulações de Monte Carlo. A correção só é mostrada na faixa acesśıvel da cinemática.
Fonte: [55]

Figura 4.4: Resposta dos jatos, R(E, η), na escala de energia eletromagnética em
função da pseudo-rapidez do detector ηdet. O inverso da Resposta é igual à média
do fator de correção para cada bin. Fonte: [55]

30



Chamamos a coleção dessas duas correções de jet energy scale (JES), pois seu

objetivo é melhorar a resposta dos jatos. A correção JES muda a energia, momento

e η, mas não aplica nenhuma mudança em φ. Apesar de tentar acertar a escala de

energia dos jatos a correção EM+JES tem um efeito negativo na resolução que a

próxima correção tenta corrigir.

4.4.4 Correção GSC - Global Sequential Calibration

Como a correção JES possui um efeito negativo na resolução dos jatos, uma nova

correção é aplicada sobre ela. Esta nova correção utiliza propriedades internas dos

jatos como por exemplo a fração de energia depositada na última camada do ca-

loŕımetro eletromagnético e na primeira camada do caloŕımetro hadrônico, bem

como a largura dos jatos, com o intuito de melhorar a resolução dos jatos e manter

inalterada, em média, a escala de energia. Assim como a correção JES, a correção

GSC também é aplicada em todos os jatos, independente se esses jatos foram origi-

nados de glúons ou quaisquer dos quarks, dáı o seu nome global. Historicamente a

correção GSC foi aplicada pela primeira vez na análise V H(bb̄) [38].

Esta correção é baseada no número de traços que possuem pT > 1 GeV associados

ao jato, com a largura do jato e também conta com uma correção em sequência que

é aplicada em jatos com alto pT para levar em consideração o vazamento de energia

fora do caloŕımetro [56]. O estágio de correção agora é EM+JES+GSC.

4.4.5 Tagging b-jatos - Identificando jatos b

Jatos são identificados como sendo originados de um quark b através do algoritmo

MV1 [57] [58] [59] que consiste numa rede neural que utiliza como entrada algumas

propriedades inerentes dos jatos b, como o parâmetro de impacto (IP) e o vértice

secundário, figura 4.5. A rede neural é treinada com jatos b como sinal e jatos light

flavour como background em eventos com jatos de pT > 20 GeV em uma amostra

de tt̄.

Três pontos de operação são definidos para o algoritmo de b-tagging de acordo

com a eficiência na seleção de jatos b. São eles: loose (L), medium (M) e tight (T)

para 80%, 70% e 60% de eficiência, respectivamente. O objetivo do algoritmo é

ter uma eficiência baixa na seleção de jatos leves e jatos c. É conveniente definir os

fatores de rejeição como sendo o inverso destas eficiências. Por exemplo, um fator de

rejeição com valor 20 significa selecionar um em cada vinte jatos, consequentemente

uma eficiência de 5%.

As figuras 4.6 mostram o resultado do algoritmo para classificar jatos b, c e leves

como jatos b no ponto de operação a 70% (medium) em bins do pT do jato e de |η|.
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Figura 4.5: Diagrama de um jato b. Fonte: [60]

(a)

(b)

Figura 4.6: Eficiência do algoritmo MV1 para selecionar jatos b, c e jatos leves em
função de pT (4.6a) e η (4.6b). O discriminante é escolhido para ter 70% de eficiência
para jatos b com o pT > 20 e |η|< 2.5 e avaliado numa amostra de eventos de tt̄.
Fonte: [59]
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Figura 4.7: Diagramas de Feynman para o decaimento de quarks b, onde um dos
bósons W decai semi-leptonicamente em um múon e um neutrino, enquanto o outro
bóson W decai hadronicamente. Este processo ocorre em aproximadamente 10.6%
dos casos.

Apesar dos jatos serem reconstrúıdos e calibrados de acordo com a sua energia

depositada no caloŕımetro, seções 4.4.2 e 4.4.3, o tagging de jatos b depende so-

mente nos traços reconstrúıdos no inner detector. Como os traços só podem ser

reconstrúıdos para |η|< 2.5, esta exigência também é necessária para aplicar o b

tagging.

4.4.6 Muon-in-jet correction para jatos b

A calibração de energia dos jatos b é feita logo após o tagging. O quark b que se

encontra dentro do hádron B, uma das part́ıculas que constituem o jato b, decai

num bóson W e em um quark c que em seguida também decai em um quark d em

outro bóson W. Um destes bósons W decai semi-leptonicamente, ou seja, em um

múon e um neutrino, e o outro bóson decai de forma hadrônica como mostrado na

figura 4.7.

Esta caracteŕıstica ocorre em (10.6 ± 0.2)% das vezes [61]. Como os múons

são part́ıculas pouco ionizantes, sua energia registrada pelo caloŕımetro é mı́nima.

Portanto, essa correção trata de corrigir a energia do jato que possui um múon em seu

interior, dentro dos limites do cone de jato descrito pelo algoritmo de clusterização

topológica, substituindo as informações do quadri-vetor do múon no caloŕımetro

pelas informações provenientes da reconstrução do múon utilizando o inner detector

e as câmaras de múons. A calibração dos múons também foi introduzida e utilizada

em [38] e por definição apenas afeta os 11% dos jatos, os quais possuem um múon

dentro de seu cone. Para estes jatos a resposta, equação 4.5, melhora de 20%

para 10% menor que o valor ótimo. A diferença restante pode ser explicada pela

presença do neutrino, figura 4.7 que escapa completamente da detecção. A nova

33



Figura 4.8: Fatores de correção utilizados para cada bin de pT . Fonte: [62]

escala é chamada de EM+JES+GSC+Mu.

4.4.7 Correção do Momentum Transverso dos jatos b

Mesmo após a correção de energia para os múons dentro do jato, seção 4.4.6, alguns

componentes da energia dos jatos ainda não foram considerados durante a recons-

trução, como o neutrino presente dentro do cone do jato b, figura 4.7, e a diferente

escala de energia para cada bin de pT . A calibração de momento transverso (pT cor-

rection) traz a escala, definida como a razão entre o objeto reconstrúıdo e o gerado,

de cada bin da distribuição de pT para o valor unitário. A correção de pT também

foi introduzida na análise V H(bb̄) de 2015 [38]. O fator de correção de cada bin é

definido com a média do histograma da razão entre o pT gerado e o reconstrúıdo, na

escala EM+JES+GSC+Mu, e é mostrado na figura 4.8 para a binagem escolhida da

colaboração [62]. A figura 4.8 diz, por exemplo, que se um jato reconstrúıdo tiver

seu momento transverso entre 50 e 60 GeV este jato possui seu momento transverso

sub-estimado em aproximadamente 5% e portanto precisa ter seu valor multiplicado

por 1.05 de forma a se igualar com o momento transverso do jato gerado. A nova

escala de energia é denominada EM+JES+GSC+Mu+Pt.

O efeito de cada correção na massa invariante dos di-jatos (mais detalhes na seção

5.6) é mostrado na figura 4.9 [38] para o canal de decaimento ZH → llbb̄ com os

fatores de correção derivados neste mesmo canal. A figura 4.9 mostra que a resolução

da massa invariante dada pela largura do ajuste da distribuição com a função Bukin

(seção 5.8) possui os valores 16.4 GeV, 14.4 GeV e 14.1 GeV, respectivamente.

Assim, adicionando a correção de múons é obtida uma melhora de 12% na resolução

e adicionando ainda a correção de pT a resolução possui uma melhora de 14%.
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Figura 4.9: Massa invariante reconstrúıda em diferentes etapas de correção para a
análise ZH → llbb̄. Fonte: [38]

O grupo de análise da Coppe em parceria com a Universidade de Glasgow

também estudou o efeito das correções de pT para a amostra de WH → lνbb̄ [62], a

mesma amostra de eventos utilizada nesta dissertação.
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Caṕıtulo 5

Método de Análise

Este caṕıtulo discute o método de análise e cada uma de suas técnicas. A seleção

de eventos é discutida na seção 5.1, os treinamentos das redes neurais artificiais e

suas técnicas são mostrados nas seções 5.2 e 5.3, enquanto as correções aplicadas na

energia dos jatos b são descritas nas seções 5.4 e 5.5. O cálculo da massa invariante

dos dois jatos b, mbb̄, é exemplificado na seção 5.6 e os métodos estat́ısticos usados

para analisar a performance da correção neural são explicados nas seções 5.7 e 5.8.

Por final é sugerido um método de correção baseado em na combinação de redes

neurais 5.9.

5.1 Seleção de Eventos

Os dados utilizados foram fornecidos pela colaboração ATLAS e consistem no canal

pp→ W +H +X com WH → lνbb̄, onde o candidato a Higgs (125 GeV) decai em

dois jatos b e o bóson W decai em um lépton e um neutrino. Todos os dados de

entrada são formados de caracteŕısticas especificas dos jatos b. A correção neural é

aplicada no topo da correção GSC de forma a aproximar os eventos reconstrúıdos

dos gerados, onde as correções JES+GSC falharam. Além disso, a amostra utilizada

para derivar a correção neural passou pela mesma seleção de eventos aprovada pela

colaboração e descrita em [38]. Aproximadamente 95 mil eventos passaram pelos

cortes de seleção e foram utilizados no treinamento das redes neurais.

5.2 Redes Neurais Artificiais

As redes neurais artificiais são modelos computacionais inspirados no sistema ner-

voso dos seres vivos. São definidas como um conjunto de unidades de processamento

(neurônios artificiais) dispostas em uma ou mais camadas e que são interligadas por

conexões (sinapses artificiais) que, geralmente, estão associadas a um determinado
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tipo de peso, os quais possuem a responsabilidade de acumular o conhecimento

adquirido durante o processo de aprendizagem. Os pesos sinápticos funcionam ana-

logamente à intensidade de transmissão do sinal de um neurônio biológico para o

seu vizinho mais próximo.

Logo, uma rede neural artificial pode ser vista como uma máquina adaptativa

que se assemelha ao cérebro humano em dois aspectos [63]:

1. O conhecimento é adquirido pela rede a partir de seu ambiente através de um

processo de aprendizagem.

2. Forças de conexão entre neurônios, conhecidas como pesos sinápticos, são uti-

lizadas para armazenar o conhecimento adquirido.

O modelo de neurônio artificial mais simples foi proposto por McCulloch &

Pitts [64] e ainda hoje é o modelo mais utilizado nas diferentes arquiteturas de

redes neurais artificiais. Neste modelo os diversos sinais de entrada {x1, x2, · · · , xn}
(dendritos) são apresentados na entrada do neurônio. As ponderações de cada sinal

de entrada são dadas pelo conjunto dos pesos {w1, w2, · · · , wn} que exercem o papel

análogo ao das junções sinápticas do neurônio biológico, onde a relevância de cada

entrada {xi} é então executada por meio de suas multiplicações com seus respectivos

pesos sinápticos {wi}. Assim, a sáıda do neurônio artificial, chamada de u, é a soma

ponderada de suas entradas.

Figura 5.1: Neurônio artificial. Fonte [63]

Considerando a figura 5.1 vemos que o neurônio artificial é composto dos seguin-

tes elementos [65]:

• Sinais de entrada {x1, x2, · · · , xn} - São as caracteŕısticas do meio externo e re-

presentam valores de variáveis espećıficas. Suas distribuições são normalizadas

com o intuito de aumentar a eficiência dos algoritmos de treinamento.
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• Pesos sinápticos {w1, w2, · · · , wn} - São os ponderadores de cada variável de en-

trada da rede quantificando suas relevâncias em relação ao respectivo neurônio.

• Combinador linear {Σ} - Soma dos sinais de entrada com seus respectivos

pesos sinápticos constituindo uma combinação linear a fim de produzir um

valor de potencial de ativação.

• Limiar de ativação (bias) {θ} - Uma variável que define o patamar apropriado

para o disparo do neurônio.

• Potencial de ativação {u} - Diferença entre o valor produzido pelo combinador

linear e o bias. Se u for positivo, u ≥ θ então o neurônio produz um potencial

excitatório, caso contrário o potencial será inibitório.

• Função de ativação {ϕ} - São aplicadas para limitar a amplitude de sáıda de

um neurônio. Neste trabalho usamos a função tangente hiperbólica que sempre

assumirá valores reais entre [−1, 1] e é definida pela equação 5.1.

tanh(v) =
ev − e−v

ev + e−v
(5.1)

• Sinal de sáıda {y} - Valor final produzido por um neurônio em relação ao seus

sinais de entrada.

As equações 5.2 e 5.3 sumarizam o resultado proposto por McCulloch & Pitts

para o neurônio artificial:

u =
n∑
i=1

wi · xi − θ (5.2)

y = ϕ(u) (5.3)

Uma rede neural do tipo Perceptron Multicamadas (Multilayer Perceptron -

MLP) têm sido aplicadas na solução de diversos tipos de problemas, tais como

aproximação de funções, reconhecimento de padrões, otimização e etc. Uma MLP é

constitúıda por uma camada de entrada (input layer) e seus bias, uma ou mais ca-

madas escondidas (hidden layers) e uma camada de sáıda (output layer) que possui

dimensão igual a quantidade de sinais esperados como resposta. A figura 5.2 mos-

tra um exemplo de rede neural com múltiplas camadas. A quantidade de camadas

escondidas e de neurônios que cada rede possui, define sua complexidade e não há

regra simples para determiná-los, sendo na maioria das vezes escolhidos de forma

emṕırica [63].
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Figura 5.2: Exemplo de rede neural com múltiplas camadas.

O procedimento utilizado para realizar o ajuste dos pesos sinápticos é chamado

de algoritmo de aprendizagem, ou algoritmo de treinamento, cuja a função é mo-

dificar os pesos sinápticos de forma que o conjunto de sáıdas da rede neural sejam

próximas das sáıdas desejadas. Historicamente o treinamento da rede MLP é do tipo

supervisionado por meio do algoritmo backpropagation [66]. O treinamento da rede

neural é dito supervisionado quando se tem dispońıvel para cada sinal de entrada,

as respectivas sáıdas desejadas, ou seja, o aprendizado se comporta como se existisse

um especialista ensinando para a rede qual a resposta correta para cada amostra

apresentada em suas entradas.

O algoritmo de aprendizado backpropagation consiste de duas etapas. Na pri-

meira etapa um padrão de entrada é apresentado à rede e seu efeito é propagado

por todas as camadas até produzir um conjunto de sáıdas. Na segunda etapa uma

função de erro calcula a diferença entre a sáıda da rede e o alvo (sáıda desejada)

[65], as derivadas da função erro são calculadas com respeito aos pesos e bias da rede

neural. Assim os pesos sinápticos são atualizados conforme o erro é retro-propagado

de acordo com a equação 5.4, onde Ferro é a função erro cont́ınua e diferenciável,

δ é uma constante chamada de passo de aprendizagem e tem seu valor entre [0, 1],

wji(t) é o peso sináptico da entrada i relativa ao neurônio j antes da atualização e

wji(t+ 1) é o peso após a atualização.

wji(t+ 1) = wji(t) + δ

(
−∂Ferro
∂wji

)
(5.4)

Como dito anteriormente a função de erro deve ser cont́ınua e diferenciável de

forma que a sua derivada em função dos pesos seja posśıvel, usualmente a função

escolhida é o Erro Médio Quadrático (Mean Square Error - MSE ) entre a sáıda da

rede e o seu alvo.

O algoritmo de aprendizado pode ser interrompido quando um determinado
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número de épocas (iterações) é atingido ou quando o erro no conjunto de validação

(seção 5.3) começar a aumentar enquanto o erro do conjunto de treino permanece o

mesmo ou ainda diminui, essa técnica evita a ocorrência de overfitting.

Nesta dissertação o algoritmo de aprendizado utilizado é o algoritmo de

Levenberg-Marquadt [67], ou simplesmente algoritmo LM, um método de otimização

e aceleração da convergência do algoritmo backpropagation [68] e é considerado um

método de segunda ordem pois utiliza informações da derivada segunda da função

de erro. O algoritmo LM é indicado quando a rede não possui mais do que algumas

centenas de pesos sinápticos a serem ajustados, isto deve-se ao fato de que o algo-

ritmo precisa armazenar uma matriz quadrada com dimensão na ordem do número

de conexões sinápticas da rede. No algoritmo LM a atualização dos pesos é realizada

conforme mostrado na equação 5.5

W (t+ 1) = W (t)−
(
JTJ + µI

)−1
JTFerro, (5.5)

onde J é a matriz Jacobiana com suas derivadas parciais entre a função erro e os

sinais de entrada, I é a matriz identidade, W a matriz de pesos sinápticos e µ um

parâmetro que torna a matriz Hessiana definida positiva [68] [69] [70].

Quando µ é zero a equação 5.5 se torna o Método de Newton [71] utilizando a

aproximação da matriz Hessiana, JTJ . Se µ for grande a equação 5.5 se torna o

método de gradiente descendente com um passo de aprendizado pequeno. O Método

de Newton é mais rápido e mais preciso quando está próximo de um mı́nimo da

função erro, logo o objetivo é se deslocar para o método de Newton o mais rápido

posśıvel. Assim, µ é diminúıdo a cada passo bem sucedido (redução da função

erro) e aumentado apenas quando uma tentativa de passo de aprendizagem causa

um aumento da função erro. Desta forma a função erro é sempre reduzida a cada

iteração do algoritmo.

A tabela 5.1 mostra os parâmetros utilizados para o treinamento das redes neu-

rais. O treinamento é interrompido quando o número máximo de épocas é atingido

(100 épocas) ou quando o conjunto de validação possui um erro médio quadrático

maior que o conjunto de treinamento durante seis épocas seguidas, também chamado

de parada prematura do treinamento.

Tabela 5.1: Parâmetros de treinamento do algoritmo LM.

µ inicial 0.001
fator de diminuição em µ 0.1
fator de aumento em µ 10.0
µ máximo 1.0× 1010

número máximo de épocas 100
falhas no conjunto de validação 6
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5.3 Validação Cruzada

A validação cruzada é uma técnica para avaliar o modo como os resultados de uma

análise estat́ıstica irão generalizar um conjunto de dados independente, ou seja, a

capacidade de generalização de um modelo a partir de um conjunto de dados [72].

Tipicamente, na validação cruzada, a amostra de dados é dividida aleatoriamente em

dois subconjuntos: um de treinamento e outro de teste (validação); estes conjuntos

são mutuamente exclusivos. Assim, numa iteração da validação cruzada utilizamos

um subconjunto, o de treinamento, para realizar a análise e o treinamento da rede

neural e o subconjunto de teste para validar a análise.

Existem diferentes formas de realizar o particionamento dos subconjuntos, para

esta dissertação é utilizada a técnica de k-folds ou k-partições. Nesta técnica a

amostra original é particionada aleatoriamente em k partições de tamanho igual.

Uma das partições é reservada para o conjunto de teste e as outras k − 1 partições

restantes são utilizadas no treinamento da rede neural. O processo de validação

cruzada é repetido k vezes com cada uma das partições sendo usada exatamente uma

única vez como o conjunto de validação. O número de partições define a porcentagem

de eventos usados nos subconjuntos de treinamento e teste. Por exemplo, usando dez

partições, k = 10, para cada iteração da validação cruzada temos 90% dos eventos

para o treinamento e 10% dos eventos são destinados para validar o modelo. Um

exemplo da validação cruzada por k-partições é mostrada na figura 5.3.

Figura 5.3: Ilustração do processo de validação cruzada por k-folds.

Nesta dissertação foram utilizadas exatamente 10 partições para validação cru-

zada e cada uma das partições foi inicializada 100 vezes. O processo de inicializar

inúmeras vezes uma mesma partição é feito no intuito de escaparmos do mı́nimo

local, que consiste num ponto onde a função que queremos minimizar, para o nosso

caso o MSE, possui um valor mı́nimo em relação a sua vizinhança, mas possivel-

mente este valor é maior do que o valor de um ponto distante no resto do espaço

de busca. Ao treinar uma rede neural, os seus pesos sinápticos são inicializados

aleatoriamente, logo o algoritmo de treinamento possui diferentes pontos de partida

para o aprendizado que dependem de cada inicialização, com isso o algoritmo pode
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ficar preso em um mı́nimo local, pois uma inicialização ruim dos pesos sinápticos

pode favorecer tal comportamento.

Contudo, para cada topologia testada foram treinadas 1000 redes neurais, 100

inicializações para cada uma das 10 partições, de modo a escolher a melhor delas.

As redes escolhidas foram as que possúıam o menor valor de MSE ou o menor valor

de divergência (seção 5.7) nas distribuições de probabilidade entre alvo e sáıda da

rede neural.

5.4 Correções Por Jato e Por Evento

Dois tipos diferentes de correções serão derivadas. A primeira consiste em uma

correção por jato, onde não há distinção de qual jato do evento é usado como sinal de

entrada da rede neural. Por exemplo, sabemos que o canal de decaimento utilizado

nesta análise é o H → bb̄ (seção 2.3), onde o Higgs decai em dois jatos b, assim

na correção por jato a rede neural não sabe qual destes dois jatos está sendo usado

como sinal de entrada. Podendo ser o jato mais energético (leading jet) ou o menos

energético (sub-leading jet), uma vez que eles alimentam a rede neural um de cada

vez. Assim a rede só obtém informações de um dos jatos e não de todo o evento

após o decaimento do Higgs.

Além disso, podemos dividir a correção por jatos em mais uma categoria: se eles

possuem ou não múons dentro do seu cone. Como visto na seção 4.4.6 isto ocorre

por definição em aproximadamente 11% dos jatos b e esses múons se encontram

acompanhados de um neutrino (figura 4.7) que, devido a sua natureza, escapa com-

pletamente da detecção. Com isso, também foram geradas correções levando em

consideração se o jato possui ou não múons no seu interior, de forma a recuperar o

desbalanço de energia causado pelo neutrino.

Por outro lado, nas correções por evento utilizamos as informações dos dois jatos

b como sinais de entrada para a rede neural, ou seja, eles entram na rede neural

ao mesmo tempo. Desta forma a rede neural recebe caracteŕısticas dos dois jatos

presentes num evento de Higgs e não somente de um dos jatos originados no seu

decaimento.

Antes de entrarem como inputs da rede neural, todas as variáveis de entrada,

foram normalizadas de forma que suas distribuições obtivessem média nula e desvio

padrão unitário. Este processo é feito para que os sinais de entrada se encontrem

dentro da faixa dinâmica da função de ativação da rede (tangente hiperbólica). Esta

normalização é obtida com a equação 5.6

X̂i =
Xi − X̄
σX

(5.6)
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onde X̄ é a média da distribuição original e σX é seu desvio padrão. A normalização

dos alvos da rede neural é feita través do pico de sua distribuição, ou seja, cada evento

é dividido pelo valor mais provável (MOP - Most Probable Value) da distribuição.

5.5 Aplicação da Correção Neural

As variáveis de entrada da rede neural serão dadas por informações intŕınsecas dos

jatos e suas assinaturas no detector e o alvo de treinamento será o momento trans-

verso dado pela simulação no ńıvel truth, ou seja, antes de passar pela reconstrução.

Após o treinamento o fator de correção será:

α =
PtNN
PtGSC

, (5.7)

onde PtNN é a sáıda da rede neural e PtGSC é o momento transverso reconstrúıdo

no estágio da correção GSC. Para aplicar a correção neural o fator de escala, α, deve

ser multiplicado pelo momento transverso e pela energia do jato reconstrúıdo, assim

obteremos o novo jato com a correção dada pela rede neural.

Assim, para observar o efeito da correção neural na massa invariante do bóson

de Higgs, seção 5.6, os novos valores de momento e energia serão:

Ptcorr = α× PtGSC = PtNN (5.8)

e

Ecorr = α× EGSC . (5.9)

O fator de escala α deve multiplicar tanto E quanto pT para o cálculo do massa

invariante devido à relação entre essas duas variáveis.

5.6 Cálculo da Massa do Bóson de Higgs

O efeito da correção neural deverá ser calculado na massa invariante do candidato

a Higgs, pois como foi dito na seção 1.1 esta é a variável com o maior poder de

discriminação entre sinal e background. A massa invariante de uma part́ıcula é uma

caracteŕıstica do momento total e energia que é a mesma em todos os referenciais

relacionados por transformações de Lorentz. A massa invariante do candidato a

Higgs será calculada com a soma dos dois quadri-vetores de Lorentz dos objetos

de seu decaimento, no nosso caso os dois jatos do tipo b. Em outras palavras,

como o Bóson de Higgs decai muito rapidamente, calculamos a sua massa utilizando

o produto de seu decaimento, as suas part́ıculas filhas, os dois jatos b. Como se

tratam de part́ıculas relativ́ısticas não podemos simplesmente somar a massa dos
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dois jatos, devemos lançar mão da cinemática relativ́ıstica [73].

E2 = (p · c)2 + (m · c2)2 (5.10)

onde E é a energia total, p é o vetor de momento, m é a massa da part́ıcula mãe

(Bóson de Higgs) e c é a velocidade da luz. Assim a soma das energias e momentos

do produto de decaimento será:

m2 =

(
E1

c2
+
E2

c2

)2

−
(p1

c
+

p2

c

)2

(5.11)

com E1 e p1 sendo a energia e o momento do primeiro jato e E2 e p2 momento e

energia do segundo jato. Desenvolvendo cada parêntesis:

m2 =
E2

1

c4
+
E2

2

c4
+ 2 · E1

c2
· E2

c2
− p1 · p1

c2
− p2 · p2

c2
− 2 · p1 · p2

c2
(5.12)

como m1 =
E2

1

c4
− p1·p1

c2
e a mesma relação vale para a massa do segundo jato m2

temos para a expressão final:

m2 = m2
1 +m2

2 + 2

(
1

c4
· E1 · E2 −

1

c2
· p1 · p2

)
(5.13)

Como mostrado na equação 5.13 precisamos dos valores de energia e momento

dos dois jatos para podermos calcular a massa invariante do bóson de Higgs antes

e depois da correção neural. Além disso precisamos de uma figura de mérito que

diga se a nova distribuição de massa invariante, ou seja, a distribuição da massa

corrigida com o modelo neural proposto, está ou não em melhor posição quando

comparada com as correções originais fornecidas pela colaboração ATLAS. Além

das divergências, seção 5.7, também utilizamos o ajuste de modelos na distribuição

de massa para comparar os resultados como mostrado na seção a seguir.

5.7 Divergência de Jensen-Shannon

A divergência de Jensen-Shannon [74] é bastante utilizada, em estat́ıstica e teoria

probabiĺıstica, como um método de medir a similaridade entre duas distribuições de

probabilidade e é baseada na divergência de Kulback-Liebler [75], porém é simétrica

e possui limite superior igual a um. Uma métrica entre duas distribuições p e q é

definida a seguir.

Considere as variáveis aleatórias X e Y definidas no mesmo espaço amostral

Ω = {ε1, ε2, . . . , εn}. Cada distribuição é caracterizada por sua distribuição de pro-

babilidade p, q : Ω → [0, 1], tal que p(εi) = Pr(X = εi), q(εi) = Pr(Y = εi) e∑
p(ε) =

∑
q(ε) = 1. Para um quantificador ser considerado uma métrica ele deve
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seguir as seguintes propriedades:

1. D(p, p) = 0, reflexividade;

2. D(p, q) ≥ 0, não negatividade;

3. D(p, q) = D(q, p), simetria;

4. D(p, q) ≤ D(p, r) + D(r, p), desigualdade triangular para qualquer função de

probabilidade r definida no mesmo espaço de probabilidades.

Uma divergência apenas precisa satisfazer as propriedades 1 e 2 [76]. Assim a

divergência de Jensen-Shannon (DJS) é definida como:

DJS(p, q) =
1

2
[DKL(p,m) +DKL(q,m)] (5.14)

onde m = 1
2
(p+ q) e DKL é a divergência de Kullback-Liebler

DKL(p, q) =
∑
ε ∈ Ω

p(ε) log
p(ε)

q(ε)
(5.15)

A divergência de Kullback-Liebler não possui limites para o seu valor máximo,

ou seja, 0 ≤ DKL ≤ ∞, além de não atender a propriedade de simetria. Contudo foi

escolhido trabalhar com a divergência de Jensen-Shannon justamente por ela possuir

a caracteŕıstica de ser simétrica, DJS(p, q) = DJS(q, p), sendo assim mais natural

quantificar o quão distante estatisticamente uma distribuição está da outra. Adici-

onalmente, a divergência JS também pode ser apresentada em função da entropia

de Shannon S(p) [77] :

DJS(p, q) = S
(
p+ q

2

)
− 1

2
S(p)− 1

2
S(q) (5.16)

em que

S(p) = −
∑
ε ∈ Ω

p(ε) log p(ε). (5.17)

A entropia é uma medida de incerteza associada a uma variável aleatória, ou

uma função que indica a perda de informação de um sistema. As definições para a

divergência de Jensen-Shannon dadas pelas equações (5.14) e (5.16) são equivalentes.

Neste trabalho as divergências foram usadas para medir a similaridade entre as

distribuições de massa invariante, assim podemos avaliar o quão similar a distri-

buição de massa corrigida está em relação a massa esperada pelo processo f́ısico.

45



5.8 Modelo de Ajuste

De posse do histograma de massa invariante do Bóson de Higgs, devemos agora

ajustar o histograma à uma distribuição de probabilidade que melhor represente

o processo. Idealmente a distribuição da massa invariante seguiria uma função

gaussiana, assim o primeiro parâmetro ajustado pela curva, µ, seria ao mesmo tempo

a média e o pico e o segundo parâmetro da função gaussiana, σ, seria a resolução

da distribuição. Porém, o histograma de massa possui caudas assimétricas e essas

assimetrias também possuem efeito no centro da distribuição. Logo uma nova função

de probabilidade deve ser proposta para o ajuste do histograma.

A função proposta por A. Bukin em 2008 [78] foi desenvolvida justamente para o

problema de modelar uma distribuição com um único máximo e caudas assimétricas.

Convoluindo uma função gaussiana com funções exponenciais. A função de Bukin

é dada por:

(5.18)

P (x;xp, σp, ξ, ρ) = Ap exp

[
ξ
√
ξ2 + 1(x− x1)

√
2 ln 2

σp(
√
ξ2 + 1− ξ)2 ln(

√
ξ2 + 1 + ξ)

+ ρ

(
x− xi
xp − xi

)2

− ln 2

]
,

onde ρ = ρ1 e xi = x1 para x < x1 e ρ = ρ2 e xi = x2 para x ≥ x2 e

x1,2 = xp + σp
√

2 ln 2

(
ξ√

ξ + 1± 1

)
. (5.19)

O parâmetro xp é a posição do pico, σp será a resolução, definida como a largura

à meia altura dividida por 2.35 (FWHM/2.35), e ξ é o parâmetro de assimetria. A

figura 5.4 mostra o formato da função de Bukin para ξ = −0.2, xp = 0.5, σp = 0.1,

ρ1 = 0.1 e ρ2 = 0.2.

Figura 5.4: Um exemplo do formato da função densidade de probabilidade de Bukin.
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Após o ajuste da distribuição de massa com a função Bukin também é necessário

testar a aderência do modelo à distribuição, estes testes também são conhecidos como

testes de goodness-of-fit. O teste do χ2 é o escolhido, o teste trata de uma soma

normalizada dos erros quadráticos entre o valor observado e o valor teórico como

mostrado na equação 5.20

χ2 =

Nbins∑
i=1

(Oi − Ei)2

Ei
(5.20)

onde Oi é o valor de cada célula do histograma, também chamadas de bins, e Ei

é o valor da função calculada no ponto que corresponde ao centro de cada bin do

histograma.

Geralmente o χ2/ndf , também chamado de χ2 normalizado, é utilizado para os

testes de aderência de modelos, onde ndf é o número de graus de liberdade (number

of degrees of freedom) que é calculado como a quantidade de células, bins, presentes

no intervalo da função de ajuste menos o número de parâmetros livres da função.

Com o χ2/ndf temos acesso ao grau de confiabilidade do modelo. A figura 5.5

mostra o grau de confiabilidade para diversos valores de χ2/ndf .

Figura 5.5: O χ2 normalizado para diferentes graus de liberdade. Cada curva cor-
responde a um grau de confiabilidade do modelo ajustado. Fonte: [79]

5.9 Conjunto de Redes Neurais (Boosting)

Métodos de Ensemble são técnicas amplamente utilizadas em aprendizado de

máquina e em inteligência artificial de forma a melhorar a acurácia de um deter-

minado problema através da combinação de inúmeros algoritmos [80]. Isto é feito

construindo-se um conjunto de algoritmos de base e combinando-os de maneiras di-

ferentes [81]. A razão de utilizar técnicas de ensemble se deve ao fato de ser dif́ıcil
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encontrar um único algoritmo que possua uma performance ótima para um determi-

nado problema, então se faz uma combinação de de algoritmos sub-ótimos também

chamados de weak learners pela literatura [82].

Dentro dos métodos de ensemble se encontram as técnicas de Boosting [83]. A

principal ideia dos algoritmos de Boosting é utilizar versões ponderadas da mesma

amostra de treinamento para cada algoritmo base, onde as amostras que foram

estimadas erradamente, de acordo com uma figura de mérito estabelecida, recebem

um peso maior para o próximo algoritmo base. Assim o próximo algoritmo base da

ensemble recebe mais informação sobre um determinado sinal de entrada. Os pesos

para cada sinal de entrada podem ser interpretados como uma re-amostragem, ou

seja, uma nova amostra de treinamento é constrúıda de forma que as instâncias

com maior peso ocorrem com mais frequência [84]. Em outras palavras, a cada

iteração do boosting o algoritmo base recebe com mais frequência os eventos que

foram estimados imprecisamente pelo algoritmo base anterior, fazendo com que em

cada iteração o algoritmo base trabalhe somente com as instâncias mais complexas.

A figura de mérito escolhida para o boosting é mostrada na equação 5.21, onde

y é a sáıda da rede neural, t é o valor do alvo da rede neural e σ é o desvio padrão

da distribuição y − t. Assim os eventos que obtiverem o valor de Err acima de

um determinado limiar serão classificados como uma estimação incorreta e terão

seus pesos aumentados para a próxima re-amostragem do algoritmo. A introdução

de um limiar para avaliar o que é uma estimação consistente ou uma estimação

imprecisa é feita de forma a transformar o problema de estimação em um problema

de classificação binária.

Err =
|y − t|
σ

(5.21)

Para aplicar a técnica de boosting nas redes neurais utilizamos o algoritmo Ada-

Boost.MRT descrito em detalhes em [85]. O valor para o limiar foi escolhido de

tal forma que os eventos estimados incorretamente pela rede neural consistem em

aproximadamente 30% do total da amostra, assim ao final do treinamento todas

as instâncias que estiverem acima deste limiar, Err, serão classificadas como uma

estimação imprecisa e terão um peso maior na re-amostragem da próxima iteração

do algoritmo. Como não há um critério de parada espećıfico, deixamos o algoritmo

executar 5 iterações seguidas e para o resultado final é calculada a média aritmética

das sáıdas das redes neurais de cada uma desssas iterações.
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Caṕıtulo 6

Resultados Obtidos

Este caṕıtulo mostra os resultados obtidos para cada modelo de correção neural e

analisa seus impactos na distribuição de massa invariante do bóson de Higgs. Como

abordado na seção 5.4 as correções estudadas neste trabalho podem ser estimadas

por jato, com uma sub-divisão a mais quando o jato contém ou não um múon dentro

do seu cone, ou correções estimadas por evento. Além disso, também foi verificado

o resultado da estimação da correção quando trabalhamos apenas com o momento

transverso dos jatos como sinal de entrada da rede neural ou quando é utilizado

um descritor mais completo dos jatos. Ao final do caṕıtulo, seção 6.4, é feita uma

comparação dos resultados obtidos com cada corretor neural testado.

6.1 Correções Por Jato

Na seção 5.5 foi discutido como um fator de correção, derivado por uma rede neu-

ral, pode ser aplicado à energia, e momento transverso, dos candidatos a jatos do

decaimento do Higgs, de forma a obter uma distribuição de massa invariante que se

aproxime da distribuição de massa prevista pelo Modelo Padrão. Com isso uma rede

neural do tipo MLP (Multi Layer Perceptron), com uma única camada escondida, foi

utilizada para estimar esse fator de correção. O Teorema da Aproximação Universal

(Universal Approximation Theorem) [86], diz que qualquer função cont́ınua pode

ser aproximada por uma rede neural com uma única camada escondida e funções

de ativação sigmoide e linear em suas camadas intermediária e de sáıda, respectiva-

mente. Esta seção trata das correções neurais estimadas por jato.

6.1.1 Correção Utilizando o Momento Transverso dos Jatos

Para esta correção utilizamos uma única entrada na rede neural, seu momento trans-

verso no estágio da correção Global Sequential Calibration (pT @GSC). O alvo da

rede será o momento transverso previsto pelo Modelo Padrão e simulado através de
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métodos de Monte Carlo (pT @TRUTH). Assim a rede deve fazer o mapeamento

não linear que leva o momento transverso reconstrúıdo pelo detector ao momento

transverso previsto pelo Modelo Padrão, desta forma podemos calcular o fator mul-

tiplicativo da correção (seção 5.5) e checar se houve alguma melhoria na distribuição

de massa invariante, uma vez que esta é a variável de maior poder de discriminação

entre sinal e rúıdo (eventos do Higgs e eventos de background).

Foram testados diversos números de neurônios na camada escondida de forma

a escolher uma topologia de rede que melhor generalize os resultados. Cada uma

dessas topologias passou pelo mesmo processo de validação cruzada descrito na seção

5.3 e a figura de mérito para a escolha da melhor rede foi o Erro Médio Quadrático

(MSE).

A figura 6.1 mostra o resultado para o estudo do número de neurônios na camada

escondida de cada rede neural. A média do MSE de cada topologia é calculada entre

os resultados das partições da validação cruzada (K-folds) e a barra de erro é o desvio

padrão entre os valores dessas partições. Vemos que não há diferença na escolha do

número de neurônios para as três redes neurais, pois todas as barras de incerteza das

topologias testadas coincidem entre si. O prinćıpio de parcimônia foi aplicado, logo

para o cálculo da massa invariante escolhemos as redes com apenas dois neurônios

na camada escondida, tanto para a correção de todos os jatos em conjunto, quanto

para a correção dos jatos com ou sem múon separadamente.

Com um modelo neural escolhido para a correção de energia podemos agora apli-

car a correção multiplicativa nos jatos b e analisar seu impacto na massa invariante

do bóson de Higgs conforme exposto nas seções 5.5 e 5.6. A figura 6.2 mostra o

resultado da correção neural na massa do bóson de Higgs quando utilizamos uma

única rede neural para todos os jatos, histograma na cor verde, a correção neural

quando separamos em duas redes os jatos com ou sem múons em seu interior, his-

tograma na cor azul, junto com a correção oficial da colaboração do experimento

(Global Sequential Calibration - GSC), histograma vermelho, e também o bench-

mark de toda a análise que é a distribuição gerada (Truth) pela simulação de Monte

Carlo, histograma na cor preta. A binagem escolhida para os histogramas de massa

invariante é de 5 GeV para cada bin, devido à resolução finita do detector.

Para medir o impacto da correção neural utilizaremos a média do histograma

de massa como medida de escala e o seu desvio padrão como a resolução. Uma

correção bem sucedida deve ser aquela que aproxima a escala da distribuição de

massa reconstrúıda em direção da escala esperada pelo Modelo Padrão, representada

pela simulação de Monte Carlo no ńıvel @TRUTH, e diminui o máximo posśıvel a

resolução do histograma.

Pode ser visto que a correção neural tem performance melhor para os parâmetros

de escala e resolução como mostrados nas caixas à direita na figura 6.2. Melhores no

50



(a)

(b)

(c)

Figura 6.1: MSE médio para cada topologia das redes com todos os eventos (a), com
múons (b) e sem múons (c) das correções por jato utilizando o momento transverso.
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Figura 6.2: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por jato
utilizando o momento transverso.

sentindo de se aproximarem mais dos parâmetros da distribuição verdadeira quando

comparados com os parâmetros da correção oficial da colaboração. Por exemplo,

a média da distribuição @GCS possui valor 110.41 ± 0.06 GeV e a média da dis-

tribuição verdadeira, de acordo com o Modelo Padrão, deve possuir uma média de

116.01± 0.05 GeV. Isso significa que a correção @GCS subestima a média esperada

em 5%, por outro lado a média da distribuição da correção neural proposta (@NN

Muons/noMuons), 117.50 ± 0.06 GeV, superestima a massa da distribuição verda-

deira em aproximadamente 1.3% estando assim mais próxima do valor esperado. O

mesmo comportamento ocorre para o valor do RMS, que diminui de 18.40±0.04 GeV

@GSC para 17.95 ± 0.04 GeV com a correção neural. Isso implica que a correção

neural consegue aproximar a escala da distribuição de massa e também reduz, um

pouco, o valor de sua resolução. Um outro fator importante é que a correção neural

acerta perfeitamente o valor do pico (Most Probable Value - MOP) de massa em

122.50 GeV, uma melhoria significativa em comparação ao valor mais provável da

distribuição de massa da correção @GSC, 117.50 GeV. Os valores de cada histograma

são mostrados na tabela 6.1.

Uma outra forma de comparar o impacto das correções é através dos parâmetros

da função densidade de probabilidade que melhor adere aos dados. A função de

Bukin, seção 5.8, é a que melhor se encaixa neste papel [87]. Assim, os dois primeiros

parâmetros da função Bukin representarão a escala e a resolução da distribuição

de massa, pico e largura à meia altura dividida por 2.35, respectivamente. Neste

trabalho o fitting da função Bukin aos dados é feito dentro de três intervalos distintos,

são eles: 20−200 GeV, 70−150 GeV e 85−145 GeV. O primeiro intervalo pega toda
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Tabela 6.1: Estimativas para o histograma de massa invariante simulada e corrigida
pelo corretor neural por jato utilizando o momento transverso.

@TRUTH @GSC @NN @NN (Muons/noMuons)

Mean [GeV] 116.01± 0.05 110.41± 0.06 118.13± 0.06 117.50± 0.06
RMS [GeV] 14.66± 0.03 18.40± 0.04 18.48± 0.04 17.95± 0.04

Skew 0.22 0.33 0.26 0.36
MOP [GeV] 122.50 117.50 122.50 122.50

a faixa dinâmica da massa invariante do Higgs e os outros intervalos se concentram

basicamente no centro (core) da distribuição de massa, e foram escolhidos desta

forma porque quando há melhora na estimação de energia, este efeito é visto em

maior parte no core dessa distribuição. Apesar dos intervalos apresentarem valores

diferentes para o ajuste, os seus parâmetros de escala e resolução devem exibir

valores semelhantes.

As figuras 6.3a e 6.3b mostram o resultado do ajuste da função Bukin para as

duas correções neurais. Os valores dos parâmetros se mostram consistentes com

o que foi discutido no parágrafo anterior, o pico e a largura da função permane-

cem próximos para os sub-intervalos de ajuste. Junto com os parâmetros do fitting

também são mostrados o valor do χ2, o número de graus de liberdade e o grau de

confiabilidade do modelo, como apresentados no final da seção 5.8. Para a com-

paração, a função Bukin também foi ajustada na distribuição de massa para os

ńıveis @TRUTH e @GCS como mostrado na figuras 6.4a e 6.4b. Os resultados de

cada ajuste são sumarizados na tabela 6.2.

Pode ser visto que as duas correções neurais propostas, @NN e @NN (Mu-

ons/noMuons), apresentam uma performance melhor que a correção @GSC. A rede

neural treinada sem distinção de jatos aproxima a escala, peak, e a resolução, width,

em direção à distribuição verdadeira em todos os intervalos de ajuste escolhidos. Já

a distribuição da correção neural levando em consideração os múons dentro dos jatos

tem uma resolução menor que a correção @NN para todos os intervalos, porém sua

escala está mais distante da escala esperada pelo Modelo Padrão. Por exemplo, para

o intervalo de ajuste de 70− 150 GeV a escala da correção @NN (Muons/noMuons)

subestima o valor esperado em 1.2% enquanto a correção @NN superestima o va-

lor da escala em apenas 0.6%. Este comportamento pode ser explicado pelo Bias-

Variance Dillema [63], que diz que não é posśıvel melhorar simultaneamente a escala

e a resolução da distribuição devido à natureza limitada da estat́ıstica do processo.

Assim se a resolução possui uma melhora grande, o impacto na escala será em menor

proporção.

Além dos parâmetros do ajuste devemos comparar a probabilidade dos dados

terem sido gerados de uma função de densidade de probabilidade do tipo Bukin. A
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Figura 6.3: Ajuste da função Bukin para a distribuição de mbb̄ para eventos cor-
rigidos com a rede neural para todos os jatos (@NN) e corrigidos com uma rede
para os jatos com múon e outra para os jatos sem múon (@NN Muons/noMuons).
Correções por jato utilizando o momento transverso.
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Figura 6.4: Ajuste da função Bukin para a distribuição de mbb̄ para eventos gerados
(@TRUTH) e reconstrúıdos com a correção oficial da colaboração (@GSC).
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tabela 6.2 diz, para todos os intervalos de ajuste, que a distribuição @TRUTH tem

0% de probabilidade de ter sido originada pela função de densidade de probabilidade

de Bukin, assim a correção neural também deve se afastar do modelo Bukin. Por

exemplo, para o terceiro intervalo de ajuste, 85−145 GeV, a correção @GSC possui

44% de grau de confiabilidade no modelo, a correção neural @NN possui 36% e se

afasta mais do modelo Bukin como previsto pelo ajuste dos dados @TRUTH. A

correção neural @NN (Muons/noMuons) se afasta mais ainda do modelo de Bukin

e atinge outra vez 0% de probabilidade, sendo assim a melhor opção de correção

neural.

Tabela 6.2: Ajuste da função Bukin para diferentes intervalos de mbb̄. Correções por
jato utilizando o momento transverso.

[20− 200] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 121.70± 0.04 116.39± 0.14 123.21± 0.12 120.79± 0.11
Width [GeV] 5.96± 0.03 13.95± 0.07 13.49± 0.06 12.75± 0.06
χ2/NDF 66.78 15.51 12.59 15.25
Prob. 0.00 0.00 0.00 0.00

[70− 150] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 121.93± 0.04 115.47± 0.14 122.70± 0.14 120.43± 0.12
Width [GeV] 5.53± 0.02 14.72± 0.08 14.11± 0.08 13.30± 0.08
χ2/NDF 13.41 1.34 1.20 2.96
Prob. 0.00 0.20 0.29 0.00

[85− 145] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 122.01± 0.05 115.33± 0.16 122.73± 0.15 120.40± 0.14
Width [GeV] 5.43± 0.03 14.70± 0.11 14.02± 0.10 13.26± 0.09
χ2/NDF 6.46 0.98 1.1 4.62
Prob. 0.00 0.44 0.36 0.00

Também podemos medir o impacto das correções através da similaridade entre

a distribuição de probabilidade da massa gerada e das massas reconstrúıdas, com

as correções GSC e Neural, utilizando a divergência de Jensen-Shannon descrita em

detalhes na seção 5.7. A tabela 6.3 mostra os valores de divergência da correção

neural em relação às funções de ajuste e aos outros estágios da distribuição de

massa. Bukin 1 se refere ao primeiro intervalo de ajuste 20− 200 GeV, Bukin 2 ao

segundo intervalo 70−150 GeV e Bukin 3 ao intervalo 85−145 GeV. Pode ser visto

que a divergência entre a rede @NN (Muons/noMuons) e a distribuição @TRUTH,

D(NN Mu|Truth) = 5.64×10−2, é menor que a divergência entre a correção @GSC
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e a distribuição @TRUTH, D(GSC|Truth) = 6.18 × 10−2. Assim a divergência de

JS também confirma a maior similaridade entre da distribuição de probabilidade da

correção neural proposta em comparação com a correção da colaboração ATLAS.

Efeito no Background

O papel principal da correção na energia dos jatos é aproximar o máximo posśıvel

a distribuição da massa do bóson de Higgs reconstrúıda pelo detector em direção

da massa do bóson de Higgs prevista pelo Modelo Padrão, ou seja, ambas as distri-

buições devem apresentar o mesmo comportamento. Após a correção ser derivada

em simulações de Monte Carlo, ela deve ser aplicada aos dados reais detectados

pelo ATLAS. Dados reais possuem tanto os jatos b provenientes do decaimento do

bóson de Higgs quanto os jatos b de outros processos. Eventos com jatos b que não

são oriundos do decaimento do Higgs são chamadas de eventos de background, por

exemplo os jatos b resultantes do decaimento de um bóson Z. Assim o efeito da

correção dos jatos também deve ser testado nos eventos de background para verificar

se a correção de energia não está produzindo artificialmente eventos de Higgs nestas

amostras.

A figura 6.5 mostra os efeitos de todas as correções de energia para a amostra

de di-bósons WZ, onde seus jatos podem ser confundidos com jatos do decaimento

do Higgs. As distribuições Higgs @Mu e Higgs @Pt são as correções da colaboração

ATLAS espećıficas para os jatos b como discutidas nas seções 4.4.6 e 4.4.7. Vemos

que há um deslocamento na distribuição de massa quando as correções são aplicadas,

porém não há um pico na região de massa do Higgs, em torno de 120 GeV. Um

resultado favorável, pois isto significa que as redes neurais não estão corrigindo os

jatos b do bóson de Higgs e ao mesmo tempo criando artificialmente eventos de sinal

nas amostras de background.

6.1.2 Correção Utilizando um Descritor dos Jatos

Aqui serão mostrados os resultados das correções neurais baseadas nas caracteŕısticas

internas dos jatos, dadas por um conjunto de variáveis descritas a seguir:

1. pT - Momento transverso.

2. η - Pseudo-rapidez.

3. φ - Ângulo azimutal.

4. E - Energia total.

5. FracEM3 - Fração da energia depositada no terceiro layer do caloŕımetro ele-

tromagnético.
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Figura 6.5: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por jato
utilizando o momento transverso e aplicadas na amostra de background WZ.

6. FracTile0 - Fração de energia depositada no primeiro layer do Tile Calorime-

ter.

7. TrkWidth - Largura do jato medida de acordo com seus traços.

8. EMF - Fração de energia eletromagnética do jato.

9. JVF - Fração de vértices do jato.

10. NTrk - Número de traços associados ao jato.

11. SumPtTrk - Soma dos momentos transversos associados ao jato que foram

detectados no Inner Detector.

Esta seção dá continuidade às correções por jato, só que desta vez utilizando

caracteŕısticas internas dos jatos como variáveis de entrada da rede neural. Assim

teremos 11 sinais de entrada na rede neural, descritos anteriormente. A figura 6.6

mostra o estudo de topologia para as redes neurais treinadas com todos os eventos

e as redes treinadas separadamente para os eventos com e sem múons no interior

dos jatos. A topologia escolhida para a rede neural que corrige todos os jatos foi a

de 10 neurônios e escolhemos 4 e 8 neurônios para as redes neurais dos jatos com e

sem múons, respectivamente.

O efeito da correção neural com o uso de um descritor de jatos no histograma de

massa é visto na figura 6.7 e sumarizado na tabela 6.4 onde vemos que novamente

as redes neurais atingem uma performance melhor tanto nos parâmetros de escala

e resolução como no valor do pico do histograma.
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Figura 6.6: MSE médio para cada topologia das redes com todos os eventos (a),
com múons (b) e sem múons (c) das correções por jato utilizando um descritor de
jatos.
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Figura 6.7: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por jato
utilizando um descritor de jatos.

Tabela 6.4: Estimativas para o histograma de massa invariante simulada e corrigida
pelo corretor neural por jato utilizando um descritor de jatos.

@TRUTH @GSC @NN @NN (Muons/noMuons)

Mean [GeV] 116.01± 0.05 110.41± 0.06 117.85± 0.06 117.35± 0.06
RMS [GeV] 14.66± 0.03 18.40± 0.04 18.16± 0.04 17.63± 0.04

Skew 0.22 0.33 0.27 0.29
MOP [GeV] 122.50 117.50 122.50 122.50

O ajuste da função Bukin é exibido nas figuras 6.8a e 6.8b e seus resultados são

sumarizados na tabela 6.5 junto com as outras distribuições para a comparação.

Vemos mais uma vez que ambas as redes neurais, @NN e @NN (Muons/noMuons),

possuem performance superior à correção @GSC. Mostrando que para as correções

por jato a rede neural com informação sobre o múon dentro do cone do jato possui

a melhor performance.

O resultado do cálculo da divergência é apresentado na tabela 6.6 mostrando

novamente que a correção neural, levando em consideração os múons dentro dos

jatos, é menos divergente que a correção @GSC utilizada pela colaboração ATLAS.

Efeito no Background

O efeito da correção por jato utilizando suas caracteŕısticas internas é mostrado na fi-

gura 6.9 onde é posśıvel ver que as correções neurais @NN e @NN (Muons/noMuons)

também não produzem um pico de massa na região do Higgs quando são aplicadas

aos eventos de background.
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Figura 6.8: Ajuste da função Bukin para a distribuição de mbb̄ para eventos cor-
rigidos com a rede neural para todos os jatos (@NN) e corrigidos com uma rede
para os jatos com múon e outra para os jatos sem múon (@NN Muons/noMuons).
Correções por jato utilizando um descritor de jatos.
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Tabela 6.5: Ajuste da função Bukin para diferentes intervalos de mbb̄. Correções por
jato utilizando um descritor de jatos.

[20− 200] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 121.70± 0.04 116.39± 0.14 122.11± 0.14 121.00± 0.11
Width [GeV] 5.96± 0.03 13.95± 0.07 13.47± 0.07 12.44± 0.06
χ2/NDF 66.78 15.51 18.25 16.57
Prob. 0.00 0.00 0.00 0.00

[70− 150] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 121.93± 0.04 115.47± 0.14 121.98± 0.13 120.70± 0.13
Width [GeV] 5.53± 0.02 14.72± 0.08 14.15± 0.08 13.07± 0.07
χ2/NDF 13.41 1.34 1.31 2.71
Prob. 0.00 0.20 0.21 0.00

[85− 145] GeV

@TRUTH @GSC @NN @NN (Muons/noMuons)

Peak [GeV] 122.01± 0.05 115.33± 0.16 122.05± 0.15 120.60± 0.14
Width [GeV] 5.43± 0.03 14.70± 0.11 14.18± 0.10 13.15± 0.08
χ2/NDF 6.46 0.98 1.45 1.78
Prob. 0.00 0.44 0.19 0.09

Mass [GeV]
0 50 100 150 200 250 300

E
nt

rie
s 

/ 5
 [G

eV
]

0

10000

20000

30000

40000

50000

60000

70000

WZ @TRUTH
Mean: 99.07 +- 0.07
RMS: 38.32 +- 0.05

Skew.: 2.25
MOP: 87.50

WZ @GSC
Mean: 102.81 +- 0.06
RMS: 37.93 +- 0.05

Skew.: 2.11
MOP: 92.50

WZ @NN
Mean: 110.57 +- 0.07
RMS: 37.98 +- 0.05

Skew.: 1.97
MOP: 97.50

WZ @NN (Muons/noMuons)
Mean: 107.35 +- 0.06

RMS: 37.79 +- 0.05
Skew.: 2.05
MOP: 97.50

WZ @Mu
Mean: 103.08 +- 0.06
RMS: 37.96 +- 0.05

Skew.: 2.11
MOP: 92.50

WZ @Pt
Mean: 108.21 +- 0.07
RMS: 38.02 +- 0.05

Skew.: 2.02
MOP: 97.50

SimulationATLAS 

Figura 6.9: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por jato
utilizando um descritor de jatos e aplicadas na amostra de background WZ.
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6.2 Correções Por Evento

Neste tipo de correção, como visto na seção 5.4, utilizamos as variáveis do evento, ou

seja, a cada iteração a rede recebe variáveis que em conjunto possuem a caracteŕıstica

de terem sido originadas de um evento do bóson de Higgs, de acordo com a amostra

de treinamento usada.

6.2.1 Correção Utilizando o Momento Transverso dos Jatos

Temos como entrada o momento transverso de cada jato b (@GSC) proveniente

do decaimento do bóson de Higgs. Consequentemente também teremos dois alvos

nesta rede, o momento transverso de cada jato como previsto pelo Modelo Padrão

(@TRUTH) fazendo com que esta correção seja estimada através de uma rede neural

com duas variáveis de entrada e duas variáveis de sáıda.

O MSE médio para cada topologia é mostrado na figura 6.10 onde vemos que a

partir de três neurônios na camada escondida os valores de MSE estão todos iguais

e dentro das barras de incerteza. Logo, para a aplicação da correção foi escolhida

a rede neural com três neurônios na camada escondida, uma vez que esta é a rede

neural de menor complexidade e com a performance similar às outras redes com

mais neurônios na camada intermediária.

Figura 6.10: MSE médio para cada topologia da rede neural por evento utilizando
o momento transverso.

O resultado desta correção para a distribuição de massa do Higgs é mostrado na

figura 6.11 e sumarizado na tabela 6.7. A correção neural mais uma vez se mostra
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melhor que a correção @GSC aproximando a média e a largura da distribuição em

direção aos valores @TRUTH. Novamente a correção neural acerta o MOP da dis-

tribuição verdadeira, 122.50 GeV, e reduz em aproximadamente 4% a sua resolução

em relação a correção @GSC. A rede neural também superestima a média da distri-

buição verdadeira em 1.6% obtendo um resultado melhor que a correção @GSC que

possui média aproximadamente 5% distante do valor esperado.
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Figura 6.11: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por
evento utilizando o momento transverso.

Tabela 6.7: Estimativas para o histograma de massa invariante simulada e corrigida
pelo corretor neural por evento utilizando o momento transverso.

@TRUTH @GSC @NN

Mean [GeV] 116.01± 0.05 110.41± 0.06 117.86± 0.06
RMS [GeV] 14.66± 0.03 18.40± 0.04 17.70± 0.04

Skew 0.22 0.33 0.40
MOP [GeV] 122.50 117.50 122.50

O ajuste da correção neural por evento é mostrado na figura 6.12 e seus valores se

encontram na tabela 6.8. Para todos os intervalos de ajuste a correção neural apro-

xima a escala, peak, e a resolução, width, da distribuição em direção aos parâmetros

esperados pelos ajustes da distribuição @TRUTH. Porém, para os intervalos de

ajuste de 70 − 150 GeV e 85 − 145 GeV a correção neural não exclui o modelo de

função Bukin como visto nos valores de probabilidade 0.39 e 0.47, respectivamente.

A correção neural deveria aproximar os valores dos parâmetros de escala e resolução

e ao mesmo tempo se distanciar da função Bukin, uma vez que a função Bukin é

exclúıda como modelo da distribuição @TRUTH pelo teste de χ2.
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Figura 6.12: Ajuste da função Bukin para a distribuição de mbb̄ para eventos corrigi-
dos com a rede neural (@NN). Correção por evento utilizando o momento transverso.

Tabela 6.8: Ajuste da função Bukin para diferentes intervalos de mbb̄. Correções por
evento utilizando o momento transverso.

[20− 200] GeV

@TRUTH @GSC @NN

Peak [GeV] 121.70± 0.04 116.39± 0.14 121.48± 0.11
Width [GeV] 5.96± 0.03 13.95± 0.07 12.49± 0.06
χ2/NDF 66.78 15.51 14.47

Prob. 0.00 0.00 0.00

[70− 150] GeV

@TRUTH @GSC @NN

Peak [GeV] 121.93± 0.04 115.47± 0.14 120.70± 0.12
Width [GeV] 5.53± 0.02 14.72± 0.08 13.01± 0.07
χ2/NDF 13.41 1.34 1.06

Prob. 0.00 0.20 0.39

[85− 145] GeV

@TRUTH @GSC @NN

Peak [GeV] 122.01± 0.05 115.33± 0.16 120.76± 0.14
Width [GeV] 5.43± 0.03 14.70± 0.11 13.02± 0.08
χ2/NDF 6.46 0.98 0.92

Prob. 0.00 0.44 0.47
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As divergências entre as distribuições de probabilidade são mostradas na tabela

6.9 onde, mais uma vez, vemos que a correção neural tem sua distribuição de massa

menos divergente da distribuição esperada com D(NN |Truth) = 5.66× 102.

Tabela 6.9: Comparação da divergência JS para a distribuição de massa corrigida
com a correção neural por evento utilizando o momento transverso.

Bukin 1 Bukin 2 Bukin 3 TRUTH GSC NN

TRUTH 4.24× 10−3 2.55× 10−4 3.20× 10−4 0.0 6.18× 10−2 5.66× 10−2

GSC 7.13× 10−4 1.55× 10−4 1.19× 10−3 6.18× 10−2 0.0 2.64× 10−2

NN 6.12× 10−4 1.49× 10−4 6.44× 10−4 5.66× 10−2 2.64× 10−2 0.0

Efeito no Background

O efeito das correções de energia no background WZ é exibido na figura 6.13. Em-

bora a correção neural não apresente um pico na faixa de massa do Higgs, ela é a que

possui o maior deslocamento quando comparada com todas as outras distribuições.
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Figura 6.13: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por
evento utilizando o momento transverso e aplicadas na amostra de background WZ.

6.2.2 Correção Utilizando um Descritor dos Jatos

Aqui mostramos o resultado das correções por evento utilizando um descritor total

dos jatos presentes no evento de Higgs. O resultado do treinamento pode ser visto

na figura 6.14. A rede escolhida possui 22 neurônios na camada escondida, pois é a
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partir desta topologia que começa a saturação no valor do erro médio quadrático.

Além disto, para 22 neurônios possúımos a menor barra de incerteza.

Figura 6.14: MSE médio para cada topologia da rede neural por evento utilizando
um descritor de jatos.

A distribuição de massa para a correção neural por evento utilizando o descritor

dos jatos é mostrada na figura 6.15 e sua função de ajuste na figura 6.16 seguidos

de seus valores nas tabelas 6.10 e 6.11. Este resultado é o que mais difere das

outras correções mostradas até agora. Apesar da correção não acertar o MOP da

distribuição esperada, 117.50 GeV ao invés de 122.50 GeV, a escala da correção

@NN superestima a escala da distribuição @TRUTH em apenas 0.4% e sua resolução

diminui drasticamente, 11.87± 0.03 GeV @NN, sendo ainda menor que a resolução

da distribuição esperada pelo Modelo Padrão, 14.66± 0.03 GeV @TRUTH.

No que tange os resultados do ajuste da função Bukin podemos dizer que a rede

neural também diminui drasticamente a resolução porém seu impacto na escala da

distribuição não é tão forte quanto por exemplo o da correção por evento utilizando

apenas o momento transverso dos jatos (tabela 6.7).

Os resultados do cálculo da divergência são mostrados na tabela 6.12 onde po-

demos ver que a divergência entre a distribuição de massa invariante do bóson de

Higgs corrigido com a correção neural proposta nesta seção, utilizando um descri-

tor dos jatos presentes no evento, e a distribuição de massa esperada pela teoria

é de D(NN |Truth) = 2.20 × 10−2 enquanto a divergência da correção oficial da

colaboração é de D(GSC|Truth) = 6.18× 10−2, aproximadamente 2.8 vezes maior.
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Figura 6.15: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por
evento utilizando um descritor de jatos.
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Figura 6.16: Ajuste da função Bukin para a distribuição de mbb̄ para eventos cor-
rigidos com a rede neural (@NN). Correção por evento utilizando um descritor de
jatos.

Tabela 6.10: Estimativas para o histograma de massa invariante simulada e corrigida
pelo corretor neural por evento utilizando um descritor de jatos.

@TRUTH @GSC @NN

Mean [GeV] 116.01± 0.05 110.41± 0.06 116.53± 0.04
RMS [GeV] 14.66± 0.03 18.40± 0.04 11.87± 0.03

Skew 0.22 0.33 0.42
MOP [GeV] 122.50 117.50 117.50
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Tabela 6.11: Ajuste da função Bukin para diferentes intervalos de mbb̄. Correções
por evento utilizando um descritor de jatos.

[20− 200] GeV

@TRUTH @GSC @NN

Peak [GeV] 121.70± 0.04 116.39± 0.14 117.27± 0.04
Width [GeV] 5.96± 0.03 13.95± 0.07 8.30± 0.04
χ2/NDF 66.78 15.51 27.44

Prob. 0.00 0.00 0.00

[70− 150] GeV

@TRUTH @GSC @NN

Peak [GeV] 121.93± 0.04 115.47± 0.14 117.04± 0.07
Width [GeV] 5.53± 0.02 14.72± 0.08 8.44± 0.04
χ2/NDF 13.41 1.34 14.72

Prob. 0.00 0.20 0.00

[85− 145] GeV

@TRUTH @GSC @NN

Peak [GeV] 122.01± 0.05 115.33± 0.16 117.26± 0.05
Width [GeV] 5.43± 0.03 14.70± 0.11 8.61± 0.04
χ2/NDF 6.46 0.98 3.03

Prob. 0.00 0.44 0.01

Tabela 6.12: Comparação da divergência JS para a distribuição de massa corrigida
com a correção neural por evento utilizando um descritor de jatos.

Bukin 1 Bukin 2 Bukin 3 TRUTH GSC NN

TRUTH 4.24× 10−3 2.55× 10−4 3.20× 10−4 0.0 6.18× 10−2 2.20× 10−2

GSC 7.13× 10−4 1.55× 10−4 1.19× 10−3 6.18× 10−2 0.0 4.80× 10−2

NN 1.48× 10−4 2.15× 10−4 8.85× 10−5 2.20× 10−2 4.80× 10−2 0.0
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Efeito no Background

A figura 6.17 mostra o efeito da correção, descrita acima, no background WZ. Onde

pode ser visto que a rede neural produz eventos de Higgs na amostra de background,

comportamento apresentado pelo enorme pico da distribuição @NN na região de

massa prevista pelo Modelo Padrão para o sinal do bóson de Higgs.

Este efeito pode ser explicado pela amostra de treinamento da rede neural. Em

um treinamento de correção por evento mostramos apenas eventos de Higgs para

a rede neural, de tal modo que os eventos de background que sejam semelhantes

ao Higgs, em termos das caracteŕısticas que apresentam originalmente no espaço

de dimensão elevada, são mapeados similarmente no pico do Higgs. Contudo para

todos os efeitos esta correção por evento, utilizando um descritor dos jatos presentes

no evento, não deve ser utilizada por conta de seu comportamento na amostra de

background.
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Figura 6.17: Distribuições de mbb̄, simulada e corrigida pelo corretor neural por
evento utilizando um descritor de jatos e aplicadas na amostra de background WZ.
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6.3 Boosting das Correções Neurais

Nesta seção serão mostrados os resultados do algoritmo de ensemble discutido na

seção 5.9. Esta técnica foi aplicada nas correções que utilizaram o descritor com

as caracteŕısticas internas dos jatos de cada evento. Assim a primeira iteração

do boosting é feita com a rede neural vencedora, por jato e por evento, mostrada

anteriormente. A partir dáı o algoritmo AdaBoost.MRT faz a re-amostragem dos

eventos que se encontraram acima do limiar escolhido e treina uma nova rede neural

com essas amostras a cada iteração.

A figura 6.18 mostra o efeito de cada iteração do algoritmo AdaBoost.MRT para

a rede por evento. É visto que conforme as iterações avançam os valores da média vão

se afastando do valor esperado. Por exemplo, na última iteração o valor de média é

118.97± 0.05 GeV enquanto a rede original por evento @NN possui média 116.53±
0.04 GeV estando mais próxima do valor esperado 116.01 ± 0.05. Por outro lado,

além de acertar o valor do MOP, os valores de RMS vão se tornando mais plauśıveis,

no sentido de não estarem tão abaixo do RMS esperado pela distribuição @TRUTH,

assim sabemos que a correção neural não supera a distribuição verdadeira.
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Figura 6.18: Efeito na massa invariante do Higgs para cada iteração do boosting na
correção por evento.

Contudo, ainda é necessário checar o efeito do algoritmo de boosting na amostra

de background, isto é mostrado na figura 6.19 onde é posśıvel ver que o problema

de criar eventos na faixa de massa do bóson de Higgs ainda persiste em todas as

iterações testadas.

O algoritmo AdaBoost.MRT também foi testado nas correções por jato como é

visto na figura 6.20. Pode-se ver que para este caso o algoritmo não teve um efeito
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Figura 6.19: Efeito na massa invariante dos jatos b na amostra de background (WZ)
para cada iteração do boosting na correção por evento.

significativo na distribuição de massa em todas as iterações em que foi executado.

Inclusive possui um efeito negativo no valor da média, se afastando mais do valor

da média esperada pela distribuição @TRUTH.
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Figura 6.20: Efeito na massa invariante do Higgs para cada iteração do boosting na
correção por jato.

O efeito do algoritmo no background é mostrado na figura 6.21, onde é visto que

o algoritmo de boosting não causa nenhum efeito na distribuição de massa do back-

ground. A distribuição permanece praticamente a mesma desde a primeira iteração.
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Figura 6.21: Efeito na massa invariante dos jatos b na amostra de background (WZ)
para cada iteração do boosting na correção por jato.

6.4 Comparação dos Modelos Neurais Propostos

Esta seção compara os modelos neurais propostos neste trabalho com as outras

correções espećıficas para jatos b também estudadas pela Colaboração ATLAS e

discutidas em detalhe nas seções 4.4.6 e 4.4.7. A figura 6.22 apresenta um diagrama

com todas as correções de energia testadas pela colaboração ATLAS, inclusive as

correções espećıficas para jatos b.

Figura 6.22: Diagrama com as correções sequenciais testadas pela colaboração
ATLAS.

Vimos que as correções por evento não possuem um resultado vantajoso, uma

vez que a correção que utiliza apenas o momento transverso dos jatos, apesar de

apresentar os parâmetros da função Bukin mais próximos dos valores da distribuição

@TRUTH, não exclui o modelo Bukin pelo seu teste de χ2 como ocorre com a

distribuição esperada (tabela 6.8). Além disso, a correção por evento que utiliza um

descritor completo de cada jato no evento possui o maior efeito no background como

exibido na figura 6.17.
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Nas correções por jato foi mostrado que é sempre mais vantajoso separar os jatos

que possuem múons dos que não possuem, fazendo assim uma rede neural para cada

caso. Ainda que ambas correções por jato não apresentem um comportamento ina-

dequado no background, a correção utilizando um descritor mais completo dos jatos

possui uma performance um pouco melhor do que a correção que utiliza somente o

momento transverso como sinal de entrada. Esta melhora pode ser vista tanto nos

parâmetros de seus histogramas, tabelas 6.1 e 6.4, quando nos valores de divergência

em comparação com a distribuição @TRUTH, D(NN Muons|Truth) = 5.64×10−2

para a correção com o momento transverso e D(NN Muons|Truth) = 5.43× 10−2

para a correção com o descritor dos jatos.

Dito isto, o modelo neural mais indicado para uma posśıvel correção dos jatos

b é a correção por jato utilizando um descritor completo de cada jato e separando

em duas correções, uma para os jatos com múon e outras para os jatos sem múon,

pois além de levar em consideração o múon dentro do cone do jato também corrige

a energia do neutrino que escapa à detecção. A figura 6.23 mostra a comparação da

correção neural vencedora com as outras correções da colaboração ATLAS, inclusive

as correções espećıficas para jatos b. Os valores para os parâmetros dos histogramas

são vistos na tabela 6.13.
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Figura 6.23: Distribuições de massa reconstrúıda com cada uma das correções para
o sinal do decaimento H → bb̄.

Vemos que a correção neural ainda possui o melhor parâmetro de escala quando

comparada com a melhor correção para jatos b, a correção @Pt (seção 4.4.7). O

corretor neural superestima a média da distribuição @TRUTH em 1.3% enquanto

a correção @Pt superestima a média em 2.5%. Ambas as correções corrigem o pico

da distribuição e suas resoluções, RMS, estão dentro dos intervalos de incerteza.
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Tabela 6.13: Estimativas para o histograma de massa invariante gerada, reconstrúıda
e corrigida com a correção neural.

@TRUTH @GSC @Mu @Pt @NN (Muons/noMuons)

Mean [GeV] 116.01± 0.05 110.41± 0.06 112.46± 0.06 118.89± 0.06 117.35± 0.06

RMS [GeV] 14.66± 0.03 18.40± 0.04 17.53± 0.04 17.71± 0.04 17.63± 0.04

Skew 0.22 0.33 0.39 0.33 0.29

MOP [GeV] 122.50 117.50 117.50 122.50 122.50

A figura 6.24 mostra os ajustes da função Bukin para as correções @Mu e @Pt.

Os valores dos parâmetros se encontram na tabela 6.14. Para facilitar a comparação,

junto com a escala @TRUTH só serão mostrados os valores das correções espećıficas

para jatos b. É fácil ver que a correção neural supera a correção Muon-in-Jet em

todos os intervalos de ajuste estudados. Para o intervalo que abrange toda a faixa

dinâmica da massa do Higgs, 20 − 200 GeV, a correção neural também se mostra

superior que a correção @Pt proposta e discutida na seção 4.4.7. Para o intervalo

70−150 GeV as correções @Pt e @NN (Muons/noMuons) possuem seus parâmetros

de resolução iguais, dentro da faixa de incerteza, já a escala da correção @NN

(Muons/noMuons) subestima a escala esperada em 1% enquando a correção @Pt

está distante da escala esperada em apenas 0.2%. Para o último intervalo de ajuste,

85−145 GeV, A correção @Pt possui seus parâmetros de escala e resolução melhores

que a correção neural, porém a correção neural se afasta mais da distribuição Bukin

como visto pelo teste de χ2, Prob = 0.09, e esperado pelo ajuste da distribuição

@TRUTH.

Também foi calculada a divergência de Jensen-Shannon para as correções es-

pećıficas de jatos b, seus valores são exibidos na tabela 6.15 onde vemos que a

correção menos divergente, em relação à distribuição esperada de massa, é a Muon-

in-Jet com D(Mu|Truth) = 5.00 × 10−2. Apesar da correção @Mu não ter bons

parâmetros de escala e resolução, tanto nos estimadores de média e RMS quanto

nos parâmetros do ajuste da função Bukin, ela possui a distribuição de massa que

mais se assemelha da distribuição de massa para o ńıvel @TRUTH segundo a di-

vergência de Jensen-Shannon. Próximo deste resultado temos a correção neural com

D(NN Mu|Truth) = 5.43 × 10−2. Para saber se a diferença entre estes valores é

significativa, uma calibração dos valores de divergência para a distribuição mbb̄ se

faz necessária.
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Figura 6.24: Ajuste da função Bukin para a distribuição de massa invariante do
bóson de Higgs para os estágios de correção @Mu e @Pt.
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Tabela 6.14: Ajuste da função Bukin para as correções @Mu, @Pt, @NN (Mu-
ons/noMuons) e seu ajuste para a distribuição verdadeira @TRUTH.

[20− 200] GeV

@TRUTH @Mu @Pt @NN (Muons/noMuons)

Peak [GeV] 121.70± 0.04 116.45± 0.15 122.75± 0.11 121.00± 0.11
Width [GeV] 5.96± 0.03 13.95± 0.07 12.45± 0.06 12.44± 0.06
χ2/NDF 66.78 21.28 18.31 16.57
Prob. 0.00 0.00 0.00 0.00

[70− 150] GeV

@TRUTH @Mu @Pt @NN (Muons/noMuons)

Peak [GeV] 121.93± 0.04 116.45± 0.15 122.21± 0.12 120.70± 0.13
Width [GeV] 5.53± 0.02 13.37± 0.07 13.08± 0.07 13.07± 0.07
χ2/NDF 13.41 1.32 1.86 2.71
Prob. 0.00 0.21 0.05 0.00

[85− 145] GeV

@TRUTH @Mu @Pt @NN (Muons/noMuons)

Peak [GeV] 122.01± 0.05 116.07± 0.14 122.34± 0.13 120.60± 0.14
Width [GeV] 5.43± 0.03 13.43± 0.09 13.03± 0.08 13.15± 0.08
χ2/NDF 6.46 0.58 0.95 1.78
Prob. 0.00 0.74 0.46 0.09
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Caṕıtulo 7

Conclusões e Trabalhos Futuros

Apesar da não-compensação do caloŕımetro do detector ATLAS, é posśıvel minimi-

zar a diferença de energia entre o valor medido e seu valor real aplicando algoritmos

de calibração. Esta dissertação testou diferentes modelos de correção, todos eles

baseados em redes neurais artificiais.

Nas correções por jato foi visto que a rede neural que separa os jatos com múons

e sem múons dentro do seu interior e utiliza um descritor dos jatos b, com suas

caracteŕısticas internas e topológicas, possui uma performance melhor que a correção

Global Sequential Calibration aprovada e utilizada pela colaboração do experimento.

Esta correção neural foi melhor tanto na análise estat́ıstica quanto na análise de

divergência entre suas distribuições de probabilidade.

As correções por evento não se mostraram favoráveis devido ao seu efeito em um

dos backgrounds do H → bb̄. Principalmente a correção por evento que utiliza o

descritor de cada jato do evento, esta correção neural produz eventos de Higgs na

distribuição de massa do background, caracterizando assim o que é chamado de over

correction.

O boosting das redes neurais não obteve benef́ıcio quando foi aplicado nas

correções por jato, pois a distribuição de massa invariante não apresenta mudança

significativa em cada re-amostragem do algoritmo. Por outro lado, quando aplicado

nas correções por evento possui o melhor valor de resolução de todas as correções

testadas, porém o problema do background permanece.

Contudo podemos concluir que, quando utilizamos informações presentes no

processo f́ısico estudado, a utilização de redes neurais se mostrou eficiente para

a correção na estimativa de energia dos eventos do bóson de Higgs decaindo em dois

jatos b.
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7.1 Trabalhos Futuros

Uma vez que este trabalho utilizou os histogramas de massa, normalizados, para

o cálculo das divergências, é posśıvel apontar como um dos trabalhos futuros a

utilização de métodos de kernel para a estimação das funções densidade de pro-

babilidade de forma a melhorar o refinamento no cálculo das divergências entre as

distribuições.

Além disso também é posśıvel utilizar a divergência entre a distribuição de massa

reconstrúıda e a distribuição esperada pelo Modelo Padrão como critério de treina-

mento da rede neural. Para isso é necessário um algoritmo de treinamento que não

aplique derivadas como suas funções de atualização. Um método de atualização de

pesos por enxames de part́ıculas possui essa caracteŕıstica. As divergências também

podem ser incorporadas como critério para a re-amostragem do algoritmo de boos-

ting.

Para tentar contornar o problema da produção de eventos de sinal no background

nas correções por evento é posśıvel criar uma nova amostra de treinamento. Ao

invés de treinar a rede neural somente com os eventos de sinal do Higgs, podemos

adicionar à amostra de treinamento eventos de background, de forma que a rede

neural consiga diferenciar estes eventos através de suas caracteŕısticas no espaço de

dimensão elevada.

Como trabalhos futuros também apontamos a utilização de outras técnicas de

aprendizado de máquina para a estimação de correções de energia, como Boosted

Decision Trees e métodos de Deep Learning.
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port”, 1997. Dispońıvel em: <https://cds.cern.ch/record/338080>.

[33] PANDURO VAZQUEZ, J. G. “Atlas Data Acquisition: from Run I to Run II”,
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