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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários

para a obtenção do grau de Doutor em Ciências (D.Sc.)

ANÁLISE DE DISTÚRBIOS ELÉTRICOS EM SISTEMAS DE POTÊNCIA

Danton Diego Ferreira

Dezembro/2010

Orientadores: José Manoel de Seixas

Augusto Santiago Cerqueira

Programa: Engenharia Elétrica

Nesta tese, técnicas de processamento de sinais e inteligência computacional

foram aplicadas à análise, detecção e classificação dos distúrbios elétricos. A técnica

de curvas principais (CP) foi utilizada para análise dos distúrbios. Como resultado,

foi possível avaliar a complexidade de cada classe de distúrbios, em que parâmetros

importantes à detecção e classificação foram revelados. Na detecção, estes parâme-

tros foram explorados em comparação com parâmetros comumente utilizados como

o valor rms. Como resultados, desempenhos superiores a 98 %, para dados de simu-

lação e experimentais, com janelas de até 1/16 ciclo do sinal foram alcançados, com

reduzido processamento. Para classificação, as CP e estatísticas de ordem superior

(EOS) foram utilizadas como pré-processamento. O classificador baseado em EOS

alcançou maior desempenho, porém o sistema baseado em CP requer menor proces-

samento. Em geral, eficiências globais acima de 99 % foram obtidas. No que tange a

classificação de múltiplos distúrbios, um sistema baseado em um banco de filtros foi

proposto. Uma eficiência global superior a 99 % foi alcançada. A técnica de análise

de componentes independentes foi também aplicada aos múltiplos distúrbios, com

o propósito de estimar os distúrbios isolados, para fins de classificação e análises.

Testes em sinais simulados e experimentais mostraram que o método é bastante

promissor e passível de aplicações em tempo real.
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Doctor of Science (D.Sc.)

ELECTRICAL DISTURBANCE ANALYSIS IN POWER SYSTEMS

Danton Diego Ferreira

December/2010

Advisors: José Manoel de Seixas

Augusto Santiago Cerqueira

Department: Electrical Engineering

In this work, electrical disturbance analysis, detection and classification sys-

tems were proposed. Signal processing and computational intelligence techniques

were used. The principal curves (PC) technique was applied for disturbance anal-

ysis in order to investigate the complexity of different disturbance classes. As a

result, important features were revealed and fed a set of neural networks to detect

disturbances. A simple system based on the rms value was also designed for com-

parison. The PC-based system outperforms the rms-based one. The systems were

tested with both simulated and experimental data, where efficiencies exceeding 98

% were achieved with fast processing. Isolated disturbances classification systems

based on higher order statistics (HOS) and PC were also proposed. The HOS-based

system outperformed the PC-based one. On the other hand, the HOS-based system

requires more computational cost. Global efficiencies exceeding 99 % were achieved.

A multiple disturbance classification system based on a filter bank was designed.

Seven isolated disturbances and twelve multiple disturbances were considered. A

global efficiency of about 99 % was achieved. The independent component analy-

sis (ICA) technique was also applied to the multiple disturbances. The goal was

to estimate the isolated disturbances from the multiple ones for classification pur-

poses. Simulated and experimental results shown that the ICA-based method is

very promising and suitable for real-time applications.
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Capítulo 1

Introdução

O termo “qualidade de energia elétrica” (QEE), em geral, compreende a qua-

lidade das formas de onda da tensão e corrente elétricas em um sistema elétrico

[3]. Nas últimas duas décadas este termo tem recebido bastante atenção de

pesquisadores. Alguns dos principais fatores que fazem da QEE um tema de grande

interesse são:

• O crescente uso de equipamentos computadorizados e sensíveis às perturbações

do sistema elétrico;

• A exigência, por parte dos consumidores, de uma energia de melhor qualidade;

• O aumento do número de cargas de natureza não-linear (sistemas microproces-

sados, fontes chaveadas, etc) em instalações elétricas residenciais, comerciais

e industriais, o que provoca o aumento significativo da ocorrência de deformi-

dades (distúrbios) nas formas de onda da tensão e corrente nos seus sistemas

de distribuição;

• A regulamentação do setor elétrico, no que diz respeito à QEE, em fase de

implantação.

O aparecimento de deformidades nas formas de onda da tensão e corrente ca-

racteriza a falta de qualidade da energia elétrica. Estas deformidades são definidas

pelo IEC (International Electrotechnical Comission, IEC-91) como fenômenos eletro-

magnéticos ou simplesmente distúrbios, dentre os quais destacam-se os harmônicos,

interharmônicos, flutuações de tensão, afundamentos, transitórios, entre outros. Al-

gumas modificações e complementações na classificação do IEC foram realizadas
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pela norma IEEE (IEEE-95), com a inclusão da categoria de ruído, de elevação

de tensão e a definição da categoria de distorção de forma de onda da corrente

alternada, que inclui as distorções harmônicas, interharmônicas e de componente

contínua. Estes distúrbios estão relacionados com diferentes eventos nos sistemas de

potência. Alguns são gerados pela operação normal dos sistemas, tais como chavea-

mento de banco de capacitores e entrada e saída de grandes cargas lineares ou não,

enquanto outros estão relacionados com eventos não operacionais do sistema, como

as descargas atmosféricas e as faltas na rede elétrica.

1.1 Motivação

Os distúrbios elétricos, causadores de baixa qualidade de energia elétrica, in-

dependente da sua causa, podem gerar perdas consideráveis aos consumidores de

energia, sendo as indústrias as mais afetadas, uma vez que tais distúrbios podem

causar o funcionamento incorreto ou até mesmo a queima dos equipamentos conec-

tados à rede elétrica e, consequentemente, interromper um processo de produção.

Com isso, desperta-se uma preocupação por parte das concessionárias de energia

elétrica em garantir a qualidade do produto e, por outro lado, desperta-se também

o interesse dos usuários de energia em monitorar a qualidade da energia elétrica

recebida. Este interesse de ambas as partes tem motivado o desenvolvimento de

sistemas de monitoramento da qualidade de energia elétrica, o que constitui-se no

objetivo geral desta tese.

Os distúrbios de QEE podem ter duração de 50ns, em transitórios impulsivos,

até vários minutos, em afundamentos. Dessa forma, quando tais eventos são mon-

itorados por oscilógrafos, geram arquivos de dados de grande extensão que, além

de serem de difícil armazenamento, trazem muitas vezes informações desnecessárias

para a avaliação da QEE. Este ponto motiva o desenvolvimento de técnicas de

compactação de sinais e de detecção de distúrbios, em que o objetivo principal é

armazenar apenas as informações relevantes dos distúrbios, isto é, aquelas que os

caracterizam bem e, possivelmente, contribuem para a identificação das possíveis

causas.

Para desenvolver as aplicações de QEE, as atividades de pesquisa têm sido
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focadas em:

• caracterizar de forma simples, rápida e eficiente as variações da tensão e cor-

rente que podem afetar equipamentos sensíveis;

• processar as variações da tensão e corrente para entender como os equipamen-

tos eletrônicos podem ser uma fonte de distorção da forma de onda (transitórios

e harmônicos);

• monitorar de forma online o sistema elétrico classificando o distúrbio com

precisão e possibilitando a identificação da fonte geradora do mesmo;

• desenvolver equipamentos de monitoramento da QEE que não apenas cap-

turem os distúrbios, mas também processem os mesmos de forma a classificá-

los;

• processar as formas de onda da tensão e corrente correlacionando-as com pro-

blemas em equipamentos ou sistemas (tais como cabos, emendas, e contato

com árvores);

• processar as formas de onda da tensão e corrente com o objetivo de localizar

a fonte causadora do distúrbio.

Dentre as principais atividades a serem realizadas em um monitoramento da

QEE, usando a completa caracterização de um problema de qualidade de energia

em um sistema de potência, destacam-se: 1) detecção, segmentação e classificação

de distúrbios; 2) compressão de dados; 3) estimação e extração de parâmetros; 4)

localização e identificação das fontes geradoras de distúrbios.

A correta caracterização dos distúrbios requer um entendimento de suas

definições básicas e do seu possível impacto nos equipamentos conectados à rede

elétrica. Para tal, monitores de QEE são frequentemente utilizados para medir e

caracterizar os distúrbios. Algumas limitações destes equipamentos, tais como ca-

pacidade de processamento e armazenamento, têm motivado o desenvolvimento de

técnicas de processamento de sinais e inteligência computacional rápidas e eficientes

para a caracterização eficiente das variações no sinal de tensão e corrente que podem

afetar os equipamentos eletrônicos.
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Neste contexto, o principal interesse dos pesquisadores é desenvolver técnicas

capazes de detectar e identificar (classificar) tais distúrbios, correlacionando-os com

as possíveis causas, de forma a diagnosticar o problema em tempo mínimo.

Entretanto, os distúrbios elétricos podem aparecer de forma isolada, ou seja,

apenas um distúrbio em um dado trecho do sinal, ou de forma múltipla, que caracte-

riza os múltiplos distúrbios, em que mais de um distúrbio aparece simultaneamente

ou em sequência no mesmo trecho do sinal. Os distúrbios isolados são melhor carac-

terizados e, portanto, mais fáceis de serem classificados. Por outro lado, os múltiplos

distúrbios geram formas de ondas difíceis de serem identificadas, até mesmo na pre-

sença de um especialista. Porém, a maioria das técnicas desenvolvidas, até o pre-

sente momento, concentram-se na classificação de distúrbios isolados e, o uso das

mesmas gera resultados contraditórios e não representativos quando aplicadas aos

múltiplos distúrbios. Consequentemente, o uso de uma solução para a identificação

da fonte geradora do distúrbio, se torna bastante comprometido. Desta forma, o de-

senvolvimento de técnicas que abordem os múltiplos distúrbios torna-se necessário

e constitui-se em um dos principais objetivos desta tese.

O foco desta tese, portanto, está no desenvolvimento e o aperfeiçoamento de

técnicas de inteligência computacional e processamento de sinais para o monitora-

mento da QEE, com destaque para a detecção e classificação dos distúrbios elétricos.

1.2 O que foi feito

No contexto de monitoramento da QEE, técnicas para análise, detecção e

classificação de distúrbios elétricos foram propostas.

A análise dos distúrbios foi realizada no espaço dimensional das Curvas Prin-

cipais (CP). Para isso, a curva principal de cada classe foi extraída e, baseando-se no

comprimento de cada curva e no número de segmentos da mesma, foi possível identi-

ficar as classes de distúrbios mais homogêneas e as mais heterogêneas. A partir das

distâncias entre as curvas e das características de cada curva, pode-se inferir sobre a

complexidade do processo de classificação dos distúrbios pertencentes a cada classe.

Com esta análise foi possível também revelar parâmetros relevantes à detecção e

classificação dos distúrbios.

4



Com relação à detecção, procurou-se desenvolver sistemas com reduzida com-

plexidade computacional na fase de operação e alto desempenho. Para isso, reduzi-

das janelas de aquisição do sinal de tensão foram utilizadas para projetar e testar

os sistemas de detecção propostos. A partir de distúrbios simulados, dois sistemas

baseados em redes neurais foram desenvolvidos, um utilizando a técnica de curvas

principais, e outro utilizando o valor eficaz (RMS-Roots Mean Square) e valores

de pico do sinal, na etapa de extração de parâmetros. Como detector, utilizou-se

uma rede neural artificial do tipo perceptron multi-camadas. Os desempenhos dos

sistemas foram comparados para os diferentes tamanhos de janelas. Por fim, um

estudo de complexidade computacional dos métodos, com vistas a futuras imple-

mentações em DSP (Digital Signal Processor), foi realizado.

Com relação à classificação, procurou-se desenvolver, primeiramente, sis-

temas de classificação de distúrbios isolados, objetivando traçar caminhos para ex-

plorar os múltiplos distúrbios. Neste sentido, os parâmetros baseados em curvas

principais, anteriormente aplicados à análise e detecção de distúrbios, mostraram-se

bastante discriminantes e, portanto, foram também utilizados para o desenvolvi-

mento de sistemas de classificação, em que duas abordagens foram consideradas:

(i) as curvas principais foram utilizadas apenas como extratoras de parâmetros;

(ii) as curvas principais foram utilizadas como ferramentas de classificação. Al-

gumas análises acerca da aplicação do método baseado em curvas principais em

múltiplos distúrbios foram também realizadas. Um sistema de monitoramento

trifásico, baseado em curvas principais, foi proposto, em que foi possível identi-

ficar os tipos de desbalanceamentos, assim como a fase em que ocorreram com alto

desempenho.

Ainda explorando a classificação de distúrbios isolados, informações basea-

das em Estatísticas de Ordem Superior, extraídas do sinal de tensão, foram também

utilizadas como parâmetros na classificação dos distúrbios. Um estudo preliminar

foi realizado. O discriminante linear de Fisher foi utilizado para selecionar os parâ-

metros com maior capacidade de caracterização. A partir destes parâmetros, uma

rede neural artificial foi projetada para realizar a classificação.

Em seguida, metodologias para a análise e classificação de múltiplos distúr-

bios foram discutidas, focando-se em técnicas de desacoplamento de múltiplos dis-
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túrbios. Um sistema bastante compacto, em que um banco de filtros é utilizado para

desacoplar os múltiplos distúrbios, foi desenvolvido. Dezenove classes de distúrbios

foram abordadas, das quais, sete de distúrbios isolados, oito com ocorrências de dois

distúrbios simultâneos, e quatro com ocorrências de três distúrbios simultâneos.

Abordando ainda o problema de múltiplos distúrbios, a técnica análise de

componentes independentes foi proposta como ferramenta para estimar os distúr-

bios presentes na janela de eventos com múltiplos distúrbios. A idéia principal foi

decompor o sinal corrompido por distúrbios simultâneos em componentes indepen-

dentes, que são, teoricamente, estimativas dos distúrbios isolados. Primeiramente,

testou-se a adequação do modelo ICA ao problema de QEE, mostrando que as es-

timativas dos distúrbios, dadas pelo modelo ICA proposto, são qualitativamente e

quantitativamente válidas, do ponto de vista de classificação. Diferentes algoritmos

que implementam a ICA foram testados. Verificou-se também a influência dos ruí-

dos de fundo no modelo e qual a sensibilidade do sistema quando reduzidas janelas

do sinal são adquiridas.

1.3 Organização do Documento

Este documento está organizado da seguinte maneira: o Capítulo 2 define

o termo “Qualidade de Energia Elétrica”, os principais distúrbios de QEE, assim

como suas características e os fatores desencadeadores de cada um deles. É realizado

também um estudo acerca das principais e mais recentes técnicas de classificação

e detecção de distúrbios elétricos encontradas na literatura, em que as vantagens e

desvantagens destas são brevemente discutidas.

O Capítulo 3 apresenta a formulação dos distúrbios elétricos e a metodologia

utilizada para a geração dos resultados do trabalho.

O Capítulo 4 introduz a técnica conhecida por curvas principais e sua apli-

cação para a análise de distúrbios elétricos. Tais análises inferem sobre a comple-

xidade da classificação de cada classe de distúrbio, assim como a disposição dos

distúrbios no espaço das curvas principais, dando uma ideia da homogeneidade e

heterogeneidade das classes. Parâmetros importantes para a detecção e classificação

são aqui revelados.
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No Capítulo 5, os parâmetros obtidos pelas curvas principais alimentam uma

rede neural artificial que realiza a detecção de distúrbios elétricos. Diferentes com-

primentos da janela de aquisição do sinal de tensão são analisados, com aplicações

em ambos dados simulados e experimentais. Em seguida, um sistema mais simples,

que utiliza apenas o valor eficaz do sinal e valores de pico como parâmetros, é tam-

bém proposto. Os resultados são comparados. Por fim, uma análise de complexidade

computacional com vistas a futuras implementações é realizada.

O Capítulo 6 aborda a classificação de distúrbios isolados. Dois métodos

de classificação baseados em curvas principais são propostos. São também realiza-

dos testes utilizando-se dados experimentais corrompidos por múltiplos distúrbios,

mostrando a possibilidade de se realizar a classificação destes via curvas principais.

Ainda utilizando-se curvas principais, é proposto um sistema de monitoramento

trifásico, em que os tipos de desbalanceamentos são classificados e identificados com

alto desempenho. Desenvolveu-se também um sistema de classificação baseado em

parâmetros de estatísticas de ordem superior, mostrando a boa capacidade dos pa-

râmetros extraídos para discriminação das classes de distúrbios.

No Capítulo 7, os múltiplos distúrbios são abordados. O capítulo inicia-se

com uma discussão sobre as diferentes formas de classificar os múltiplos distúrbios.

Um sistema de classificação de múltiplos distúrbios foi proposto. Este sistema tem

como inovação a utilização de um banco de filtros que faz o desacoplamento dos

múltiplos distúrbios. Aplicações em dados experimentais são também apresentadas.

No Capítulo 8, um método baseado na Análise de Componentes Indepen-

dentes é proposto para estimação dos distúrbios isolados presentes no múltiplo

distúrbio em análise. Neste capítulo, o método proposto para análise é também

utilizado como pré-processamento para um sistema de classificação, onde os classi-

ficadores foram projetos para distúrbios isolados.

Por fim, no Capítulo 9, as conclusões gerais deste trabalho são apresentadas.

Conjuntamente, as perspectivas de continuidade são apontadas, mostrando os pos-

síveis caminhos a serem seguidos como continuidade deste trabalho.
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Capítulo 2

Qualidade de Energia Elétrica

Neste capítulo, será realizada uma revisão sobre o estado da arte de sistemas

de monitoramento da QEE, definindo o termo QEE e os principais distúrbios.

2.1 Definição

Antes do estudo sobre o estado da arte do monitoramento da QEE, é impor-

tante conceituar o termo QEE (power quality - PQ), que não possui uma definição

única. O Instituto de Engenheiros Eletricistas e Eletrônicos (IEEE - Institute of Elec-

trical and Electronics Engineers) define QEE como “O conceito de fornecer e estabe-

lecer a alimentação de um equipamento elétrico sensível de forma adequada ao seu

funcionamento” [1]. Já a norma internacional IEC (International Electrotechnical

Commision) define o termo como “Características da eletricidade em um dado ponto

do sistema elétrico, em relação a um conjunto de parâmetros técnicos de referên-

cia” [4]. Note que a definição dada pelo IEEE dá mais importância à operação

do equipamento, não dando muita importância a determinados distúrbios que não

afetam a operação do equipamento, já a definição dada pelo IEC se preocupa com

os parâmetros de referência do sistema, não importando o tipo de equipamento a

ele conectado. Conforme [5], o termo QEE, em seu sentido amplo, deve ser inter-

pretado como qualidade do serviço efetuado pelas concessionárias, englobando três

aspectos: confiabilidade, qualidade da energia oferecida e provisão de informação.

Uma definição alternativa, em que as diferenças entre qualidade do produto e qua-

lidade de serviço relacionadas à QEE são bem apresentadas, encontra-se no Módulo
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8-Qualidade de Energia Elétrica do PRODIST [6]. No entanto, uma definição mais

abrangente do termo QEE é encontrada em [7], o qual define: “Qualidade de Ener-

gia Elétrica é a combinação entre a qualidade da tensão e a qualidade da corrente.

Uma tensão ideal é uma tensão senoidal com amplitude e freqüência constantes,

onde ambos apresentam valores nominais”. Esta é uma definição mais relacionada

às aplicações de processamento de sinais e está diretamente relacionada à habili-

dade do sistema elétrico de operar cargas sem danificá-las e à habilidade de cargas

operarem no sistema sem perturbar ou reduzir a eficiência do sistema elétrico.

2.2 Distúrbios em QEE

De acordo com a norma do IEEE [1] e o PRODIST [6], os diversos tipos de

distúrbios em QEE se enquadram em 7 diferentes categorias: transitórios, variações

de curta duração, variações de longa duração, desquilíbrios de tensão, distorções na

forma de onda, flutuações de tensão e variações da frequência do sistema. A Tabela

2.1 mostra um resumo, baseado na norma do IEEE [1], das principais características

dos principais distúrbios elétricos.

Em [8], os distúrbios são divididos em duas categorias, que requerem diferen-

tes tipos de processamento: variações e eventos de QEE. As variações de QEE são

pequenos desvios da tensão nominal, tais como: variações de tensão, variações de

frequência, desbalanceamentos trifásicos, presença de harmônicos e inter-harmônicos

e flutuações de tensão. As definições básicas das variações de QEE estão bem docu-

mentadas e padronizadas em [9]. Já os eventos de QEE correspondem aos desvios

maiores no sinal de tensão, tais como: interrupções, afundamentos de tensão, tran-

sitórios oscilatórios e transitórios impulsivos.

A seguir será apresentada uma breve descrição de alguns distúrbios.

2.2.1 Transitórios

O termo transitório é empregado para caracterizar a ocorrência de um evento

de curta duração no sistema elétrico. Fenômenos transitórios ocorrem no sistema

em função de diversas condições. Muitos transitórios são decorrentes de variações

instantâneas na corrente, as quais interagem com a impedância do sistema, resul-
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Tabela 2.1: Características de alguns distúrbios de qualidade de energia [1].
Categoria Conteúdo espectral Duração típica Amplitude típica

Transitórios
Transitórios Tempo de subida < 1 ms
Impulsivos entre 5 ns e 1 ms
Transitórios Até 5 MHz 5 µs - 50 ms 0 - 8 pu
Oscilatórios

Variações de Curta duração
Sag (afundamento) 0,5 ciclo - 1 min. 0,1 - 0,9 pu
Swell (sobre-tensão) 0,5 ciclo - 1 min. 1,1 - 1,8 pu

Interrupção < 1 min. < 0,1 pu
Variações de longa Duração

Sub-tensão > 1 min. 0,8-0,9 pu
Sobre-tensão > 1 min. 1,1-1,8 pu

Interrupção sustentada > 1 min. 0,0 pu
Distorções da forma de onda

Dc offset Regime permanente 0-0,1%
Harmônicos 0-100o harmônico Regime permanente 0-20%

Inter harmônicos 0-6 KHz Regime permanente 0-2%
Notching Regime permanente
Ruído Toda banda Regime permanente 0-1%

Outros distúrbios
Desbalanceamento Regime permanente 0,5-2%

de tensão
Flutuação de < 25 Hz Intermitente 0,1-7%
tensão (flicker)
Variações na < 10 s
freqüência

fundamental
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tando em elevadas tensões instantâneas. Transitórios podem também ser consequên-

cia de cargas com operação intermitente, chaveamento de bancos de capacitores, fal-

tas fase-terra, operação de dispositivos de semicondutores e falhas em condutores.

Descargas atmosféricas são um caso especial de transitórios devido aos níveis ex-

tremamente altos de energia e intervalo de tempo bastante reduzido [1]. Os tipos

de transitórios são: impulsivos e oscilatórios.

Transitórios Impulsivos

Os transitórios impulsivos são causados por descargas atmosféricas e, geral-

mente, são caracterizados pelo tempo de subida e de descida do impulso. Sua

definição pode ser dada por uma alteração repentina nas condições de regime perma-

nente da tensão, corrente ou ambas, caracterizando-se por apresentar impulsos uni-

direcionais em polaridade (positivo ou negativo) e com freqüência bastante diferente

daquela da rede elétrica.

A Figura 2.1 mostra dois exemplos típicos de transitórios impulsivos gerados

sinteticamente.

Figura 2.1: Exemplos de transitórios impulsivos.

Transitórios Oscilatórios

Conforme [1], os transitórios oscilatórios consistem em uma rápida variação

nos valores e na polaridade da tensão e corrente. São decorrentes de energização

de linhas, corte de carga indutiva, eliminação de faltas, chaveamento de bancos de
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capacitores e transformadores. A Figura 2.2 ilustra dois transitórios oscilatórios

gerados sinteticamente.

Figura 2.2: Exemplos de transitórios oscilatórios na forma de onda da tensão.

2.2.2 Variações de tensão de curta duração

As variações de tensão de curta duração são caracterizadas pela elevação

(swell), ou redução (sag) da amplitude da tensão no sistema durante um curto in-

tervalo de tempo. A redução da amplitude da tensão a valores inferiores a 0,1 p.u.

caracteriza uma interrupção momentânea do sistema. Os limites de tempo de ocor-

rência e intervalo de variação da amplitude da tensão para estes eventos são mostra-

dos na Tabela 2.1. Tais variações de tensão são, geralmente, causadas por condições

de falta, energização de grandes cargas as quais requerem altas correntes de partida,

curto-circuitos, ou por intermitentes falhas nas conexões dos cabos do sistema.

A Figura 2.3 ilustra variações de tensão com afundamento de tensão em (a),

elevação de tensão em (b) e interrupção de tensão em (c).

2.2.3 Variações de tensão de longa duração

As variações de tensão de longa duração são caracterizadas pela alteração do

valor RMS (do inglês Root Mean Square) da tensão na frequência fundamental do

sistema por um período maior que 1 minuto. Estas variações podem ser positivas,

caracterizando uma sobre-tensão, ou negativas, ocasionando uma sub-tensão. Todas
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Figura 2.3: Exemplos de variações de tensão: (a) Afundamento de tensão; (b)
Elevação de tensão e; (c) Interrupção.

elas são geralmente causadas por variações de carga e operações de chaveamento no

sistema.

2.2.4 Deformação da forma de onda da tensão

As distorções das formas de onda de tensão são definidas como desvios da

forma senoidal da tensão na frequência fundamental do sistema. Estas distorções

se apresentam em regime permanente no sistema e são causadas em sua grande

maioria pela presença de tensão de offset, harmônicos, inter harmônicos, notches e

ruído no sistema elétrico. As principais características destes tipos de distúrbios são

apresentadas na Tabela 2.1.

A Figura 2.4 ilustra dois exemplos típicos de deformações da forma de onda

da tensão.

2.2.5 Tipos de Desbalanceamentos

São considerados, a nivel de classificação, conforme [5], quatro tipos de des-

balanceamento trifásico, o tipo A que é devido a uma falta trifásica e os tipos B, C

e D, que são devidos a faltas monofásicas e fase-fase. Basicamente, o tipo A é uma

falta trifásica, isto é, um afundamento nas 3 fases. O tipo B é um afundamento em

apenas uma das fases. O tipo C é um afundamento em duas das fases e o tipo D

é um afundamento em uma das fases e deslocamento de fase das outras duas. Os
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Figura 2.4: Exemplos de deformações de tensão: (a) Harmônicos e (b) Notches.

outros tipos de desbalanceamentos não serão considerados neste trabalho.

2.3 Indicadores de Qualidade de Energia Elétrica

Um sistema elétrico trifásico ‘ideal’ deve satisfazer às sequintes condições de

operação em regime permanente:

1. Tensões e correntes alternadas, com formas senoidais;

2. Amplitudes constantes, nos valores nominais;

3. Frequência constante, no valor síncrono;

4. Tensões trifásicas equilibradas;

5. Fator de potência unitário nas cargas;

6. Perdas nulas na transmissão e distribuição.

Estas seis condições podem garantir que o sistema atenda adequadamente a

carga prevista para operar com corrente alternada na frequência industrial. Em um

sistema real é praticamente impossível satisfazer totalmente a estas condições, pois

a rede e os equipamentos elétricos estão sempre sujeitos a falhas ou perturbações

que deterioram de alguma maneira as condições que seriam desejáveis para a oper-

ação. Quem determina o grau de confiabilidade com que essas condições podem ser
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atendidas depende, em grande parte, dos equipamentos de monitoração e controle

que estiverem disponíveis no sistema.

Usando como referência as condições de operação de um sistema ideal, pode-

se adotar como critério para avaliar a qualidade de energia elétrica o afastamento

que o sistema real experimenta dessas condições ideais. Essa abordagem permite que

índices avaliem a deterioração das condições de operação, em função dos distúrbios

que são impostos ao sistema.

Assim colocado, o critério de avaliação da qualidade de energia elétrica pode

incluir a verificação das normas estabelecidas para qualificar e quantificar a deteri-

oração imposta por um distúrbio. Em resumo, podem ser considerados:

a) Confiabilidade/disponibilidade do fornecimento. A confiabilidade é

definida pelo número de cortes de energia em um determinado período de

tempo. A disponibilidade é caracterizada pelo número de interrupções do

fornecimento, a duração de cada interrupção e a duração total de interrupção

por ano. A resolução ANEEL 24/2000, de 27/01/2000 regulamenta estes indi-

cadores. Atualmente, esta resolução encontra-se em processo de substituição

pelo PRODIST [6];

b) Nível de tensão adequado. Obtido através do controle dos limites mínimos e

máximos de tensão dos consumidores;

c) Distorção da forma de onda. Através da avaliação da presença de frequên-

cias harmônicas e de inter-harmônicas;

d) Regulação da tensão. Em torno dos valores nominais, mesmo com cargas va-

riáveis, quantificando a amplitude e frequência das flutuações de tensão;

e) Frequência nominal da rede. Atualmente é estabelecida através do balanço

de energia entre sistema produtor e consumidor;

f) Fator de potência. O valor mínimo atual é 0,92 e é regulamentado através de

legislação específica;

g) Desequilíbrio entre fases. Dado como valor percentual dos componentes de

sequência negativa e zero, medidos em relação à sequência positiva.

15



A interrupção do fornecimento é definida como a descontinuidade da tensão

disponível em qualquer uma das fases de um circuito elétrico que atende a unidade

consumidora. Considera-se tensão interrompida aquela em que a amplitude do valor

eficaz é inferior a 10% do valor nominal da tensão, com duração maior ou igual a

três minutos.

O desempenho das concessionárias quanto à continuidade do serviço prestado

de energia elétrica é medido pela ANEEL com base nos indicadores DEC (Duração

Equivalente de Interrupção por Unidade Consumidora) e FEC (Frequência Equiva-

lente de Interrupção por Unidade Consumidora), obtidos, respectivamente, por [6]:

DEC =
∑n
i=1Ca(i)× T (i)

Cs
(2.1)

e

FEC =
∑n
i=1Ca(i)
Cs

, (2.2)

em que i é o número de interrupções, T (i) é o tempo de duração da interrupção i

do conjunto de consumidores considerados em horas, Ca(i) é o número de consumi-

dores do conjunto considerado, atingido nas interrupções, e Cs é o número total de

consumidores do conjunto considerado.

A ANEEL implantou também, no ano de 2000, mais três indicadores des-

tinados a aferir a qualidade prestada diretamente ao consumidor, quais sejam [6]:

DIC (Duração de Interrupção por Unidade Consumidora) e FIC (Frequência de In-

terrupção por Unidade Consumidora), que indicam por quanto tempo e o número

de vezes, respectivamente, que uma unidade consumidora ficou sem energia elétrica

durante um período considerado; e o DMIC (Duração Máxima de Interrupção por

Unidade Consumidora), que é um indicador que limita o tempo máximo de cada

interrupção, impedindo que a concessionária deixe o consumidor sem energia elétrica

durante um período muito longo.

De fato, o setor elétrico encontra-se em fase de regulamentação, no que

diz respeito à QEE. No Brasil, existe um esforço, por parte do governo, para a

regulamentação dos padrões da qualidade de energia elétrica nos níveis de transmis-

são e distribuição. Atualmente, encontra-se em fase de regulamentação o PRODIST,

Procedimentos de Distribuição da ANEEL (Agência Nacional de Energia Elétrica),
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que no seu módulo 8 contém documentos regulatórios com alguns indicadores de

desempenho e de qualidade dos serviços de energia elétrica.

2.4 Estado da Arte

O monitoramento da QEE teve início na década de 70 utilizando a tecnologia

dos voltímetros da época. Em seguida, na década de 80 começaram a aparecer os

sistemas de visualização gráfica multi-funcionais, contribuindo para a evolução do

monitoramento da QEE [10].

Em meados da década de 80 e início da década de 90, os avanços na área de

processamento de sinais, a redução do custo de sistemas de monitoramento baseados

em dispositivos Digital Signal Processor (DSP) [11] e Flexible Programmable Gate

Array (FPGA) [12], contribuíram de forma significativa para o uso de técnicas de

processamento de sinais em sistemas elétricos de potência (SEP) e, consequente-

mente, para o monitoramento da QEE, conforme apontado em [13].

É possível ter-se uma idéia do estado da arte do monitoramento da QEE

observando-se a evolução da tecnologia empregada para tal e de seus usuários [14].

A Tabela 2.2, mostra essa evolução desde a década de 70. Na década de 90, com o

advento dos computadores, a tecnologia aplicada no monitoramento da QEE passou

a utilizar cada vez mais técnicas de processamento de sinais.

Tabela 2.2: Evolução da tecnologia e campo de aplicação do monitoramento da QE.
Extraído de [2].

Década de 70 Década de 80 Década de 90 2000
Tecnologia

- Voltímetros - Osciloscópios - Processamento - Reconhecimento
Digital de Sinais de padrões

- Gráficos - Computadores - Compressão de Dados
- Armazenamento - Fronteira de decisão
de dados
- Comunicação - Redes - Internet
Usuários

- Engenheiros - Engenheiros - Engenheiros - Agências
Reguladoras

- Grupos de QE - Companhias - ISO
- Indústrias - Concessionárias

Recentemente, o uso de técnicas de inteligência computacional contribuiu
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bastante para o desenvolvimento e aperfeiçoamento de técnicas de reconhecimento

de padrões [15–18] e compactação da informação [19–21], que foram incorporadas

como novas tecnologias para o monitoramento da QEE. Este avanço tende a proces-

sar os sinais de forma a obter um conjunto mais reduzido e suficientemente repre-

sentativo dos mesmos, facilitando o processo de decisão de classe pelo detector e/ou

classificador.

Neste contexto, diversos trabalhos de detecção e classificação automática de

distúrbios no sinal de tensão têm sido publicados nos últimos anos. Estes se dividem

em dois grupos [8]:

1. Classificação de formas de onda, incluindo classes típicas de distúrbios, como

variações de tensão e transitórios. Este tipo de trabalho tem um grande valor

para o desenvolvimento de ferramentas de classificação.

2. Classificação de formas de onda baseada nas suas origens, incluindo classes

de distúrbios como faltas, energização de transformadores e energização de

capacitores. Este tipo de trabalho tem grande valor prático. O trabalho de [22]

é um exemplo interessante sobre a classificação de distúrbios de acordo com

suas origens. Neste trabalho, os seguintes eventos foram abordados: faltas,

saturação de transformadores, partida de motores de indução e interrupções.

O sistema apresentou um bom desempenho e foi testado em aquisições de

monitores de QEE. A principal técnica utilizada foi o filtro de Kalman.

O reconhecimento de padrões tem como objetivo principal a classificação de

sinais (padrões) em um número de categorias ou classes [15]. As técnicas de reco-

nhecimento de padrões são usadas para classificar e/ou descrever padrões através de

um conjunto de propriedades ou características extraídas dos dados brutos ou pré-

processados. A extração de características pode ser realizada por inúmeras técnicas

[16] e, geralmente, é tratada como um problema estocástico. O objetivo princi-

pal desta etapa é extrair características com boa capacidade de discriminação entre

as classes do problema. Contudo, a extração de características pode levar a um

conjunto de parâmetros em alta dimensão e, portanto, técnicas de seleção de parâ-

metros e compactação de sinais são frequentemente utilizadas para reduzir o espaço

de parâmetros a uma dimensão menor e de mais fácil visualização. Estas etapas de
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extração de características e compactação de sinais estão diretamente relacionadas à

capacidade de aplicação em tempo real dos sistemas de reconhecimento de padrões,

uma vez que um reduzido conjunto de parâmetros (características) com boa capaci-

dade de discriminação viabiliza a utilização de uma técnica de classificação mais

simples, reduzindo, consequentemente, o tempo de processamento. A capacidade de

aplicação em tempo real é uma importante característica frequentemente requerida

dos sistemas de reconhecimento de padrões, entretanto, dependendo da aplicação

alvo, sistemas de reconhecimento de padrões off-line são desejados.

Dentre as principais técnicas de reconhecimento de padrões aplicadas em sis-

temas de potência, destacam-se os classificadores baseados na teoria de Bayes, os

classificadores lineares e os não lineares (sistemas fuzzy, redes neurais e etc), “tem-

plate matching” e os classificadores dependentes do contexto [18, 23–25]. É impor-

tante citar o trabalho [17], que faz uma revisão apontando vantagens e desvantagens

de algumas das principais técnicas de classificação de distúrbios elétricos. Estas van-

tagens e desvantagens estão destacadas nas Tabelas 2.3 e 2.4, que foram extraídas

de [17].

A classificação, contudo, deve ser precedida pela etapa de detecção de dis-

túrbios [19]. A detecção de distúrbios em QEE é o primeiro passo para uma correta

análise do problema de QEE, uma vez que a correta detecção da presença destes

facilita o emprego das técnicas de classificação, de identificação e de compactação de

sinais, posto que o uso das mesmas deve ocorrer quando os distúrbios são detecta-

dos. Várias técnicas baseadas na transformada de wavelet, Fast Fourier Transform

(FFT) e inteligência computacional têm sido aplicadas diretamente na detecção de

distúrbios em QEE [26–29]. É importante mencionar também os trabalhos de [19–

21], que apresentam uma diferente contribuição para a detecção de distúrbios, com

técnicas baseadas no princípio Dividir e Conquistar. Em [19], é apresentada, além de

uma nova técnica de detecção de distúrbios em baixa, média e alta tensão, uma nova

solução para medir o índice de distorção harmônica (THD), que não requer a utiliza-

ção da FFT. Em [20], foi proposto um método (EDCM - enhanced data compression

method) que utiliza processamento adaptativo de sinais para estimar o componente

fundamental do sinal de tensão monitorado e separá-lo da parte transitória, onde

foi aplicada a transformada wavelet (TW) para a análise e representação dos dis-
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Tabela 2.3: Métodos de Classificação - Parte 1.
Método Propriedade Comentários
Template Caracterizar o modelo Os modelos e os parâmetros
matching mais similar. devem ser informados pelo

usuário; o procedimento pode
incluir normalizações não
lineares.

Nearest Mean Caracterizar a classe Quase não precisa de
Classifier média mais próxima treinamento; processo de

teste rápido.
Método dos Caracteriza o O espaço de invariantes é usado
subespaços subespaço de classes ao invés de ser normalizado;

mais próximo
Regra do Caracteriza a Não necessita de treinamento;
vizinho mais classe de treinamento desempenho robusto; etapa de
próximo-I mais próxima teste lenta.
Regra do Caracteriza a classe Assintoticamente ótimo; escala
vizinho mais com a maioria dos K dependente; etapa de teste lenta.
próximo-K vizinhos mais próximos

usando um desempenho
otimizado pelo valor
de K.

Teoria de Caracteriza a classe Produz classificadores simples
Bayes que tem a máxima (linear ou quadráticos) para

estimativa da distribuições Gaussianas;
probabilidade a sensível a erros da estimativa
posteriori. da densidade.

Classificador Regra da Máxima Linear; procedimento iterativo;
Logístico Verossimilhança para ótimo para diferentes distribuições

probabilidades (Gaussianas); apropriado para dados
posteriores logística com intersecções.
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Tabela 2.4: Métodos de Classificação - Parte 2.
Método Propriedade Comentários
Classificador Regra de Bayes para Assintoticamente ótimo; escala
Parzen estimativas de dependente; etapa de teste lenta.

densidades com
desempenho kernel
otimizado.

Discriminante Classificador linear, Simples e rápido; semelhante ao
Linear de usado para selecionar Bayesiano para distribuições
Fisher parâmetros. Gaussianas com matrizes de

covariância idêntica.
Árvore de Encontra um conjunto Treinamento iterativo; sensibilidade
decisão de limiares para uma ao excesso de treinamento; necessidade
binária seqüência de parâmetros. de cortes; etapa de teste lenta.
Perceptron Otimização iterativa Sensível aos parâmetros de

de um classificador treinamento; pode produzir limites
linear. de confiança.

Perceptron Otimização Sensível aos parâmetros de
Multi- iterativa de duas treinamento; treinamento lento;
Camadas ou mais camadas função de classificação não-linear;

usando funções pode produzir limites de confiança;
sigmoidais. sensível ao excesso de treinamento;

precisa de regularização.
Redes de Otimização MSE Sensível aos parâmetros de
Bases iterativa de uma rede treinamento; função de classificação
Radiais neural alimentada não-linear; pode produzir limites de

adiante com ao menos confiança; sensível ao excesso de
uma camada de neurônios. treinamento; precisa de regularização;

pode ser robusta.
Classificador Maximiza as fronteiras Escala dependente; Iterativo;
de Vetor entre classes pela seleção treinamento lento;
de Suporte de um número mínimo insensível ao excesso de treinamento;

de vetores de suporte. boa capacidade de generalização;
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túrbios. Já em [21], foi proposta uma nova técnica para detecção e compressão de

eventos de QEE em que a técnica EDCM modificada foi introduzida juntamente

com a utilização de filtros “notch” e FIR.

A detecção de distúrbios envolve a etapa de segmentação [30], que está di-

retamente relacionada com a determinação da amostra que marca o início e fim de

um distúrbio no sinal de tensão monitorado.

A maioria dos métodos de detecção e segmentação requerem janelas do sinal

maiores (para o cálculo de RMS ou aplicação de filtros digitais, dentre outros) e, con-

sequentemente, um tempo de processamento maior [3]. Em contrapartida, métodos

de detecção com tempo de processamento reduzido, podem ser aplicados em tempo

real e, portanto, destacam-se sobre os demais. A detecção em tempo real é im-

portante para que se possa atuar no sistema, dada a ocorrência de certo distúrbio,

isolando a área de ocorrência do distúrbio do resto do sistema ou até mesmo tomando

ações corretivas. Neste sentido, destaca-se o trabalho de [31], que após segmentar

o sinal de tensão em janelas de até 1/8 de ciclo do componente fundamental, de-

tecta os distúrbios através do valor RMS. Porém, este trabalho apresenta reduzido

desempenho (de 40 % a 50 %) para janelas de 1/8 de ciclo quando a razão de falso

alarme é próxima de zero.

Cumpre ressaltar o grande interesse dos pesquisadores na utilização de técni-

cas baseadas na TW para o monitoramento da QEE, o que pode ser evidenciado em

diversos trabalhos [27–29, 32–37]. De fato, as técnicas baseadas na TW se mostram

muito eficazes quando utilizadas para extrair parâmetros de distúrbios em sinais de

tensão cujo ruído de fundo aditivo tenha potência baixa. O trabalho de [38] mostra

uma boa aplicação da TW para extrair parâmetros de distúrbios, com o objetivo de

classificação, em diferentes níveis de ruído. As TW se mostram bastante eficientes

também na identificação do início e fim do distúrbio no sinal de tensão, conforme

apresentado em [39] e [40]. Por outro lado, quando a potência do ruído de fundo

se torna elevada, as técnicas baseadas em TW apresentam perda considerável de

desempenho. De acordo com [28], os sinais de tensão com relação sinal ruído (SNR

- Signal Noise Ratio) baixa degradam severamente o desempenho das técnicas de

detecção baseadas na TW. Além disso, conforme apontado em [41], a TW necessita

de um considerável esforço computacional e possui dependência da escolha das bases
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wavelets.

Ainda no campo de detecção de distúrbios, destacam-se os trabalhos propos-

tos em [42] e [43], em que um sistema de detecção automático de distúrbios elétricos

bastante atraente do ponto de vista de desempenho e complexidade computacional

foi proposto. Nestes trabalhos, o detector de Bayes é aplicado em um vetor contendo

dois parâmetros obtidos utilizando estatísticas de ordem superior (EOS) [23, 44, 45].

Estes sistemas alcançam desempenhos próximos a 100 % para reduzidas janelas do

sinal de tensão (até 1/16 ciclo do componente fundamental) com uma razão de falso

alarme próxima de zero.

As EOS têm sido frequentemente utilizadas como parâmetros extraídos de um

dado sinal pelos cálculos dos chamados ‘cumulantes’ e aplicadas em diversas áreas,

conforme apontado em [44]. Isto se deve ao fato de que estas são imunes ao ruído

gaussiano e possuem uma boa capacidade de fornecer informações importantes a

cerca do sinal analisado [46]. Além dos trabalhos propostos em [42] e [43], destacam-

se também os propostos em [47] e [48] que utilizaram extração de parâmetros baseada

em cumulantes de ordem superior para a classificação e análise de distúrbios em QEE

com grande sucesso. Adicionalmente, como as EOS possuem uma grande capacidade

de extrair informações importantes dos sinais, é mostrado em [42] e [43], que com

poucos parâmetros EOS (cumulantes de ordem superior), selecionados utilizando o

critério de Fisher [15], pode-se caracterizar bem os distúrbios elétricos, no que tange

a detecção e a classificação, maximizando então as fronteiras de separação entre os

mesmos. Dessa forma, é possível alcançar bons resultados de detecção e classificação

utilizando técnicas de classificação mais simples, o que é bastante importante sob

o ponto de vista de implementação e aplicações de monitoramento on-line, que

requerem reduzida complexidade computacional na fase de operação.

Um requisito importante em algoritmos de monitoramento é a capacidade de

execução em tempo real. Algoritmos com baixa complexidade computacional com

vistas à detecção e classificação de distúrbios foram introduzidos em [49–51]. A

característica principal destes algoritmos é a detecção e classificação de distúrbios

em sinais de tensão utilizando uma janela de comprimento igual a um ciclo do

componente fundamental do sinal monitorado.

O desempenho das técnicas de reconhecimento de padrões está diretamente
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relacionado com os parâmetros extraídos dos padrões. Contudo, a extração de um

conjunto representativo de parâmetros é uma questão bastante complexa, visto que

a mesma é dependente da aplicação alvo. Tal questão, dentro do contexto de classi-

ficação, é, normalmente, analisada conjuntamente com a seleção de um classificador

adequado para a aplicação.

Em geral, os métodos de classificação de distúrbios de QEE utilizam técnicas

de extração de parâmetros seguida de técnicas tradicionais de reconhecimentos de

padrões. No campo de extração de parâmetros com a finalidade de classificação,

as TW são as mais empregadas [32, 33, 35, 36, 51–55] e no campo da classificação,

as redes neurais artificiais [51, 56–61], lógica fuzzy [37, 62–64], algoritmos genéticos

[64] e SVMs [37, 65, 66] têm sido as técnicas mais utilizadas.

Dado o grande número de técnicas disponíveis para a extração de parâmetros

dos sinais, o número de parâmetros disponíveis para o sistema de classificação é

bastante grande. No entanto, no projeto de um classificador, geralmente, um número

reduzido de parâmetros é considerado por várias razões, dentre as quais destacam-se

[67]:

1. a complexidade computacional devido às limitações de custo computacional e

de processamento em tempo real.

2. a propriedade de generalização do classificador. Um conjunto finito de vetores

de treinamento com um elevado número de parâmetros leva a um classificador

também com elevado número de parâmetros. De fato, sabe-se que classifi-

cadores com grande número de parâmetros tendem a se adaptar apenas aos

detalhes específicos dos conjuntos de dados de treinamento [15, 16]. Portanto,

utilizando-se um número reduzido de parâmetros nos vetores de treinamento,

classificadores com boa capacidade de generalização podem ser obtidos.

Para evitar o elevado número de parâmetros em projetos de classificadores,

diferentes técnicas têm sido propostas, dentre as quais, destacam-se: o teste estatís-

tico de hipóteses, as medidas de separação entre classes, as matrizes scatter, a razão

de discriminação de Fisher (FDR - Fisher’s discriminat ratio), a transformação li-

near, etc [15, 16].
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Sabe-se que os sistemas de potência estão sujeitos à ocorrência de diversos

distúrbios, provocados por diferentes fontes. Tais distúrbios podem aparecer nas

formas de onda da tensão e corrente isoladamente ou de forma simultânea (múlti-

plos distúrbios). Para o problema de detecção e classificação de distúrbios isolados,

várias soluções baseadas em diferentes técnicas podem ser encontradas na literatura

[14, 19, 21, 26–29, 33, 36, 37, 41–43, 47–50, 52, 53, 55, 57, 59, 60, 65, 68–73]. Por

outro lado, o mesmo não acontece quando o problema se trata de múltiplos distúr-

bios. O projeto de sistemas de monitoramento de QEE que estejam preparados para

o tratamento de eventos contendo múltiplos distúrbios não é uma tarefa trivial, e em

sistemas de potência, é possível em algumas redes a ocorrência de alguns distúrbios

simultaneamente. Ademais, o uso das técnicas propostas pelos trabalhos anterior-

mente citados poderá gerar resultados contraditórios e não representativos acerca

do aparecimento de múltiplos distúrbios e, consequentemente, o uso de uma solução

para a identificação da fonte geradora de distúrbio, tal como proposto em [74], é bas-

tante comprometido. De fato, a classificação de múltiplos distúrbios é um problema

ainda em aberto e, portanto, demanda novas investigações para que a caracteriza-

ção destes seja a mais correta possível. Isso resultará em maior confiabilidade na

identificação das fontes geradoras de distúrbios, dentre outras vantagens.

Neste contexto, destacam-se os trabalhos de [32, 57, 61, 66, 75, 76] que pro-

puseram classificadores que atacam o problema de múltiplos distúrbios apenas para

o caso da ocorrência simultânea de harmônicos e afundamentos de tensão (swells),

e harmônicos e elevações de tensão (sags). É importante citar também o trabalho

de [58], que faz uma importante contribuição propondo um sistema de classificação

em tempo real utilizando redes neurais. Este sistema foi projetado para classificar

até dois distúrbios simultâneos que podem ser compostos por desvios na frequência

(leves e severos), desvios na tensão (flickers, sags, swells, sobretensão e sub-tensão)

e harmônicos. Os trabalhos de [77, 78] aparecem como importantes contribuições

também, uma vez que abordam até 3 tipos de distúrbios simultâneos utilizando um

sistema baseado em wavelet e redes neurais.

Uma maneira interessante de atacar o problema de múltiplos distúrbios é

decompor o sinal de tensão monitorado {v(n)} nos sinais {f(n)}, {h(n)} e {u(n)},

conforme proposto em [67]. Os sinais {f(n)}, {h(n)} e {u(n)} representam, res-
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pectivamente, as estimativas do componente fundamental do sinal de tensão, dos

harmônicos e, por último, dos componentes inter-harmônicos, transitórios e ruídos

de fundo. Desta forma, cada um destes sinais está restrito ao aparecimento de um

grupo reduzido de distúrbios. De fato, esta é uma forma de separar os múltiplos

distúrbios, o que facilita a classificação dos mesmos.

Em geral, as técnicas de classificação de distúrbios processam pelo menos 4

ciclos do componente fundamental do sinal de tensão para realizar a classificação.

Dependendo do processamento envolvido, o sistema final pode não ser eficiente em

aplicações em tempo real. Por outro lado, a utilização de janelas reduzidas do sinal

de tensão pode não ser suficiente para caracterizar bem os distúrbios, o que pode

comprometer o desempenho da classificação.

Uma área também de grande interesse e diretamente relacionada à QEE é

a identificação e caracterização de cargas no SEP. Considerando-se que o aumento

de cargas não lineares na rede elétrica tem contribuído bastante para a degradação

da QEE, a identificação e localização de tais cargas são essenciais para o controle

da influência destas no SEP. Estas atividades são importantes por várias razões:

(i) os estudos de fluxo de cargas harmônicas requerem informações sobre o tipo

de carga; (ii) o conhecimento do tipo de carga pode ajudar no planejamento de

sistemas de potência; (iii) cargas não lineares são fontes de harmônicos e inter-

harmônicos e, sabe-se, que os harmônicos podem causar sobrecarga no sistema,

danos em equipamentos, mau funcionamento de equipamentos de proteção, perda

de dados em computadores, dentre outros; (iv) procedimentos corretivos podem ser

tomados contra clientes (consumidores) que não são capazes de manter a sua carga

em níveis aceitáveis de poluição.

2.5 Equipamentos de Monitoramento de Energia

Elétrica

Com o advento de novas tecnologias em processamento digital de sinais, mi-

croprocessadores e dispositivos de armazenamento de dados, tornou-se possível o

desenvolvimento de sistemas de monitoramento. Assim, diferentes equipamentos de

monitoramento de sinais de tensão vêm sendo desenvolvidos para diferentes propósi-
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tos.

Estes equipamentos de monitoramento são projetados para determinados

níveis de tensão e corrente. Instrumentos típicos têm suas tensões e correntes de

entrada limitadas, respectivamente, em 600 V rms e 5 A rms [30]. Transdutores

de tensão e transformadores de corrente são utilizados para obter o nível de sinal

desejado [10].

Monitores digitais modernos utilizam conversores analógico-digital (A/D)

com alta resolução e diferentes razões de amostragem. As medições e parâmetros

calculados podem ser gravados no próprio equipamento ou transferidos para um

computador, para serem, posteriormente, analisados. Tecnologias de Intranet são

empregadas para a aquisição dos dados obtidos em locais apropriados [79].

Os parâmetros típicos de QEE, obtidos pela maioria dos monitores são:

• Valores rms de tensão e corrente;

• Harmônicos da tensão e corrente;

• Total de distorção harmônica da tensão e corrente (THD).

Estes parâmetros devem ser calculados em curto intervalo de tempo e ar-

mazenados pelo monitor. Entretanto, a tarefa mais importante dos monitores é,

provavelmente, a captura de distúrbios no sinal monitorado sem ultrapassar a ca-

pacidade máxima de memória do equipamento durante o monitoramento. O método

mais comumente empregado nos monitores para capturar os distúrbios é detectar

as mudanças no valor rms, pela comparação com limiares previamente definidos.

Tipicamente, os limiares são definidos em ± 10 % do sinal de tensão nominal. A

comparação de cada ciclo do sinal com os ciclos anteriores é também utilizada para

capturar eventos que não causam mudanças significantes no valor rms [30].

A escolha dos limiares é importante para evitar a saturação de memória do

monitor com eventos de pouca importância. Limiares adaptativos podem também

ser utilizados para regular a razão da captura dos eventos em casos de grande número

de ocorrências [10]. Em [19], um sistema interessante de detecção de distúrbios com

limiar adaptativo foi proposto, em que uma alta razão de detecção foi obtida. Con-

tudo, conforme apontado por [30], a melhor solução para os monitores seria analisar

os eventos e, baseado nos resultados da análise, decidir entre o armazenamento ou
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não do evento. Para automatizar este processamento, importantes ferramentas de

processamento de sinais e inteligência computacional são requeridas. Além disso, é

também importante, o conhecimento do sistema de potência monitorado e os maiores

danos causados pelos distúrbios mais frequentes.
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Capítulo 3

Formulação Matemática dos

Distúrbios e Metodologia

Este capítulo tem por objetivo descrever a formulação dos distúrbios e a

metodologia utilizada, detalhando o banco de sinais utilizados para a obtenção dos

resultados.

3.1 Formulação Matemática dos Distúrbios de

QEE

Um sistema desenvolvido para detecção e classificação de distúrbios elétricos

em QEE deve identificar corretamente a ocorrência de cada anormalidade em um

sinal de tensão do sistema de potência discreto no tempo v[n], que pode ser expresso

como uma adição da contribuição de vários tipos de fenômenos [80], como:

v[n] = v(t)|t= n
fs

:= f [n] + h[n] + i[n] + t[n] + r[n] (3.1)

onde n = 0, · · · , N−1, fs é a frequência de amostragem, as sequências f [n], h[n], i[n],

t[n] e r[n] representam o componente fundamental, harmônicos, inter-harmônicos,

transitórios, e ruído, respectivamente. Cada um destes sinais pode ser definido como:

f [n] := A0[n] cos[2πf0[n]
fs

n+ θ0[n]], (3.2)
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h[n] :=
M∑
m=1

hm[n], (3.3)

i[n] :=
J∑
j=1

ij[n], (3.4)

t[n] := timp[n] + tnot[n] + tosc[n], (3.5)

e r[n] é um ruído com distribuição normal N (0, σ2
r) e independente de f [n], h[n],

i[n] e t[n].

Em (3.2), A0[n], f0[n] e θ0[n] representam a amplitude, frequência fundamen-

tal, e fase do sinal de tensão, respectivamente.

Em (3.3) e (3.4), hm[n] e ij[n] são o m-ésimo harmônico e o j-ésimo inter-

harmônico, respecitivamente, definidos como:

hm[n] := Am[n] cos[2πmf0[n]
fs

n+ θm[n]][u[n− nhm,i
]− u[n− nhm,f

]], (3.6)

e

ij[n] := AI,j[n] cos[2πfI,j[n]
fs

n+ θI,j[n]][u[n− nij,i
]− u[n− nij,f

]], (3.7)

em que u[n] denota a sequência degrau unitário, nhm,i
e nhm,f

representam as

amostras de início e fim dos harmônicos, respectivamente. De forma análoga, nij,i
e

nij,f
representam as amostras de início e fim dos inter-harmônicos, respectivamente.

Em (3.6), Am[n] é a amplitude e θm[n] é a fase do m-ésimo harmônico. Em (3.7),

AI,j[n], fI,j[n], e θI,j[n] são a amplitude, frequência e fase do j-ésimo inter-harmônico,

respectivamente. Em (3.5), timp[n], tnot[n] e tosc[n] representam transitórios impul-

sivos, notches e transitórios oscilatórios, respectivamente, e são expressos por [80]:

timp[n] :=
Nimp∑
i=1

timp,i[n][u[n− ntimp,i
]− u[n− ntimp,f

]], (3.8)

tnot[n] :=
Nnot∑
i=1

tnot,i[n][u[n− ntnot,i
]− u[n− ntnot,f

]], (3.9)
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tosc[n] :=
Nosc∑
i=1

Aosc,i[n]exp[−αosc,i(n− nosc,i)][u[n− ntosc,i
]− u[n− ntosc,f

]], (3.10)

onde timp,i[n] e tnot,i[n] são as n-ésimas amostras do i-ésimo transitório impulsivo e

do i-ésimo notch, respectivamente. ntimp,i
, ntnot,i

e ntosc,i
representam as amostras de

início de cada transitório impulsivo e ntimp,f
, ntnot,f

e ntosc,f
representam as amostras

que marcam o fim de cada um deles.

3.2 Banco de Dados Utilizado

Conforme já destacado, o objetivo desta tese se resume em analisar, detectar

e classificar os distúrbios elétricos. As etapas de análise, detecção e classificação

dos distúrbio, no entanto, são caracterizadas por diferentes propósitos e requerem

diferentes abordagens.

Ao longo desta tese, estarão sendo utilizados diferentes conjuntos de dados

para o desenvolvimento das análises e dos sistemas de detecção e classificação de

distúrbios elétricos na forma de onda da tensão.

Os eventos foram modelados de acordo com a Seção 3.1 e gerados sin-

teticamente seguindo as normas definidas pelo IEEE [1], com uma frequência de

amostragem fs = 256 amostras por ciclo do componente fundamental (15.360 Hz) e

SNR igual a 30 dB.

3.2.1 Análise de Distúrbios Por Curvas Principais

Para a análise dos distúrbios, a técnica de inteligência computacional conhe-

cida por curvas principais [81] foi utilizada. A análise dos distúrbios pode ser feita off

line ou em tempo real, dependendo do objetivo. No contexto desta tese, o propósito

da análise dos distúrbios é de extrair informações que possam contribuir de alguma

forma no projeto de sistemas de detecção e classificação. Por um lado, esta con-

tribuição pode ser de forma indireta, auxiliando o projetista no que diz respeito ao

conhecimento do problema e de sua complexidade. Por outro lado, a contribuição

pode ser feita diretamente, a partir da extração de parâmetros que alimentem os
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sistemas de detecção e classificação.

Nesta análise, foram abordadas as seguintes classes de eventos: sinais sem

distúrbios, harmônicos, notches, transitórios impulsivos, transitórios oscilatórios, flu-

tuações de tensão (flicker), elevações, afundamentos e interrupções de tensão. 500

eventos foram gerados para cada classe de distúrbio, sendo que 250 foram utilizados

para a extração das curvas principais e os 250 restantes foram utilizados na ex-

tração de parâmetros. Esta metodologia foi então utilizada para gerar os resultados

mostrados no Capítulo 4.

A definição do tamanho das janelas a serem utilizadas para analisar os dis-

túrbios é bastante dependente da aplicação. Para fins de classificação, uma janela

de 4 ciclos pode ser interessante para facilitar a identificação dos distúrbios. Al-

guns distúrbios de baixa frequência e longa duração, como os flickers, precisam ser

analisados em janelas longas, caso contrário eles poderão ser confundidos com ou-

tros distúrbios. Distúrbios de curta duração podem ser corretamente classificados

dentro de uma janela pequena. Assim, como em aplicação de classificação ainda

não existe uma norma clara para aplicações de grande velocidade (como no caso de

proteção de sistemas), o reduzido tamanho da janela só se justificará levando em

conta um compromisso entre o desempenho da classificação e a velocidade requerida

pela aplicação.

3.2.2 Detecção de Distúrbios

Para fins de detecção, existem duas vertentes. A primeira é definir se dentro

da janela existe ou não o distúrbio e a ação requerida não é de controle ou proteção,

mas simplesmente de aquisição da janela e processamento da mesma (classificação

e análise do distúrbio). Neste caso, o tamanho da janela não é tão importante, pois

não existe ação imediata ou em tempo real. No entanto, supondo uma aplicação

de proteção, em que se deseja detectar e identificar um tipo de distúrbio e, caso

este exista, seja preciso isolar o sistema ou parte do sistema o mais rápido possível,

uma janela de sinal reduzida é requerida. Ademais, a utilização de janelas reduzidas

torna a implementação do algoritmo mais adequada para aplicações on-line.

Para se alcançar um rápido processamento, além do uso de técnicas que

demandam menor complexidade computacional, o uso de técnicas que alcancem
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alto desempenho quando reduzidas janelas de aquisição são processadas, torna-se

relevante. Uma abordagem neste sentido foi realizada em [31] e [68].

Para este fim, no projeto e teste dos sistemas de detecção propostos no Capí-

tulo 5, janelas de aquisição com os seguintes comprimentos foram consideradas:

N = 256 (1 ciclo do componente fundamental), N = 128, N = 64, N = 32 e N = 16

amostras.

Para cada comprimento de janela, foram gerados 110 eventos isolados de

cada distúrbio. Os distúrbios abordados foram: afundamentos de tensão, elevações

de tensão, interrupções de tensão, transitórios oscilatórios, harmônicos, transitórios

impulsivos e notches, acumulando um total de 770 eventos. Foram gerados também

770 sinais sem distúrbio. Do total, 2/3 foi utilizado para o projeto dos sistemas (1/3

para treino e 1/3 para validação) e 1/3 para o teste.

3.2.3 Classificação de Distúrbios

A etapa de classificação, pode ser realizada sob dados armazenados, de forma

off line ou fazendo a monitoração em tempo real do sistema elétrico.

Sabe-se que o problema de classificação de distúrbios é bastante complexo,

principalmente quando classes de múltiplos distúrbios são consideradas. Embora

o processamento em tempo real também seja importante nesta etapa, deu-se um

foco maior no desempenho das técnicas de processamento de sinais e inteligência

computacional utilizadas. Algumas considerações quanto à complexidade computa-

cional de cada método, com vistas a implementações em tempo real, serão dadas no

decorrer da tese.

Para o projeto dos sistemas de classificação, quatro ciclos do componente

fundamental do sinal foram considerados, o que é equivalente a N = 1.024 amostras.

A análise de dados realizada no Capítulo 4 revela parâmetros, obtidos pelas

curvas principais, que são interessantes à classificação. Estes parâmetros foram então

explorados no Capítulo 6, em que dois classificadores baseados em curvas principais

foram propostos. Alternativamente, as estatísticas de ordem superior [46] foram

também aplicadas, em conjunto com as redes neurais artificiais [82]. Apenas as

classes de distúrbios isolados foram abordadas. Para o projeto e teste dos sistemas

propostos, 1.000 distúrbios de cada uma das classes (harmônicos, transitórios os-

33



cilatórios, transitórios impulsivos, notches, afundamentos, elevações e interrupções

de tensão) foram utilizados. Dos 1.000 distúrbios, 500 foram utilizados para o pro-

jeto (treino e validação) do classificador e 500 para o teste.

No Capítulo 7, além das classes de distúrbios isolados abordadas no Capítulo

6, classes de múltiplos distúrbios (distúrbios simultâneos), formados pela combinação

entre os distúrbios isolados, foram também consideradas. Os distúrbios gerados

para o Capítulo 6 foram utilizados para o projeto do classificador. Para testar o

desempenho do sistema para distúrbios simultâneos, 500 distúrbios de cada classe

abordada (vide Capítulo 7) foram gerados.

3.2.4 Análise de Múltiplos Distúrbios Usando ICA

No Capítulo 8, a técnica de inteligência computacional, conhecida por Análise

de Componentes Independentes [83], foi explorada com o objetivo de desacoplar

os eventos indepedentes presentes em um múltiplo distúrbio. Os esforços neste

sentido foram concentrados em dois múltiplos distúrbios em particular: harmônicos

com transitórios (M1) oscilatórios e harmônico com notches (M2). Estes foram os

casos abordados, já que estes distúrbios são os principais remanecentes, quando o

componente fundamental do sinal é removido. Neste caso, um banco de sinais de

projeto, composto por 250 fontes de harmônicos, 250 de notches e 250 de transitórios

oscilatórios, foi utilizado.

Para testar o sistema, 500 eventos da classe M1 e 500 da classe M2 foram

gerados com SNR de 100 dB e, em seguida com SNR de 30 dB. Utilizaram-se sinais

com SNR de 100 dB, com o propósito de testar a qualidade das estimativas dos

distúrbios independente da influência de ruídos de fundo.

3.2.5 Banco de Distúrbios Reais

Para testar o desempenho dos sistemas de análise, detecção e classificação

propostos para distúrbios reais, os sinais experimentais com distúrbios amostrados

a fs = 15.360 Hz e adquiridos pelo grupo de trabalho do IEEE (working group

P1159.3), foram utilizados. A SNR estimada destes sinais é de 40 dB.
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3.3 Filtro Notch

As etapas de análise, detecção e classificação, abordadas no contexto desta

tese, foram pré-processadas por um filtro notch [84], sintonizado na frequência do

componente fundamental (f0 = 60 Hz) do sinal monitorado. Esta metodologia é

bastante aplicada em análises de distúrbios, já que, desta forma, o sinal de tensão

monitorado v[n] é decomposto em f [n], referente à estimativa do componente fun-

damental do sinal, e e[n], que, conforme a Equação (3.1), representa os harmônicos,

inter-harmônicos, transitórios, e ruídos, presentes em v[n]. Esta decomposição está

ilustrada na Figura 3.1.

Figura 3.1: Diagrama em blocos da obtenção de e[n] utilizando um filtro Notch.

Devido, principalmente, ao baixo custo computacional e a maior seletividade

na frequência de interesse, neste trabalho se utiliza uma estrutura de filtro IIR de

2a ordem [85], cuja transformada z é dada pela equação:

H0(z) = 1 + a0z
−1 + z−2

1 + ρ0a0z−1 + ρ2
0z
−2 , (3.11)

em que

a0 = −2 cosω0 (3.12)

e ρ0 é o fator notch, com 0 � ρ0 < 1. Conforme analisado em [86] e [87], para de-

tecção e classificação de distúrbios, ρ0 = 0, 97 leva a melhores resultados e, portanto,

este foi o fator notch utilizado no contexto da presente tese.

A curva de resposta em frequência da magnitude deste filtro é mostrada na

figura 3.2.

Por outro lado, é comum em sistemas elétricos de potência uma variação suave

na frequência do componente fundamental de até 2 % do valor nominal; entretanto,

este valor pode chegar a até 5 % em sistemas mais vulneráveis [88]. De fato, estas

variações na frequência fundamental podem degradar o desempenho de sistemas de
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Figura 3.2: Resposta em frequência do filtro notch IIR utilizado, para ρ0 = 0, 97.

monitoramento da QEE. Nestes casos, é sugerido o uso de um filtro notch digital,

sintonizado numa frequência controlada por uma estrutura EPLL (Enhanced phase

locked-loop) [89, 90].

Com a decomposição mostrada na Figura 3.1, parâmetros extraídos de ambos

os sinais e[n] e f [n] podem ser utilizados em sistemas de monitoramento de QEE.

Contudo, sabe-se que o sinal f [n] carrega informações referentes a um grupo mais

restrito de distúrbios, tais como os de afundamentos, elevações e interrupções de

tensão. Sendo assim, a análise deste sinal, quanto à detecção e/ou classificação,

pode ser facilmente realizada monitorando o seu valor rms, conforme [30] e [42].

Por outro lado, uma pequena energia, referente a estes distúrbios, pode aparecer

no sinal e[n] devido ao transitório gerado pelo filtro notch na presença deles. Além

disso, a energia referente aos demais distúrbios também está presente no sinal e[n]

e, portanto, a análise deste demanda mais esforço. As técnicas desenvolvidas no

contexto desta tese possuem um foco maior nas análises do sinal e[n].

A Figura 3.3 ilustra um sinal sem distúrbios em (a), e quatro tipos de distúr-

bios, de (b) a (e), em janelas de 1.024 amostras de e[n]. Observe que o afundamento

de tensão aparece no sinal e[n] devido ao transitório do filtro notch no instante em

que o distúrbio aparece.
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Figura 3.3: Exemplos dos sinal e[n] com distúrbios. Em (a) tem-se um sinal sem
distúrbio, em (b), um afundamento de tensão, em (c) um transitório oscilatório, em
(d) um notch, e em (e) harmônicos.
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Capítulo 4

Análise e Representação de

Distúrbios Por Curvas Principais

Este capítulo propõe a utilização da técnica conhecida por Curvas Principais

(CP) [81] na análise das classes de distúrbios e na representação das mesmas em um

espaço de dimensões reduzidas.

4.1 Curvas Principais

As Curvas Principais consistem numa generalização não-linear da análise

de componentes principais [91] e foram introduzidas por [81], como curvas suaves,

unidimensionais, que passam no meio de um conjunto multidimensional de dados,

fornecendo um bom resumo unidimensional destes (vide Fig. 4.1). Além disso, elas

são não-paramétricas e sua forma é sugerida pelos dados.

As CP têm despertado bastante interesse da comunidade científica. Diversos

trabalhos que aprimoraram sua definição inicial foram publicados após o trabalho

original [81]. Tais trabalhos apresentam definições alternativas e propõem aplicações

diversas. Em [92] é apresentado um apanhado destes trabalhos. Dentre os algoritmos

propostos para a extração das curvas, destaca-se o k-segmentos não-suave [93]. Este

algoritmo destaca-se por sua robustez na estimação das CP, menos susceptibilidade

a mínimos locais e convergência garantida.

Em geral, na extração das CP de um conjunto de dados, o primeiro compo-

nente principal deste conjunto é tomado como ponto de partida para a construção da
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Figura 4.1: Curva Principal para um conjunto de dados de duas dimensões.

curva. Em seguida, a curva é alterada sucessivamente até que o algoritmo convirja

e, finalmente, obtém-se a CP.

Matematicamente, as CP são definidas a partir do conceito de autoconsistên-

cia [81]. Para entender este conceito, é necessário definir o índice de projeção de um

ponto xi numa curva f. Uma curva unidimensional no espaço d-dimensional é um

vetor f(t) de d funções contínuas e uma única variável t, ou seja:

f(t) = [f1(t) f2(t) · · · fd(t)]T (4.1)

em que T indica transposto.

Estas funções são denominadas de funções de coordenadas e o parâmetro t

está relacionado ao ordenamento ao longo da curva.

Seja x um vetor aleatório em <d, com densidade de probabilidade h, e mo-

mento de segunda ordem finito. Seja f uma curva suave no intervalo fechado I ⊆ <1

que não intercepta a si própria, ou seja, t1 6= t2 ⇒ f(t1) 6= f(t2). O índice de

projeção tf : <d → <1 é definido como:

tf (x) = sup{t : ‖x− f(t)‖ = inf‖x− f(µ)‖} (4.2)

sendo µ uma variável auxiliar definida em <1.

O índice de projeção tf (x) é o valor de t para o qual a CP f(t) está mais

próxima de x. Se houver mais de um valor possível, o maior deles é selecionado.

A Figura 4.2 ilustra o índice de projeção relativo a uma CP. São mostrados
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cinco eventos x1, ...,x5, os quais projetam nos pontos f(tf (x1)), ..., f(tf (x5)) da curva,

respectivamente. Observe que t = tf (xi) é o valor do parâmetro t relativo ao ponto

da curva mais próximo ao evento xi e, por isso, corresponde ao valor do índice de

projeção desse ponto sobre a curva.

Figura 4.2: Projeção dos dados na CP.

De acordo com [81], a CP é autoconsistente, ou seja, os pontos que a compõem

constituem a média dos dados que nela se projetam, conforme Equação (4.3).

f(t) = E[x|tf(x) = t], ∀ t (4.3)

A Figure 4.3 ilustra um ponto f(ti) autoconsistente de uma CP para dados

em duas dimensões.

Figura 4.3: Ponto autoconsistente de uma CP.

As CP podem ser aplicadas em três diferentes abordagens: (i) como técnica

de análise de dados; (ii) como técnica de extração de parâmetros e; (iii) como técnica
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de detecção e classificação de eventos. Na presente tese, estas três abordagens serão

aplicadas aos distúrbios elétricos.

A motivação para a utilização das CP está na sua boa capacidade de extrair

modelos compactos dos dados [92] e baixa complexidade computacional na fase de

operação. Assim, pode-se representar distúrbios por CP e utilizá-las para detectar

e classificar cada tipo de distúrbio.

4.1.1 Algoritmo k-segmentos

Este algoritmo extrai as curvas principais de forma incremental e se destaca,

em relação aos demais, por apresentar uma maior robustez na estimação das curvas,

menos susceptibilidade a mínimos locais e convergência prática garantida [93]. A

extração das CP utilizando este algoritmo é efetuada, basicamente, em três passos,

descritos a seguir.

Passo 0: Inserção do primeiro segmento. Na inserção do primeiro segmento,

todos os eventos do conjunto de projeto são considerados. Assim, define-se

um centro correspondente ao valor médio dos dados e, a partir deste centro,

obtém-se o primeiro segmento, na direção do primeiro componente principal e

com comprimento de 3/2 do desvio padrão associado a este componente.

Passo 1: Inserção do segundo segmento. No segundo segmento, define-se um

novo ponto a ser tomado como centro e, utilizando o algoritmo k-vizinhos

mais próximos (k-means) [16], define-se quais eventos pertencerão ao novo

agrupamento. Este novo agrupamento é baseado nas regiões de Voronoi, que

são compostas por eventos que estão mais próximos de um outro evento (centro

da região) do que de um dos segmentos que compõe a curva. Em seguida, o

primeiro segmento é recalculado, uma vez que o conjunto de eventos que o

define, ou seja, seu agrupamento foi alterado. Os dois segmentos obtidos

são unidos por uma linha reta (não-suave). Para os próximos segmentos, os

mesmos procedimentos são realizados.

Passo 2: Convergência. Verifica-se se o algoritmo atingiu o número máximo de

segmentos definido pelo usuário ou se houve a convergência. A convergência
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acontece quando o maior agrupamento possível tem menos de três segmentos.

Caso não ocorra nenhuma das duas hipóteses, volta-se ao Passo 1.

Este processo de extração das CP pelo algoritmo k-segmentos não-suave é

ilustrado na Figura 4.4, onde k representa o número de segmentos já obtidos e

k_max o número máximo de segmentos que se deseja obter.

Figura 4.4: Fluxograma simplificado do algoritmo k-segmentos não-suave.

Ao final da extração, o algoritmo sugere uma determinada quantidade de seg-

mentos para a curva principal. Esta sugestão baseia-se na variação do comprimento

total da curva após a inserção de um segmento. O comprimento total é obtido

através da medição do comprimento de todos os segmentos inseridos mais o com-

primento da ligação entre eles. Como o algoritmo seleciona as regiões de Voronoi

em ordem decrescente, a cada iteração o segmento inserido é menor que o anterior.

Assim, haverá um momento em que o segmento inserido não representa uma grande

modificação na curva como um todo. Dessa forma, o método de extração sugere uma

quantidade de segmentos que resulte em uma curva que não esteja super treinada.

O algoritmo k-vizinhos mais próximos, empregado na construção da curva

principal, possibilita o agrupamento dos dados em regiões de Voronoi, sendo que,

a cada passo do algoritmo k-segmentos não-suave, um novo segmento é inserido na

maior das regiões obtidas. Aparentemente, este procedimento não parece produzir

curvas que, de alguma forma, incorporam o conceito de auto-consistência definido

em [81]. No entanto, dois aspectos fazem da curva obtida pelo algoritmo k-segmentos

não-suave uma curva principal, que são [94]:
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• Os segmentos com direção da primeira componente principal são autoconsis-

tentes;

• Se a região é uma região de Voronoi, então os k pontos pertencentes a ela são

autoconsistentes.

4.2 Análise e Representação de Distúrbios

Nesta seção, a curva principal de cada classe de distúrbio abordado é extraída

de forma a representá-los em um espaço unidimensional e estudar a complexidade

das diferentes classes de distúrbios e do processo de detecção e classificação dos

mesmos. Para tal, cada janela, contendo N amostras do sinal de tensão monitorado,

passa a ser representada por um ponto no espaço de parâmetros das curvas, de N

coordenadas. O número de segmentos e o comprimento de cada curva pode dar

informações sobre a complexidade das estruturas dos dados e da sua distribuição

no espaço de coordenadas. Curvas mais longas podem indicar a presença de classes

compostas por eventos que produzem informação bastante diversificada, fazendo

com que seus dados formem agrupamentos distantes uns dos outros. Por outro

lado, curvas mais curtas podem indicar que os dados pertencem a uma classe mais

homogênea, compostas por um ou mais agrupamentos relativamente próximos. A

distância entre as curvas representativas de cada classe de distúrbios pode dar uma

importante informação sobre a complexidade do processo de classificação, mostrando

a proximidade entre as classes no espaço de parâmetros considerado.

Para a extração das curvas utilizou-se o algoritmo k-segmentos não-suave

[93], descrito na seção anterior.

Na presente análise, as classes de sinais consideradas foram:

S1: Sinais sem distúrbios;

S2: Harmônicos

S3: Afundamentos de tensão;

S4: Elevações de tensão;

S5: Transitórios Oscilatórios;
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S6: Flutuações de tensão (Flickers);

S7: Notches;

S8: Impulsos;

S9: Interrupções de tensão;

As curvas principais foram então extraídas dos sinais e[n], obtido pelo pré-

processamento descrito na Seção 3.3, considerando-se janelas com 1.024 amostras (4

ciclos do componente fundamental) e o conjunto de projeto (250 eventos) de cada

classe (S1-S9). Os sinais foram gerados conforme descrito no Capítulo 3.

A Tabela 4.1 mostra o número máximo de segmentos (k_max) das curvas

de cada classe de sinal e o comprimento destas em unidades arbitrárias (u.a.). O

número de segmentos fornece informações sobre a complexidade geométrica dos da-

dos, e o comprimento fornece informações sobre a diversidade dos dados no espaço de

parâmetros. Logo, pode-se inferir que as classes de harmônicos e notches produzem

informações mais diversificadas no espaço de parâmetros, dado que o comprimento

de suas curvas são maiores do que o das outras classes. Por outro lado, curvas

menores indicam classes homogêneas, tais como os sinais sem distúrbios, afunda-

mentos, elevações e flutuações de tensão. As classes de transitórios oscilatórios,

notches e impulsos apresentam-se mais dispersas no espaço de parâmetros, geome-

tricamente, pois suas curvas representativas possuem mais de 40 segmentos.

Tabela 4.1: Número de segmentos e comprimento (u.a.) das curvas principais.

Classes Numero de Segmentos Comprimento (u.a.)
S1 1 4, 19× 10−9

S2 23 2.028
S3 29 26,85
S4 34 9,66
S5 41 433,96
S6 33 2,11
S7 43 1.023
S8 47 519,98
S9 35 206,39

Outra informação importante na análise de distúrbios em QEE, que pode

ser extraída via curvas principais, é a distância entre as curvas representativas de
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cada classe de sinal. Esta informação pode quantificar a complexidade do projeto

de sistemas de detecção ou classificação, uma vez que distâncias maiores indicam

classes bem separadas no espaço de parâmetros. Estas distâncias podem ser obtidas

por:

dmin(A,B) = inf
a∈A
{inf
b∈B
{d(a, b)}}, (4.4)

em quem a e b são pontos das curvas A e B, respectivamente, e d(a, b) é a dis-

tância entre os pontos a e b. A métrica utilizada aqui foi o quadrado da distância

Euclidiana.

A Tabela 4.2 mostra as distâncias entre as curvas representativas de cada

classe de sinal no espaço de parâmetros. É importante observar que os eventos

sem distúrbios, afundamentos, elevações e flutuações de tensão possuem distâncias

entre suas curvas menores, indicando que estão próximos no espaço de parâmetros

e, possivelmente, com alguma interseção. Este fato já era esperado, uma vez que

as características destes distúrbios aparecem no componente fundamental que foi

removido pelo filtro notch e, portanto, a energia, referente ao distúrbio, resultante no

sinal e[n] é pouco significativa. Já os harmônicos e interrupções de tensão obtiveram

distâncias maiores entre si e das demais classes consideradas, o que indica que,

no espaço de parâmetros considerado, estes distúrbios são os mais fáceis de serem

distinguidos dos demais, principalmente se o método de classificação adotado for

baseado na medida de distância do evento às curvas representativas de cada classe

de distúrbio. Este método de classificação será abordado no Capítulo 6.

Do ponto de vista de detecção, a Tabela 4.2 mostra que os distúrbios de tran-

sitórios oscilatórios (S5) e flickers (S6) possuem curvas mais próximas da curva dos

sinais sem distúrbios, em comparação com as outras classes. Sendo assim, um sis-

tema de detecção baseado nas distâncias entre as curvas pode ter dificuldade maior

em detectar estas classes. Neste ponto, dois comentários relacionados ao compri-

mento (N = 1.024 amostras) da janela de aquisição utilizada são importantes: (i)

os distúrbios da classe S5 são de curta duração e, portanto, janelas longas, represen-

tadas no espaço das curvas, podem não dar destaque ao transitório; (ii) as flutuações

do sinal de tensão que caracterizam a classe S6 podem não ser destacadas suficiente-

mente no sinal e[n] com apenas 1.024 amostras. Logo, as curvas representativas para
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estas classes podem ter muita similaridade com a da classe de sinais sem distúrbios.

Tabela 4.2: Distâncias entre as curvas principais em u.a..

Classes S1 S2 S3 S4 S5 S6 S7 S8 S9
S1 0 3,20 0,06 0,02 2, 08× 10−9 4, 57× 10−4 0,56 0,16 2,96
S2 0 3,24 3,21 3,20 3,19 3,71 2,49 5,78
S3 0 0,04 0,06 0,06 0,61 0,21 2,97
S4 0 0,02 0,01 0,57 0,17 1,60
S5 0 4, 56× 10−4 0,56 0,15 2,96
S6 0 0,56 0,16 2,63
S7 0 0,71 3,51
S8 0 3,07
S9 0

De fato, a disposição das curvas, assim como seu comprimento e número

de segmentos, no espaço de coordenadas é dependente dos parâmetros utilizados

para extraí-las. A aplicação de pré-processamentos mais elaborados para extrair

parâmetros mais representativos dos distúrbios, pode melhorar a capacidade de dis-

criminação dos parâmetros e, consequentemente, levar à obtenção de curvas mais

compactas, reduzindo a interseção entre as diferentes classes com o aumento da

distância entre suas curvas. Esta análise será abordada no Capítulo 6.

4.3 Extração de Parâmetros via Curvas Princi-

pais

A técnica de curvas principais tem como principal vantagem a boa capacidade

de extração de características (parâmetros). Na seção anterior, as características

extraídas foram as medidas de distâncias entre as curvas de cada classe de sinal, o

número de segmentos e o comprimento de cada curva. Tais características são úteis

na análise dos dados. Contudo, além destes, outros parâmetros podem ser extraídos

e utilizados para representar os distúrbios em um espaço dimensional reduzido, de

forma a maximizar a separabilidade entre as classes de distúrbios. Estes parâmetros

podem, portanto, alimentar detectores e classificadores, conforme será mostrado nos

próximos capítulos.

Neste contexto, três diferentes tipos de parâmetros podem ser extraídos uti-
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lizando as curvas:

1. As distâncias do evento aos segmentos da curva;

2. O índice de projeção do evento à curva;

3. O próprio evento projetado na curva;

A primeira alternativa apresenta-se mais atraente, já que, com o algoritmo

k-segmentos não suave, pode-se controlar o número de segmentos na extração das

curvas e, consequentemente, o número de parâmetros extraídos. Por exemplo, uma

curva principal com 3 segmentos permitiria extrair 3 parâmetros, que seriam as dis-

tâncias do evento a cada segmento da curva, independente da dimensão do evento.

Assim, um evento de dimensão N passa a ser representado por apenas três parâ-

metros. Esta metodologia facilita a redução de complexidade, porém, a definição

da quantidade de parâmetros necessários é bastante dependente do problema em

questão.

Para ilustrar este espaço de parâmetros, a curva principal com apenas 3

segmentos foi extraída, a partir dos sinais e[n], para as classes de harmônicos e

notches. A visualização das curvas principais, neste caso, não é possível, uma vez que

estão em um espaço de 1.024 coordenadas. As distâncias dos eventos de sinais sem

distúrbios (S1) aos 3 segmentos das curvas de harmônicos e notches foram medidas,

gerando os espaços de parâmetros mostrados na Figura 4.5. Assim, d(1)
ij , d

(2)
ij e d(3)

ij ,

para i = 1, 2, ..., 250, representam, respectivamente, as distâncias do evento i ao

primeiro, segundo e terceiro segmento da curva principal representativa da classe j.

Os espaços de parâmetros gerados mostram que não há interseção entre os distúrbios

de harmônicos e notches, e os sinais sem distúrbios. Estes parâmetros, portanto,

podem alimentar técnicas que realizam a detecção. No próximo capítulo, estes

parâmetros serão apresentados a uma rede neural artificial para fins de detecção.
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(a) (b)

Figura 4.5: Espaço de parâmetros entre sinais sem distúrbios e harmônicos e notches.
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Capítulo 5

Detecção de Distúrbios Elétricos

Neste capítulo, dois sistemas de detecção de distúrbios elétricos são propostos.

Ambos os sistemas utilizam como técnica de classificação a rede neural artificial,

porém, com diferentes metodologias de extração de parâmetros. Um sistema utiliza

a técnica de curvas principais, que foi introduzida no Capítulo 4, e o outro sistema

utiliza como parâmetros o valor rms, o máximo e o mínimo absoluto do sinal.

5.1 Detecção de Distúrbios

Uma das principais atribuições do monitoramento da qualidade de energia

elétrica é a análise dos distúrbios elétricos. Para tal, os sinais de tensão do sistema

monitorado devem ser primeiramente armazenados. No entanto, o armazenamento

destes gera arquivos de dados de grande extensão. Portanto, torna-se importante

utilizar sistemas de detecção para armazenar apenas os sinais elétricos com distúrbios

e, posteriormente, analisá-los realizando a classificação, identificação e localização

das fontes geradoras dos mesmos. Esta análise é, contudo, realizada de forma off-

line, baseando-se nos sinais armazenados. De qualquer forma, a detecção deve ser

realizada em tempo real, o que demanda sistemas com rápido processamento de

sinais e bom desempenho.

A detecção de distúrbios, em geral, compreende basicamente a extração de

parâmetros e a aplicação de um algoritmo que realize a detecção baseada nos pa-

râmetros extraídos. A extração de parâmetros consiste em uma transformação dos

dados para um novo espaço onde as características dos distúrbios são destacadas
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em relação aos sinais sem distúrbios. Estas características são então selecionadas e

apresentadas à técnica de detecção. Assim, o compromisso em projetar um detector

com alto desempenho e rápido processamento está na escolha das técnicas de ex-

tração de parâmetros e de detecção. Neste capítulo, a extração de parâmetros será

abordada de duas formas: utilizando-se curvas principais e utilizando-se parâmetros

mais simples, tais como o valor rms e valores de pico.

O esquema geral do sistema de detecção proposto é ilustrado pelo diagrama

em blocos da Figura 5.1, em que, assim como nas análises de distúrbios discutidas

nos capítulos anteriores, o sinal a ser processado pelo detector será o sinal resultante

{e[n]} da filtragem do componente fundamental via filtro Notch (ver Capítulo 3).

Figura 5.1: Sistema geral de detecção.

No primeiro bloco da Figura 5.1, o sinal e[n] é segmentado em janelas {si[n]}

com N amostras cada, onde n = 1, 2, ..., N , e i representa cada janela. O bloco Ex-

tração de Parâmetros utiliza as curvas principais para extrair parâmetros relevantes

à detecção dos distúrbios, conforme sugerido no Capítulo 4, Seção 4.3.

Considerando o vector s = [si[n] · · · si[n−N − 1]]T , o problema de detecção

pode ser formulado pelas hipóteses:

H0 : s = rs

H1 : s = i + t + h + rs (5.1)

em que i = [i[n] · · · i[n − N − 1]]T , t = [t[n] · · · t[n − N − 1]]T , h = [h[n] · · ·h[n −

N − 1]]T , re + rf = r = [r[n] · · · r[n − N − 1]]T . A hipótese H0 está associada à

operação nominal do sistema elétrico e a hipóteseH1 está associada com as condições

anormais do sistema elétrico, isto é, à presença de distúrbios elétricos.
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5.2 Sistema de Detecção Baseado Em Curvas

Principais

Para o projeto do sistema, as curvas principais de cada classe de distúrbios

considerada são extraídas a partir de si[n], com três segmentos cada. Conforme

mostrado no Capítulo 4, com curvas com apenas três segmentos obtém-se represen-

tações compactas das classes de distúrbios e um espaço de parâmetros, baseado nas

distâncias do evento aos segmentos da curva, com boa separabilidade entre classes.

Assim, os parâmetros extraídos pelo bloco Extração de Parâmetros da Figura 5.1

serão as distâncias do sinal si[n] a cada um dos segmentos da curva de cada classe

de distúrbio. Logo, cada janela de sinal processado {si[n]}, passa a ser representada

pelo vetor de parâmetros pij = [d(1)
ij d

(2)
ij d

(3)
ij ], onde d(1)

ij , d
(2)
ij e d(3)

ij são as distâncias

do evento i aos segmentos 1, 2 e 3 da curva principal j. Neste caso, j = 1, 2, ..., M ,

representa as M classes de distúrbios consideradas.

Ilustrativamente, a Figura 5.2 (a) mostra o espaço de parâmetros represen-

tado pelas distâncias dos distúrbios de interrupções de tensão e eventos sem distúr-

bios aos segmentos da curva principal representativa da classe de interrupções de

tensão. A Figura 5.2 (b) mostra o espaço de parâmetros representado pelas distân-

cias dos distúrbios transitórios oscilatórios e eventos sem distúrbios aos segmentos da

curva principal representativa da classe transitórios oscilatórios. Ambos os espaços

de parâmetros foram obtidos para eventos considerando-se N = 256 amostras.

Figura 5.2: Espaço de parâmetros para interrupções de tensão em (a) e para para
transitórios oscilatórios em (b) para N = 256 amostras.
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Nesta etapa é interessante destacar a importância da extração de parâme-

tros utilizando curvas principais, uma vez que, conforme mostra a Figura 5.2, com

apenas três parâmetros é possível obter uma boa separabilidade entre os distúrbios

de interrupções de tensão e transitórios oscilatórios e os eventos sem distúrbios. É

importante também notar que a classe sem distúrbios compõe uma classe bastante

homogênea, o que facilita sua classificação.

Por outro lado, quando a extração de parâmetros acontece para sinais com o

número de amostras inferior a 256, como, por exemplo, em um caso mais crítico, com

16 amostras (equivalente a 1/16 de um ciclo do sinal de tensão monitorado, para os

dados utilizados neste trabalho), a separação entre classes não é trivial, conforme

ilustra a Figura 5.3 (a). Nestes casos, a utilização de uma ferramenta não linear, tal

como uma RNA, conforme é proposto neste trabalho, torna-se necessária.

Existem algumas classes, como é o caso da classe de transitórios oscilatórios,

em que, mesmo extraindo parâmetros de uma janela reduzida (16 amostras) do sinal

si[n], é possível obter um bom espaço de parâmetros, do ponto de vista de separação

entre classes, conforme ilustra a Figura 5.3 (b). Isto se deve à boa capacidade de

caracterização das curvas principais.

Figura 5.3: Espaço de parâmetros para interrupções de tensão em (a) e para para
transitórios oscilatórios em (b) para N = 16 amostras.

Baseada nestes parâmetros, uma rede neural artificial (RNA) especialista [82]

foi treinada para cada classe de distúrbios, com o objetivo de separar o distúrbio

específico da classe sem distúrbio.

O diagrama em blocos da etapa de detecção é mostrado na Figura 5.4.
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Figura 5.4: Diagrama em blocos da etapa de detecção em detalhes.

Dessa forma, o detector será composto por M RNA especialistas, onde M

é o número de distúrbios abordados. Cada RNA possui três nós de entrada, que

são referentes aos parâmetros d(1)
ij , d

(2)
ij e d(3)

ij , uma camada escondida contendo qua-

tro neurônios nas redes especialistas em afundamentos e elevações de tensão e três

neurônios nas demais redes. A camada de saída contém apenas um neurônio. O

número de neurônios na camada intermediária foi escolhido de acordo com o maior

desempenho obtido para o conjunto de sinais de validação.

Esta metodologia de detecção usando RNA especialistas é bastante interes-

sante por dois motivos: (i) é fácil acrescentar novas classes de distúrbios a serem

abordadas sem que haja a necessidade de reprojetar todo o sistema e; (ii) pode au-

xiliar a classificação e/ou gerar parâmetros para alimentar sistemas de classificação,

conforme será discutido no próximo capítulo.

Cumpre ressaltar, que o espaço de parâmetros para as classes de afundamen-

tos e elevações de tensão apresentaram maior interseção com a classe de eventos

sem distúrbios, conforme mostra a Figura 5.5, dificultando o processo de classifi-

cação e, portanto, um número maior de neurônios na camada intermediária da RNA

foi necessário neste caso. A função de ativação utilizada em todas as RNA foi a

tangente sigmóide e o algoritmo RPROP [95] (vide Anexo A) foi usado para treinar

cada RNA. O critério de parada adotado para o treinamento da rede foi o do menor

erro aliado ao melhor desempenho do conjunto de validação.

Uma regra de decisão será aplicada às saídas das redes neurais especialis-

tas para decidir pela presença ou não de distúrbio elétrico no segmento de sinal

processado.
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Figura 5.5: Espaço de parâmetros para as classes de afundamento (a) e elevação (b)
de tensão para N = 256 amostras.

Cada RNA foi treinada para separar entre um tipo de distúrbio e o sinal

sem distúrbio. Logo, a lógica final foi implementada de forma a apontar para sinal

pertencente à classe sem distúrbio apenas quando todas as RNA o fizerem. Caso

contrário, o evento será assinado como distúrbio. Esta lógica, contudo, é favorecida

pelo fato de que a classe de sinais sem distúrbio é bastante homogênea, o que facilita

sua classificação.

O projeto do sistema consistiu em obter as curvas principais de cada classe,

extrair o vetor de parâmetros, treinar e validar as RNA especialistas, e definir a

lógica final. É importante ressaltar que a extração das curvas principais acontece

apenas na fase de projeto do sistema. A operação do sistema consiste em, a cada

evento, medir as distâncias do mesmo aos segmentos das curvas e, em seguida,

apresentar estas distâncias às RNA.

A utilização de curvas principais com poucos segmentos torna-se vantajoso,

do ponto de vista de complexidade de processamento e de memória requerida do

processador para o armazenamento das curvas.

5.2.1 Resultados e Discussões

O sistema proposto foi testado utilizando-se dados simulados e experimentais,

seguindo a metodologia apresentada no Capítulo 3. Um detector de energia foi

também projetado e comparado ao sistema proposto. A definição do limiar no

detector de energia foi baseada na inspeção das probabilidades de detecção (PD)
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e de falso alarme (PF). A Figura 5.6 mostra as probabilidades normalizadas de

detecção e de falso alarme em função do limiar de detecção, para N = 256 amostras

e N = 16 amostras, respectivamente, em (a) e (b), obtidas para o conjunto de sinais

de treinamento. Os limiares foram escolhidos para PF de detecção dos distúrbios

nula. Observe que para N = 16 amostras, a PF nula implica em redução da PD.

Figura 5.6: Probabilidades de Detecção (PD) e de falso alarme (PF) em função do
limiar de detecção.

Resultados Para Dados Simulados

A Tabela 5.1 mostra os resultados de desempenho obtidos para os dados

de teste, considerando-se o número de amostras (N) utilizadas na segmentação do

sinal. O desempenho mostrado é referente à eficiência global do método, obtida pela

média aritmética entre os desempenhos das classes de distúrbios e sem distúrbios.

Os resultados mostram que o método proposto apresentou melhor desempenho que

o detector de energia, com 100 % de acerto para a classe sem distúrbios (falso alarme

nulo) e reduzido percentual de erro para os casos de 32 e 16 amostras. Estes erros

aconteceram para os distúrbios de afundamentos e elevações de tensão com menor

intensidade. Os afundamentos e elevações de tensão, quando não são muito intensos,

são eliminados no componente fundamental removido pelo filtro notch. A detecção

destes distúrbios através do sinal e[n], acontece devido ao transitório causado pelo

filtro notch quando há o aparecimento destes. No entanto, uma possível solução, que

poderia melhorar o resultado de detecção para estas classes, seria utilizar também as

informações do componente fundamental. Tal solução aparece como proposta para
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trabalhos futuros.

Tabela 5.1: Eficiência global em % para os dados simulados.

Comprimento da janela de aquisição Sistema Proposto Detector de Energia
N = 256 100 100
N = 128 100 96
N = 64 100 81
N = 32 99 63
N = 16 99 54

Resultados Para Dados Experimentais

A Tabela 5.2 mostra os resultados referentes aos dados experimentais.

Observa-se que o método proposto detectou corretamente todos os distúrbios para

os cinco casos.

Tabela 5.2: Eficiência global em % para os dados reais.

Comprimento da janela de aquisição Sistema Proposto Detector de Energia
N = 256 100 81
N = 128 100 74
N = 64 100 68
N = 32 100 51
N = 16 100 40

Estes resultados mostram que em sistemas reais, técnicas mais elaboradas

e com características não-lineares podem alcançar melhor capacidade de general-

ização, já que o sistema foi projetado utilizando apenas dados simulados e obteve

um desempenho melhor em dados reais. Ademais, o banco de dados experimen-

tais é bastante heterogêneo, composto por diversos distúrbios que acontecem em

sequência e/ou simultaneamente (múltiplos distúrbios), conforme mostra a Figura

5.7, onde se pode observar a ocorrência de uma interrupção de tensão seguida de

elevação, harmônicos e curtos transitórios, em (a). Em (b) observa-se o apareci-

mento de harmônicos, impulsos e, possivelmente, algum outro distúrbio difícil de

ser identificado.
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Figura 5.7: Exemplos de sinais de tensão de dados reais com distúrbios obtidos no
site do grupo de trabalho IEEE (working group P1159.3).

5.3 Sistema de Detecção Baseado no Valor RMS

O sistema de detecção proposto nesta seção possui a mesma estrutura geral

mostrada na Figura 5.1, porém faz a extração de parâmetros calculando o valor

RMS do sinal si[n] conforme mostra a Equação 7.5.

siRMS =

√√√√ 1
N

N∑
n=1

s2
i [n] (5.2)

Em adição, ambos os valores máximos absolutos positivo (pi1) e negativo

(pi2) de si[n] são também utilizados e, portanto, o vetor de parâmetros extraído será

composto por três valores: pi = [siRMS pi1 pi2].

A utilização do valor RMS como parâmetro na detecção de distúrbios foi,

inicialmente, realizada em [31], onde utilizou-se o valor RMS amostra por amostra

considerando-se janelas de meio ciclo do sinal de tensão.

A inovação da extração de parâmetros realizada no sistema aqui proposto

está na utilização dos valores máximos absolutos positivos e negativos da janela

de sinal processada e na filtragem do componente fundamental pelo filtro notch.

Ademais, esta extração de parâmetros é bastante simples e leva a uma boa separação

entre classes, como mostra a Figura 5.8 para as classes de transitórios oscilatórios e

interrupções contra a classe de eventos sem distúrbios.

Por outro lado, a extração de parâmetros de uma janela de sinal (si[n])

com um número reduzido de amostras pode levar à interseção entre as classes de
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Figura 5.8: Espaço de parâmetros para interrupções de tensão (a) e para para
transitórios oscilatórios (b) para N = 256 amostras.

distúrbios e eventos sem distúrbios, conforme ilustra a Figura 5.9 para algumas

classes.

(a) (b)

(c) (d)

Figura 5.9: Espaço de parâmetros para as classes de interrupções (a), harmônicos
(b), afundamentos (c) e elevações de tensão (d), para N = 16.
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Após a extração de parâmetros, o vetor pi é, então, apresentado a uma RNA

que realiza a detecção. A vantagem deste método ao método anteriormente proposto,

baseado em curvas principais, é que, neste caso, apenas um vetor de parâmetros

é extraído e, consequentemente, utiliza-se apenas uma RNA, que é treinada para

distinguir duas classes: eventos com distúrbios e sem distúrbios.

A rede neural foi treinada utilizando o algoritmo RPROP [95] e é composta,

basicamente, por três nós de entrada, três neurônios na camada intermediária e

um neurônio de saída. A função de ativação utilizada foi a tangente sigmóide. O

número de neurônios na camada intermediária foi definido pelo menor erro durante

o treinamento e o critério de parada no treinamento foi o do menor erro aliado ao

melhor desempenho para o conjunto de validação.

5.3.1 Resultados e Discussões

O sistema proposto foi testado utilizando-se dados simulados e experimentais.

Os resultados foram comparados com os do detector baseado em curvas principais

e o detector de energia, descritos na seção anterior. O mesmo banco de dados,

utilizado na seção anterior foi aqui utilizado para a obtenção dos resultados.

Resultados Para Dados Simulados

A Tabela 5.3 mostra os resultados de desempenho obtidos para os dados

de teste, considerando-se o número de amostras (N) utilizado na segmentação do

sinal. O desempenho mostrado é referente à eficiência global do método, obtida pela

média aritmética entre os desempenhos das classes de distúrbios e sem distúrbios.

Os resultados mostram que o método proposto apresentou melhor desempenho que

o detector de energia, com 100 % de acerto para a classe sem distúrbios (falso alarme

nulo) e reduzido percentual de erro para os casos de 64, 32 e 16 amostras. Estes

resultados foram compatíveis com o método baseado em curvas principais.

Resultados Para Dados Experimentais

A Tabela 5.4 mostra os resultados referentes aos dados experimentais, orga-

nizados conforme a Seção 7.3.2. Observa-se que o método proposto detectou corre-

tamente todos os distúrbios para dois dos cinco casos. Comparando com os outros
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Tabela 5.3: Eficiência global em % para os dados simulados.

Comprimento da Sistema Proposto Curvas Detector de
janela de aquisição (RMS) Principais Energia

N = 256 100 100 100
N = 128 100 100 96
N = 64 99 100 81
N = 32 99 99 63
N = 16 98 99 54

dois métodos, o método proposto foi superior ao detector de energia e levemente

inferior ao detector baseado em curvas principais. Este fato já era esperado, devido

à boa capacidade de representação de dados das curvas principais, o que permite ao

sistema, maior capacidade de generalização dos sinais.

Tabela 5.4: Eficiência global em % para os dados reais.

Comprimento da Sistema Proposto Curvas Detector de
janela de aquisição (RMS) Principais Energia

N = 256 98 100 81
N = 128 99 100 73
N = 64 100 100 67
N = 32 98 100 51
N = 16 100 100 40

5.4 Estudo de Complexidade Computacional

Conforme discutido em [42], uma forma de medir a complexidade computa-

cional de um método com vistas a futuras implementações em DSP (Digital Signal

Processor) é obter o número de operações matemáticas (multiplicações e adições)

e tangentes hiperbólicas realizadas pelo algoritmo proposto na fase de operação. É

importante ressaltar que as tangente hiperbólicas podem ser obtidas, na implemen-

tação em hardware, por meio de tabela aproximada.

As Tabelas 5.5 e 5.6 mostram, respectivamente, a complexidade computa-

cional dos médodos de detecção apresentados nas seções anteriores, em termos das

operações matemáticas necessárias para processar uma janela do sinal com 256 e 16

amostras. O número de adições e multiplicações foi calculado conforme mostrado
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no Anexo B.

Tabela 5.5: Complexidade computacional dos métodos para N = 256.

Operações Sistema baseado Sistema baseado em Detector de
Matemáticas no valor RMS Curvas Principais Energia

Adições 1.285 21.567 255
Multiplicações 1.043 10.836 256

tan(.) 4 30 0

Tabela 5.6: Complexidade computacional dos métodos para N = 16.

Operações Sistema baseado Sistema baseado em Detector de
Matemáticas no valor RMS Curvas Principais Energia

Adições 105 1.407 15
Multiplicações 98 756 16

tan(.) 4 30 0

Os resultados mostram que o detector de energia requer menor complexi-

dade computacional. O método baseado no valor RMS possui menor complexidade

computacional do que o método baseado em curvas principais. No entanto, para

reduzidas amostras (N = 16), ambos os sistemas propostos exigem um reduzido

número de operações. Portanto, considerando-se o desempenho dos métodos pro-

postos, e que 16 amostras equivale a 1/16 de um ciclo do sinal de tensão monitorado,

estes resultados são bastante atrativos para implementações em tempo real.
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Capítulo 6

Classificação de Distúrbios

Elétricos Isolados

Neste capítulo, sistemas de classificação de distúrbios isolados são propostos,

em que as técnicas de curvas principais e estatísticas de ordem superior são aplicadas

com bastante sucesso. Análises de desempenho e complexidade computacional dos

sistemas são discutidas e apresentadas em forma de resultados.

6.1 Classificação de Distúrbios: Generalidades

A classificação de distúrbios elétricos consiste em uma importante etapa num

processo de monitoramento da QEE, uma vez que pode contribuir diretamente na

identificação das causas dos distúrbios, assim como na localização dos mesmos. A

etapa de classificação, em geral, caracteriza-se como uma etapa posterior à detecção

e pode ser, neste caso, realizada off-line, com dados previamente armazenados, ou

em tempo real.

As análises em tempo real requerem técnicas com reduzida complexidade

computacional, o que se resume em rápido processamento dos dados. As análises

off-line não requerem rápido processamento e, portanto, técnicas com maior comple-

xidade computacional podem ser empregadas. Geralmente, aliar uma técnica com

reduzido custo computacional a uma alta eficiência não é uma tarefa fácil. Atual-

mente, o desenvolvimento de processadores cada vez mais eficientes tem contribuído

bastante, viabilizando a aplicação de técnicas mais robustas.
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Em geral, a classificação é precedida por uma importante etapa de extração

de parâmetros. Os principais objetivos da extração de parâmetros para fins de

classificação são:

(i) Maximizar as fronteiras de separação entre as classes extraindo parâmetros com

informações importantes e restritas acerca de cada classe. Estas informações

são comumente extraídas utilizando-se transformações, onde, geralmente, são

empregadas as transformadas discretas de Fourier, transformadas Wavelet,

transformadas S, dentre outras. Outra forma comum de extrair informações

importantes é através de estatísticas de segunda ordem, estatísticas de ordem

superior, e outros parâmetros mais comuns, tais como o valor RMS do sinal.

(ii) Reduzir a complexidade computacional diminuindo o número de parâmetros,

o que pode ser feito diretamente, pela extração dos parâmetros desejáveis,

quando se tem um conhecimento suficiente sobre o problema, ou utilizando-se

ferramentas de seleção de parâmetros, tais como o discriminante de Fisher,

testes de relevância, dentre outros. A aplicação de técnicas de seleção de

parâmetros torna a escolha dos melhores parâmetros automática e menos de-

pendente do conhecimento do problema por parte do projetista.

Conforme discutido no Capítulo 4, no contexto de classificação, as curvas

principais podem ser utilizadas tanto como ferramenta extratora de parâmetros

como ferramenta de classificação. Neste Capítulo, estas duas abordagens com curvas

principais serão discutidas para o desenvolvimento de classificadores de distúrbios

elétricos isolados.

Em seguida, um sistema de classificação de distúrbios isolados baseado em

estatísticas de ordem superior é também proposto. A motivação para o uso de EOS

está no fato de que estas são nulas para dados gaussianos e, portanto, são imunes à

presença de ruído Gaussiano [45, 46]. Ademais, as EOS são capazes de fornecer infor-

mações representativas do sinal analisado e, consequentemente, facilitar o processo

de classificação, levando a um espaço de parâmetros bem definido.
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6.2 Classificação Baseada em Parâmetros Extraí-

dos Por Curvas Principais

Conforme mencionado no Capítulo 5, Seção 5.2, o detector proposto, baseado

em curvas principais e redes neurais (vide Figura 5.4), pode auxiliar na classificação

dos distúrbios, uma vez que são utilizadas redes neurais especialistas para cada classe

de distúrbios. A ideia é utilizar as informações das redes especialistas em conjunto,

alimentando uma nova rede neural que fará a classificação dos distúrbios.

A Figura 6.1 ilustra a arquitetura das redes neurais utilizadas na detecção de

distúrbios, conforme proposto no Capítulo 5. Observe que a rede é alimentada pelo

vetor pij, referente à distância do evento i aos segmentos da curva principal j, e que

a respectiva saída da camada intermediária (oculta) está representada pelos parâme-

tros z1, z2 e z3. Conforme bem discutido em [82], a camada intermediária (oculta) de

uma rede neural do tipo perceptron é responsável por realizar uma ‘transformação’

dos dados para um novo espaço onde a separação entre as classes é máxima. Assim,

o sistema de classificação proposto consiste em utilizar a saída da camada oculta da

rede de detecção como parâmetros que alimentam uma nova rede neural que fará a

classificação. Esta situação é interessante para mostrar a operação do classificador

em paralelo com o detector sem que o processamento dos dados seja alterado.

Figura 6.1: Estruda da rede neural de detecção de distúrbios.

Como foram consideradas sete classes de distúrbios, utilizou-se sete curvas

principais (j = 1, 2, ..., 7) e, consequentemente, sete redes neurais especialistas

para a detecção, o que soma um total de 21 parâmetros referentes às saídas das

camadas ocultas, representados pelo parâmetro zi, em que (i = 1, 2, ..., 21). Então,

o método de classificação, aqui proposto, consiste em utilizar estes 21 parâmetros,
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obtidos durante o processo de detecção, e alimentar uma nova rede neural, cujo

objetivo é classificar os distúrbios.

Para o projeto e teste do sistema de classificação aqui proposto, seguiu-se a

metodologia descrita no Capítulo 3.

Conforme já discutido anteriormente, os distúrbios de interrupções, elevações

e afundamentos de tensão, quando analisados no sinal e[n], apresentam formas

de ondas bastante semelhantes. A análise por curvas, realizada no Capítulo 4,

mostrou que as curvas representativas das classes de afundamentos e elevações de

tensão encontram-se próximas umas das outras no espaço de parâmetros. Durante

o treinamento da rede neural, observou-se uma dificuldade em separar os afun-

damentos das elevações e interrupções de tensão. Assim, a solução foi agrupar

estes distúrbios em uma única classe, de forma que a rede neural classificará ape-

nas cinco classes: Harmônicos, Notches, Impulsos, Transitórios oscilatórios, e Inter-

rupções/Afundamentos/Elevações de tensão.

A rede neural de classificação foi então treinada, utilizando o algoritmo

RPROP [95], em que os alvos foram os vetores [1 −1 −1 −1 −1], [−1 1 −1 −1 −1],

[−1 − 1 1 − 1 − 1], [−1 − 1 − 1 1 − 1] e [−1 − 1 − 1 − 1 1],

para as classes Harmônicos, Notches, Impulsos, Transitórios oscilatórios, e Inter-

rupções/Afundamentos/Elevações de tensão, respectivamente. Assim, a rede é com-

posta por 21 nodos de entrada, 5 neurônios na camada oculta e 5 neurônios de saída.

A função de ativação utilizada foi a tangente hiperbólica. O critério de parada ado-

tado foi o do menor erro aliado ao maior desempenho para dados de validação.

Dos 500 eventos de cada classe, previamente separados para o projeto do sistema,

coforme descrito no Capítulo 3, 250 foram utilizados para a extração das curvas

principais e 250 para o treino e validação da rede neural. Dos 250 separados para o

projeto da rede neural, 2/3 foi utilizado para o treinamento e 1/3 para a validação.

A separação dos distúrbios agrupados, interrupções, afundamentos e ele-

vações de tensão, será realizada no espaço de parâmetros das estatísticas de or-

dem superior na Seção 6.4. Uma metodologia alternativa também será discutida no

próximo capítulo.
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6.2.1 Resultados e Discussões

Após o projeto do classificador, o conjunto de sinais de teste foram aplicados

ao sistema proposto. O desempenho obtido pelo método é mostrado na Tabela 6.1.

Tabela 6.1: Desempenho do classificador proposto em %.

Classes Desempenho
Harmônicos 98,5
Notches 100
Impulsos 100

Transitórios Oscilatórios 97,0
Afundamentos/Elevações/Interrupções 100

Em geral, estes resultados são bastante expressivos, considerando-se o alto

desempenho e o fato de que os mesmos parâmetros utilizados para fazer a detecção

são também utilizados pelo sistema de classificação. Esta característica é muito in-

teressante, do ponto de vista de complexidade computacional, já que, em geral, os

sistemas de monitoramento propostos recentemente implementam diferentes estru-

turas para a detecção e classificação.

6.3 Curvas Principais Como Ferramenta de Clas-

sificação

Até o presente momento, no contexto desta tese, a técnica de curvas principais

foi explorada para fins de análise de dados, no Capítulo 4, e como ferramenta ex-

tratora de parâmetros relevantes para a detecção (Capítulo 5) e classificação (Seção

anterior) de distúrbios, em que resultados bastantes expressivos foram alcançados.

O objetivo desta seção é mostrar como as curvas principais podem fazer a

classificação dos distúrbios de uma forma bastante simples. Para exemplificar esta

aplicação, considere duas classes C1 e C2, representadas em um espaço de duas

dimensões, respectivamente pelas curvas principais f1(t) e f2(t), conforme ilustra a

Figura 6.2. Assim, dado um evento desconhecido x, em que d1 e d2 medem a distân-

cia deste evento às curvas f1(t) e f2(t), respectivamente, o critério de classificação

será atribuir o evento à classe cuja curva principal está mais próxima do evento, ou
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seja, a menor distância define a curva à qual o evento pertence. Logo, o evento x

será dado como pertencente à classe C1, já que a desigualdade d1 < d2 é satisfeita.

Figura 6.2: Exemplo de classificação utilizando curvas principais.

6.3.1 Projeto do Sistema

O projeto do sistema consiste, basicamente, em extrair as curvas principais

de cada classe de distúrbios e, utilizando-se o conjunto de dados de validação, definir

o melhor número de segmentos para cada curva principal. Nesta etapa, 250 sinais de

cada classe do banco de sinais de projeto (vide Capítulo 3) foram utilizados para a

construção das curvas. Os 250 restantes foram utilizados para a escolha do número

de segmentos em cada curva.

Como o critério de classificação aqui proposto é baseado na distância do

distúrbio às curvas principais, é importante que as curvas principais estejam bem

definidas no espaço de parâmetros e o mais distantes umas das outras quanto pos-

sível. No Capítulo 4, as distâncias entre as curvas principais de cada classe de dis-

túrbios é analisada, considerando-se um pré-processamento simples que consiste na

remoção do componente fundamental do sinal (veja a Figura 3.1). De fato, as curvas

principais tentam representar um conjunto de dados, em um espaço d-dimensional,
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acompanhando a disposição dos dados no espaço. Sendo assim, a aplicação de pré-

processamentos nos dados, levando-os a um novo espaço de parâmetros, pode levar

à obtenção de curvas mais compactas e, principalmente, mais distantes umas das

outras, o que é bastante relevante, dado o critério de classificação proposto. Com

este objetivo, os seguintes passos de pré-processamentos são aplicados aos sinais de

tensão com distúrbios antes da extração das curvas principais:

Passo 1: Remoção do componente fundamental, utilizando-se um filtro Notch, conforme

mostrado no Capítulo 3.

Passo 2: Alinhamento do sinal e[n] pelo início do distúrbio. Este alinhamento foi reali-

zado utilizando-se um filtro média móvel de 10 coeficientes da seguinte forma:

se
1
10

(9+i)∑
n=i

e[n] > ρ, (6.1)

então nb = n, onde N é o tamanho da janela do sinal e[n] e i = 1, . . . , N/2.

O algoritmo retorna nb, que é a amostra onde o distúrbio se inicia, quando

a saída do filtro é maior que o limiar previamente definido ρ. O valor de ρ

depende do valor da SNR do sinal. Uma vez que o início do evento é detectado,

a janela de sinal e[n] é truncada com um número de amostras igual a duas vezes

o período do componente fundamental do sinal. Este filtro, de certa forma,

tem a importante característica de eliminar os ruídos.

Passo 3: Sub-amostragem. A Janela resultante é sub-amostrada por um fator L = 8,

como descrito na Equação (6.2).

ed[n] = e[Ln] (6.2)

Nesta etapa, é importante escolher L de forma que ed[n] mantenha as caracte-

rísticas básicas de cada distúrbio. O objetivo principal desta etapa é a redução

de complexidade computacional.

Passo 4: Normalização. Nesta etapa, o sinal ed[n] é normalizado pelo seu valor máximo

absoluto, de acordo com a Equação 6.3

en[n] = ed[n]
‖ed[n]‖∞ (6.3)

68



A Figura 6.3 ilustra cada passo de processamento. É importante notar que

o pre-processamento aplicado tem como principais características a capacidade de

eliminar ruídos e de reduzir a dimensão dos dados.

Figura 6.3: Ilustração dos passos de pré-processamento.

Após pré-processar o sinal, a curva principal de cada classe de distúrbio é
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extraída do conjunto de treino a partir de en[n] utilizando-se o algoritmo k-segmentos

não suave [93]. É importante ressaltar que a etapa de extração das curvas principais

é realizada somente na fase de projeto.

O número de segmentos da curva principal para cada classe foi escolhido

analisando-se o resultado final de classificação para o conjunto de dados de validação,

isto é, o número de segmentos de cada curva foi alterado gradativamente até que se

alcançasse o maior número de acertos. A Tabela 6.2 mostra o resultado final para

o número de segmentos de cada curva principal. A partir do número de segmentos,

o comprimento das curvas foi também obtido, utilizando-se a distância euclidiana

entre os vértices de cada segmento que compõe a curva.

Tabela 6.2: Número de segmentos e comprimento das curvas de cada classe em
unidade arbitrária (u.a.).

Classes Número de Comprimento
segmentos (u.a.)

Harmônicos 20 911,4
Afundamentos/Elevações/Interrupções 2 228,4

Transitório Oscilatório 3 21,9
Notches 2 31,0
Impulsos 2 19,1

Note que as classes de afundamentos, elevações e interrupções de tensão foram

agrupadas em uma única classe, pois o pré-processamento aplicado levou a curvas

principais bem próximas entre estas classes. A separação destas classes será discutida

no próximo capítulo.

Observa-se que as classes de harmônicos e afundamen-

tos/elevações/interrupções possuem informações mais diversificadas do que as

outras classes. A classe de harmônicos possui maior complexidade geométrica no

espaço de parâmetros das curvas do que as demais classes. A classe de afundamen-

tos/elevações/interrupções, apesar de apresentar reduzido número de segmentos, é

representada por segmentos longos, o que indica dados diversificados no espaço de

parâmetros das curvas.

Um dos objetivos do pré-processamento (passo 1 ao 4) aplicado aos distúrbios,

além de reduzir o espaço de parâmetros, é obter curvas principais mais distantes

umas das outras, já que a decisão da classe à qual o distúrbio pertence é baseada
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nas distâncias do distúrbio às curvas principais. A Tabela 6.3 mostra as distâncias

entre as curvas principais representativas de cada classe de distúrbios. Comparando-

se estas distâncias com as distâncias entre as curvas obtidas no Capítulo 4, Tabela

4.2, observa-se que, em geral, as distâncias apresentadas pelas curvas extraídas dos

dados pré-processados conforme proposto nesta seção (passo 1 ao 4) são superiores

e, portanto, as curvas principais obtidas aqui localizam-se mais distantes umas das

outras no espaço de parâmetros, o que é desejável para o classificador proposto e

justifica o pré-processamento aplicado.

Tabela 6.3: Distâncias entre as curvas principais (u.a.).

Classes Harmônicos Afundamentos Transitórios Notch Impulsos
Elevações Oscilatórios

Interrupções
Harmônicos 0 15,18 2,40 3,63 1,98

Afundamentos 0 13,46 10,13 12,69
Elevações

Interrupções
Trans. Oscilat. 0 2,31 0,48

Notch 0 2,19
Impulsos 0

6.3.2 Resultados e Discussões

O projeto do sistema descrito anteriormente consistiu apenas em pré-

processar os dados e, em seguida, obter as curvas principais de cada classe de dis-

túrbios. A operação do sistema consiste em pré-processar o distúrbio e, em seguida,

medir o quadrado da distância euclidiana deste às curvas principais de cada classe.

A distância menor indica à qual classe o distúrbio pertence. Nesta etapa é impor-

tante ressaltar que a extração das curvas principais é realizada apenas no projeto

do sistema.

A Tabela 6.4 mostra os resultados de desempenho do método proposto,

considerando-se os 500 distúrbios de cada classe do banco de sinais de teste. Os

dados pré-processados foram também apresentados à uma rede neural previamente

treinada para a classificação. Os padrões de saída da rede são mostrados na Tabela

6.5. A função de ativação utilizada foi a tangente sigmóide e o algoritmo de treina-

mento foi o RPROP [95]. A configuração final da rede foi 64 nodos de entrada, 10
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neurônios na camada oculta e 5 neurônios de saída.

Tabela 6.4: Eficiência de Classificação e eficiência global em % obtida pelo método
proposto e por redes neurais (RNA).

Classes Sistema Proposto RNA
Harmônicos 99,5 98,5

Afundamentos/Elevações/Interrupções 100 97,0
Transitórios Oscilatórios 100 100

Notch 99,5 100
Impulsos 100 100

Eficiência Global 99, 8 99, 1

Tabela 6.5: Padrões de Saída da RNA.
Padrões Distúrbio Correspondente

[+1 − 1 − 1 − 1 − 1] Transitório Oscilatório
[−1 + 1 − 1 − 1 − 1] Afundamento/Elevação/Interrupção
[−1 − 1 + 1 − 1 − 1] Impulsos
[−1 − 1 − 1 + 1 − 1] Notches
[−1 − 1 − 1 − 1 + 1] Harmônicos

Os resultados mostram que o método proposto obtêve uma eficiência global

superior à RNA. A RNA alcançou um desempenho inferior para as classes de har-

mônicos e afundamentos/elevações/interrupções. Esta comparação é interessante

pelo fato de que o método proposto implementa uma técnica simples que faz a clas-

sificação utilizando apenas um critério de menor distância, enquanto que a RNA

implementa um perceptron multi-camadas e, no entanto, resultados inferiores são

alcançados.

Por outro lado, o desempenho de uma técnica de classificação está direta-

mente relacionada à qualidade dos parâmetros apresentados à mesma. No caso do

pré-processamento aqui proposto, a técnica de curvas principais baseada na distância

euclidiana mostrou-se um bom classificador. Outros pré-processamentos poderiam

obter parâmetros que, apresentados a uma RNA, poderiam levar a melhores resul-

tados, conforme proposto em [47], onde cumulantes de segunda e quarta ordem são

extraídos como pré-processamento.
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6.3.3 Aplicação em Dados Experimentais

Para testar o sistema em dados experimentais, utilizou-se o banco de distúr-

bios adquirido pelo grupo de trabalho do IEEE P1159.3, descrito no Capítulo 3.

Assim, as formas de onda da tensão mostradas na Figura 6.4, foram apresentadas

ao classificador proposto.

Figura 6.4: Formas de onda da tensão experimentais: (a) harmônicos e (b) tran-
sitório oscilatório.

Analisando-se visualmente as formas de onda da Figura 6.4, observa-se, clara-

mente, a presença de harmônicos em (a), transitório oscilatório e afundamento de

tensão em (b). Neste caso, a saída do classificador proposto para estes sinais apon-

tou corretamente harmônicos para a forma de onda em (a) e transitório oscilatório

em (b).

Na prática, a ocorrência de múltiplos distúrbios é comum, e a correta ca-

racterização destes não é uma tarefa trivial, exigindo sistemas mais elaborados de

classificação. Nos capítulos seguintes, esta abordagem será investigada em deta-

lhes. Contudo, para investigar a viabilidade de, a partir do sistema aqui proposto,

desenvolver-se um sistema capaz de classificar múltiplos distúrbios, considere as for-

mas de onda mostradas na Figura 6.5. Em (a) observa-se um curto transitório,

harmônicos e, possivelmente, algum outro distúrbio difícil de ser identificado por

inspeção visual. Em (b) um transitório oscilatório nas amostras iniciais, harmônicos

e impulsos. As distâncias Euclidianas de cada distúrbio (após pré-processamento re-

querido pelo método proposto de classificação) a cada curva principal são mostradas

na Tabela 6.6. A partir disso, dado o critério da menor distância, o método pro-

posto classifica ambas as formas de onda como distúrbios de transitório oscilatório.
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No entanto, considerando-se também a segunda menor distância, a forma de onda

da Figura 6.5 (a) passa a ser caracterizada como múltiplo distúrbio de transitório

oscilatório com harmônicos. Já a forma de onda da Figura 6.5 (b) será identificada

como transitório oscilatório com impulsos. Estes resultados sugerem a possibilidade

de uma nova metodologia baseada em curvas principais, em que múltiplos distúrbios

possam ser considerados. Tal metodologia será explorada em trabalhos futuros.

Figura 6.5: Eventos experimentais com múltiplos distúrbios.

Tabela 6.6: Distância dos distúrbios às curvas.
Curvas Evento da Fig. 6.5(a) Evento da Fig. 6.5(b)

Harmonônicos 7.7 6.9
Afund./Elev./Interr. 20.9 16.0
Transitório Oscilatório 6.8 5.0

Notches 10.3 8.0
Impulsos 8.1 5.1

6.3.4 Monitoramento Trifásico

O sistema de classificação aqui proposto, pode facilmente realizar um moni-

toramento simultâneo das três fases do sistema élétrico de potência, constituindo,

portanto, um sistema de monitoração trifásico, conforme mostrado na Figura 6.6.

Esta monitoração é realizada de forma sincronizada. Este sincronismo via-

biliza a identificação dos tipos de desbalanceamentos, além de possibilitar a iden-

tificação de distúrbios monofásicos em cada uma das fases do sistema de potência.

Assim, um classificador principal monitora cada uma das fases do sistema. Quando
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Figura 6.6: Sistema trifásico de monitoramento de QEE.

um dos classificadores de qualquer uma das fases aponta um afundamento de tensão

(sag), uma porta “OU” habilita um novo classificador (secundário) que, baseado na

estimativa do fasor do sinal de tensão monitorado, identifica os quatro tipos básicos

de desbalanceamentos: tipo A, tipo B, tipo C e tipo D, descritos no Capítulo 2.

As CP foram extraídas a partir de um conjunto de fasores das fases A, B e C

de cada tipo de desbalanceamento. Assim, a classificação dos desbalanceamentos é

realizada sobre o vetor p = [Pa Pb Pc], em que Pa, Pb e Pc são, respectivamente,

os fasores das fases A, B e C do sistema elétrico, que podem ser precisamente

medidos utilizando métodos baseados na transformada discreta de Fourier (TDF)

como proposto em [96].

Os resultados de classificação para os tipos de desbalanceamento são mostra-

dos na Tabela 6.7. O tipo A refere-se a uma falta trifásica e os tipos B, C e D são

subdivididos em 3 classes, indicando, para o tipo B, em qual fase ocorre o desba-

lanceamento, para o tipo C, em qual par de fases ocorre o desbalanceamento, e no

Tipo D é indicado em qual fase acontece o desbalanceamento, ficando subentendido

que o deslocamento de fase ocorre nas outras duas fases. Estes resultados foram

obtidos considerando-se 200 eventos simulados de cada caso. Cumpre ressaltar que

as CP obtidas para cada uma das classes de desbalanceamentos são compostas por

apenas um segmento, o que implica em reduzida complexidade computacional. Este

método de classificação é bastante interessante pelo fato de que além de classificar o

tipo de desbalanceamento, é identificado a fase em que ocorreu o desbalanceamento,
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o que é bastante interessante do ponto de vista de análise e detecção de falhas em

sistemas elétricos de potência.

Tabela 6.7: Resultados de Classificação para Desbalanceamentos via Curvas Princi-
pais.

Desbalanceamentos Desempenho em %
Tipo A 100

Tipo B Fase A 100
Tipo B Fase B 100
Tipo B Fase C 100
Tipo C Fase BC 100
Tipo C Fase AC 100
Tipo C Fase AB 100
Tipo D Fase A 100
Tipo D Fase B 100
Tipo D Fase C 100

6.4 Sistema de Classificação Baseado em Estatís-

ticas de Ordem Superior

Conforme [46], as estatísticas de ordem superior (EOS) podem levar a re-

sultados mais representativos quando empregadas em processos não Gaussianos e

sistemas não lineares do que as estatísticas de segunda ordem. Sabe-se que um

sinal gaussiano é completamente caracterizado pela sua média e variância. Con-

sequentemente, as EOS de um sinal gaussiano são nulas ou possuem informações

redundantes. Logo as EOS são menos afetadas por ruídos gaussianos do que as

estatísticas de segunda ordem.

Dado que muitas aplicações práticas possuem ruído aditivo gaussiano, as

EOS têm sido utilizadas com bastante frequência, conforme é mostrado em [46]. No

que tange o monitoramento da QEE, as EOS têm sido utilizadas como parâmetros

que alimentam sistemas de detecção e classificação de distúrbios elétricos com muito

sucesso [42, 47, 68].

Conforme apontado em [46], as EOS podem ser definidas em termos de mo-

mentos e cumulantes. Momentos são mais indicados para sinais determinísticos,

enquanto que cumulantes são mais aplicados em sinais aleatórios. Como os dis-

túrbios elétricos apresentam, em sua maioria, características não lineares, o uso de
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métodos baseados em cumulantes pode ser muito promissor na classificação e de-

tecção de distúrbios. De fato, vetores extraídos do sinal de tensão com técnicas

baseadas em EOS são capazes de fornecer, para cada classe de eventos de tensão

(ωi, i = 1, ..., C), informações muito bem definidas, conforme resultados apresen-

tados em [47]. As expressões dos cumulantes de segunda, terceira e quarta ordem

de um sinal aleatório x[n], quando E{x[n]} = 0, são, respectivamente [46]:

c2,x[i] = E{x[n]x[n+ i]}, (6.4)

c3,x[i] = E{x[n]x2[n+ i]}, (6.5)

c4,x[i] = E{x[n]x3[n+ i]} − 3c2,x[i]c2,x[0], (6.6)

em que i é o i-ésimo atraso, e x[n] é o n-ésimo elemento do vetor x.

Para um vetor com comprimento finito (N), as aproximações estocásticas

oferecem as seguintes expressões:

ĉ2,x[i] := 2
N

N/2−1∑
n=0

x[n]x [n+ i] , (6.7)

ĉ3,x[i] := 2
N

N/2−1∑
n=0

x[n]x2 [n+ i] (6.8)

e

ĉ4,x[i] := 2
N

N/2−1∑
n=0

x[n]x3 [n+ i]− 2
N2

N/2−1∑
n=0

x[n]x [n+ i]
N/2−1∑
n=0

x2[n], (6.9)

em que i = 0, 1, ..., N/2− 1.

Note que as Equações (6.7)-(6.9) não podem ser usadas se i > N/2 + 1, pois

n+ i será maior que N . Desta forma, perdem-se informações no cálculo dos cumu-

lantes. Em [43], é proposta uma abordagem alternativa, em que cada cumulante é

calculado utilizando todas as N amostras de sinal disponível. Basicamente, forma-se

um tipo de Buffer circular nos sinais, de tal forma que se o valor de n+ i for maior
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que N em k unidades, este valor é substituído por k, tomando com isso as amostras

antecessoras ao valor i que anteriormente não eram utilizadas. Na verdade, é como

se houvesse uma continuidade da última amostra para a primeira, fazendo com que

o sinal seja virtualmente circular.

Matematicamente, a substituição de n+ 1, quando n+ 1 > N , pode ser dada

por:

mod(n+ i, N) = [n+ i]− bN, (6.10)

em que b é o número inteiro obtido quando se desconsidera as casas decimais da

divisão de n+ i por N , o que na verdade resulta no resto da divisão de n+ i por N .

Assim, as expressões (6.4)-(6.6) podem ser estimadas, para N finito, por:

ĉ2,x[i] := 1
N

N−1∑
n=0

x[n]x [mod[n+ i, N ]] , (6.11)

ĉ3,x[i] := 1
N

N−1∑
n=0

x[n]x2 [mod[n+ i, N ]] (6.12)

e

ĉ4,x[i] := 1
N

N−1∑
n=0

x[n]x3 [mod[n+ i, N ]]− 1
N2

N−1∑
n=0

x[n]x [mod[n+ i, N ]]
N−1∑
n=0

x2[n],

(6.13)

em que mod[n+ i, N ] é o resto inteiro da divisão de n+ i por N .

As aproximações apresentadas em 6.11-6.13 levam a uma boa simplicação

para problemas onde é empregado um vetor de comprimento finito. Estas aproxi-

mações são mais indicadas quando o sinal é periódico. Portanto, considerando-se

a natureza periódica dos sinais de tensão em sistemas de potência, esta é uma boa

aproximação das EOS.

Pode-se observar que para um sinal com N amostras, tem-se N cumulantes

para cada ordem de EOS. Para efeitos de classificação e detecção, a combinação de

poucos destes cumulantes são suficientes para a obtenção de um bom desempenho,

conforme mostrado em [47, 68].

É importante ressaltar que as análises apresentadas em [47] mostram que

o cumulante de terceira ordem pouco contribui para a classificação dos distúrbios.
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Assim, neste capítulo, estaremos considerando apenas os cumulantes de segunda e

quarta ordem.

6.4.1 EOS Como Parâmetros

Para ilustrar a capacidade das EOS de extrair parâmetros relevantes dos

distúrbios, 250 eventos de cada classe (notch, impulsos, harmônicos, interrupções,

afundamentos e elevações de tensão, transitórios oscilatórios e sinais com tensão

nominal), do banco de sinais de projeto (vide Capítulo 7.3.2), foram utilizados. Estes

sinais foram apresentados ao sistema de decomposição utilizando o filtro Notch (vide

Figura 3.1), gerando, para cada evento, dois sinais, e[n] e f [n].

Considere, primeiramente, o sinal e[n]. Considerando-se as janelas de N =

1.024 amostras (4 ciclos do componente fundamental), as expressões (6.11) e (6.13)

foram aplicadas e um vetor de parâmetros p= [c2,e c4,e] foi obtido para cada janela.

Assim, um total de 2 × N parâmetros são obtidos para cada janela de sinal. Para

reduzir a dimensão dos parâmetros extraídos e, consequentemente, a complexidade

computacional e o tempo de processamento, o discriminante de Fisher (FDR) [16]

é usado para selecionar um conjunto reduzido de dados composto pelos parâmetros

mais representativos (do ponto de vista de separação de classes) dentre os obtidos

usando EOS. É importante destacar que o FDR seleciona os parâmetros que apre-

sentam uma melhor separabilidade entre classes distintas, verificando a distância

entre as médias das classes, ponderada pelas suas variâncias, conforme mostrado no

Anexo C.

A Figura 6.7 ilustra o FDR (Jc) para os harmônicos contra todas as outras

classes e os notches contra todas as outras classes, obtidos utilizando o vetor p.

Os primeiros 1.024 índices referem-se aos cumulantes de segunda ordem (c2,e), e o

restante aos cumulantes de quarta ordem (c4,e). Estas duas classes foram escolhi-

das como exemplo, propositalmente, para mostrar que existem classes em que os

parâmetros de segunda ordem são mais discriminativos do que os de quarta ordem,

como pode ser visto para os harmônicos e, no entanto, para os notches, os cumu-

lantes de quarta ordem mostram-se mais discriminativos, segundo o critério FDR.

Na verdade, o uso de ambos os cumulantes pode ser mais interessante, já que eles

retêm informações distintas sobre os eventos, conforme discutido em [46].
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Figura 6.7: Valores do critério FDR obtidos para as classes de harmônicos e notches.

A Figura 6.8 mostra a capacidade de discriminação dos cumulantes de se-

gunda e quarta ordem. Analisando os eventos no espaço de parâmetros das EOS

é possível notar que as classes de notches, sinal de tensão nominal, afundamentos,

elevações e interrupções de tensão, são mais homogêneas, enquanto que os harmôni-

cos, impulsos e transitórios oscilatórios são classes mais heterogêneas. Observa-se

também que existem interseções entre as classes de tensão nominal, afundamen-

tos e elevações de tensão. Contudo, a maioria das classes são bem caracterizadas

utilizando este espaço de parâmetros.

Figura 6.8: Espaço de parâmetros para as classes: (S1) harmônicos, (S2) afunda-
mento, (S3) elevação, (S4) interrupção, (S5) impulsos, (S6) notches, (S7) transitório
oscilatório e (S8) sinal de tensão nominal.

Por outro lado, as informações relacionadas ao componente fundamental

(f [n]) podem levar a uma boa separação entre as classes de sinal de tensão nominal,

afundamentos e elevações de tensão. A Figura 6.9 mostra o espaço de parâme-

tros obtido com cumulantes que foram extraídos de f [n]. Neste novo espaço de

parâmetros, torna-se fácil separar as classes de afundamentos, elevações de tensão e

80



tensão nominal.

Figura 6.9: Espaço de parâmetros para as classes: (S2) afundamento, (S3) elevação,
e (S8) sinal de tensão nominal.

Estas análises são muito importantes no projeto do classificador, pois pode-

se ter uma idéia da complexidade do processo de classificação e, a partir disso,

escolher técnicas de classificação coerentes, além de ser possível também reduzir

consideravelmente o número de parâmetros a serem utulizados pelo classificador.

6.4.2 Projeto do Classificador

O sistema de classificação proposto é representado pelo diagrama em blocos

da Figura 6.10. Os parâmetros extraídos e selecionados conforme mostrado na seção

anterior são apresentadas a uma rede neural artificial com o propósito de classifi-

cação. Este classificador é responsável pela identificação de seis classes: afundamen-

tos/elevações de tensão, notches, impulsos, interrupções, harmônicos e transitórios

oscilatórios. A classe de afundamentos e elevações de tensão foram agrupadas em

uma única classe.

Figura 6.10: Sistema de classificação proposto.
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Tomando-se o maior valor de Jc relacionado aos cumulantes de segunda e

quarta ordem, 2 parâmetros para cada classe são selecionados, resultando num total

de 12 parâmetros (6 classes) para cada distúrbio. Assim, a dimensão original de

cada evento foi reduzida de 1.024 para 12. É importante ressaltar que esta etapa de

seleção de parâmetros é realizada off line, apenas na fase de projeto.

O vetor de parâmetros selecionado é então apresentado a uma rede neural que

realiza a classificação. A rede neural foi treinada utilizando-se 150 eventos de cada

classe de distúrbios através do algoritmo RPROP [95] e validada com 100 eventos de

cada classe. Estes 250 eventos fazem parte do banco de sinais de projeto do sistema,

conforme descrito no Capítulo 3. A topologia final da rede foi 12 nós de entrada,

6 neurônios na camada intermediária e 6 neurônios de saída. O critério de parada

adotado durante o treinamento foi o de maior desempenho do conjunto de validação.

Quando o classificador decide pela classe de afundamentos/elevações de ten-

são, um novo sistema (vide Figura 6.11) que analisa f [n] é habilitado. Este sistema

é responsável por identificar entre afundamentos e elevações de tensão. Conforme

as análises da Seção anterior, os parâmetros baseados em cumulantes de segunda e

quarta ordem de f [n] levam a uma boa separação entre as classes de afundamen-

tos e elevações de tensão (vide Figura 6.9) e, portanto, um simples classificador

Bayesiano [16] foi utilizado, baseado no critério ML (Maximum Likelihood) devido a

sua simplicidade, facilidade de projeto e baixo custo computacional (vide Anexo D).

A Figura 6.11 ilustra este sistema. Neste ponto, parâmetros alternativos, tais como

o valor RMS ou a estimativa da amplitude de f [n] podem também ser utilizados

para separar os afundamentos das elevações de tensão.

Figura 6.11: Sistema de classificação de afundamentos e elevações de tensão.

82



6.4.3 Resultados e Discussões

Para computar os resultados do método proposto, um banco de dados de

teste, composto por 500 eventos de cada classe de distúrbios foi então apresentado

ao sistema proposto. Os resultados são mostrados na Tabela 6.8. Como pôde ser

visto, um desempenho de 100 % foi alcançado, mostrando que poucos cumulantes

são suficientes para obter bons resultados de classificação, utilizando-se uma rede

neural.

Tabela 6.8: Eficiência de classificação em % para dados de teste.
Classes EOS

Harmônicos 100
Afundamentos de tensão 100

Elevações de tensão 100
Interrupções de tensão 100
Transitórios Oscilatórios 100

Notch 100
Impulsos 100

Eficiência Global 100

6.5 Análise de Complexidade Computacional

Nesta seção, os três métodos propostos neste capítulo para a classificação dos

distúrbios isolados são comparados, do ponto de vista de complexidade computa-

cional.

A complexidade computacional de cada método foi realizada em termos das

suas operações matemáticas necessárias para processar um evento de 1.024 amostras,

conforme as equações apresentadas no Anexo B. A Tabela 6.9 ilustra os resultados,

em que CP I refere-se ao sistema descrito na Seção 6.2, CP II refere-se ao sistema

descrito na Seção 6.3. O sistema EOS refere-se ao sistema baseado em estatísticas

de ordem superior, descrito na Seção 6.4.

Para a correta interpretação destes resultados, algumas questões devem ser

levadas em consideração:

1. As tangentes hiperbólicas computadas pelas redes neurais podem ser imple-

mentadas em DSP utilizando-se uma tabela de valores aproximados.
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2. No método CP II, o cálculo das adições foi obtido considerando-se a máxima

complexidade para processar o evento. A mínima complexidade, no entanto,

acontece quando o filtro média móvel (Equação (6.1)), no passo 2 do pré-

processamento, detectar o início do distúrbio logo nas primeiras 10 amostras

do evento processado. Para este caso, o número de adições diminui considera-

velmente para 7.434.

3. No método EOS, a complexidade do sistema secundário, que analisa f [n] para

separar afundamentos de elevações de tensão, não foi incluída. Por outro lado,

este método aborda duas classes a mais do que os métodos CP I e CP II.

Tabela 6.9: Complexidade computacional dos métodos propostos.
Operações CP I CP II EOS
Adições 86.156 33.383 24.666

Multiplicações 64.642 5.570 37.008
tan(.) 70 0 12

Diante dos resultados mostrados na Tabela 6.9 e das questões anteriormente

consideradas, nota-se que o sistema CP II requer menor complexidade computa-

cional e, portanto, é mais sugerido em aplicações de tempo real. Contudo, sistemas

baseados em curvas principais necessitam de memória para o armazenamento das

curvas, que podem ser armazenadas na forma matricial.

Uma forma sugestiva de representar as curvas matricialmente é dada pelo

próprio algoritmo k-segmentos não suave [93], que retorna duas matrizes: (i) uma

contendo as coordenadas dos vértices que compõem a curva e é da ordem 2k × d,

em que k é o número de segmentos e d é a dimensão dos dados; (ii) a outra matriz,

da ordem 2k × 2k, define como os vértices estão ligados, a fim de formar a curva

principal.

O método CP I requer maior complexidade computacional, porém tem a

vantagem de se realizar a detecção utilizando-se os mesmos parâmetros.

O método baseado em EOS possui uma complexidade computacional inter-

mediária e tem como vantagem o alto desempenho, além de propor metodologia

para separar os afundamentos, elevações e interrupções de tensão.
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Capítulo 7

Classificação de Distúrbios

Elétricos Simultâneos

Sabe-se que o aparecimento de múltiplos distúrbios (simultâneos) é comum

em sistemas elétricos de potência e, de fato, a caracterização destes é bastante com-

plexa. Os sistemas de classificação de distúrbios isolados podem gerar informações

errôneas dado o aparecimento de um múltiplo distúrbio. Desta forma, este capítulo

apresenta diferentes metodologias para classificar e analisar os múltiplos distúrbios.

7.1 Como Abordar o Problema de Múltiplos Dis-

túrbios?

Os múltiplos distúrbios se caracterizam pelo aparecimento de um ou mais dis-

túrbios elétricos simultaneamente em uma mesma janela de sinal. A seguir, algumas

soluções para a classificação e/ou análise de múltiplos distúrbios são apresentadas.

Banco de Filtros

Uma solução para a análise de múltiplos distúrbios, seria, antes de qualquer

outro processamento, desacoplá-los, decompondo o sinal de tensão monitorado em

parcelas. Este procedimento é motivado pela modelagem do sinal de tensão do

sistema de potência pela contribuição aditiva de vários tipos de distúrbios, conforme

formulado na Seção 3.1. Assim, após esta decomposição, as parcelas de sinal podem
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então ser analisadas individualmente e tratadas como distúrbios isolados.

De fato, a forma como o sinal de tensão foi abordado nos sistemas de detecção

e classificação, no contexto desta tese, utilizando-se um filtro notch para decompor

o sinal v[n] em f [n] e e[n], já desacopla, dos demais, os distúrbios de afundamentos,

elevações e interrupções de tensão, que aparecem com maior intensidade no com-

ponente fundamental f [n]. Assim, um banco de filtros digitais pode ser aplicado

ao sinal e[n], com o objetivo de desacoplar os distúrbios fortemente presentes, tais

como impulsos, transitórios oscilatórios, harmônicos e notches.

De acordo com a norma do IEEE [1], cada classe de distúrbio é bem definida

em termos de algumas variáveis, tais como amplitude, faixa de frequência, etc. As-

sim, um conjunto de distúrbios bem definidos pode fornecer informações espectrais

bem consistentes sobre cada classe de distúrbios e, a partir disso, um simples e efi-

ciente banco de filtros pode ser projetado. A Figura 7.1 ilustra um sistema genérico

de filtragem. Observe que a saída de cada filtro é individualmente analisada e, por-

tanto, técnicas de extração de parâmetros e classificação aplicadas à distúrbios iso-

lados podem ser empregadas. Cada classificador pode ser projetado para classificar

uma classe específica de distúrbio ou um reduzido número de classes. Finalmente,

as saídas Saída 1, Saída 2, ..., Saída M alimentam uma lógica final que define o

tipo de distúrbio (múltiplo ou isolado) presente em e[n]. A lógica final pode tam-

bém incorporar informações baseadas em f [n], de forma a abordar os afundamentos,

elevações e interrupções de tensão.

Figura 7.1: Banco de filtros para desacoplar múltiplos de distúrbios.

Neste contexto, o banco de filtros pode ser facilmente implementado por

filtros IIR [85]. Métodos mais sofisticados, tais como transformadas wavelets [33],

podem também ser empregadas. Esta abordagem será discutida adiante.
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Dividir para Conquistar

Por outro lado, técnicas baseadas no princípio dividir para conquistar, tais

como as árvores de decisão [16, 97] podem desenvolver uma importante tarefa na

triagem dos distúrbios presentes em um múltiplo distúrbio. A idéia é, a partir

de parâmetros específicos, subdividir o problema de classificação de forma a obter

as classes presentes no sinal analisado. A Figura 7.2 exemplifica um processo de

classificação via árvore de decisão para um espaço bi-dimensional e um problema de

duas classes.

Figura 7.2: Classificação baseada em árvore de decisão.

A vantagem em utilizar as árvores de decisão está na sua reduzida complexi-

dade computacional e fácil interpretação de resultados.

Sistemas de Classificação Especialistas

Alternativamente, a classificação de múltiplos distúrbios pode também ser

realizada utilizando-se sistemas especialistas, isto é, projetar um sistema de classi-

ficação especialista (SCE) para cada distúrbio. Dessa forma, o número de SCE é

determinado pela quantidade de distúrbios possíveis de estarem presentes do sinal

monitorado, conforme ilustra a Figura 7.3. A vantagem deste método é a facilidade

de incluir novas classes no sistema. As saídas dos SCEs alimentam uma lógica final

que define o tipo de distúrbio (múltiplo ou isolado) presente no sinal monitorado.

Cumpre ressaltar que técnicas de pré-processamento devem ser aplicadas ao

sinal monitorado de forma a reduzir a complexidade computacional e facilitar a

classificação.
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Figura 7.3: Sistema com classificadores especialistas.

7.2 Análise Wavelet

A transformada wavelet vem sendo extensivamente aplicada à análise de dis-

túrbios elétricos. A frequente utilização da TW se dá pela sua habilidade de destacar

curtos transitórios em componentes de alta frequência e longos transitórios em com-

ponentes de baixa frequência [33, 98]. Tal habilidade facilita a análise de impulsos e

transitórios localizados mesmo na presença do componente fundamental e harmôni-

cos de baixa ordem [98]. Na verdade, a TW utiliza uma janela que se adapta auto-

maticamente, de acordo com as frequências presentes no sinal em análise, gerando

uma resolução apropriada em componentes de altas e baixas frequências. Para

maiores detalhes sobre a definição da TW veja o Anexo G.

Para ilustrar a capacidade da TW de destacar transitórios em meio a har-

mônicos, considere as formas de onda mostradas na Figura 7.4, que ilustra um sinal

de tensão corrompido por harmônicos e transitórios oscilatórios {v[n]} e a sua versão

sem o componente fundamental, filtrado pelo filtro notch, que é representada por

e[n]. Assim, o sinal e[n] é então decomposto em três níveis pela TW. As aproxi-

mações {Ai} e detalhes {Di} de cada nível (i) são ilustradas na Figura 7.5. É fácil

ver que os harmônicos aparecem isoladamente dos transitórios oscilatórios nas aprox-

imações A2 e A3. Já os transitórios oscilatórios aparecem isolados dos harmônicos e

com maior intensidade no detalhe D2.

A Figura 7.6 ilustra um sinal de tensão corrompido por harmônicos e notches

{v[n]} e o seu componente e[n] após a remoção de f [n]. e[n] foi então decomposto

em três níveis pela TW, que são ilustrados na Figura 7.7. Pode-se observar que os

harmônicos aparecem claramente na aproximação A3, sem resíduos de distúrbios de

notches. Os notches aparecem claramente nos detalhes D1 e D2.
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Figura 7.4: Forma de onda da tensão com transitório oscilatório e harmônicos em
(a), e o respectivo sinal filtrado e[n].

Figura 7.5: Decomposições da TW. Ai e Di são, respectivamente, as aproximações
e os detalhes da TW para o nível i.
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Figura 7.6: Forma de onda da tensão com notches e harmônicos em (a), e o respectivo
sinal filtrado e[n].

Figura 7.7: Decomposições da TW. Ai e Di são, respectivamente, as aproximações
e os detalhes da TW para o nível i.
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De fato, monitorar as aproximações e detalhes da TW é bastante atraente e

tem sido utilizado por alguns autores na detecção e classificação de distúrbios elétri-

cos [99]. Contudo, conforme bem mencionado em [98], a TW utiliza uma janela

de filtragem que é adaptada automaticamente, de acordo com o sinal em análise,

obtendo uma resolução apropriada. Dessa forma, como pôde ser visto na análise an-

terior, um determinado distúrbio pode possuir energia em diferentes decomposições

da wavelet e também compartilhar energia com outros distúrbios em alguma de-

composição. Com esta característica não é possível garantir, por exemplo, que um

transitório oscilatório aparecerá sempre nos detalhes D1 e D2 da TW, o que di-

ficulta o projeto de um classificador a partir das informações das aproximações e

detalhes da TW. A Figura 7.8 ilustra um sinal de tensão corrompido por um tran-

sitório oscilatório e o seu respectivo sinal filtrado e[n]. Observe, na Figura 7.9, que

o transitório oscilatório presente no sinal e[n] aparece em todas as decomposições

da wavelet, o que não fica claro na Figura 7.5 devido ao maior conteúdo de energia

dos harmônicos, nas aproximações, em relação a energia do transitório oscilatório.

Figura 7.8: Sinal de tensão corrompido por transitório oscilatório {v[n]} e o respec-
tivo sinal filtrado e[n].

Por outro lado, conforme bem destacado em [98] e [33], além da TW ter a

boa capacidade de destacar os eventos transitórios, as TW também permitem uma

representação tempo-frequência através dos seus coeficientes a (dilatação - frequên-

cia) e b (escala - tempo). A Figura 7.10 ilustra esta representação para o transitório
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Figura 7.9: Decomposições da TW para o sinal e[n] ilustrado na Figura 7.8.

oscilatório e[n] da Figura 7.8. Observe que a escala b representa as amostras do

sinal, definindo o instante de tempo em que o transitório ocorre, e a escala a, define

as faixas de frequência do transitório divididas em dez níveis.

Figura 7.10: Coeficientes da TW.

A representação tempo-frequência da TW permite caracterizar melhor os

distúrbios, dando informações importantes como a duração de um afundamento

por exemplo. Por tanto, inúmeros pesquisadores tem sido motivados a investigar

a capacidade destes coeficientes de caracterizar os distúrbios elétricos [27–29, 32,

34, 37–40, 51, 77, 78, 97, 100–102]. Estes pesquisadores têm proposto sistemas de
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classificação interessantes utilizando-se a TW, no entanto, o número de classes de

distúrbios envolvidas e de múltiplos distúrbios abordadas ainda é reduzido.

7.3 Desacoplamento Via Banco de Filtros

Nesta seção, uma metodologia alternativa à TW é proposta. A idéia principal

é utilizar um banco de filtros para desacoplar os múltiplos distúrbios. O uso de banco

de filtros justifica-se pelo fato de que os distúrbios elétricos podem ser classificados

de acordo com suas características espectrais. Desta forma, um banco de filtros

projetado de acordo com o conteúdo espectral dos distúrbios pode apresentar um

desempenho superior à transformada wavelet em sistemas de classificação.

O banco de filtros proposto é constituído por quatro filtros IIR [85], proje-

tados de forma a possibilitar o desacoplamento dos diversos distúrbios. A Figura

7.11 ilustra o diagrama em blocos em detalhes deste sistema. Inicialmente, um filtro

Notch [84], sintonizado na frequência do componente fundamental (60Hz) do sinal

monitorado, conforme descrito no Capítulo 3, foi utilizado para dividir o sinal em

dois componentes básicos, e[n] e f [n]. O sinal f [n], que corresponde à estimativa

do componente fundamental do sinal de tensão monitorado, contém as informações

do componente fundamental e dos distúrbios a ela relacionados, tais como afunda-

mento, interrupção e elevação de tensão. O componente e[n], denominado aqui de

componente de “erro”, carrega as informações associadas aos distúrbios de frequên-

cias mais altas, tais como harmônicos, transitórios, impulsos, notches, entre outros.

Os detalhes sobre o filtro Notch são encontrados na Seção 4.2.

Figura 7.11: Diagrama em blocos sistema de filtragem de v[n].

93



Para o projeto dos filtros 1, 2 e 3, mostrados na Figura 7.11, a informação

espectral dos distúrbios presentes no sinal {e[n]} foi obtida utilizando a Transfor-

mada Discreta de Fourier (TDF) [85]. A Figura 7.12 mostra a média dos módulos

das transformadas para 200 eventos de transitório oscilatório, harmônicos, notch e

impulsos. Estas informações espectrais evidenciam a faixa de frequência onde há

maior concentração de energia referente a estes distúrbios. Assim, projetou-se um

filtro passa-baixa com frequência de corte de 500 Hz, buscando eventos de baixa fre-

quência, um filtro passa-faixa com frequências de corte em 500 Hz e 3 kHz, buscando

eventos de média frequência, e um filtro passa-alta com frequência de corte de 3 kHz,

buscando eventos de alta frequência. Na saída do filtro passa-baixa, os harmônicos

e impulsos aparecem com energia relevante. Na saída do filtro passa-faixa, os distúr-

bios de transitório oscilatórios, notches, impulsos e harmônicos aparecem com maior

energia. A saída do filtro passa-alta fica restrita, basicamente, ao aparecimento de

notches. Assim, seguindo a formulação da Seção 3.1, tem-se que:

s1[n] = h[n][u[n− nhm,i
]− u[n− nhm,f

]]+

timp[n][u[n− ntimp,i
]− u[n− ntimp,f

]];
(7.1)

s2[n] = h[n][u[n− nhm,i
]− u[n− nhm,f

]]+

tosc[n][u[n− ntosc,i
]− u[n− ntosc,f

]]+

tnot[n][u[n− ntnot,i
]− u[n− ntnot,f

]]+

timp[n][u[n− ntimp,i
]− u[n− ntimp,f

]];

(7.2)

s3[n] = tnot[n][u[n− ntnot,i
]− u[n− ntnot,f

]]. (7.3)

Neste ponto, é importante tecer alguns comentários sobre a distribuição es-

pectral para os harmônicos, mostrada na Figura 7.12(b)1. Nota-se claramente uma

concentração de energia para as frequências menores que 1kHz. Num primeiro mo-

mento pode parecer contraditório, pois muitas normas estabelecem a medição de

harmônicos de ordem elevada. Por exemplo, o PRODIST estabelece até a 25a com-

ponente [6]. Entretanto, duas observações justificam a faixa espectral utilizada:

1. Os componentes harmônicos, presentes no sinal de tensão, devem apresentar

1A Figura 7.12 foi gerada a partir dos eventos de treinamento.
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Figura 7.12: Módulo médio normalizado da TDF aplicada aos sinais e[n] das classes:
(a) Transitório oscilatório, (b) Harmônicos, (c) Notch e (d) Impulsos.

energias decrescentes, com o aumento da frequência. As mesmas normas es-

tabelecem o máximo de distorção harmônica individual (energia) para cada

componente harmônico [6], o que foi levado em conta para gerar o banco de

dados, que incluiu componentes até a 7a ordem;

2. A técnica de separação por filtros utilizada neste trabalho procura contribuir

para a melhor separação das classes, o que possibilita o projeto de classifi-

cadores mais eficientes, porém, em toda técnica de separação poderá existir

alguma interseção entre as classes.

Os três filtros projetados são IIR de quarta ordem e foram desenvolvidos uti-

lizando aproximação elíptica [85]. A aproximação elíptica produz funções de trans-

ferência com zeros no eixo imaginário do plano complexo e resposta em frequência

equiriple na faixa de passagem. Como resultado, é uma aproximação mais eficiente

em termos de seletividade em frequência e, em geral, requerem aproximações de

ordens menores. A Equação (7.4) mostra a função de transferência de um filtro IIR

de quarta ordem.

H(z) = b0 + b1z
−1 + · · ·+ b4z

−4

a0 + a1z−1 + · · ·+ a4z−4 (7.4)
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As respostas em frequência dos filtros passa-baixa, passa-faixa e passa-alta

são mostradas nas Figuras 7.13, 7.14 e 7.15, respectivamente. Estes filtros foram

projetados para ripple na faixa de passagem de 0,5 dB e atenuação mínima de 40

dB na faixa de rejeição.

Figura 7.13: Resposta em frequência do filtro passa-baixa.

Figura 7.14: Resposta em frequência do filtro passa-faixa.

Figura 7.15: Resposta em frequência do filtro passa-alta.

As Figuras 7.16-7.21 ilustram, respectivamente, as saídas do sistema de fil-
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tragem proposto para um distúrbio sintético de transitório oscilatório, notch, tran-

sitório impulsivo, harmônicos, afundamento e elevação de tensão. Suas amplitudes

estão representadas em sistema por unidade (p.u.).

Figura 7.16: Saídas do sistema de filtragem para um transitório oscilatório.

Figura 7.17: Saídas do sistema de filtragem para um notch.

De fato, estas ilustrações podem mostrar a capacidade dos filtros de restringir

suas saídas a um único distúrbio (filtro 3) ou a um grupo reduzido de distúrbios. É

interessante observar que a saída s3[n] apresenta energia considerável apenas para
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Figura 7.18: Saídas do sistema de filtragem para um transitório impulsivo.

Figura 7.19: Saídas do sistema de filtragem para harmônicos.
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Figura 7.20: Saídas do sistema de filtragem para um afundamento de tensão.

Figura 7.21: Saídas do sistema de filtragem para uma elevação de tensão.
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os notches e, portanto, o projeto de um classificador de notch baseado na saída s3[n]

pode ser simples. É importante notar também a presença de resíduos, referentes aos

harmônicos, em f [n]. Contudo, a metodologia proposta para classificar os afunda-

mentos e elevações de tensão baseada em f [n] não sofre muita interferência destes

resíduos.

Para ilustrar melhor a capacidade de desacoplar os múltiplos distúrbios do

sistema de filtros proposto, considere os múltiplos distúrbios reais da Figura 7.22,

adquiridos pelo grupo de trabalho do IEEE (working group P1159.3). As saídas do

sistema de filtros proposto para os distúrbios ilustrados na Figura 7.22 (a) e (b) são

mostradas, respectivamente, nas Figuras 7.23 e 7.24. Em ambas é possível obser-

var, claramente, o aparecimento dos distúrbios de afundamento de tensão na saída

f [n], harmônicos em s1[n], e transitório oscilatório em s2[n], o que pode comprovar,

analiticamente, a eficiência do método para desacoplar múltiplos distúrbios.

Figura 7.22: Múltiplos distúrbios reais.

7.3.1 Projeto do Classificador

Após a filtragem, o projeto do classificador consiste, basicamente, em extrair

e selecionar parâmetros das saídas s1[n], s2[n], s3[n] e f [n] do banco de filtros,

e desenvolver classificadores individuais para cada uma destas saídas. No final,

uma lógica de decisão avalia a saída de cada um destes classificadores para o evento

processado e decide por uma das classes de distúrbio ou múltiplo distúrbio abordada.
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Figura 7.23: Saídas do sistema de filtragem para um múltiplo distúrbio da Figura
7.22 (a).

Figura 7.24: Saídas do sistema de filtragem para um múltiplo distúrbio da Figura
7.22 (b).
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Extração de Parâmetros

Após a filtragem do sinal {v[n]} e a obtenção dos sinais {f [n]}, {s1[n]},

{s2[n]} e {s3[n]} (veja a Fig. 7.11), alguns parâmetros são extraídos, visando à re-

dução de dimensionalidade da informaçao e um melhor desempenho na classificação.

A Figura 7.25 mostra o diagrama em blocos da extração de parâmetros.

Figura 7.25: Diagrama em blocos do processo de extração de parâmetros.

Para o sinal {s3[n]}, que carrega a informação de notches, o valor RMS (Root

Mean Square) foi utilizado, já que, para os eventos considerados, apenas ruído e even-

tos de notch têm componentes espectrais acima de 3 kHz e, portanto, o parâmetro

RMS pode ser utilizado para separar o notch dos demais distúrbios. O valor RMS

é calculado da seguinte forma:

RMS(y) =
√∑N

n=1 (y[n]− ȳ)2

N − 1 (7.5)

onde N é o número de amostras do sinal discreto no tempo {y[n]} e ȳ é a sua média

aritmética.

Os sinais {s1[n]} e {s2[n]} podem representar mais de uma classe de distúrbios

e, portanto, o uso de uma extração de parâmetros mais elaborada, de forma a

maximizar as fronteiras de separação entre estes distúrbios, foi utilizada. Neste

caso, a metodologia baseada em EOS, proposta e aplicada com bastante sucesso no

capítulo anterior, foi aplicada aos sinais {s1[n]} e {s2[n]}.

Após a extração e seleção dos cumulantes, são obtidos os vetores de

parâmetros (ps1 e ps2) relativos aos sinais {s1[n]} e {s2[n]}, respectivamente, con-
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forme mostra a Figura 7.25. Cada vetor é composto por 16 parâmetros, sendo 8

cumulantes de segunda ordem e 8 de quarta ordem. O número de parâmetros foi es-

colhido na fase de treinamento do classificador, de forma a maximizar o desempenho

do mesmo.

Sabe-se que os afundamentos, elevações e interrupções de tensão se diferen-

ciam, principalmente, pela amplitude do componente fundamental, conforme mostra

a Tabela 2.1. Assim, a partir de f [n], os seguintes parâmetros foram extraídos: a

amplitude do componente fundamental (60 Hz), que foi estimada utilizando o filtro

de Fourier de 1 ciclo, conforme descrito na Anexo E e os cumulantes de segunda e

quarta ordem de f [n], selecionados pelo critério FDR. Conforme mostrado no capí-

tulo anterior, os cumulantes podem levar a um espaço de parâmetros em que os

eventos de afundamentos, elevações e interrupções de tensão podem ser facilmente

separados.

Etapa de Classificação

Na etapa de classificação baseada na análise do sinal de erro {e[n]}, utilizam-

se ps1, ps2 e RMS(s3), que são os vetores de parâmetros extraídos dos sinais

s1[n], s2[n] e s3[n], respectivamente, sendo que o último é composto por um único

parâmetro, o valor RMS do sinal s3[n]. Na etapa referente à análise do sinal f [n],

utiliza-se o vetor pf como parâmetro.

Quatro classificadores independentes são utilizados para classificar os distúr-

bios associados ao sinal v[n], conforme mostra a Figura 7.26. O bloco Lógica de

Decisão implementa o algoritmo que decide sobre a ocorrência das diferentes classes

de distúrbios que aparecem no sinal monitorado.

Os blocos Classificador Neural 1 e Classificador Neural 2 são constituídos

por uma rede neural artificial (RNA) de três camadas [82], de modo a explorar a

informação EOS. O bloco Limiar de Decisão é constituído por uma fronteira linear,

de modo que valores de RMS(s3) acima de um patamar (α), previamente definido

com dados de treinamento, indicam distúrbios de notches. O Classificador Bayesiano

é responsável por definir entre afundamentos, elevações, interrupções de tensão ou

componente fundamental nominal. O classificador bayesiano realiza a classificação

baseada no critério ML (Maximum Likelihood) [16].
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Figura 7.26: Diagrama em blocos do Classificador Final

As RNAs utilizadas foram compostas por 16 nós de entrada, referentes aos 8

cumulantes de segunda e quarta ordem selecionados utilizando o critério de maior

FDR, 10 neurônios na única camada oculta e quatro nós de saída. Os nós de saída são

associados, na rede referente ao classificador 1, às classes de harmônicos, impulsos,

afundamentos/interrupções/elevações de tensão e sinais sem estes distúrbios.

Já os nós de saída da rede neural referente ao classificador 2 representam as

classes de notches, impulsos, transitório oscilatório e sinais sem estes distúrbios. O

nó de saída que apresentar o maior valor define a qual classe de distúrbio o evento

pertence.

De fato, os quatro classificadores abordam algumas classes de distúrbios em

comum, como os classificadores 2 e 3, ambos utilizados para a identificação da classe

de notches. Neste caso, como o classificador 3 é especialista em notches, sua saída

terá prioridade quanto à afirmação da ocorrência ou não do notch na lógica de

decisão final. Para isso, o bloco Lógica de Decisão implementa uma lógica, baseada

na saída dos classificadores, que decide qual ou quais distúrbios apareceram na janela

de sinal de tensão em análise, resultando na saída final do classificador.

7.3.2 Metodologia

Neste trabalho, foram abordadas seis classes de distúrbios isolados, oito

classes com ocorrência simultânea (múltiplos distúrbios) envolvendo dois distúrbios
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e quatro classes de múltiplos distúrbios envolvendo três distúrbios. As classes são:

1. Interrupções de tensão (S1);

2. Harmônicos (S2);

3. Afundamento de tensão (S3);

4. Elevação de tensão (S4);

5. Transitório Oscilatório (S5);

6. Notch (S6);

7. Impulsos (S7);

8. Afundamento de tensão com harmônicos (S8);

9. Elevação de tensão com harmônicos (S9);

10. Afundamento de tensão com transitório oscilatório (S10);

11. Elevação de tensão com transitório oscilatório (S11);

12. Afundamento de tensão com notch (S12);

13. Elevação de tensão com notch (S13);

14. Notch com harmônicos (S14);

15. Transitório oscilatório com harmônicos (S15);

16. Afundamento de tensão com transitório oscilatório e harmônicos (S16);

17. Afundamento de tensão com notch e harmônicos (S17);

18. Elevação de tensão com notch e hamônicos (S18);

19. Elevação de tensão com transitório oscilatório e harmônicos (S19).

Para o projeto e teste do sistema proposto, foram utilizados 1.000 eventos

simulados de cada classe de distúrbios (S1-S19). Estes sinais foram gerados sinteti-

camente, conforme descrito no Capítulo 3.
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Dos 1.000 eventos gerados para cada classe, 200 foram usados para treina-

mento dos classificadores, 300 para validação e 500 foram utilizados para o teste.

Para avaliar a eficiência do sistema proposto em dados experimentais, duas

formas de onda da tensão com ocorrências de múltiplos distúrbios, adquiridos pelo

grupo de trabalho do IEEE (working group P1159.3), foram apresentadas ao sistema

proposto. Estas formas de onda estão ilustradas na Figura 7.27.

Figura 7.27: Formas de onda de aquisições reais do sinal de tensão com distúrbios
múltiplos de transitórios oscilatórios e afundamento de tensão em (a) e transitórios
oscilatórios, harmônicos e afundamento de tensão em (b)

7.3.3 Resultados e Discussões

Esta seção apresenta os resultados e discussões do sistema proposto para as

aplicações em dados de teste simulados e experimentais.

Dados Simulados

Os resultados finais do classificador, para os eventos de validação, são mostra-

dos na Tabela 7.1, onde pode-se observar que o desempenho na classificação para

distúrbios isolados é muito bom, com a eficiência se situando acima de 99,0 %

(S1-S7). Para distúrbios múltiplos (S8-S19), o desempenho cai levemente, com a

eficiência de classificação ficando acima de 97,2%. Uma eficiência global de 99,1 %,

considerando-se a média aritmética dos desempenhos obtidos para cada classe de

distúrbio, foi alcançada.
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A Tabela 7.1 mostra a matriz de confusão do classificador, permitindo uma

análise mais detalhada do seu desempenho. É importante verificar que, para os

casos de múltiplos distúrbios, quando o classificador erra, o resultado é apontado

para um dos distúrbios que compõe o múltiplo distúrbio analisado. Para as classes

de múltiplos distúrbios compostas por dois distúrbios (S8-S15), o percentual de erro

do classificador sempre aponta para uma das classes que compõe o múltiplo distúrbio

e, para as classes compostas por três distúrbios (S16-S19), o percentual de erro do

classificador se concentra sempre em uma classe de dois distúrbios que faz parte da

classe original (com três distúrbios). Portanto, nestes casos, pode-se dizer que o

classificador acertou parcialmente a classificação, omitindo a ocorrência de um dos

distúrbios que compõe o múltiplo distúrbio analisado.

Como os eventos de harmônicos, impulsos e notches são avaliados por mais

de um classificador, a lógica final, implementada no bloco Decisor Classe (vide Fig.

7.26) bloqueia a saída dos classificadores com desempenho inferior para estas classes,

deixando a classificação destes distúrbios restrita ao classificador com melhor de-

sempenho. Isso explica o fato do erro de 1 % para a classe S1 (vide Tab. 7.1) não

aparecer em outras classes, ou seja, neste caso, o classificador apontou os eventos

relacionados a este percentual de erro para uma classe cuja saída foi bloqueada pela

lógica final.

Dados Experimentais

Nesta etapa, as formas de onda mostradas na Figura 7.27 foram utilizadas

como exemplo de aplicação, conforme mencionado na Seção 7.3.2.

Pode-se verificar a presença de um leve transitório oscilatório de curta du-

ração seguido de um afundamento de tensão na forma de onda da Figura 7.27 (a). O

sistema proposto acertou a classificação deste sinal, apontando-o como um múltiplo

distúrbio de transitório oscilatório com afundamento de tensão, classe S9, conforme

esperado.

Na Figura 7.27 (b), pode-se observar a presença de um transitório oscilatório

de curta duração, com uma intensidade superior ao da Figura 7.27 (a), seguido

de afundamento de tensão, suaves transitórios e harmônicos. O sistema proposto,

classifica este sinal, como pertencente à classe S15, referente a afundamento de
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tensão, com transitório oscilatório e harmônicos.

É importante ressaltar que o banco de dados reais do IEEE utilizado neste

exemplo é composto de 60 formas de ondas com diferentes ocorrências de distúrbios.

No entanto, não há uma classificação prévia destes e, portanto, as duas formas de

ondas mostradas na Figura 7.27 foram escolhidas devido à possibilidade de caracte-

rização visual.

Os resultados dos dois exemplos mostram o potencial do método proposto

para aplicações com dados reais.
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Capítulo 8

Análise de Componentes

Independentes

Este capítulo introduz a técnica de análise de componentes independentes

para a estimação de distúrbios elétricos a partir de múltiplos distúrbios. O princi-

pal objetivo é desenvolver uma técnica via ICA que permita o desacoplamento dos

múltiplos distúrbios para posterior análise e classificação destes.

8.1 Contextualização do Problema

O sinal de tensão do sistema de potência pode ser modelado pela combinação

linear do componente fundamental e as parcelas de sinal referente a cada distúrbio.

Esta formulação é similar ao modelo de misturas utilizado pela técnica Análise de

Componentes Independentes (ICA-Independent Component Analysis) [103] (veja o

Anexo F). Assim, a partir do sinal de tensão contendo múltiplos distúrbios, é possível

estimar cada componente, que representaria um distúrbio isolado. A utilização da

ICA para análise de distúrbios de qualidade de energia foi introduzida em [104,

105], em que um banco de filtros foi utilizado para, a partir do sinal monitorado

v[n], gerar novos sinais (as saídas dos filtros), que formarão a matriz de misturas

a ser apresentada ao algoritmo ICA. No entanto, mostrou-se no capítulo anterior

que um banco de filtros, projetados de acordo com as características espectrais

dos distúrbios, pode desacoplá-los. Neste capítulo, uma abordagem diferente de

[104, 105] será proposta.
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Para utilização desta abordagem, deve-se garantir que os distúrbios originais

são, em cada instante de tempo, estatisticamente independentes. Conceitualmente,

variáveis aleatórias, y1, y2, · · ·, yN , serão independentes se a informação contida em

yi não fornecer nenhuma informação sobre yj, para i 6= j. Em se tratando de distúr-

bios elétricos, isto significa que a informação de um distúrbio não fornece nenhuma

informação sobre outros distúrbios. Para averiguar esta independência, a correlação

linear (CL), a correlação não linear (CNL) e a informação mútua (IM) entre as fontes

originais dos distúrbios foram calculadas. A Tabela 8.1 ilustra estas medidas entre as

fontes de harmônicos e transitórios oscilatórios e as fontes de harmônicos e notches,

que serão abordadas neste capítulo. Para estes resultados, considerou-se a média

aritmética das medidas extraídas do banco de distúrbios previamente separado para

o treinamento, conforme a metodologia descrita no Capítulo 3. Observa-se que as

correlações linear e não linear apontam para a independência entre as fontes. Por

outro lado, a IM mostra que as fontes não são tão independentes, e que as fontes

de harmônicos são mais independentes das fontes de transitórios oscilatórios do que

das de notches.

Tabela 8.1: Medidas de independência entre as fontes originais dos distúrbios.
Fontes Harmônicos e Trans. Oscil. Harmônicos e Notches
CL 0, 0171± 0, 0019 0, 0308± 0, 0029
CNL 0.0172± 0, 0018 0, 0308± 0, 0028

IM (histograma) 0, 4719± 0, 0079 0, 8247± 0, 0040
IM (kernel) 0, 1842± 0, 0387 0, 9978± 0, 0001

Adicionalmente, supõe-se que os distúrbios originais possuem distribuições

não-gaussianas. A fim de verificar o quão realística é esta suposição, a medida de

kurtosis [83], para cada fonte de distúrbios do conjunto de treinamento, foi obtida.

Conforme bem discutido em [83], kurtosis elevada é obtida quando a distribuição

do sinal é não gaussiana. A Tabela 8.2 mostra o cálculo da média aritmética da

kurtosis para as fontes de transitórios oscilatórios, harmônicos da mistura com tran-

sitórios oscilatórios (M1), harmônicos da mistura com notches (M2), e notches. Os

resultados foram normalizados, ou seja, kurtosis nula será obtida quando o sinal for

gaussiano. Os resultados mostram que os transitórios oscilatórios e os notches são

não gaussianos. Por outro lado, os harmônicos mostram-se mais gaussianos.

Conforme apontado em [103], é possível extrair no máximo uma fonte gaus-

111



Tabela 8.2: Medida normalizada de gaussianidade das fontes de distúrbios.
Fontes

Transitórios Oscilatórios 67, 7291± 2, 0390
Harmônicos de M1 0, 5100± 0, 0380
Harmônicos de M2 0, 6097± 0, 0392

Notches 15, 9000± 0, 0012

siana como componente independente via ICA. Neste capítulo, os esforços serão

concentrados nas misturas de harmônicos com transitórios oscilatórios (M1) e har-

mônicos com notches. Estas misturas serão analisadas individualmente e, portanto,

a característica gaussiana da fonte de harmônicos não será um impedimento à apli-

cação ICA.

Contudo, na aplicação da ICA para desacoplar múltiplos distúrbios, nor-

malmente dispõe-se de apenas uma mistura, que é o sinal de tensão contendo os

distúrbios, supondo apenas um monitor de qualidade de energia ligado a um de-

terminado ponto do sistema de potência. Neste caso, o número de misturas (M)

será menor que o número fontes (N distúrbios). Este caso é conhecido na literatura

como sub-determinado (overcomplete ou underdetermined) [106]. Alguns autores

propuseram soluções para este problema [106–108]. Entretanto, tais soluções, em

geral, demandam alto custo computacional e são desenvolvidas para aplicações es-

pecíficas.

O problema da ICA com apenas uma mistura (um canal) é conhecido na li-

teratura como uma extensão do caso sub-determinado, e é chamado de single chan-

nel ICA (SCICA). O trabalho [109] aborda em detalhes este problema, com apli-

cações em eletroencefalograma e eletrocardiograma. Neste capítulo, esta metodolo-

gia, baseada em SCICA, será estendida ao problema de múltiplos distúrbios. A

Figura 8.1 ilustra a ideia geral de um sistema de desacoplamento de múltiplos distúr-

bios baseado em ICA. Note que os componentes independentes dados pelo método

SCICA representam a estimativa de cada distúrbio isolado e, portanto, a partir

disso, métodos simples de classificação e/ou análise de distúrbios isolados podem

ser aplicados.

Uma das vantagens destes métodos de desacoplamento via ICA é que o re-

sultado final, teoricamente, é a estimativa de cada distúrbio presente na mistura, o

que permite posteriores análises em cada evento individualmente, em contrapartida
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Figura 8.1: Sistema genérico de desacoplamento de múltiplos distúrbios via ICA.

a outros métodos que permitem apenas a classificação.

Neste capítulo, a abordagem SCICA aplicada às misturas M1 e M2 será

explorada sob o ponto de vista de estimativa dos distúrbios e de classificação dos

mesmos. Para tal, medidas quantitativas e análises qualitativas serão utilizadas,

em que sinais simulados e experimentais serão testados. Será verificada também

a influência do comprimento da janela de aquisição do sinal nas estimativas dos

distúrbios. O desempenho do método para aquisições com elevada taxa de ruído será

também analisado. Por último, os efeitos do branqueamento das misturas formadas

por distúrbios serão também investigados, já que para a maioria dos algoritmos ICA,

o branqueamento executa uma importante tarefa de pré-processamento.

8.2 SCICA

Para aplicar a técnica ICA em um único canal (mistura), é preciso formar

uma representação de dados multi-canais, que pode ser feita gerando vetores com

atrasos temporais a partir do dado observado x[n]. Assim, obtém-se uma matriz de

misturas composta por versões do sinal observado deslocadas no tempo, como:

X =



x[n]

x[n− 1]
...

x[n−M + 1]


. (8.1)

Conforme apontado em [109], para garantir que as fontes possam ser sepa-

radas com sucesso pela ICA é preciso que elas possuam espectros distintos. A Figura

8.2 ilustra o modelo de misturas SCICA genérico. De acordo com [110], este processo

pode ser representado pela soma de séries convolutivas, em que osM sinais ai[n] são

convoluídos com a resposta ao impulso dos M filtros si[n]. Neste caso, assume-se
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que as respostas ao impulso são estatisticamente independentes e representam as

fontes originais da mistura x[n]. Adicionalmente, é possível interpretar o modelo de

misturas linear para o caso de uma única mistura como [103]:

x[n] =
M∑
i=1

si[n] ∗ ai[n], (8.2)

em que ∗ denota convolução.

Figura 8.2: Modelo de misturas SCICA genérico.

Em resumo, as fontes de sinais si representam repostas ao impulso de um

filtro FIR, e os sinais ai[n] são as colunas da matriz de mistura A.

Em [109], mostrou-se que a ICA aplicada a X, produzida pelas cópias deslo-

cadas da mistura x[n], gera vetores bases ai que podem ser agrupados em um sub-

conjunto γp. Estes vetores bases tendem a ser aproximações deslocadas de filtros

individuais, tal que todos os vetores bases associados a um subconjunto particular

terão características espectrais similares. Portanto, a estimativa de cada componente

independente pode ser dada pela adição das contribuições das versões filtradas da

mistura x[n], onde os coeficientes do filtro são dados pelas linhas da matriz de se-

paração W. Neste caso, a ordem do filtro será dada pelo número de deslocamentos

menos 1 (M − 1).

8.3 SCICA para o Desacoplamento de Distúrbios

de QEE

Nesta seção, a aplicação do método SCICA, conforme [110], em sinais de

tensão com múltiplos distúrbios será abordada. Inicialmente, o modelo SCICA será
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testado, do ponto de vista de QEE e, em seguida, serão apresentadas e discutidas

as vantagens e desvantagens do método.

8.3.1 Análise Qualitativa

Para iniciar a aplicação do método SCICA aos sinais de tensão, consideremos

duas classes de múltiplos distúrbios: (M1) harmônicos com transitórios oscilatórios

e (M2) harmônicos com notches. A Figura 8.3 ilustra estes distúrbios, contendo 4

ciclos do componente fundamental. Estes distúrbios foram gerados considerando-se

uma SNR de 100 dB e frequência de amostragem fs = 15.360 Hz.

Figura 8.3: Múltiplos distúrbios: (a) Harmônicos com transitório oscilatório e (b)
Harmônicos com notches.

Estes múltiplos distúrbios foram então pré-processados, filtrando-se o com-

ponente fundamental. O sinal restante e[n] foi apresentado ao método SCICA,

conforme ilustra o diagrama em blocos da Figura 8.4.

Figura 8.4: SCICA aplicado a sinais de tensão.

Geralmente, para as aplicações de SCICA, um número elevado de versões

deslocadas da mistura observada é apresentado à técnica ICA. Contudo, como na

presente análise de sinais de tensão foi considerada inicialmente apenas misturas

com dois distúrbios (duas fontes), o estudo terá como partida a seguinte matriz de
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misturas:

X =

 e[n]

e[n− 1]

 , (8.3)

em que n = 1, 2, ..., N , para N = 1.024 amostras, o que equivale a quatro ciclos do

componente fundamental do sinal de tensão. Assim, a matriz X é da ordemM×N ,

em que M = 2.

Em seguida, o vetor de misturas foi apresentado ao algoritmo FastICA [111],

que implementa a ICA utilizando o algoritmo do ponto fixo, maximizando a não-

gaussianidade dos dados como medida de independência (ver o Anexo F). Os com-

ponentes independentes obtidos são mostradas nas Figuras 8.5 e 8.6, assim como

as suas correspondentes fontes originais. Note que os componentes independentes

foram normalizados pelo valor máximo absoluto do sinal.

Figura 8.5: Componentes independentes da mistura de harmônicos com transitório
oscilatório e suas correspondentes fontes originais utilizadas para gerar a mistura
M1.

Qualitativamente, a similaridade entre os componentes independentes obtidos

e as fontes originais pode ser claramente observada. Entretanto, pequenas interfe-

rências provenientes das misturas estão presentes nos componentes independentes.

Para obtenção de um desempenho ótimo na aplicação do modelo SCICA,

deve-se assegurar que as fontes de distúrbios possuam espectros distintos (disjuntos)

[110]. As Figuras 8.7 e 8.8 mostram os espectros normalizados das fontes originais

{s1[n]} e {s2[n]} que compõem, respectivamente, as misturas M1 e M2, e dos respec-

tivos componentes independentes {y1[n]} e {y2[n]}. Pode-se observar, claramente
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Figura 8.6: Componentes independentes, da mistura de harmônicos com notches e
suas fontes originais, utilizadas para gerar a mistura M2.

que os espectros das fontes originais possuem pouca interseção. Já nos componentes

independentes obtidos pelo modelo SCICA, interseções entre os espectros podem ser

mais claramente observadas. Estas interseções são causadas pelo resíduo proveniente

das misturas em cada uma das estimativas, em função da utilização de apenas um

único sinal deslocado para formar a matriz de observações.

(a) Fontes Originais (b) Componentes Independentes

Figura 8.7: Espectro normalizado das fontes de transitório oscilatório e harmônicos
que compõem a mistura M1 e das respectivas estimativas.

Uma forma interessante de verificar a adequação do modelo SCICA aos sinais

de tensão corrompidos por distúrbios se dá a partir das fontes originais, {s1[n]} e

{s2[n]} e da matriz de mistura B = W−1 obtida pelo algoritmo FastICA, como uma

estimativa da matriz original A. Assim, é possível obter a mistura observada e[n]

através da Equação (8.2), que representa o modelo de misturas mostrado na Figura

8.2. A Figura 8.9 ilustra a mistura original e[n] para harmônicos com transitórios
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(a) Fontes Originais (b) Componentes Independentes

Figura 8.8: Espectro normalizado das fontes de notches e harmônicos que compõem
a mistura M2 e das respectivas estimativas.

oscilatórios e a mistura obtida pelo modelo convolutivo SCICA. Pode-se observar a

semelhança entre os sinais. Esta semelhança pode ser comprovada quantitativamente

utilizando-se o índice MSE (Mean Squared Error) entre o sinal e[n] original e o

modelado, que neste caso resultou em 0,0264, mostrando a similaride entre os sinais.

Visando generalizar as conclusões do resultado anterior, 250 misturas de harmônicos

com transitórios oscilatórios foram geradas a partir de 250 fontes de harmônicos e

250 de transitórios oscilatórios. A reconstrução de e[n] foi então processada e a média

aritmética do índice MSE entre o e[n] modelado e o original, para as 250 misturas,

foi de 0, 0235 ± 0, 0005, com 95% de confiança. Em seguida, 250 novas fontes de

harmônicos e transitórios oscilatórios foram geradas. Utilizando-se as matrizes W

obtidas com o banco de dados anterior, tentou-se reconstruir e[n] a partir destas

novas fontes que, obviamente, não deram origem às misturas. A média do índice

MSE entre o novo e[n] modelado e o original foi então de 0, 1192±0, 0034. Portanto,

pode-se concluir que o modelo convolutivo SCICA, equacionado em (8.2) e ilustrado

na Figura 8.2, se aplica com boa generalização. A reprodução destes resultados para

a mistura M2 (harmônicos com notches) será omitida por simplificação.

Como a própria formulação do problema utiliza sinais deslocados no tempo,

é interessante também verificar se o sinal e[n], obtido pelo modelo, está deslocado

ou não em relação ao sinal original. Para isso, utilizou-se a correlação cruzada entre

a mistura original e[n] e a mistura obtida pelo modelo convolutivo SCICA. A Figura

8.10 mostra, por meio da correlação cruzada que os sinais e[n], original e modelado,

estão alinhados no tempo, já que o pico máximo da correlação cruzada coincide com
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Figura 8.9: Comparação entre a mistura original e[n] e a mistura obtida pelo modelo
SCICA.

a defasagem zero.

Figura 8.10: Correlação cruzada entre a mistura original e a obtida pelo modelo
SCICA.

Objetivando melhorar a qualidade dos componentes independentes estima-

dos, considerou-se uma terceira versão de e[n], formando a matriz de misturas dada

por:

X =


e[n]

e[n− 1]

e[n− 2]

 . (8.4)

Neste caso, M = 3 e, portanto, mais informação sobre a mistura e[n] está disponível

e, assim, a mistura pode ser melhor representada [109].

A Figura 8.11 ilustra os componentes independentes obtidos para a mistura

de harmônicos com transitório oscilatório e harmônicos com notches. Observa-se

que, dos três componentes independentes para ambas as misturas, dois são estimati-
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vas dos transitórios e o terceiro é a estimativa dos harmônicos. Das duas estimativas

de transitórios, uma sofre menos interferência da mistura e, apresenta-se visualmente

melhor do que aquelas estimadas para o caso M = 2. As estimativas de harmônicos

também são visualmente melhores do que as estimativas do caso M = 2. A Figura

8.12 ilustra o espectro normalizado dos componentes independentes obtidos para

ambas as misturas considerando-se M = 3. Estes espectros referem-se aos compo-

nentes y1[n] e y3[n]. Neste caso, observa-se que os espectros entre os componentes

independentes obtidos possuem menos interseção do que para o caso M = 2, o que

se justifica pela obtenção de melhores estimativas.

Figura 8.11: Componentes independentes da mistura de harmônicos com transitório
oscilatório em (a) e harmônicos com notches em (b).

Figura 8.12: Espectro normalizado dos componentes independentes obtidos para o
caso M = 3.
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A análise anterior foi também reproduzida para M = 4, ou seja:

X =



e[n]

e[n− 1]

e[n− 2]

e[n− 3]


. (8.5)

Os componentes independentes obtidos são mostradas na Figura 8.13. Dos

quatro componentes, três são estimativas dos transitórios e o quarto é a estima-

tiva dos harmônicos. Por inspeção visual, observa-se que os harmônicos estão mais

isentos de ruídos provenientes da mistura do que aqueles obtidos para M = 2 e

M = 3. Os espectros normalizados dos componentes y2[n] e y4[n] de cada mistura

são ilustrados na Figura 8.14. Aparentemente, os espectros referentes à mistura M2

são semelhantes aos obtidos com os componentes do caso M = 3. Já os espectros

referentes à mistura M1 apresentam menor interferência entre si do que aqueles obti-

dos com os componentes do caso M = 3. Nesta etapa, é fundamental se apoiar em

medidas quantitativas para dar continuidade às análises.

Figura 8.13: Componentes independentes da mistura de harmônicos com transitório
oscilatório em (a) e harmônicos com notches em (b).

8.3.2 Análise Quantitativa

A análise qualitativa das formas de onda dos componentes independentes

obtidos por ICA e dos seus espectros é interessante e elucida boa parte das questões.

Contudo, alguns critérios podem ser utilizados para quantificar a qualidade das
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Figura 8.14: Espectro normalizado dos componentes independentes obtidos para o
caso M = 4.

estimativas e do processo de estimação das fontes. Nesta trabalho, os critérios

adotados foram:

(i) Informação mútua (IM) (vide Anexo F). A IM foi normalizada [112], de

forma que os resultados estarão entre 0 (ausência de informação mútua) e 1

(máximo de informação mútua). Neste caso, a pdf foi estimada utilizando-

se histogramas [113] e kernel adaptativo [114]. Ambos os resultados serão

mostrados;

(ii) Correlação Linear (CL);

(iii) Correlação Não-linear (CNL) (vide Anexo F). Utilizou-se a função tan-

gente hiperbólica em um dos sinais.

(iv) Razão Residual (Rr). A razão residual é um índice bastante intuitivo e aqui

proposto para quantificar a quantidade de resíduo proveniente da mistura de

distúrbios, presente na estimativa obtida pela ICA. A razão residual (Rr) pode

ser computada conforme a Equação (8.6), em que N é o número de amostras

na janela de sinal analisada, y(n) é a componente independente estimada pela

ICA e s(n) é a fonte original de y(n).

Rr =
∑N
n=1 [s(n)− y(n)]2∑N

n=1 s
2(n)

(8.6)

De acordo com (8.6), quanto melhor for a estimativa de s(n), mais próximo de
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zero será o resultado de Rr. De forma similar ao índice MSE, a razão residual

estima a diferença entre a fonte estimada e o valor verdadeiro (fonte original),

porém, relativamente à fonte original.

(v) Diferença Espectral. Este critério é extremamente coerente com a mode-

lagem SCICA, já que as fontes originais devem possuir espectros distintos e,

portanto, espera-se a mesma para os componentes independentes. A diferença

espectral pode ser calculada por:

DEij =
√

[Pi −Pj] · [Pi −Pj]T , (8.7)

em que, Pi e Pj são os vetores dos espectros dos componentes i e j, respecti-

vamente. T denota transposto.

Em [103], foi proposto um índice para medir o desempenho estatístico do

algoritmo ICA, definido como:

E1 =
m∑
i=1
{(

m∑
k=1

|pik|
maxj |pij|

− 1) + (
m∑
k=1

|pki|
maxj |pji|

− 1)}, (8.8)

em que pij é o elemento da linha i e coluna j da matriz m×m, P = WA. Quando

a separação dos sinais é perfeita, o índice E1 é zero. Pode-se utilizar no lugar do

valor absoluto de pij, p2
ij. Neste caso, tem-se o índice E2.

Os múltiplos distúrbios utilizados na presente tese foram gerados

considerando-se as normas do IEEE [1], e de acordo com a modelagem descrita

no Capítulo 3, não atentando-se, portanto, à utilização de uma matriz de mistura A

para obter os múltiplos distúrbios. Logo, utilizou-se os índices alternativos, listados

anteriormente de (i) a (v).

A fim de avaliar o processo de estimação das fontes, a correlação linear (CL),

a correlação não-linear (CNL), a informação mútua (IM) e a diferença espectral

(DEij) entre os componentes independentes foram comparadas com as mesmas me-

didas, entre as misturas, e entre as fontes. As Tabelas 8.3 e 8.4 mostram estes resul-

tados, respectivamente, para as misturas de harmônicos com transitório oscilatório

(M1) e harmônicos com notches (M2), em que os casos M = 2, M = 3 e M = 4

foram considerados. Estas medidas foram computadas para as misturas ilustradas
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Figura 8.15: Sinais padrões utilizados na seleção das melhores componentes inde-
pendentes para os casos M = 3 e M = 4.

na Figura 8.3 e suas correspondentes fontes e estimativas. Para os casos M = 3 e

M = 4, selecionaram-se os dois componentes independentes menos corrompidos pela

mistura para a obtenção das medidas. A seleção se deu pela correlação não linear

dos componentes independentes com o padrão de cada classe de distúrbios. Assim,

os dois componentes que obtiverem o maior índice de correlação são selecionados1.

A Figura 8.15 ilustra o sinal padrão utilizado para cada uma das classes.

A CL e a CNL apontam para descorrelação entre os componentes obtidos

em ambas as misturas, similarmente à CL e à CNL entre as fontes. A IM entre

os componentes independentes apresenta valores inferiores aos das misturas, porém

superiores aos das fontes para os três casos M = 2, M = 3 e M = 4. Isso mostra

que o algoritmo ICA buscou por componentes independentes, porém, aqueles obtidos

são menos independentes do que as fontes originais, o que é comum na prática. É

importante verificar que, de acordo com os valores da IM, os componentes obtidos

para o caso M = 4 são mais independentes do que aqueles dos casos M = 2 e

M = 3 para a mistura M1. Os valores dos parâmetros DEij mostram que os

componentes independentes obtidos possuem espectros quase tão disjuntos quanto

as fontes originais. Neste caso, observa-se que as fontes obtidas paraM = 4 possuem

os espectros mais disjuntos.

1Nesta etapa, índices alternativos como a correlação linear e a informação mútua podem também
ser utilizados.
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Tabela 8.3: Medidas entre as misturas, entre as fontes e entre os componentes
independentes para a mistura M1.

Sinais Misturas X Fontes S Componentes Y
Medidas M = 2 M = 3 M = 4

CL 0,95 0,00 0,00 0,00 0,00
CNL 0,95 0,00 0,00 0,01 0,00

IM (hist./kernel) 1,00/0,99 0,52/0,29 0,92/0,84 0,80/0,63 0,70/0,35
DEij 0,00 0,26 0,20 0,25 0,26

Tabela 8.4: Medidas entre as misturas, entre as fontes e entre os componentes
independentes para a mistura M2.

Sinais Misturas X Fontes S Componentes Y
Medidas M = 2 M = 3 M = 4

CL 0,89 0,02 0,00 0,00 0,00
CNL 0,89 0,02 0,01 0,01 0,00

IM (hist./kernel) 0,99/0,99 0,81/1,00 0,96/0,96 0,94/0,94 0,96/0,94
DEij 0,00 0,27 0,16 0,18 0,19

Em geral, as medidas mostradas nas Tabelas 8.3 e 8.4 indicam que a abor-

dagem utilizando três versões deslocadas de e[n] (M = 4) leva a componentes mais

independentes e com espectros mais disjuntos do que as outras abordagens (M = 2

e M = 3). Por outro lado, as abordagens M = 3 e M = 4, supondo que o número

de fontes é conhecido, demandam o desenvolvimento de ferramentas para escolher

as melhores componentes independentes.

Para quantificar a qualidade dos componente independentes obtidos com re-

lação às correspondentes fontes originais, as medidas de CL, CNL, IM, DEij e Rr

entre as fontes originais e as suas estimativas (componentes independentes) foram

obtidas. As Tabelas 8.5 e 8.6 mostram estes resultados. Pode-se observar, em ambas

as tabelas, que os valores para as medidas de CL, CNL, e IM foram mais significa-

tivos (com índices próximos ou iguais a 1) para as estimativas dos harmônicos. Isso

mostra que os componentes independentes que carregam as informações dos har-

mônicos estão mais correlacionadas e mais estatisticamente dependentes das fontes

originais do que as estimativas dos transitórios oscilatórios e notches. Os índices

Rr que apresentam os menores valores são para as estimativas dos harmônicos. Isso

mostra que tais estimativas carregam menos resíduos (interferências) provenientes

da mistura do que as estimativas de transitórios oscilatórios e notches. Ademais,

observa-se também que os harmônicos da mistura M1 (harmônicos com transitórios
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oscilatórios) são melhores estimados do que os harmônicos da mistura M2 (harmôni-

cos com notches).

Tabela 8.5: Medidas entre as fontes originais e os componentes independentes para
a mistura M1.

Sinais Harmônicos Transitórios Oscilatórios
Medidas M = 2 M = 3 M = 4 M = 2 M = 3 M = 4

CL 0,96 0,99 0,99 0,86 0,91 0,86
CNL 0,96 0,99 0,98 0,85 0,93 0,86

IM (hist./kernel) 1,00/0,99 1,00/0,99 1,00/0,99 0,57/0,52 0,62/0,51 0,63/0,18
DEij 0,02 0,03 0,02 0,03 0,02 0,02
Rr 0,07 0,02 0,02 0,30 0,17 0,26

Tabela 8.6: Medidas entre as fontes originais e os componentes independentes para
a mistura M2.

Sinais Harmônicos Notches
Medidas M = 2 M = 3 M = 4 M = 2 M = 3 M = 4

CL 0,93 0,97 0,95 0,62 0,80 0,85
CNL 0,94 0,97 0,95 0,64 0,77 0,83

IM (hist./kernel) 1,00/1,00 0,99/1,00 0,99/0,99 0,85/1,00 0,82/1,00 0,80/1,00
DEij 0,11 0,09 0,09 0,05 0,06 0,05
Rr 0,18 0,13 0,14 0,92 0,43 0,29

8.3.3 Análise com um Enfoque de Processamento Digital de

Sinais

Conforme apontado em [110], as linhas da matriz de separação W, obtida

pelo algoritmo ICA, podem ser interpretadas como versões deslocadas do filtro de

separação. Assim, supondo que

W =

 w11 w12

w21 w22

 , (8.9)

então  y1[n]

y2[n]

 =

 w11 w12

w21 w22


 e[n]

e[n− 1]

 . (8.10)

Reescrevendo a Equação (8.10) no domínio da transforma Z [85], tem-se:

Y1[z] = w11E[z] + w12E[z]z−1 (8.11)
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e

Y2[z] = w21E[z] + w22E[z]z−1. (8.12)

Assim, conforme discutido na Seção 8.2, os componentes estimados, {y1[n]}

e {y2[n]}, são versões filtradas do sinal e[n], pelos filtros FIR:

H1[z] = w11 + w12z
−1 (8.13)

e

H2[z] = w21 + w22z
−1, (8.14)

Observe que a ordem dos filtros é dada por M − 1, onde M é o número de linhas da

matriz de separação W.

A Figura 8.16 (a) e (b) ilustram as respostas em frequência dos filtros rela-

cionados com os componentes independentes mostrados nas Figuras 8.5 e 8.6, respec-

tivamente (para um único deslocamentoM = 2). Os filtros em (a) implementam um

passa-baixas com frequência de corte fc = 3.456 Hz (Filtro 1) e um filtro passa-altas

com frequência de corte fc = 3.840 Hz. Para a geração dos harmônicos, considerou-

se até o sétimo harmônico, o que implica em uma frequência de no máximo 420 Hz.

O filtro passa-altas, neste caso, atenua os harmônicos, gerando o componente de

transitórios oscilatórios. Por outro lado, o filtro passa-baixas atenua muito pouco

o transitório, já que a frequência de oscilação considerada na sua geração foi de,

no mínimo, 1.000 Hz e, no máximo, 2.500 Hz. Os filtros em (b) implementam um

passa-altas (Filtro 2), similar ao da Figura (a), e um filtro que é aproximadamente

um passa-tudo com pequena atenuação para sinais de frequências mais altas.

Estendendo-se esta metodologia para o casoM = 3, obtém-se as respostas em

frequência mostradas na Figura 8.17. Em (a), o Filtro 1 implementa um passa-altas

com fc ≈ 4.680 Hz, eliminando os harmônicos. O Filtro 2 também implementa

um passa-altas com fc ≈ 2304 Hz, dando origem ao transitório oscilatório com

resíduos dos harmônicos. Diferentemente, o Filtro 3 implementa um rejeita-faixa,

com frequências de corte f1 ≈ 1.300 Hz e f2 ≈ 4.900 Hz, eliminando parte dos

transitórios oscilatórios. Analogamente, em (b) os Filtros 1 e 2 implementam passa-

altas com frequências de corte fc ≈ 3.000 Hz e fc ≈ 4.200 Hz, respectivamente.

Neste caso, o Filtro 2 atenua melhor os harmônicos do que o Filtro 1. Ambos dão
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Figura 8.16: Resposta em frequência dos filtros formados pelas linhas da matriz W
para as misturas de harmônicos com transitório oscilatório (a) e harmônicos com
notches (b). O Filtro 1 é formado pela linha 1 de W e o Filtro 2 pela linha 2.

origem a componentes em que os notches são destacados. O Filtro 3 implementa um

rejeita-faixa com frequências de corte f1 ≈ 1.800 Hz e f2 ≈ 5.100 Hz, eliminando

parte dos notches. Este filtro gera um componente independente que estima os

harmônicos da mistura, porém, resíduos provenientes dos notches ainda aparecem,

conforme mostra a Figura 8.11.

Figura 8.17: Resposta em frequência dos filtros formados pelas linhas da matriz W
para as misturas de harmônicos com transitório oscilatório (a) e harmônicos com
notches (b). O Filtro 1 é formado pela linha 1 de W, o Filtro 2 pela linha 2 e o
Filtro 3 pela linha 3.

Finalmente, a Figura 8.18 ilustra as respostas em frequência dos filtros for-

mados pelas linhas da matriz W quando M = 4, em que (a) é referente à mistura

M1 e (b) à mistura M2. Em (a) é importante observar os Filtros 2 e 4, que im-

plementam passa-altas e rejeita-faixa, respectivamente. O passa-altas elimina quase
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todos os harmônicos, com fc ≈ 3.000 Hz, gerando o componente independente y2[n],

ilustrado na Figura 8.13 (a). O rejeita-faixa elimina grande parte dos transitórios

oscilatórios, com f1 ≈ 1.400 Hz e f2 ≈ 3.600 Hz, dando origem ao componente

y4[n], ilustrado na Figura 8.13 (a). Em (b), os filtros que levam aos componentes

independentes com menor resíduo proveniente da mistura são os Filtros 1 e 4, que

implementam passa-altas e rejeita-faixa, respectivamente. O passa-altas elimina os

harmônicos, com fc ≈ 3.000 Hz, e o rejeita-faixa atenua os notches presentes nos

harmônicos. Estes filtros, portanto, dão origem aos componentes independentes

y1[n] e y4[n], respectivamente, ilustrados na Figura 8.13 (b).

Figura 8.18: Resposta em frequência dos filtros formados pelas linhas da matriz W
para as misturas de harmônicos com transitório oscilatório (a) e harmônicos com
notches (b). O Filtro 1 é formado pela linha 1 de W, o Filtro 2 pela linha 2, o Filtro
3 pela linha 3 e o Filtro 4 pela linha 4.

Estas análises mostram que, com mais versões deslocadas de e[n] na matriz de

misturas X, encontram-se filtros mais seletivos por frequência e, consequentemente,

componentes independentes menos poluídas por resíduos provenientes da mistura

serão obtidos. Isso se deve, também, ao fato de que o uso de mais versões deslocadas

de e[n] leva a filtros com ordem maior. A ordem dos filtros obtidos com M = 2,

M = 3 e M = 4 é, respectivamente, 1, 2 e 3, o que justifica maior seletividade por

frequência nos casos M = 3 e M = 4.

Para verificar o funcionamento das linhas matriz W como filtros FIR, os sinais

e[n] e suas versões deslocadas foram processados pelos correspondentes filtros. Aqui

serão mostrados apenas os resultados para M = 3 por simplicidade. As saídas dos

filtros são mostradas na Figura 8.19 em (a), para a mistura M1, e em (b), para
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a mistura M2. Pode-se observar que as saídas são similares às obtidas pelo ICA,

ilustradas na Figura 8.11. Isto comprova o funcionamento das linhas de W como

filtros de separação.

Figura 8.19: Saída dos filtros formados pelas linhas da matriz W para a abordagem
M = 3.

8.4 Classificação de Distúrbios de QEE Através

de Componentes Independentes

Para testar os componentes independentes estimados pelo algoritmo ICA,

do ponto de vista de classificação de distúrbios, 500 misturas de harmônicos com

transitórios oscilatórios (M1) e 500 de harmônico com notches (M2) foram geradas,

com fs = 15.360 Hz, N = 1.024 amostras e SNR de 100 dB, conforme descrito no

Capítulo 3. Estes distúrbios compõem o banco de teste do método SCICA proposto.

Em seguida, 250 fontes de cada distúrbio (harmônicos, notches e transitórios

oscilatórios) foram geradas. Estas fontes foram utilizadas para projetar um clas-

sificador de distúrbios isolados, utilizando-se EOS extraídas dos distúrbios como

parâmetros e uma RNA perceptron multicamadas para classificação, conforme pro-

posto no Capítulo 6. Destes 250, 150 de cada distúrbio foram utilizados para treino,

e os 100 restantes para validar a RNA. O algoritmo de treinamento foi o RPROP.

O critério de parada foi o de menor erro para o conjunto de sinais de treino aliado

ao maior desempenho global (média aritmética do desempenho de cada classe) do

conjunto de validação. A composição final da rede foi de 8 nodos de entrada, 4
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neurônios na camada intermediária e 3 neurônios de saída, sendo um neurônio as-

sociado a cada classe. Os nodos de entrada são referentes ao cumulante de segunda

e de quarta ordem de cada classe com maior capacidade de discriminação, segundo

o critério de Fisher. O número de neurônios na camada intermediária foi escolhido

com base no maior desempenho obtido para o conjunto de sinais de validação. A

função de ativação utilizada foi a tangente sigmóide. O alvo da rede foram os ve-

tores [1 − 1 − 1]T , [−1 1 − 1]T e [−1 − 1 1]T para, respectivamente, transitórios

oscilatórios, harmônicos e notches. O desempenho para o conjunto de treino e de

validação foi de 100% para transitórios, 100% para harmônicos e 100% para notches.

Cumpre ressaltar que o classificador neural foi projetado utilizando-se as

fontes originais dos distúrbios, que são isentas de resíduos. A próxima etapa com-

preende ao processamento das misturas de acordo com o modelo SCICA. Finalmente,

os componentes independentes obtidos serão então apresentados ao classificador.

As 500 misturas geradas para testar o método SCICA foram então filtradas

por um filtro notch, sintonizado em 60 Hz e, em seguida, gerou-se uma matriz de

misturas, considerando-se as abordagens M = 2, M = 3 e M = 4. As matrizes

de misturas foram então apresentadas ao algoritmo ICA. Os componentes indepen-

dentes obtidos pelo ICA foram apresentados ao classificador. Para os casosM = 3 e

M = 4, apenas dois componentes independentes, de cada mistura (M1 e M2), foram

selecionados pela correlação não linear com os padrões ilustrados na Figura 8.15.

Assim, os dois maiores valores da correlação entre o componente independente e os

padrões das classes de distúrbios definiram quais os dois componentes independentes

a serem apresentados ao classificador.

Existem, na literatura atual, diversos algoritmos, além do FastICA, que im-

plementam a ICA [103]. O que difere um algoritmo do outro é, principalmente,

a forma como a estatística de ordem superior é acessada. O algoritmo FastICA

utiliza o algoritmo do ponto fixo, maximizando a não-gaussianidade [111]. Os al-

goritmos Sobi (Second Order Blind Identification) [115], SobiRo [116], Amuse [117]

e dAmuse [118] utilizam a informação temporal dos dados. O algoritmo Akuzawa

realiza a ICA pelo método do gradiente natural [119]. O algoritmo JADE (Joint

Approximate Diagonalization of Eigenmatrices) [103] soluciona o problema de au-

tovalores do tensor cumulante, realizando uma diagonalização do tensor através da
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decomposição dos autovalores. Desta forma, uma análise dos diferentes algoritmos

para obtenção dos componentes independentes, do ponto de vista de desempenho

de classificação, é interessante. A Tabela 8.7 ilustra o desempenho do classificador

para os componentes independentes obtidos por cada método. O índice p na tabela

representa o deslocamento temporal utilizado na matriz de covariância dos dados,

com relação aos métodos que utilizam a informação temporal.

Analisando-se os resultados da Tabela 8.7, observa-se que, em geral, os três

casos M = 2, M = 3 e M = 4 levam a bons resultados, dado que o classificador foi

projetado utilizando-se fontes originais, desprovidas de ruídos provenientes da mis-

tura. Dentre os três casos, M = 3 alcançou melhores desempenhos. Os algoritmos

ICA utilizados apresentaram desempenhos próximos, com exceção do Akuzawa, que

obteve um desempenho consideravelmente inferior para os transitórios oscilatórios

e notches. Exceto pelo Akuzawa, todos os algoritmos alcançaram um desempenho

de 100% para as três abordagens (M = 2, M = 3 e M = 4) nas estimativas de

notches. Para as estimativas de transitórios oscilatórios, com exceção do Akuzawa,

os algoritmos alcançaram desempenhos semelhantes entre si para M = 2 (99, 5%) e

M = 3 (100%), enquanto que para M = 4 os algoritmos FastICA, Amuse, Sobi e

dAmuse se destacaram com desempenhos superiores. Os harmônicos da mistura M1

foram melhores estimados pelos algoritmos FastICA, Amuse, JADE, Sobi e dAmuse

na abordagem M = 2, com desempenhos de 97%. Na abordagem M = 3, desem-

penhos de 100% foram alcançados pelos algoritmos Amuse, Sobi e dAmuse para um

deslocamento p = 5 na matriz de covariância. Para M = 4, desempenhos de 100%

foram alcançados pelos algoritmos Amuse (p = 5), SobiRo (p = 100) e dAmuse

(p = 5). Para os harmônicos da mistura M2, desempenhos de 100% foram obtidos

na abordagem M = 2, para os algoritmos Amuse, Sobi e dAmuse. Já na abordagem

M = 3, apenas o SobiRo (p = 100) alcançou 100% de desempenho. Os algoritmos

Amuse, Sobi e dAmuse obtiveram 99, 5%. Para a abordagem M = 3, o desempenho

maior foi de 99, 5% para os algoritmos Amuse (p = 1, 5), SobiRo (p = 100), Sobi e

dAmuse.

Cumpre ressaltar que, em geral, as aplicações em EEG que utilizam o mo-

delo SCICA, tais como [110] e [109], realizam elevados números de deslocamentos no

sinal de mistura, de tal forma que M é da ordem de 100. Em seguida, utilizam-se
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PCA para reduzir a dimensão. Com isso, torna-se interessante analisar as saídas do

modelo SCICA para distúrbios, considerando-se um número elevado de deslocamen-

tos. As Figuras 8.20 e 8.21 mostram os componentes independentes obtidos pelo

método SCICA (via FastICA), considerando-se M = 10, para as misturas M1 e M2,

respectivamente.

Figura 8.20: Componentes independentes obtidos da mistura M1 para M = 10

Pode-se observar, que para a mistura M1, o transitório oscilatório aparece,

claramente, nos componentes y6[n] e y8[n]. Os harmônicos aparecem nos compo-

nentes y9[n] e y10[n]. No restante dos componentes, apenas um curto transitório,

que não pode ser caracterizado como transitório oscilatório, aparece. Já nos com-

ponentes independentes obtidos para a mistura M2, os harmônicos se destacam no

componente y10[n], enquanto que o restante dos componentes replicam versões dos

notches que estavam presentes na mistura. Sendo assim, é interessante verificar se

estes componentes independentes são mais representativos, do ponto de vista de

classificação, do que aqueles obtidos para os casos M = 2, M = 3 e M = 4. Com

esta finalidade, os 500 sinais do conjunto de teste foram processados pelo modelo

SCICA, via FastICA, para M = 10. Dos 10 componentes independentes obtidos

para cada mistura, selecionaram-se os dois mais representativos através da corre-

lação não linear com os padrões dos distúrbios. Finalmente, estes componentes
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Figura 8.21: Componentes independentes obtidos da mistura M2 para M = 10

foram apresentados ao classificador neural projetado para fontes originais. A Tabela

8.8 mostra os resultados de desempenho obtidos para M = 10 em comparação com

aqueles obtidos paraM = 2,M = 3 eM = 4. Observa-se que a composiçãoM = 10

alcança um resultado compatível com a composiçãoM = 4, que por sua vez, alcança

um desempenho pouco superior às composições M = 2 e M = 3.

Tabela 8.8: Desempenhos de classificação para diferentes números de deslocamentos.
Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches
M = 2 99,5 97,0 99,0 100
M = 3 100 98,5 99,0 100
M = 4 100 99,0 99,0 100
M = 10 100 99,0 99,0 100

8.5 Influência do Tamanho da Janela na Esti-

mação dos Componentes Independentes

Conforme já discutido, o desenvolvimento de técnicas de análise de distúr-

bios com reduzida complexidade computacional é de extremo interesse, já que o

monitoramento da QEE em tempo real requer alta velocidade de processamento.

135



Neste contexto, processar janelas do sinal de tensão contendo um reduzido número

de amostras, sem que haja uma redução significativa de desempenho, torna-se um

desafio.

As análises até então apresentadas neste capítulo foram realizadas sobre

janelas do sinal de tensão com 1.024 amostras, o que é equivalente a 4 ciclos do com-

ponente fundamental. Nesta seção, estas análise serão reproduzidas considerando-se

apenas 1 ciclo do sinal de tensão (256 amostras) e em seguida, considerando-se 1/2

ciclo de duração (128 amostras).

Por simplificação, apenas a abordagem M = 3 será considerada. Os resulta-

dos aqui obtidos para 1 e 1/2 ciclo de duração serão comparados com os mostrados

na Seção 8.3, que foram obtidos para 4 ciclos. Assim, as mesmas misturas de

harmônicos com transitório oscilatório (M1) e harmônicos com notches (M2) serão

utilizadas. As Figuras 8.22 e 8.23 ilustram os componentes independentes obtidos,

utilizando-se o algoritmo FastICA, para ambas as misturas, utilizando-se apenas 1

ciclo e 1/2 ciclo do componente fundamental, respectivamente. Um resultado similar

ao processamento com 4 ciclos foi obtido, sendo que um dos componentes estima cor-

retamente os transitórios {y1[n]}, outro {y2[n]} apresenta-se um pouco corrompido

por harmônicos, e o terceiro estima os harmônicos, que aparecem corrompidos pe-

los transitórios, o que parece ser mais nítido quando apenas 1/2 ciclo de duração é

considerado.

Figura 8.22: Componentes independentes obtidas considerando-se apenas 1 ciclo do
sinal e[n].

Apoiando-se nas análises quantitativas, observa-se, pelas Tabelas 8.9 e 8.10,
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Figura 8.23: Componentes independentes obtidas considerando-se apenas 1/2 ciclo
do sinal e[n].

referentes às medidas entre os próprios componentes independentes, que estes man-

têm a descorrelação linear e não-linear para 1 ciclo e 1/2 ciclo. Os valores de CL e

CNL para as misturas é reduzido, já que o número de amostras é também reduzido.

A IM entre os componentes independentes, em M1 e M2, mostra-se pouco superior

às fontes e inferior às misturas, indicando que os componentes obtidos são mais in-

dependentes do que as misturas, porém menos independentes do que as fontes, o que

já é esperado na prática. Observa-se, no entanto, que os valores da IM são menores

quanto maior for o tamanho da janela e, portanto, componentes mais independentes

são obtidos para tamanhos de janela (N) maiores. A diferença espectral DEij entre

os componentes obtidos da mistura M1 é levemente reduzida quando janelas de 1

ciclo e 1/2 ciclo são consideradas. Em contrapartida, a diferença espectral entre os

componentes obtidos da mistura M2 é maior, quando uma janela de 1/2 ciclo de

duração é utilizada.

As medidas entre os componente independentes e as fontes originais para 4,

1 e 1/2 ciclos são mostradas nas Tabelas 8.11 e 8.12, para as misturas M1 e M2,

respectivamente. Os índices de CL e CNL são reduzidos para os harmônicos de

ambas as misturas, quando janelas menores são considerados. As estimativas de

transitórios oscilatórios estão mais correlacionadas com as fontes quando 4 ciclos e

1/2 ciclo de janela são utilizados. O pior caso acontece para a janela de 1 ciclo. As

estimativas de notches obtiveram índices de CL e CNL próximos para as diferen-

tes janelas de sinal. Contudo, cumpre ressaltar que menores janelas implicam em

137



Ta
be

la
8.
9:

M
ed
id
as

en
tr
e
as

m
ist

ur
as
,e

nt
re

as
fo
nt
es

e
en
tr
e
os

co
m
po

ne
nt
es

in
de
pe

nd
en
te
sp

ar
a
a
m
ist

ur
a
M
1
e
di
fe
re
nt
es

ta
m
an

ho
sd

e
ja
ne
la
.

Si
na

is
M
ist

ur
as

X
Fo

nt
es

S
C
om

po
ne
nt
es

Y
Ta

m
an

ho
da

Ja
ne
la

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

C
L

0,
95

0,
87

0,
74

0,
00

0,
00

0,
00

0,
00

0,
00

0,
00

C
N
L

0,
95

0,
87

0,
74

0,
00

0,
00

0,
00

0,
01

0,
01

0,
00

IM
(h
ist

./
ke
rn
el
)

1,
00
/0
,9
9

1,
00
/0
,9
4

1,
00
/0
,8
5

0,
52
/0
,2
9

0,
96
/0
,6
3

1,
00
/0
,5
7

0,
80
/0
,6
3

0,
98
/0
,7
6

1,
00
/0
,6
5

D
E
ij

0,
00

0,
00

0,
00

0,
26

0,
28

0,
35

0,
25

0,
24

0,
20

138



Ta
be

la
8.
10
:
M
ed
id
as

en
tr
e
as

m
ist

ur
as
,e

nt
re

as
fo
nt
es

e
en
tr
e
os

co
m
po

ne
nt
es

in
de
pe

nd
en
te
s
pa

ra
a
m
ist

ur
a
M
2
e
di
fe
re
nt
es

ta
m
an

ho
s

de
ja
ne
la
.

Si
na

is
M
ist

ur
as

X
Fo

nt
es

S
C
om

po
ne
nt
es

Y
Ta

m
an

ho
da

Ja
ne
la

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

4
ci
cl
os

1
ci
cl
o

1/
2
ci
cl
o

C
L

0,
89

0,
90

0,
85

0,
02

0,
06

0,
00

0,
00

0,
00

0,
00

C
N
L

0,
89

0,
90

0,
85

0,
02

0,
06

0,
00

0,
01

0,
01

0,
00

IM
(h
ist

./
ke
rn
el
)

0,
99
/0
,9
9

0,
99
/0
,9
9

1,
00
/0
,9
9

0,
81
/1
,0
0

0,
81
/1
,0
0

0,
87
/0
,9
9

0,
94
/0
,9
4

0,
97
/0
,9
2

0,
99
/0
,9
3

D
E
ij

0,
00

0,
00

0,
01

0,
27

0,
27

0,
28

0,
18

0,
17

0,
27

139



menores amostras e, portanto, é esperado que o valor da correlação seja levemente

reduzido. A IM mostra que considerando-se janelas de apenas 1 ciclo ou 1/2 ciclo,

as estimativas dos distúrbios ainda são tão estatisticamente dependentes das suas

correspondentes fontes quanto no caso de janelas de 4 ciclos. A razão residual é au-

mentada quando se reduz o tamanho da janela apenas para os distúrbios da mistura

M1. A diferença espectral entre o componente independente e sua correspondente

fonte só é consideravelmente maior para os harmônicos da mistura M1, quando 1/2

ciclo de janela é considerado.

Tabela 8.11: Medidas entre as fontes originais e os componentes independentes para
a mistura M1 e diferentes tamanhos de janela.

Sinais Harmônicos Transitório Oscilatório
Medidas 4 ciclos 1 ciclo 1/2 ciclo 4 ciclos 1 ciclo 1/2 ciclo

CL 0,99 0,97 0,75 0,91 0,82 0,86
CNL 0,99 0,96 0,78 0,93 0,83 0,88

IM (hist./kernel) 1,00/0,99 1,00/0,95 1,00/0,78 0,62/0,51 0,94/0,92 0,99/0,88
DEij 0,03 0,06 0,20 0,02 0,05 0,04
Rr 0,02 0,07 0,44 0,17 0,33 0,25

Tabela 8.12: Medidas entre as fontes originais e os componentes independentes para
a mistura M2 e diferentes tamanhos de janela.

Sinais Harmônicos Notches
Medidas 4 ciclos 1 ciclo 1/2 ciclo 4 ciclos 1 ciclo 1/2 ciclo

CL 0,97 0,96 0,95 0,80 0,81 0,80
CNL 0,97 0,96 0,95 0,77 0,78 0,77

IM (hist./kernel) 0,99/1,00 1,00/0,99 1,00/0,98 0,82/1,00 0,81/1,00 0,88/1,00
DEij 0,09 0,10 0,07 0,06 0,05 0,05
Rr 0,13 0,15 0,10 0,43 0,41 0,44

Em geral, observa-se que mesmo com janelas reduzidas, de 1 ciclo e de 1/2

ciclo, ainda é possível obter boas estimativas dos distúrbios. Entretanto, deve-se

chamar a atenção para o fato de que janelas reduzidas podem não caracterizar

suficientemente um distúrbio e, como consequência, o desempenho do classificador

pode ser reduzido, independentemente da qualidade das estimativas dos distúrbios.

8.5.1 Classificação de Distúrbios com Janelas Reduzidas

A fim de testar a extração de componentes independentes sob o ponto de vista

de classificação de distúrbios com janelas de aquisição reduzidas, um classificador,
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para cada largura de janela, de 1 ciclo e 1/2 ciclo de duração, foi projetado a partir

das fontes originais. Nesta etapa, utilizou-se o mesmo banco de distúrbios usado para

gerar os resultados da Seção 8.4, já que os resultados aqui obtidos serão comparados

com os obtidos para janelas de sinais com 4 ciclos de duração. Neste caso, as fontes

de distúrbios foram adquiridas com 1 ciclo e 1/2 ciclos de duração, truncando-se

cada sinal, a partir do início do distúrbio, em 256 e 128 amostras, respectivamente.

Os classificadores foram projetados, seguindo a mesma metodologia da Seção

8.4, em que parâmetros EOS foram extraídos dos sinais e uma RNA foi utilizada

como técnica de classificação. Procurou-se manter a mesma topologia e treinamento

de rede utilizada para 4 ciclos, alcançando-se assim, um desempenho geral de 100

% para o treinamento e 100 % para dados de validação, em ambos os casos (para 1

ciclo e 1/2 ciclo).

Em seguida, para cada evento, uma matriz de misturas X foi gerada, com-

posta pelo sinal e duas versões do mesmo deslocadas (abordagem M = 3). A

matriz de mistura foi então apresentada ao algoritmo ICA e, dos três componentes

independentes obtidos, dois foram selecionados por correlação não linear com os

correspondentes padrões de sinais, conforme descrito na Seção 8.4. Os componentes

independentes assim selecionados foram apresentados ao classificador projetado para

atuar sobre fontes originais. Os desempenhos, para cada tamanho de janela, são

mostrados na Tabela 8.13, em comparação com os obtidos considerando-se janelas

de 4 ciclos de aquisição. Por simplificação, utilizou-se apenas resultados obtidos

pelo algoritmo FastICA. Observa-se que houve redução de desempenho considerável

para os distúrbios estimados da mistura M1, que são os transitórios oscilatórios e os

harmônicos, principalmente para janelas de 1/2 ciclo.

Tabela 8.13: Desempenhos de classificação para diferentes tamanhos de janelas em
%.

Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches
4 ciclos 100 98,5 99,0 100
1 ciclo 97,5 98,0 100 100

1/2 ciclo 80,0 89,5 100 99,5

De fato, poucas amostras do sinal podem não caracterizar suficientemente um

distúrbio e, como consequência, o desempenho do classificador pode ser reduzido,

independentemente da qualidade das estimativas dos distúrbios. Para verificar se
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a redução de desempenho para janelas de 1/2 ciclo se deve à baixa qualidade das

estimativas ou à restrição de informações sobre os distúrbios (devido ao reduzido

número de amostras), os componentes independentes obtidos para janelas de 4 ci-

clos foram segmentadas em janelas de apenas 1/2 ciclo e, em seguida, apresentados

ao classificador de sinais com 1/2 ciclo. O desempenho obtido foi de 97, 0 % para

transitórios oscilatórios, 92, 5 % para harmônicos da mistura M1, 100 % para har-

mônicos da mistura M2, e 99, 5 % para os notches. Este resultado mostra que o

baixo desempenho do classificador para janelas de 1/2 ciclo se deve tanto à baixa

qualidade das estimativas quanto à redução de informação disponível dos distúrbios.

Os resultados de classificação mostrados anteriormente foram obtidos por

classificadores projetados a partir de fontes originais. Esta aplicação é interessante

para testar a qualidade das estimativas. No entanto, para o desenvolvimento de

classificadores que operem sobre as estimativas dos distúrbios via ICA, é mais inte-

ressante projetar estes classificadores a partir das próprias estimativas dos distúrbios.

Isso pode levar a melhores resultados, já que o classificador pode incorporar o ruído

proveniente das misturas e presente nas estimativas, como parte do processo. Com

o propósito de se realizar esta análise, novos bancos de misturas (M1 e M2) com

250 eventos cada foi gerado. Um banco para cada largura da janela: 4 ciclos, 1 ciclo

e 1/2 ciclo de duração. Estes novos bancos foram processados, conforme o modelo

SCICA, paraM = 3. O algoritmo FastICA foi utilizado. Em seguida, classificadores

foram projetados a partir das estimativas dos distúrbios. Os classificadores foram

projetados seguindo a mesma metodologia descrita anteriormente e considerando-se

a mesma topologia da rede neural. As redes neurais foram treinadas com 150 even-

tos e validadas com 100. Em seguida, os 500 eventos de cada mistura (M1 e M2),

previamente separados para teste foram então aplicados ao modelo SCICA (M = 3)

e, finalmente, apresentados aos classificadores, considerando-se janelas de 4 ciclos, 1

ciclo e 1/2 ciclo. Cumpre lembrar que o mesmo banco de dados de teste foi utilizado

para diferentes janelas, o que é possível segmentando-se cada evento a partir do

início do distúrbio.

Os resultados de desempenho para os dados de treino (TR), validação (VA) e

teste (TE) são mostrados na Tabela 8.14. Observa-se que, independente do tamanho

da janela de sinal utilizada, o classificador alcançou desempenho máximo para os
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distúrbios presentes na mistura M2, que são os harmônicos e notches. Houve uma

pequena queda de desempenho para os harmônicos da mistura M1 quando janelas

de 1 ciclo são utilizadas. O desempenho menor foi obtido para os distúrbios da

mistura M1 (harmônicos e transitórios oscilatórios), quando janelas de 1/2 ciclo

são utilizadas. Comparativamente aos resultados da Tabela 8.13, observa-se que o

projeto dos classificadores a partir dos distúrbios estimados, de fato, leva a melhores

resultados. Em geral, estes resultados podem comprovar a qualidade das estimativas

dos distúrbios, principalmente, quando o objetivo principal é classificá-los.

Tabela 8.14: Desempenhos de classificação, obtidos com classificadores projetados a
partir das estimativas dos distúrbios, em %.
Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches

TR VA TE TR VA TE TR VA TE TR VA TE
4 ciclos 100 100 100 100 100 100 100 100 100 100 100 100
1 ciclo 100 100 100 100 99 98,0 100 100 100 100 100 100

1/2 ciclo 96 94 90,5 93 91 85,0 100 100 100 100 100 100

8.6 Influência do Ruído de Fundo

Para as análises realizadas, até o presente momento, no contexto deste capí-

tulo, consideraram-se sinais de tensão com SNR de 100 dB, objetivando estudar a

fundo a adequação do modelo SCICA à análise de distúrbios elétricos. A fim de es-

tudar a influência do ruído de fundo nas estimativas dos distúrbios, um novo banco

de distúrbios com SNR de 30 dB, com 500 eventos de cada mistura (M1 e M2), foi

gerado.

Considerando-se a abordagem M = 3, os eventos escolhidos foram processa-

dos, conforme o modelo SCICA e utilizando-se o algoritmo FastICA. A Figura 8.24

ilustra os componentes independentes obtidos para cada mistura. Observa-se que

das duas estimativas dos transitórios, para ambas as misturas, que aparecem nos

componentes y1[n] e y2[n], a segunda possui mais ruído de fundo do que a primeira.

Por outro lado, a primeira possui mais resíduos dos harmônicos (proveniente do

processo de separação) do que a segunda.

Também é interessante observar o desempenho do classificador, treinado com

fontes originais (SNR 100 dB), quando aplicado às estimativas dos distúrbios para
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Figura 8.24: Componentes independentes obtidas considerando-se sinais com SNR
de 30 dB.

as misturas com SNR de 30 dB, considerando-se janelas com 1.024 amostras (4 ciclos

de duração). A escolha dos dois componentes independentes foi realizada pelo maior

índice de correlação não linear com os padrões de sinal de cada classe de distúrbio,

conforme já discutido. Os resultados alcançados, ilustrados na Tabela 8.15, foram

satisfatórios, já que em ambos os casos o desempenho alcançado é compatível. O

desempenho para os harmônicos estimados para as misturas com SNR de 30 dB

foi um pouco superior aos harmônicos obtidos para as misturas com SNR de 100

dB. Já o desempenho para os transitórios oscilatórios foi levemente reduzido quando

misturas com SNR de 30 dB foram processadas. O desempenho para as estimativas

de notches alcançou 100 % para ambas SNR de 30 e 100 dB.

Tabela 8.15: Desempenhos de classificação para diferentes níveis de ruído em %.
Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches

SNR de 100 dB 100 98,5 99,0 100
SNR de 30 dB 99,5 99,5 100 100

Em geral, a comparação entre os resultados com dados de SNR iguais a

100 dB e 30 dB mostra que a estimativa dos distúrbios via SCICA não sofre muita

influência dos ruídos de fundo. Por outro lado, o elevado desempenho do classificador

se deve também à sua imunidade a ruídos gaussianos, já que este utiliza parâmetros

de estatísticas de ordem superior.
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8.7 Aplicação em Dados Experimentais

Para avaliar a eficiência do método para dados experimentais, consideraram-

se distúrbios adquiridos pelo grupo de estudos do IEEE (working group P1159.3),

com uma frequência de amostragem de 15.360 Hz, 4 ciclos do componente funda-

mental (60 Hz) e SNR estimada de 40 dB, conforme mostrado na Figura 8.25. Na

Figura 8.25 (a), observa-se uma variação na amplitude da tensão de curta duração,

harmônicos e transitórios de curta duração. Na Figura 8.25 (b), aparecem harmôni-

cos, transitórios que apresentam um decaimento na oscilação, e possivelmente, outro

tipo de distúrbio difícil de ser categorizado a priori.

Figura 8.25: Múltiplos distúrbios experimentais.

Estes distúrbios foram apresentados ao sistema SCICA proposto,

considerando-se M = 3 e o algoritmo FastICA. Os componentes independentes

extraídos são mostrados na Figura 8.26. Em (a), observa-se nitidamente que os

transitórios foram isolados em y1[n] e os harmônicos apareceram em y3[n]. Em (b),

os transitórios aparecem mais nítidos na componente y1[n] e os harmônicos, ainda

muito poluídos por transitórios, em y3[n].

Para quantificar esta análise, alguns índices foram extraídos entre as misturas

e entre os componentes independentes. Neste caso, escolheram-se os componentes

y1[n] e y3[n] para ambos os eventos (a) e (b), mostrados na Figura 8.26. A escolha

destes componentes se deu pelo critério da maior diferença espectral entre os com-

ponentes. Cumpre ressaltar que outros critérios podem também ser utilizados, tal
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Figura 8.26: Componentes obtidas considerando-se M = 3.

como escolher os componente que apresentarem menor informação mútua entre si.

A aplicação em sinais experimentais levanta uma questão importante, que é

o fato de que não se sabe quantas fontes de distúrbios estão presentes na mistura.

Neste caso, sugere-se definir um limiar de diferença espectral ou informação mútua

entre os componentes estimados, de tal forma que se possa descartar componentes

com características similares aos outros. Esta análise será explorada em trabalhos

futuros.

As medidas quantitativas são mostradas na Tabela 8.16. Observa-se, para

ambos os eventos, que os componentes obtidos estão descorrelacionados linearmente

e não-linearmente. A IM entre os componentes obtidos é inferior à IM entre as cor-

respondentes misturas, indicando que os componentes são mais independentes do

que as misturas. Por último, o índice DEij mostra que os componentes indepen-

dentes possuem espectros mais disjuntos do que as misturas. Desta forma, os índices

quantitativos comprovam a eficiência do método SCICA para separar os múltiplos

distúrbios experimentais.
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Tabela 8.16: Medidas entre as misturas e entre os componentes independentes para
os distúrbios experimentais.

Misturas X Componentes Y
Índices Evento (a) Evento (b) Evento (a) Evento (b)
CL 0,99 0,92 0,00 0,00
CNL 0,99 0,92 0,00 0,00

IM (hist./kernel) 0,99/0,99 0,98/0,98 0,71/0,81 0,75/0,81
DEij 0,00 0,00 0,12 0,15

8.8 SCICA com Menor Complexidade Computa-

cional

Conforme já destacado anteriormente, é de extremo interesse o desenvolvi-

mento de ferramentas que possibilitem a análise dos distúrbios em tempo real. As

aplicações do modelo SCICA, mostradas neste capítulo até o presente momento,

demandaram a aplicação do algoritmo ICA a cada janela de mistura analisada. De

fato, a utilização desta aplicação em tempo real vai depender do tempo de processa-

mento do algoritmo ICA utilizado. Por outro lado, para análises off line, o método

mostra-se bastante promissor.

Objetivando tornar o método SCICA menos complexo do ponto de vista

computacional, buscou-se obter uma matriz de separação W que possa ser aplicada

diretamente na fase de operação.

Analisando-se individualmente cada mistura (M1 - harmônicos com tran-

sitórios oscilatórios e M2 - harmônicos com notches), gerou-se, a partir das misturas

de treinamento, um único vetor de mistura {egi}, formado pela justaposição das

janelas de sinais de treinamento:

egi = [e1i e2i e3i . . . eZi], (8.15)

em que os vetores e1i, e2i, ..., eZi representam as janelas do banco de sinais de

treinamento e[n] da mistura i = 1, 2, referente a mistura M1 e M2, respectivamente.

Z = 250 é o número total de misturas do conjunto de treinamento e n = 1, . . . , N ,

tal que N = 1.024 amostras. Assim, o comprimento do vetor egi será dado por

Z ×N = 256.000 amostras.

Desta forma, o vetor egi pode representar melhor o processo estatístico gerado

147



por cada tipo de mistura. Este vetor foi então processado, seguindo a metodologia

SCICA para M = 3, utilizando-se o algoritmo FastICA. Escolheu-se a abordagem

M = 3 devido à obtenção de resultados satisfatórios. Os componentes indepen-

dentes obtidos para as misturas M1 e M2 são mostradas nas Figuras 8.27 e 8.28,

respectivamente. Para melhorar a visualização, o número de amostras foi fixado em

5.120 amostras. Pode-se observar que, similarmente à aplicação com as misturas

evento a evento, o resultado das estimativas dos distúrbios é aqui reproduzido de

uma forma geral.

Figura 8.27: Componentes independentes obtidos da mistura M1.

Com este procedimento, obtém-se uma matriz de separação W para cada

tipo de mistura (M1 e M2). A ideia principal é que este processo de obtenção da

matriz de separação seja realizado uma única vez com dados de treinamento, na

fase de projeto. Na fase de operação, a cada múltiplo distúrbio a ser processado,

deve-se simplesmente gerar a matriz de misturas X, considerando-se M = 3, e

realizar a operação matricial Y = WX. Dessa forma, a complexidade computacional

do método proposto, na fase de operação, se resume em uma única multiplicação

matricial, o que viabiliza a utilização do método em aplicações em tempo real.

Cumpre lembrar que W será da ordem M ×M , e X será da ordem M ×N .

Para testar a eficiência da matriz W obtida para cada tipo de mistura, os

eventos ilustrados na Figura 8.3 foram passados pelo filtro notch e, os respectivos
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Figura 8.28: Componentes independentes obtidos da mistura M2.

sinais e[n] formaram a matriz de misturas X, considerando-se duas versões deslo-

cadas dos mesmos (M = 3). Finalmente, os componentes independentes foram então

extraídos através de Y = WX. A Figura 8.29 ilustra estes componentes.

Figura 8.29: Componentes obtidos com as matrizes de separação gerais W,
considerando-se M = 3.

Em seguida, dois componentes de cada mistura foram selecionados pela cor-

relação não linear com os padrões dos distúrbios, conforme já discutido. Assim, ex-

traindo cada medida quantitativa destes componentes e comparando-as com aquelas

obtidas pela aplicação evento a evento do FastICA, observa-se nas Tabelas 8.17, 8.18,

8.19 e 8.20 que os resultados são, em geral, compatíveis, comprovando a eficiência
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das matrizes de separação gerais W. Alguns pontos importantes a serem destacados

foram colocados em negrito nas tabelas, tais como:

• Pela Tabela 8.17, observa-se que a IM obtida pela aplicação do FastICA foi

superior, dando um indicativo de que a matriz geral de separação W, para

esta mistura, levou à obtenção de componentes mais independentes entre si.

• A Tabela 8.18 mostra que o transitório oscilatório estimado pela aplicação

evento a evento do FastICA é mais corrompido por resíduos provenientes da

mistura do que aquele obtido pela matriz geral de separação W.

• Na Tabela 8.19, componentes obtidos pela matriz geral de separação W pos-

suem os espectros mais distintos do que aqueles obtidos pela aplicação do

FastICA.

• A Tabela 8.20 mostra que os harmônicos estimados da mistura M2, pela apli-

cação do FastICA, possuem maior razão residual do que aqueles estimados

pela matriz geral de separação W.

Tabela 8.17: Medidas entre os componentes independentes obtidos pelo FastICA e
pela matriz geral de separação W, para a mistura M1.

Teste FastICA W
CL 0,00 0,01
CNL 0,01 0,02

IM (hist./kernel) 0,80/0,63 0,76/0,52
DEij 0,25 0,25

Tabela 8.18: Medidas entre as fontes originais e os componentes independentes
obtidos pelo FastICA e pela matriz geral de separação W, para a mistura M1.

Sinais Harmônicos Transitório Oscilatório
Teste FastICA W FastICA W
CL 0,99 0,99 0,91 0,93
CNL 0,99 0,99 0,93 0,94

IM (hist./kernel) 1,00/0,99 1,00/0,99 0,62/0,51 0,64/0,37
DEij 0,03 0,03 0,02 0,02
Rr 0,02 0,02 0,17 0,13

Os componentes independentes obtidos pelo modelo SCICA com rápido pro-

cessamento, que utiliza apenas a matriz de separação geral W, foram também avali-

ados sob o ponto de vista de classificação. Para isso, o banco de sinais de teste
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Tabela 8.19: Medidas entre os componentes independentes obtidos pelo FastICA e
pela matriz geral de separação W, para a mistura M2.

Teste FastICA W
CL 0,00 0,01
CNL 0,01 0,00

IM (hist./kernel) 0,94/0,94 0,94/0,92
DEij 0,18 0,21

Tabela 8.20: Medidas entre as fontes originais e os componentes independentes
obtidos pelo FastICA e pela matriz geral de separação W, para a mistura M2.

Sinais Harmônicos Notches
Teste FastICA W FastICA W
CL 0,97 0,97 0,80 0,79
CNL 0,97 0,97 0,77 0,76

IM (hist./kernel) 0,99/1,00 1,00/1,00 0,82/1,00 0,83/1,00
DEij 0,09 0,07 0,06 0,05
Rr 0,13 0,08 0,43 0,44

com 500 eventos de cada mistura (M1 e M2) foi processado pelo método SCICA via

matriz de separação geral W considerando-se o caso M = 3. Dos três componentes

obtidos, os dois com menor interferência de resíduos foram selecionados pela corre-

lação não linear com os padrões dos distúrbios, conforme discutido anteriormente.

Estes componentes foram então apresentados ao classificador neural projetado na

Seção 8.4 para fontes originais. Os resultados de desempenho do classificador são

mostrados na Tabela 8.21, em comparação com os resultados obtidos pela aplicação

evento a evento do algoritmo FastICA. Observa-se que os resultados obtidos com a

matriz de separação geral W são superiores, o que pode ser explicado pelo fato de

que as misturas utilizadas para gerá-la representavam melhor o processo estocástico

formado pelos distúrbios, já que englobavam todas as informações dos 250 eventos

de treino. É importante observar, também, que a operação com a matriz W pode

ser aplicada a diferentes comprimentos de janela de aquisição do sinal de mistura

com, possivelmente, alguma redução de desempenho.

Para os casos M = 3 e M = 4, considerando-se a aplicação com a matriz

de separação geral W, pode-se, na fase de projeto, observar quais as linhas da

W que levam às melhores componentes independentes. Isso pode ser feito pela

análise das respostas em frequência do filtros formados pelas linhas de W. Logo, na

fase de operação, pode-se utilizar apenas estas linhas, não necessitando, contudo,
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desenvolver métodos para descartar os componentes independentes com maiores

interferências, o que otimiza ainda mais o processo de estimativa dos distúrbios.

Tabela 8.21: Desempenhos de classificação para a matriz de separação geral W em
%.
Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches

Teste FastICA W FastICA W FastICA W FastICA W
4 ciclos 100 100 98,5 99,0 99,0 100 100 100
1 ciclo 97,5 100 98,0 99,0 100 100 100 100

1/2 ciclo 80,0 99,5 89,5 95,0 100 100 99,5 99,5

Sob o ponto de vista operacional, deve-se avaliar qual será a saída do sistema

para o aparecimento de um distúrbio isolado. Sabe-se que, em geral, os sistemas

que analisam e classificam os distúrbios são precedidos por sistemas de detecção.

Estes detectores não informam se o distúrbio detectado é isolado ou múltiplo. As-

sim, é interessante observar as saídas do sistema proposto SCICA para distúrbios

isolados. Com este propósito, um distúrbio isolado de transitório oscilatório e um

de harmônico foram processados pelo sistema SCICA implementado utilizando-se a

matriz de separação geral W. As saídas do sistema projetado para a mistura M1

estão ilustradas na Figura 8.30, em (a), para o transitório oscilatório e, em (b),

para o harmônico. Estas estimativas foram apresentadas ao classificador treinado

por fontes originais. As três estimativas de transitórios oscilatórios foram classifi-

cadas como transitório oscilatórios e as três de harmônicos foram classificadas como

harmônicos. É importante observar que os eventos isolados aparecem nas três esti-

mativas porque elas são normalizadas após passar pela matriz de separação. Desta

forma, a atenuação dos filtros é compensada parcialmente pela normalização dos

sinais.

A Figura 8.31 mostra as saídas do sistema proposto, projetado para as mis-

turas M2, para um evento isolado de notch, em (a), e para um harmônico, em (b).

Estas estimativas foram apresentadas ao classificador treinado por fontes originais.

Neste caso, as estimativas também foram classificadas corretamente.

A vantagem em se aplicar o FastICA e obter uma matriz de separação a

cada mistura processada está no fato de que distúrbios desconhecidos pela matriz

de separação geral podem aparecer. Neste caso, ao se aplicar o FastICA, pode-se

obter uma matriz de separação a partir do distúrbio desconhecido.
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Figura 8.30: Componentes obtidos com a matriz de separação da mistura M1,
considerando-se M = 3. (a) refere-se ao distúrbio de transitórios oscilatório e (b)
refere-se ao harmônico.

Figura 8.31: Componentes obtidas com a matriz de separação da mistura M2,
considerando-se M = 3. (a) refere-se ao distúrbio de notches e (b) refere-se ao
harmônico.
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8.9 Análise Por Branqueamento

Sabe-se que o branqueamento da matriz de misturas X executa uma im-

portante tarefa de pré-processamento na maioria dos algoritmos ICA [103]. O PCA

seguido por branqueamento é capaz de garantir a descorrelação dos sinais e variância

unitária, enquanto a ICA busca pela independência estatística dos mesmos.

A fim de estudar os efeitos do branqueamento na matriz de misturas gerada

por fontes deslocadas, as misturas M1 e M2 (vide Figura 8.3) foram processadas

pelo filtro notch e suas respectivas matrizes de misturas X, para M = 3, foram

branqueadas. Os sinais branqueados são mostradados na Figura 8.32, em que pode-

se observar que a separação dos transitórios e harmônicos foi alcançada.

Figura 8.32: Misturas branqueadas, considerando-se M = 3.

A partir dos sinais branqueados a pergunta é: Apenas o branqueamento é

suficiente para estimar os distúrbios da mistura M1 e M2? A fim de responder esta

pergunta, as medidas quantitativas entre os sinais branqueados foram comparadas

com as medidas entre os componentes estimados pelo FastICA, considerando-se o

modelo SCICA para o caso M = 3. Os melhores componentes foram selecionados

utilizando-se a correlação não linear com os padrões dos distúrbios. As Tabelas 8.22

e 8.23 mostram estes resultados para as misturas M1 e M2, respectivamente. Os

índices de CL, CNL e DEij mostram que tanto as saídas do FastICA quanto os

sinais branqueados estão descorrelacionados entre si e possuem espectros disjuntos.

A medida mais interessante, neste caso, é a IM, que infere diretamente sobre a

independência entre os sinais. Conforme esperado, a IM é maior entre os sinais

branqueados do que entre as saídas do FastICA, mostrando que estas são mais
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independentes do que os sinais branqueados.

Tabela 8.22: Medidas entre os componentes independentes obtidos pelo FastICA e
as misturas M1 branqueadas.

Teste FastICA Branqueamento
CL 0,00 0,00
CNL 0,01 0,00

IM (hist./kernel) 0,80/0,63 0,94/0,89
DEij 0,25 0,24

Tabela 8.23: Medidas entre os componentes independentes obtidos pelo FastICA e
as misturas M2 branqueadas.

Teste FastICA Branqueamento
CL 0,00 0,00
CNL 0,01 0,00

IM (hist./kernel) 0,94/0,94 0,98/0,96
DEij 0,18 0,22

Apesar disso, ainda é interessante comparar também se os sinais branqueados

estimam as fontes originais tão bem quanto as saídas do FastICA. As Tabelas 8.24

e 8.25 mostram estes resultados. Observa-se que, em geral, os índices obtidos para

os sinais branqueados são similares aos obtidos para as saídas do FastICA, dando

um indicativo de que os sinais branqueados podem estimar as fontes originais.

Tabela 8.24: Medidas entre as fontes originais e os componentes independentes
obtidos pelo FastICA e as misturas M1 branqueadas.

Sinais Harmônicos Transitório Oscilatório
Teste FastICA Branqueamento FastICA Branqueamento
CL 0,99 0,97 0,91 0,92
CNL 0,99 0,97 0,93 0,93

IM (hist./kernel) 1,00/0,99 1,00/0,99 0,62/0,51 0,58/0,51
DEij 0,03 0,05 0,02 0,02
Rr 0,02 0,05 0,17 0,15

Por fim, os 500 evento de cada tipo de mistura (M1 e M2) que compõem o

banco de dados de teste foram processados (M = 3) e branqueados. Em sequida,

cada evento branqueado foi apresentado ao classificador projetado por fontes origi-

nais. Os resultados de desempenhos são mostrados na Tabela 8.26, em comparação

com os algoritmos FastICA e Amuse. Observa-se que os desempenhos para os dados

branqueados são levemente superiores aos obtidos para os componentes do FastICA
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Tabela 8.25: Medidas entre as fontes originais e os componentes independentes
obtidos pelo FastICA e as misturas M2 branqueadas.

Sinais Harmônicos Notches
Teste FastICA Branqueamento FastICA Branqueamento
CL 0,97 0,96 0,80 0,81
CNL 0,97 0,96 0,77 0,80

IM (hist./kernel) 0,99/1,00 1,00/1,00 0,82/1,00 0,84/1,00
DEij 0,09 0,07 0,06 0,07
Rr 0,13 0,08 0,43 0,41

nas estimativas dos harmônicos. Por outro lado, o algoritmo Amuse alcança um

resultado pouco superior ao branqueamento. Isso mostra que, sob o ponto de vista

de classificação, utilizar os sinais apenas branqueados pode levar a bons resultados.

Tabela 8.26: Desempenhos de classificação para os sinais branqueados em %.
Distúrbios Trans. Oscil. Harm. de M1 Harm. de M2 Notches

Branqueamento 100 99,5 99,5 100
FastICA 100 98,5 99,0 100

Amuse (p = 5) 100 100 99,5 100

Uma forma de quantificar a atuação do algoritmo FastICA sobre os sinais

já branqueados constitui-se em analisar o processo de maximização da não-

gaussianidade do algoritmo. Para isso, a kurtosis [103] foi medida para as misturas,

para as fontes originais dos distúrbios, para as misturas branqueadas e para as saí-

das do FastICA. Utilizou-se a kurtosis normalizada, isto é, distribuições gaussianas

levam a kurtosis 0.

Estas medidas foram efetuadas nos dados do conjunto de treino para ambas

as misturas M1 e M2. A Tabela 8.27 mostra os resultados da média aritmética

da kurtosis. O erro padrão da média foi calculado considerando-se um intervalo

de 95% de confiança. A kurtosis das fontes mostra que os transitórios oscilatórios

e os notches são menos gaussianos do que os harmônicos. Os dados branqueados,

assim como as saídas do FastICA, levam também a transitórios oscilatórios e notches

menos gaussianos do que os harmônicos. Interessante observar que os transitórios

oscilatórios obtidos pelo branqueamento e pelo FastICA são menos gaussianos do

que as fontes originais. Por outro lado, os notches obtidos por ambos FastICA e

branqueamento são mais gaussianos do que as correspondentes fontes originais. O

FastICA levou a sinais menos gaussianos, porém, as barras de erro sobrepassam
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aquelas obtidas para os dados branqueados de transitórios oscilatórios, harmônicos

de M1 e harmônicos de M2, e, portanto, a diferença entre suas médias pode não ser

significante. As estimativas dos notches pelo FastICA são menos gaussianas do que

aquelas obtidas pelo branqueamento.

Tabela 8.27: Medida normalizada de gaussianidade dos dados.
Mistura Fontes Sinais Branqueados FastICA

Trans. Oscil. 0, 77± 0, 13 67, 73± 2, 04 125, 45± 9, 21 140, 10± 9, 98
Harm. de M1 0, 77± 0, 13 0, 51± 0, 04 0, 55± 0, 08 0, 58± 0, 09
Harm. de M2 0, 49± 0, 06 0, 61± 0, 04 0, 52± 0, 04 0, 55± 0, 05

Notches 0, 49± 0, 06 15, 90± 0, 00 9, 99± 0, 52 13, 20± 0, 17

De fato, o algoritmo FastICA buscou por fontes mais independentes entre si

do que o branqueamento, conforme mostram os resultados da IM nas Tabelas 8.22

e 8.23. Contudo, os resultados de classificação mostrados na Tabela 8.26 mostram

que o processo de branqueamento pode levar a boas estimativas dos distúrbios.

8.10 Discussões Gerais

Neste capítulo, o problema de múltiplos distúrbios foi explorado utilizando-

se a técnica análise de componentes independentes, em sua versão adaptada para o

problema de um único canal (modelo SCICA).

Mostrou-se que os múltiplos distúrbios de harmônicos com transitórios os-

cilatórios e harmônicos com notches se enquadram ao modelo convolutivo SCICA.

Análises qualitativas e quantitativas mostraram que, com poucos deslocamentos

temporais na mistura monitorada, pode-se obter boas estimativas das fontes de

distúrbios presentes na mistura. Este reduzido número de deslocamentos apresenta-

se como uma grande vantagem em comparação com as aplicações EEG [109, 110],

dada a redução de complexidade computacional na aplicação do algoritmo ICA para

poucas entradas.

Foi verificado também que, conforme descreve a teoria SCICA, as linhas da

matriz de separação W constituem vetores de coeficientes de filtros FIR que, ao

processar as misturas, levam aos componentes independentes.

O teste dos componentes independentes sob o ponto de vista de classificação

foi realizado utilizando-se um classificador projetado para fontes originais. Diversos

157



algoritmos ICA foram testados, destacando-se com maior desempenho os algoritmos

Amuse e dAmuse. É interessante observar que ambos algoritmos utilizam desloca-

mentos temporais na matriz de covariância. Adicionalmente, o algoritmo dAmuse

foi proposto para aplicações em sinais deslocados, conforme apresentado em [118].

Com o objetivo de reduzir complexidade computacional, o modelo SCICA foi

aplicado a sinais com reduzida janela de aquisição. Os resultados mostraram que é

possível obter boas estimativas dos distúrbios, com baixa queda de desempenho, com

até meio ciclo de duração da janela de aquisição, o que significa processar apenas

128 amostras.

O desempenho do método para sinais com SNR de 30 dB foi também inves-

tigado, em comparação com os sinais com SNR de 100 dB. Esta investigação foi

realizada sob o ponto de vista de classificação, mostrando que, a partir de misturas

com alta taxa de ruído de fundo, pode-se obter componentes independentes que

levam o classificador a alcançar um desempenho compatível. Na verdade, pôde-se

observar que o modelo SCICA processa os sinais com ruídos sem que haja redução

na capacidade de separação das fontes presentes na mistura. Contudo, o ruído pre-

sente na mistura aparece nos componentes independentes estimados, o que reduz

a qualidade das estimativas das fontes. O alto desempenho alcançado pelo classi-

ficador, neste caso, se dá pela imunidade do sistema a ruídos gaussianos devido à

utilização de estatísticas de ordem superior como parâmetros.

O modelo SCICA foi também testado em sinais experimentais, em que a boa

capacidade do método de separar fenômenos transitórios e impulsivos de harmônicos

foi destacada.

Visando propor metodologias de análise de distúrbios em tempo real, uma

matriz geral de separação foi obtida. Os resultados obtidos com esta matriz foram

compatíveis com aqueles obtidos pela aplicação do FastICA evento a evento. O

ganho em complexidade computacional, neste caso, é bastante considerável e, por-

tanto, o desenvolvimento de metodologias, a partir desta matriz geral de separação,

torna-se extremamente interessante para aplicações em tempo real.

Por último, os efeitos do branqueamento como etapa de pré-processamento

ao modelo SCICA foram investigados. Os resultados mostraram que, no caso das

misturas consideradas, o processamento só até a etapa de branqueamento pode levar
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a boas estimativas das fontes de distúrbios. A análise de gaussianidade dos dados,

realizada por meio da kurtosis, mostrou que cada mistura (M1 e M2) é composta por

um sinal muito não gaussiano e outro quase gaussiano. O branqueamento reproduziu

estes resultados, o que pode explicar as boas estimativas de distúrbios alcançadas

com o mesmo. O FastICA, no entanto, maximizou a não gaussianidade dos sinais

branqueados menos gaussianos.
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Capítulo 9

Conclusões e Perspectivas

A presente tese teve como principal objetivo o desenvolvimento e aperfeiçoa-

mento de técnicas de processamento de sinais e inteligência computacional aplicadas

à detecção, classificação e análise de distúrbios elétricos.

Antes de atacar diretamente o problema de detecção e classificação, realizou-

se uma análise dos distúrbios por curvas principais. O objetivo desta análise foi

avaliar a complexidade da classificação de cada tipo de distúrbio, assim como a

complexidade dos sinais de cada classe de distúrbios, o que permitiu ter-se uma ideia

de homogeneidade ou heterogeneidade das mesmas. A inovação desta análise está

no fato de se observar os distúrbios no espaço dimensional das curvas. Cada classe

de distúrbios foi representada pela correspondente curva principal. Com base na

curva principal obtida para cada classe, o número de segmentos e o comprimento da

mesma pôde revelar a disposição dos eventos de cada classe no espaço das curvas, o

que pode dar uma ideia da variabilidade das características dos eventos pertencentes

às classes. As características das curvas, tais como o número de segmentos e o seu

comprimento, aliadas às medidas de distâncias entre as mesmas, apontaram por

curvas bastante compactas e espaçadas umas das outras. Além disso, as curvas

principais possibilitaram a extração de informações e/ou parâmetros relevantes à

detecção e classificação dos distúrbios.

A partir dos parâmetros dos distúrbios extraídos por curvas, foi possível pro-

jetar um sistema de detecção com elevada eficiência mesmo quando janelas de até

1/16 ciclos do componente fundamental (o que é equivalente a 16 amostras) foram

processadas. O sistema apresentou uma complexidade computacional relativamente
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reduzida, já que a extração das curvas é realizada apenas na fase de projeto. Na

fase de operação, apenas as distâncias euclidianas do evento processado aos seg-

mentos das curvas são extraídas. Neste caso, três segmentos foram suficientes para

distinguir os distúrbios dos sinais sem distúrbios. Ademais, as distâncias extraídas

alimentaram uma rede neural especialista para cada classe e, portanto, o sistema

resultante mostrou-se bastante versátil quanto à inclusão de uma nova classe de dis-

túrbios. No caso da inclusão de uma nova classe, não será necessário reprojetar as

curvas e as redes neurais das demais classes.

Em paralelo, objetivando desenvolver um sistema mais simples ainda, no

que tange a complexidade computacional, utilizou-se o valor RMS da janela de

aquisição do evento e seus valores máximo e mínimo como parâmetros, que alimen-

taram uma única rede neural. Mostrou-se que, como a classe de sinais sem distúrbios

é bastante homogênea, pôde-se utilizar uma rede neural com uma arquitetura sim-

ples. Evidentemente, este sistema demandou menor esforço computacional do que

o sistema baseado em curvas. Porém, a capacidade de generalização para dados

experimentais foi melhor para o sistema baseado em curvas principais. Comparati-

vamente às demais técnicas propostas na literatura, os sistemas de detecção propos-

tos mostraram elevada eficiência, devido ao seu alto desempenho quando reduzidas

janelas de aquisição são processadas.

Em geral, as curvas principais mostraram-se excelentes ferramentas de análise

de distúrbios e de extração de parâmetros. Os parâmetros extraídos por curvas

mostraram-se representativos tanto na detecção quanto na classificação. Como van-

tagem, os mesmos parâmetros que alimentaram o detector, também alimentaram o

classificador, tornando o sistema mais compacto. A conexão entre o detector e o

classificador, neste caso realizada por meio da camada intermediária das RNA de de-

tecção, podem fortalecer a capacidade de generalização do método. Adicionalmente,

a boa capacidade de representação de dados das curvas pôde construir assinaturas

distintas umas das outras para cada classe de distúrbios. A partir das distâncias

entre estas assinaturas, constituídas pelas curvas de cada classe, um classificador de

distúrbios simples e com alto desempenho foi projetado. Neste caso, apenas uma

medida de distância do evento às curvas principais de cada classe possibilitou a clas-

sificação, não necessitando, contudo, da utilização de um classificador não linear.
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Posto a complexidade do problema de classificação, o desempenho alcançado pelo

classificador comprova a eficiência do método.

As curvas principais, portanto, mostram boa adequação ao problema de dis-

túrbios isolados, realizando-se análise, detecção e classificação com bastante sucesso.

Como diferencial, compôs um sistema trifásico com boa eficiência na classificação de

quatro tipos de desbalanceamentos, identificando também a fase em que o mesmo

ocorreu.

Uma metodologia alternativa, baseada em estatísticas de ordem superior, foi

também proposta. A motivação principal foi a característica intrínseca das EOS

de serem nulas para dados gaussianos. Esta característica pode dar aos sistemas

projetados a partir das EOS imunidade a ruídos gaussianos. Não obstante, foi

verificado que os parâmetros extraídos pelas EOS, em particular os cumulantes de

segunda e quarta ordem, podem carregar informações acerca dos distúrbios capazes

de gerar um espaço de parâmetros com boa separabilidade entre as classes. Nesta

etapa, o discriminante de Fisher mostrou-se uma importante ferramenta na seleção

dos cumulantes com maior poder de discriminação entre classes.

Comparativamente às curvas principais, as EOS tornam o projeto do sistema

de classificação mais automático, já que os parâmetros são selecionados automatica-

mente pelo discriminante de Fisher. Já o projeto por curvas demanda mais esforços,

posto que o número de segmentos em cada curva representativa de cada classe in-

fluencia diretamente no desempenho do sistema. Entretanto, a escolha do número

de segmentos da curva é realizada com base no desempenho do sistema para o con-

junto de sinais de validação, isto é, o número de segmentos é escolhido de acordo

com o maior desempenho alcançado. Porém, o uso das curvas permite analisar a

complexidade das classes dos distúrbios e do processo de classificação das mesmas,

o que é útil para tomadas de decisões no projeto do classificador.

Em relação a abordagem do problema da ocorrência de distúrbios simultâ-

neos, inicialmente foi proposto um método baseado em um banco de filtros para

classificação. Dessa forma, sistemas mais simples podem fazer a classificação, en-

quanto uma lógica final, baseada nas saídas dos classificadores, decide pela classe

de distúrbio múltiplo ou isolado que ocorreu. A vantagem desta abordagem é o

fato de que a complexidade dos múltiplos distúrbios é superada pela sua divisão em
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bandas de frequência específicas, permitindo, portanto, o uso de classificadores mais

simples. Além disso, o número máximo de ocorrências de distúrbios em um mesmo

segmento de sinal que o sistema pode classificar é dado pelo número de saídas do

banco de filtros. Essa característica permite que o sistema possa abordar um número

elevado de classes de múltiplos distúrbios. Um desempenho geral superior a 99 %

foi alcançado pelo método, em que sete classes de distúrbios isolados e doze classes

de múltiplos distúrbios foram abordadas.

Uma abordagem alternativa para análise de múltiplos distúrbios, com um

enfoque maior na estimação dos distúrbios isolados, foi também realizada. Neste

caso, o desacoplamento dos múltiplos distúrbios foi realizado através da Análise

de Componentes Independentes. A técnica ICA, sob as considerações do modelo

SCICA (ICA para um canal), foi aplicada às misturas de harmônicos com tran-

sitórios oscilatórios e harmônicos com notches. Essa abordagem é desejável, na

prática, quando apenas um ponto no sistema elétrico de potência é monitorado. As

estimativas dos distúrbios foram analisadas qualitativamente e quantitativamente,

comparando-as com as fontes originais e sob o ponto de vista de classificação. Os re-

sultados mostraram que o método se enquadra muito bem ao problema de múltiplos

distúrbios, possibilitando posteriores aplicações de técnicas de análises, detecção e

classificação.

Um resultado bastante promissor nesta abordagem foi o fato de que a utiliza-

ção de uma matriz de separação geral, obtida com um conjunto de sinais de treina-

mento, possa estimar os distúrbios com boa qualidade, não necessitando, contudo,

de se utilizar o algoritmo ICA a cada mistura processada. O ganho em velocidade

de processamento, neste caso, é grande, uma vez que uma única multiplicação ma-

tricial é capaz de desacoplar os múltiplos distúrbios. Esta análise, apesar de ainda

testada com apenas duas classes de múltiplos distúrbios, mostra-se bastante promis-

sora, principalmente pela reduzida complexidade computacional requerida em fase

operacional.

Adicionalmente, as técnicas inteligentes propostas neste trabalho podem ser

utilizadas nas tão conhecidas redes inteligentes de energia, ou popularmente smart

grids, que têm ganhado cada vez mais popularidade e destacam-se, de forma signi-

ficativa, na lista de prioridades dos governos.
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Desta forma, foram apresentados estudos originais e resultados inéditos rela-

cionados à utilização de Curvas Principais, Estatísticas de Ordem Superior e Análise

de Componentes Independentes para o problema de monitoração da Qualidade de

Energia Elétrica.

9.1 Perspectivas

O projeto do detector e classificadores de distúrbios por curvas principais

foi baseado nas informações reveladas pela prévia análise dos distúrbios por curvas.

Esta análise apontou as distâncias dos eventos às curvas como parâmetros mais re-

levantes à detecção e classificação. Contudo, outros parâmetros são oferecidos no

espaço das curvas, tais como os índices de projeção do evento à curva e o próprio

evento projetado na curva. Sabe-se que o desempenho de técnicas de classificação

e detecção está diretamente relacionado com a qualidade dos parâmetros utiliza-

dos. Portanto, propõe-se, como atividade futura, utilizar parâmetros alternativos

na detecção e classificação por curvas, comparando-se os resultados com aqueles

aqui obtidos. Nesta etapa, é sugerida a utilização de alguma técnica de seleção de

parâmetros, tal como o discriminante de Fisher.

Conforme já discutido, a escolha do número de segmentos em cada curva

principal, para fins de classificação, foi realizada testando-se o desempenho do clas-

sificador para os sinais de validação. Uma alternativa para otimizar este processo

se dá pela realização da extração das curvas de cada classe simultaneamente (duas

a duas), em que o ponto de corte para a inserção de mais segmentos seja escolhido

pela maior distância obtida entre as curvas. Assim, a cada inserção de um novo

segmento, calcula-se a distância entre as curvas.

A análise de desempenho das curvas para a classificação de múltiplos distúr-

bios, conforme sugerido no Capítulo 6, também constitui-se em uma interessante

proposta de continuidade.

Sabe-se que uma das principais características das curvas é a sua capacidade

de representar dados de alta dimensão em uma única dimensão. Esta qualidade

pode, portanto, ser explorada de forma a fazer a compactação dos sinais de tensão

corrompidos por distúrbios. Um problema comum no monitoramento da QEE é a
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geração de arquivos de dados de grande extensão nos oscilógrafos. Neste contexto,

pode-se utilizar as curvas principais para realizar a compactação dos distúrbios.

Os detectores aqui propostos não fazem uso das informações do componente

fundamental do sinal, que é filtrado pelo filtro notch. O componente fundamental

carrega informações mais relacionadas aos distúrbios de afundamentos, elevações e

interrupções de tensão. Foi mostrado que os distúrbios não detectados pelos sistemas

propostos foram suaves afundamentos de tensão. Como proposta futura, pretende-se

incorporar informações extraídas do componente fundamental nos detectores pro-

postos, objetivando-se elevar o desempenho.

Do ponto de vista da análise de múltiplos distúrbios, o classificador baseado

em banco de filtros alcançou alto desempenho cobrindo um elevado número de

classes. Espera-se realizar estudos visando a implementação deste sistema em dis-

positivos de hardware, tais como DSP ou FPGA, propondo-se a confecção de um

produto para o monitoramento de QEE que explore os problemas de múltiplos dis-

túrbios apresentados neste trabalho.

A estimação dos distúrbios por Análise de Componentes Independentes apre-

sentada, limitou-se, até o momento, a três tipos de distúrbios: harmônicos, tran-

sitórios oscilatórios e notches, compondo apenas duas misturas, harmônicos com

transitórios oscilatórios e harmônico com notches. Os resultados alcançados foram

motivadores e, estudar as saídas do sistema proposto quando outras classes de dis-

túrbios acontecem é de muita importância, e constitui-se em uma das propostas de

continuidade deste trabalho. Ainda nesta linha, os resultados obtidos para a análise

por branqueamento mostraram-se promissores e, portanto, requerem maiores in-

vestigações no sentido de definir até que ponto apenas o branqueamento pode ser

suficiente na abordagem SCICA para múltiplos distúrbios.

Por outro lado, sabe-se que a origem de um distúrbio no sistema elétrico não

o restringe a um único ponto. Em outras palavras, um mesmo distúrbio pode ser

propagado para diferentes pontos no sistema elétrico e, portanto, o monitoramento

de mais de um ponto pode ser interessante e será explorado em trabalhos futuros.

Esta abordagem é interessante também pelo fato de que o distúrbio passa a ser mo-

nitorado por diferentes pontos simultaneamente. Logo, no caso do aparecimento de

um múltiplo distúrbio, mais misturas podem estar disponíveis. Neste caso, a técnica
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ICA se aplica em uma abordagem diferente da SCICA. É importante estudar as van-

tagens, do ponto de vista de desacoplamento de múltiplos distúrbios via ICA, em se

monitorar mais de um ponto no sistema elétrico de potência. Este monitoramento

pode ser realizado conforme ilustra a Figura 9.1, em que v1[n] e v2[n] representam os

sinais de tensão monitorados no ponto 1 e ponto 2 do SEP, respectivamente. Esta

figura ilustra um sistema genérico em que dois pontos do SEP são monitorados, no

entanto, mais pontos podem ser simultaneamente monitorados.

Figura 9.1: Sistema genérico de desacoplamento de múltiplos distúrbios via ICA
fazendo o monitoramento de dois pontos do SEP.

Por outro lado, pode-se realizar a monitoração trifásica. Neste caso, os sinais

de tensão das fases A, B e C serão apresentados ao algoritmo ICA, conforme ilus-

tra o diagrama em blocos da Figura 9.2. Esta abordagem trifásica, contudo, será

explorada em trabalhos futuros.

Figura 9.2: Sistema trifásico de desacoplamento de múltiplos distúrbios via ICA.
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Apêndice A

Redes Neurais Artificiais

As redes neurais artificiais (RNA) [82] apresentam uma grande versatilidade

na resolução de diversos tipos de problemas, como em sistemas de reconhecimento

de padrões e compressão de voz e imagem, pilotos automáticos de aviões, sistemas

de predição de taxa de câmbio, desenvolvimento de produtos, controle de processos,

análises de eletroencefalograma (EEG) e eletrocardiograma (ECG), e vários outros

problemas em diferentes áreas..

Das diversas arquiteturas (estruturas) de redes, a mais utilizada em aplicações

de reconhecimento de padrões é a rede alimentada diretamente com múltiplas ca-

madas. Conforme definido em [82], esta rede consiste de um conjunto de unidades

sensoriais que constituem a camada de entrada, uma ou mais camadas ocultas e uma

camada de saída. O sinal de entrada se propaga para frente através da rede, camada

por camada. Tais redes são, normalmente, chamadas de perceptrons de múltiplas

camadas (MLP - Multilayer Perceptron) [120]. A Figura A.1 ilustra um perceptron

com quatro camadas, sendo duas camadas ocultas.

Os perceptrons de múltiplas camadas têm sido aplicados com bastante sucesso

para resolver diversos problemas complexos, através do seu treinamento de forma

supervisionada com um algoritmo muito popular conhecido como algoritmo de retro-

propagação de erro (error back-propagation) [82].
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Figura A.1: Perceptron de múltiplas camadas.

A.1 Resilient Propagation

As RNA extrai informações relevantes de padrões de informações que lhe

forem apresentadas, criando assim uma representação própria. Esta etapa é conhe-

cida por aprendizagem ou treinamento, e consiste em um processo iterativo de ajuste

de parâmetros da rede, dos pesos de conexões entre as unidades de processamento

que guardam, ao final do processo, o conhecimento que a rede adquiriu do ambiente

que está operando.

Nesta etapa, destaca-se o algoritmo Resilient Propagation (Pprop) [95], que

tem capacidade de acelerar o processo de aprendizagem. A principal característica

deste algoritmo é que os ajustes dos pesos (ω) e da taxa de aprendizado (η) depende

apenas dos sinais dos gradientes da função erro E(ω), não dependendo, portanto,

da sua amplitude. A função E(ω) é responsável pela especificação de um critério de

desempenho que está associado à rede [82].

No algoritmo Rprop, os pesos e a taxa de aprendizagem são alterados apenas

uma única vez a cada época de treinamento. Cada peso ωij possui sua própria taxa

de variação ∆ij, a qual varia conforme a Equação A.1 [95].

∆(t)
ij =


η+∆(t−1)

ij , se ∂E
∂∆ωji

(t−1) ∂E
∂∆ωji

(t)
> 0

η−∆(t−1)
ij , se ∂E

∂∆ωji

(t−1) ∂E
∂∆ωji

(t)
< 0

∆(t−1)
ij , caso contrário

(A.1)

em que, 0 < η− < 1 < η+. Assim, cada vez que a derivada parcial do peso corres-

pondente ωij alterar o sinal, significa que a última atualização foi muito excessiva
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e o algoritmo pulou o mínimo local. Como consequência, o valor de ∆ij é reduzido

pelo fator η−. Se o sinal da derivada se mantém, o valor de ∆ij é levemente aumen-

tado para acelerar o processo de convergência. Os pesos da rede são então alterados

conforme mostra a Equação A.2.

ω
(t+1)
ij = ω

(t)
ij + ∆ω(t)

ij , (A.2)

em que ∆ω(t)
ij é definido conforme Equação A.3.

∆ω(t)
ij =


−∆(t)

ij , se ∂E
∂∆ωji

(t)
> 0

+∆(t)
ij , se ∂E

∂∆ωji

(t)
< 0

0, caso contrário

(A.3)
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Apêndice B

Complexidade Computacional

Pode-se inferir sobre a complexidade computacional de ummétodo calculando

o número de operações matemáticas necessárias para processar um evento (ou uma

realização) em termos do tamanho da janela de aquisição analisada.

A Tabela B.1 ilustra o custo computacional das principais técnicas utilizadas

nesta tese, em termos do número de operações matemáticas necessárias para pro-

cessar uma janela de sinal com N amostras. M representa a ordem de um filtro IIR.

O número de entradas, saídas e neurônios na camada intermediária da rede neural

é dado, respectivamente, por Ne, Ns e Nn. dij é a distância do evento i ao segmento

de curva j de uma curva principal.

Tabela B.1: Custo computacional dos algoritmos utilizados em tempo real no con-
texto desta tese.

Rotinas Adições Multiplicações tan(.)
RMS 3N N + 1 —

Filtro Notch 4N 3N —
Filtro IIR N(2M) N(2M + 1) —

Cumulante de N − 1 N + 1 —
2a Ordem

Cumulante de 3N − 2 5(N + 1) —
4a Ordem

Rede Neural Nn(Ne +Ns + 1) +Ns Nn(Ne +Ns) Nn +Ns

dij 4N 3N —
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Apêndice C

Discriminante Linear de Fisher

O discriminante linear de Fisher (FDR - Fisher Discriminat Ratio) é uma

técnica bastante simples para discriminação de dados multi-dimensionais. Conforme

bem discutido em [16], o FDR tem duas principais e diferentes aplicações: pode ser

usado como separador de classes e como ferramenta de seleção de parâmetros.

C.1 FDR Como Classificador

Para entender ambas as aplicações do FDR, suponha um espaço de n eventos

d-dimensionais, x1, ..., xn, em que n1 pertence à classe 1 (C1) e n2 à classe 2 (C2).

Se a média das amostras d-dimensionais da classe i é:

mi = 1
ni

∑
x∈Ci

x, (C.1)

pode-se definir as matrizes scatters Si, SW e SB por:

Si =
∑

x∈Ci

(x−mi)(x−mi)T , (C.2)

SW = S1 + S2 (C.3)

e

SB = (m1 −m2)(m1 −m2)T , (C.4)

em que T significa transposto.
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A matriz SW é conhecida por matriz scatter intra-classes e é proporcional

à matriz de covariância dos dados. É também simétrica, semi-definida positiva e,

usualmente, não-singular se n > d. A matriz SB é também simétrica e semi-definida

positiva. É chamada de matriz scatter entre-classes.

Em termos de SW e SB, a função custo para o critério FDR como discrimi-

nante é escrita como

J(w) = wTSBw
wTSWw

. (C.5)

O vetor w que maximiza J(.) será:

w = S−1
W (m1 −m2). (C.6)

Assim, o vetor w obtido representa a máxima razão entre a matriz scatter

entre-classes e a intra-classes. Dessa forma, o processo de classificação é convertido

de um espaço d-dimensional para um espaço uni-dimensional. Neste novo espaço,

pode-se obter um limiar que fará a separação entre os dados projetados em w das

classes 1 e 2. A Figura C.1 ilustra este procedimento. Observe na Figura C.1 (a), a

distribuição espacial das classes 1 e 2, e o vetor w. Cada classe é composta por 100

eventos, em que cada evento é caracterizado pelo vetor de parâmetros p = [x y z].

Na Figura C.1 (b) é mostrado os dados projetados no vetor w. Dessa forma, neste

novo espaço uni-dimensional, pode-se definir um limiar que separe a classe 1 da 2

linearmente.

Figura C.1: Exemplo da aplicação do FDR para classificação.
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C.2 FDR Para Seleção de Parâmetros

Diferentemente do critério FDR para classificação, a função custo do critério

FDR como ferramenta de seleção de parâmetros é:

Jc = (m1 −m2)2 � 1
D2

1 + D2
2

(C.7)

onde Jc = [J1 · · · JLl
]T , Ll é o número total de parâmetros, m1 e m2, e D2

1 e D2
2 são,

respectivamente, os vetores de média e variância dos dados da classe 1 e da classe

2. O símbolo � refere-se ao produto de Hadamard r� s = [r0s0 · · · rLr−1sLr−1]T .

Pode-se entender que os i-ésimos elementos do vetor de parâmetros, referen-

tes aos maiores valores de Jc, representam os parâmetros que apresentam melhor

separabilidade entre classes. Esta técnica é bastante útil em processos de classifi-

cação mais complexos, uma vez que torna possível selecionar os melhores parâmetros

(que mais discriminam as classes envolvidas) e, consequentemente, reduzir o número

de parâmetros utilizado na classificação. Esta redução de parâmetros é atraente em

sistemas que necessitam de menor complexidade computacional, tais como sistemas

que operam em tempo real. Ademais, o uso de um número reduzido de parâmetros

pode levar ao projeto de classificadores mais simples e com melhor desempenho,

já que os parâmetros responsáveis pela interseção entre classes são, teoricamente,

descartados.
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Apêndice D

Classificador Bayesiano

Considere o problema de decisão entre duas hipóteses, uma hipótese H0,

referente à classe 0, e outra hipótese H1, referente à classe 1. Diversas técnicas

lineares e não-lineares podem ser aplicadas para determinar a superfície de separação

entre as hipóteses H0 e H1. O classificador de Bayes [15, 16] realiza a classificação

através da seguinte inequação:

p(x|H1)
p(x|H0) Q

P (H0)
P (H1) , (D.1)

em que x é um vetor constituído de elementos aleatórios, P (Hi) representa a pro-

babilidade a priori e p(x|Hi) representa a função densidade de probabilidade (pdf

- probability density function) condicional de obter x, dado que a classe é Hi. Se a

função densidade de probabilidade condicional for gaussiana, ela pode ser expressa

como:

p(x|Hi) = 1
(2π)L/2|∑i |1/2

e−
1
2 (x−µi)T

∑−1
i

(x−µi), (D.2)

onde µi = E{x} é o vetor valor médio da classe Hi,
∑
i é a matriz de covariância da

mesma classe definida por

∑
i

= E{(x− µi)(x− µi)T}, (D.3)

e |∑i | denota o determinante de ∑i.

Supondo as classes equiprováveis, onde P (H0)=P (H1)=1/2 e as pdf’s dadas
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por (D.2), o classificador dado por (D.1) assume a forma:

| ∑0 |
1
2 e−

1
2 (x−µb)T

∑−1
1 (x−µ1)

| ∑1 |
1
2 e−

1
2 (x−µa)T

∑−1
0 (x−µ0) R 1 (D.4)

onde µ0 e µ1 são os vetores valor médio das classes H0 e H1 respectivamente, e ∑0

e ∑1 são as matrizes de covariância das respectivas classes.

Sendo assim, a expressão a esquerda de (D.4) é aplicada ao vetor de parâme-

tros extraído, e se o valor encontrado for maior ou igual a 1, o sinal é dado como

pertencente à classe 0, caso contrário o mesmo é dado como pertencente à classe 1.
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Apêndice E

Filtro de Fourier

O Filtro de Fourier é muito utilizado para extrair informações do componente

fundamental dos sinais [121]. Os algoritmos clássicos de filtros de Fourier podem usar

janela de dois ciclos, um ciclo ou meio ciclo. Para o sinal discreto x(n) representado

por:

x[n] = A sin(2π
N
n+ φ), (E.1)

têm-se os seguintes filtros de Fourier [122]:

Filtro de Fourier de dois ciclos:

Xc[n] = 1
N

2N−1∑
l=0

v[k + l − 2N + 1] cos(2π
N
l) (E.2)

Xs[n] = 1
N

2N−1∑
l=0

v[k + l − 2N + 1] sin(2π
N
l) (E.3)

|x[n]| =
√
Y 2
c [n] + Y 2

s [n] (E.4)

φx[n] = − arctan Ys[n]
Yc[n] (E.5)
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Filtro de Fourier de um ciclo:

Xc[n] = 2
N

N−1∑
l=0

v[k + l −N + 1] cos(2π
N
l) (E.6)

Xs[n] = 2
N

N−1∑
l=0

v[k + l −N + 1] sin(2π
N
l) (E.7)

|x[n]| =
√
Y 2
c [n] + Y 2

s [n] (E.8)

φx[n] = − arctan Ys[n]
Yc[n] (E.9)

Filtro de Fourier de meio ciclo:

Xc[n] = 4
N

N
2 −1∑
l=0

v[k + l − N

2 + 1] cos(2π
N
l) (E.10)

Xs[n] = 4
N

N
2 −1∑
l=0

v[k + l − N

2 + 1] sin(2π
N
l) (E.11)

|x[n]| =
√
Y 2
c [n] + Y 2

s [n] (E.12)

φx[n] = − arctan Ys[n]
Yc[n] (E.13)

Conforme bem discutido em [122], o filtro de Fourier com janela retangular

de um ciclo é o normalmente utilizado para o cálculo dos fasores, devido ao bom

compromisso entre o atraso do processamento e o resultado do cálculo fasorial. O

filtro de Fourier usando janela de dois (ou mais) ciclos melhora o resultado do cálculo

fasorial. São utilizados em aplicações que toleram um processamento mais lento do

que o proporcionado pelo filtro de Fourier com a janela de um ciclo. O filtro de

Fourier de meio ciclo é bem útil quando é necessária uma resposta rápida, como em

aplicações de proteção e controle. Vale ressaltar que, apesar de o filtro de Fourier de
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meio ciclo ser usado em algumas aplicações para a determinação do fasor, ele é muito

susceptível à variação de frequência e não consegue filtrar nem o segundo harmônico,

nem o nível CC (corrente contínua) do sinal, sendo necessário um pré-processamento

do sinal para minimizar esses efeitos.

192



Apêndice F

Análise de Componentes

Independentes

O objetivo da técnica Análise de Componentes Independentes (ICA-

Independent Component Analysis) [103] é a separação de fontes estatisticamente

independentes a partir de um determinado modelo de mistura das fontes originais.

O modelo de mistura consiste em N dados observáveis x1, . . . , xN que resultam de

uma combinação linear de N variáveis aleatórias s1, . . . , sN estatisticamente inde-

pendentes entre si:

xi = ai1s1 + ai2s2 + . . .+ aiNsN ,∀i = 1, . . . , N (F.1)

No modelo, apenas as variáveis aleatórias xi são conhecidas, e a partir delas

serão estimados os coeficientes da mistura aij e as componentes independentes sj.

Em notação matricial [103]:

x = A · s (F.2)

onde x = [x1[n], x2[n], . . . , xN [n]]T , s = [s1[n], s2[n], . . . , sN [n]]T e A é a matriz de

mistura.

O objetivo da ICA é encontrar uma matriz de separação W tal que:

y = W · x (F.3)

onde y = [y1[n], y2[n], . . . , yN [n]]T fornece uma estimativa dos sinais originais s com
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as ambigüidades de não ser possível determinar a ordem, a variância e a polaridade

das componentes independentes. O que favorece o método é que estas limitações

são insignificantes em boa parte das aplicações.

A ICA está intimamente relacionada com o método de separação cega de

fontes (BSS - Blind Source Separation). O método é chamado de cego, pois muito

pouco, ou mesmo nada, é conhecido sobre a matriz de mistura, e são feitas poucas

considerações acerca das fontes a serem estimadas. A ICA é o método mais aplicado

para separação cega de fontes.

Há várias aproximações para separar as fontes independentes a partir dos

sinais de mistura, que utilizam certas propriedades estatísticas dos sinais das

fontes, tais como não-gaussianidade, estrutura temporal, cumulantes cruzados e

não-estacionariedade [103]. A partir destas propriedades, vários algoritmos foram

propostos na literatura. A seguir serão detalhados o algoritmo FastICA e JADE,

devido à sua popularidade.

Para assegurar que o modelo ICA dado possa ser estimado, temos que con-

siderar certas hipóteses e restrições [103]: (i) as componentes independentes são

estatisticamente independentes entre si. (ii) as componentes independentes devem

apresentar distribuições não-gaussianas. Na verdade, no máximo, uma das com-

ponentes independentes pode apresentar distribuição gaussiana. (iii) a matriz de

mistura é quadrada. Em outras palavras, o número de componentes independentes

é igual ao número de misturas observadas.

F.1 Branqueamento

O branqueamento consiste é um pré-processamento da ICA, e é utilizado para

remover a correlação entre os dados.

Um vetor z de variáveis aleatórias de média nula é dito branco se suas com-

ponentes forem descorrelacionadas e possuírem variância unitária [103]. Isto implica

que a matriz de covariância de z é igual à matriz identidade. O processo de bran-

queamento também referido como esferização, e é uma operação ligeiramente mais

forte do que a simples descorrelação.

A matriz de transformação V que conduzirá ao branqueamento das variáveis
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aleatórias de um vetor aleatório x de média nula será dada por:

V = Λ−1/2ET (F.4)

em que E é a matriz onde cada coluna é um autovetor (com norma unitária) da

matriz de covariância (Cx) de x, e Λ é a matriz diagonal com os autovalores de

(Cx).

Assim, o branqueamento dos dados do vetor x pode ser dado pela transfor-

mação linear

z = Vx. (F.5)

F.2 Independência Estatística

Dois vetores v1 e v2 serão estatisticamente independentes se, e somente se

pv1v2(v1,v2) = pv1(v1)pv2(v2), (F.6)

em que pbfv1(v1) e pv2(v2) são, respectivamente, as funções densidade de probabili-

dade (pdf) de v1 e v2, e pv1v2(v1,v2) é a pdf conjunta [103].

Geralmente, nas aplicações de ICA dispõe-se de muito pouco conhecimento

sobre a fonte dos sinais, e, consequentemente, a estimação da pdf dos mesmos não é

uma tarefa trivial. Portanto, medidas alternativas de independência são comumente

empregadas durante a busca pelos componentes independentes [103, 123].

F.2.1 Descorrelação Não-Linear

Duas variáveis aleatórias (y1 e y2) são consideradas linearmente descorrela-

cionadas se a correlação cruzada (Ry1y2) das mesmas for zero. Utilizando-se E{.}

para representar o operador de média, tem-se

Ry1y2 = E{y1y2}. (F.7)

De fato, independência estatística entre duas variáveis implica descorrelação,

porém, descorrelação nem sempre implica independência. A correlação linear utiliza

momentos de primeira e segunda ordem do processo, enquanto que a indendência
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utiliza, além destes, informações de ordem superior acessadas de forma direta ou

indireta.

Estendendo o conceito de correlação, pode-se definir a correlação não-linear

entre as variáveis y1 e y2 como E{f(y1)g(y2)} [103], em que f(y1) e g(y2) são funções,

tal que pelo menos uma delas é não-linear. Tipicamente, utilizam-se polinômios de

grau superior a um, ou funções mais complexas como a tangente hiperbólica.

De acordo com [103], as variáveis y1 e y2 serão estatisticamente independentes

se e somente se

E{f(y1)g(y2)} = E{f(y1)}E{g(y2)}. (F.8)

A medida de independência estatística fornecida pela Equação (F.8) é, fre-

quentemente, chamada de descorrelação não-linear [124].

F.2.2 Informação Mútua

A definição básica da informação mútua utiliza a medida de entropia dife-

rencial H [83]. Conceitualmente, a entropia diferencial de um vetor aleatório y com

densidade p(y) é definida como:

H(y) = −
∫
p(y) log p(y)dy. (F.9)

A versão normalizada da entropia é dada pela negentropia J , que é definida

por

J(y) = H(ygauss)−H(y), (F.10)

em que ygauss é um vetor aleatório gaussiano com a mesma matriz de covariância

(ou correlação) de y. A Negentropia é sempre não negativa, e zero somente para

vetores aleatórios gaussianos.

A informação mútua (IM) entre m variáveis aleatórias, yi, i = 1...m, é

definida como:

IM(y1, y2, ..., ym) =
m∑
i=1

H(yi)−H(y). (F.11)

A informação mútua, conforme definida na Equação (F.11), é uma medida
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natural de dependência entre variáveis aleatórias, uma vez que é sempre não nega-

tiva, e zero se e somente se as variáveis forem estatisticamente independentes.

F.3 Algoritmo FastICA

O algoritmo FastICA (Fast Fixed Point Algorithm For Independent Com-

ponent Analysis) foi proposto em [125] e versões melhoradas do algoritmo foram

apresentadas em [126] e [111]. Basicamente, o algoritmo estima o modelo ICA uti-

lizando o algoritmo do ponto fixo. Dois passos de pré-processamento são aplicados:

branqueamento e centralização dos dados. A centralização dos dados consiste na

subtração da média dos dados.

O algoritmo do ponto fixo pode ser representado pela realização das Equações

F.12 e F.13 em sequência.

w∗(n) = C−1Ezg(w(n− 1)Tz)− Eg′(w(n− 1)Tz)w(n− 1) (F.12)

w(n) = w∗(n)√
w∗(n)TCw∗(n)

(F.13)

em que, g pode ser alguma função contraste não quadrática [103], com derivada g′,

e C é a matriz de covariância das misturas x.

O esquema de obtenção da matriz de separação W mostrado em F.13 é defla-

cionário, isto é, as componente independentes são obtidas em sequência, uma a uma.

Com o algoritmo FastICA é possivel, também, obter as componente independentes

simultaneamente, pelo uso de uma descorrelação simétrica, que pode ser realizada

por:

W = W(WHW)−1/2, (F.14)

em que W = (w1 · · · ) é a matriz de vetores.
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F.3.1 ICA por Método Tensorial

Suponha uma combinação linear qualquer de xi dada por y = bT ·x = ∑
i bixi.

Como x = A·s, pode-se escrever y = bT ·x = bT ·A·s. Se bT for uma linha da inversa

da matriz A, então bT ·A será um vetor linha com um dos elementos igual a 1 e os

demais iguais a zero, e y será uma das fontes originais. Entretanto, apenas o vetor de

mistura x é conhecido e, portanto, o vetor b não pode ser determinado exatamente.

Precisa-se, então, encontrar um estimador que forneça uma boa aproximação de b.

Existem, na literatura atual, alguns estimadores que são capazes de gerar

bons resultados. Um apanhado geral sobre estes estimadores pode ser encontrado

em [103].

O método tensorial consiste em utilizar o cumulante tensor. O algoritmo mais

conhecido, que implementa este método é o JADE (Joint Approximate Diagonaliza-

tion of Eigenmatrices) [103], que soluciona o problema de autovalores do tensor

cumulante, realizando uma diagonalização do tensor através da decomposição dos

autovalores. O tensor cumulante é um operador linear definido por cumulantes de

quarta ordem. Os tensores podem ser considerados como uma generalização linear

de matrizes [83]. Esta transformação linear gera a matriz

Fij(M) =
∑
kl

mklcum(xi,xj,xk,xl), (F.15)

em que mij são os elementos da matriz M que será transformada.

No algoritmo JADE, a decomposição do autovalor é considerado como uma

etapa de pré-processamento. O cumulante de segunda ordem é usado para assegurar

o branqueamento dos dados (descorrelação). Isto produz uma matriz de branquea-

mento W que diagonaliza a matriz F(Mi) que passa a ser

Q = WF(Mi)WT . (F.16)

Assim são criadas matrizes de dados branqueadas. A matriz de separação

pode ser estimada a partir do produto V.W, onde V é uma matriz de rotação que

faz as matrizes cumulantes tão diagonais quanto possível.

A minimização da soma dos quadrados dos elementos fora da diagonal da

Equação F.16 é equivalente à maximização da soma dos quadrados dos elementos
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da diagonal. Isto se deve ao fato da matriz W ser uma matriz ortogonal o que não

altera a soma total dos quadrados de uma matriz. A maximização do algoritmo

JADE é um método que fornece uma diagonal conjunta aproximada de F(Mi) pela

formulação

JJADE =
∑
i

‖diag(WF(Mi)W2‖, (F.17)

onde ‖diag(•)‖ realiza a soma dos quadrados da diagonal. A maximização da função

contraste JJADE é uma maneira de realizar uma diagonalização conjunta aproximada

da matriz F(Mi). As matrizes Mi são escolhidas das automatrizes dos tensores

cumulantes. Este é o princípio básico do algoritmo JADE, de acordo com [103].
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Apêndice G

Transformada Wavelet

A Transformada Wavelet (TW) constitui uma poderosa ferramenta de pro-

cessamento de sinais, com uma variedade de aplicações: acústica, comunicações,

análise de transitórios, medicina, etc. A principal razão para a grande popularidade

da TW é a sua habilidade de decompor o sinal em componentes de frequência através

de uma divisão não uniforme, em que componentes de alta frequência são captura-

dos em curtos intervalos de tempo e componentes de baixa frequência em longos

intervalos de tempo [98]. Esta resolução na frequência pode facilitar a análise de

sinais e a detecção de parâmetros que podem ser úteis na caracterização de fontes de

transitórios e/ou do estado do sistema após a ocorrência de um distúrbio, conforme

apontado em [33].

G.1 Transformada Wavelet Contínua

Matematicamente, a Tranformada Wavelet Contínua (TWC) de um dado

sinal x(t) é obtida em relação a uma função g(t), conhecida por wavelet mãe, como:

TWC(a, b) = 1√
a

∫ ∞
−∞

x(t)g
(
t− b
a

)
dt, (G.1)

em que a é a dilação ou fator de escala e b é o fator de translação da TW..

Pela Equação (G.1) fica claro que o sinal uni-dimensional no domínio do

tempo x(t) é mapeado para um novo espaço de duas dimensões. Pode-se inferir

também que o conjunto dos coeficientes wavelet TWC(a, b) associados com um

dado sinal é a representação wavelet do mesmo com relação à função wavelet mãe
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g(t). Existem muitos tipos de wavelets mãe que podem ser empregados na prática.

No entanto, não existe um regra para se escolher a wavelet mãe mais adequada

ao problema. Contudo, observa-se na literatura atual que a wavelet Daubechies de

quarta ordem (dB4) [127] apresenta melhores resultados para análises de distúrbios

de QEE [38].

G.2 Transformada Wavelet Discreta

A Transformada Wavelet Discreta (TWD) é definida como [98]:

TWD(m, k) = 1√
am0

∑
n

x[n]g
(
k − nb0a

m
0

am0

)
, (G.2)

em que g(.) é a wavelet mãe e os parâmetros de escala e translação a e b são funções

de um parâmetro inteiro m, tal que a = am0 e b = nb0a
m
0 . k é uma variável inteira

que se refere às amostras no sinal de entrada..

Manipulando as variáveis n e k em (G.2), obtém-se:

TWD(m, k) = 1√
am0

∑
n

x(n)g(am0 n− b0k), (G.3)

que representa, similarmente, a operação de convolução para um filtro FIR:

y[n] = 1
c

∑
x[k]h[n− k], (G.4)

em que h[n− k] é a resposta ao impulso do filtro FIR, que em (G.3) é representada

por g(am0 n− b0k).

A análise Wavelet é realizada decompondo-se o sinal original em níveis, con-

forme ilustra a Figura G.1. Cada nível representa a ocorrência do sinal original

em uma faixa específica de frequência e tempo. Os sinais decompostos, portanto,

possuem uma poderosa propriedade de localização tempo frequência, que é um dos

maiores benefícios que a TW oferece em processamento de sinais. A1, A2 e A3 re-

presentam o sinal original (S) em baixa resolução, e são chamada de aproximações.

D1, D2 e D3 representam a diferença entre duas aproximações sucessivas e são

chamados de detalhes (ou coeficientes) da TW. Os detalhes e aproximações do sinal

original S são obtidos por um banco de filtros, composto por filtros passa-baixas (L)
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e passa-altas (H). O processo de decomposição pode ser definido como:

Dj(n) =
∑
k

h(k)Λj−l(n− k) (G.5)

e

Aj(n) =
∑
k

l(k)Λj−l(n− k), (G.6)

em que l e h são os coeficientes dos filtros passa-baixas e passa-altas, respectiva-

mente. Dj e Aj são os detalhes e aproximações na resolução j, respectivamente.

Λj−l é a aproximação do nível imediatamente abaixo do nível j. k refere-se aos

coeficientes dos filtros.

Figura G.1: Decomposição Wavelet. L = filtro passa-baixas e H = filtro passa-altas.
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Apêndice H

Lista de Publicações

Nesta seção, os capítulos de livro, artigos e resumos relacionados ao desen-

volvimento desta, publicados em congressos e periódicos nacionais e internacionais,

são apresentados. Estes estão organizados em ordem cronológica e acompanham

breve descrição.

H.1 Capítulo de Livro

1. FERREIRA, D. D., MARQUES, C. A. G., SEIXAS, J. M., CERQUEIRA,

A. S., RIBEIRO, M. V., DUQUE, C. A., Exploiting Higher-Order Statistics

Information for Power Quality Monitoring. Intech, 2010. (Aguardando Pub-

licação)

Neste trabalho, as estatísticas de ordem superior, extraídas do componente

fundamental do sinal de tensão e do sinal de tensão após filtragem do compo-

nente fundamental foram exploradas, do ponto de vista de detecção e classi-

ficação de distúrbios elétricos. O principal objetivo foi mostrar a capacidade

dos cumulantes de ordem superior de representarem os distúrbios em reduzido

espaço dimensional, com parâmetros relevantes à detecção e classificação de

classes de múltiplos e isolados distúrbios, com alto desempenho e reduzida

complexidade computacional.
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H.2 Artigos Publicados em Periódicos

1. MARQUES, C. A. G., FERREIRA, D. D., FREITAS, L. R., DUQUE,

C. A., RIBEIRO, M. V.,“Improved Disturbance Detection Technique for

Power Quality Analysis”, IEEE Transactions on Power Delivery Letters, 2010.

(Aguardando Publicação)

Este trabalho apresenta uma técnica de detecção de distúrbios elétricos me-

lhorada para aplicações em sistemas de potência. A principal vantagem da

técnica é sua imunidade a variações de frequência da componente fundamen-

tal do sinal de tensão monitorado. Além disso, o método é capaz de detectar

distúrbios em janelas de aquisição do sinal que correspondem a 1/64 amostras

do componente fundamental. Resultados de simulação indicam que a técnica

pode oferecer melhor desempenho em comparação com a técnica anterior, que

motivou este trabalho.

2. FERREIRA, D. D., CERQUEIRA, A. S., DUQUE, C. A., SEIXAS, J. M.,

RIBEIRO, M. V., “Sistema Automático de Classificação de Distúrbios Elétri-

cos Múltiplos e Isolados”. Revista Controle & Automação - SBA, 2010.

(Aguardando Publicação)

Neste trabalho, um sistema de classificação de distúrbios elétricos múltiplos e

isolados é proposto. A inovação deste sistema está na utilização de um con-

junto de filtros no pré-processamento, o que possibilita a separação de algumas

classes de distúrbios e, consequentemente, a classificação de distúrbios múlti-

plos a partir de classificadores mais simples. O sistema proposto foi projetado

com dados simulados e testado tanto com dados simulados quanto com dados

reais. Bons resultados foram alcançados, uma vez que um desempenho global

superior a 99 % foi obtido, para o conjunto de dados considerado. Testes

em dados experimentais foram também realizados mostrando a eficiência do

método também em dados reais.

3. FERREIRA, D. D., CERQUEIRA, A. S., DUQUE, C. A., RIBEIRO, M. V.,

“HOS-based method for classification of power quality disturbances”, Elec-

tronics Letters, v. 45, n. 3, pp. 183-185, janeiro 2009.
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Neste trabalho, um novo método para classificação de distúrbios elétricos foi

proposto. A inovação do método está no uso de estatísticas de ordem supe-

rior (EOS) para extrair parâmetros relevantes à classificação. Além disso, o

sistema final torna-se imune a ruído gaussiano, já que as EOS possuem esta

característica. Os parâmetros extraídos levam a um espaço reduzido de parâ-

metros e a uma boa separabilidade entre as classes, resultando a uma razão

de classificação de 100 % para o conjunto de dados de teste considerado.

4. FERREIRA, D. D., MARQUES, C. A. G, CERQUEIRA, A. S., DUQUE, C.

A., RIBEIRO, M. V., “Sistema Automático de Detecção e Classificação de

Distúrbios Elétricos em Qualidade da Energia Elétrica”, Revista Controle &

Automação - SBA, v. 20, n. 1, pp. 53-62, janeiro, fevereiro, março 2009.

Este trabalho apresenta um sistema de detecção e classificação de distúrbios de

qualidade da energia elétrica (QEE) que se baseia na decomposição do sinal

de tensão em dois novos sinais, referentes à componente fundamental e ao

sinal de erro e, em seguida, utiliza Estatísticas de Ordem Superior (EOS) para

extrair parâmetros representativos de cada classe para simplificar o algoritmo

de detecção e classificação. Como detector é utilizado um algoritmo baseado

na teoria de Bayes e para implementar o algoritmo de classificação utilizou-se

uma rede neural artificial. O sistema foi testado em simulações para seis classes

de distúrbios, apresentando uma eficiência global próxima a 100 % para tais

distúrbios. Os resultados aqui apresentados são comparados com os resultados

de outros sistemas propostos na literatura.

H.3 Artigos Publicados em Anais de Congressos

1. CERQUEIRA, A. S., FERREIRA, D. D., PINTO, M. B. S., SALMENTO,

M. L. G., SEIXAS, J. M., “Power Quality Disturbances Classification Using

Specialized Neural Networks”, 14th International Conference on Harmonics

and Quality of Power - ICHQP, Bergamo, Itália, setembro 2010.

Este trabalho apresenta um sistema automático de classificação de distúrbios

baseado em redes neurais especialistas. O sistema é capaz de classificar múlti-

plos distúrbios, o que é uma importante característica em sistemas de potência
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com grande ocorrência de eventos simultâneos. O sistema foi projetado uti-

lizando sinais simulados e foi testado com sinais experimentais e simulados.

Uma eficiência global de 98,9 % foi alcançada.

2. MARQUES, C. A. G., FREITAS, L. R., FERREIRA, D. D., DUQUE, C.

A., RIBEIRO, M. V., “Improved Disturbance Detection Technique for Power

Quality Monitoring”, XVIII Congresso Brasileiro de Automática - CBA, pp.

1209-1214, Bonito, setembro 2010.

Este trabalho propõe uma técnica de detecção de distúrbios elétricos para

aplicações em sistemas de potência. A principal vantagem da técnica é sua

imunidade a variações de frequência da componente fundamental do sinal de

tensão monitorado. Além disso, o método é capaz de detectar distúrbios uti-

lizando um reduzido número de amostras com boa eficiência. Basicamente, o

método proposto decompõe o sinal de entrada em duas componentes (funda-

mental e erro) e alguns parâmetros selecionados são apresentados ao detector

de Bayes.

3. CERQUEIRA, A. S., SOUZA, J. V., FERREIRA, D. D., SEIXAS, J. M.,

“Classificação Automática de Distúrbios de Qualidade de Energia Baseado

em Redes Neurais Especialistas”, XVIII Congresso Brasileiro de Automática -

CBA, pp. 4846-4850, Bonito, setembro 2010.

Neste trabalho, foi proposto um sistema de classificação automática para dis-

túrbios de qualidade de energia elétrica baseado em redes neurais especialistas.

O sistema proposto foi capaz de classificar distúrbios simultâneos presentes no

sinal, o que é fundamental em alguns cenários do sistema de potência. O

sistema foi projetado e testado utilizando um banco de eventos gerado sin-

teticamente segundo as normas, apresentando um desempenho global de 98,9

%.

4. FERREIRA, D. D., SEIXAS, J. M., CERQUEIRA, A. S., ABREU, A. J. C.,

“Sistema de Detecção de Distúrbios Elétricos Baseado em Curvas Principais e

Redes Neurais”, III Simpósio Brasileiro de Sistemas Elétricos - SBSE, Belém,

2010.
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Este trabalho apresentou uma nova metodologia baseada em Curvas Principais

e Redes Neurais Artificiais para a detecção de distúrbios elétricos em sistemas

de potência. O sistema foi projetado utilizando dados simulados e testados em

ambos os dados simulados e reais. Três diferentes métodos foram utilizados

para comparação dos resultados de eficiência. Os resultados mostraram que o

sistema proposto é bastante atrativo para aplicações on-line em sistemas de

potência.

5. FERREIRA, D. D., SEIXAS, J. M., NAZARÉ, F. V. B., CERQUEIRA, A.

S., CALÔBA, L. P., MARQUES, C. A. G., “Sistema de Detecção de Distúr-

bios Elétricos Baseado em Redes Neurais”, IX Congresso Brasileiro de Redes

Neurais / Inteligência Computacional - CBRN, Ouro Preto, outubro 2009.

Este trabalho propõe um sistema para a detecção de distúrbios elétricos em

sistemas de potência baseado em redes neurais artificiais. O sistema é aplicado

em ambos dados reais e simulados e comparado com dois outros sistemas

referidos na literatura especializada. É observado que o sistema apresenta alto

desempenho e reduzido custo computacional na fase de operação e, portanto,

pode ser bastante útil em sistemas online de monitoramento da qualidade de

energia elétrica.

6. FERREIRA,D. D., SEIXAS, J. M., CERQUEIRA, A. S., “ICA-based Method

for Power Quality Disturbance Analysis”, The 15th International Conference

on Intelligent System Applications to Power Systems - ISAP, Curitiba, setem-

bro 2009.

Este trabalho apresenta uma nova metodologia baseada em Análise de Com-

ponentes Independentes (ICA) para a análise de distúrbios de Qualidade de

Energia Elétrica. As misturas apresentadas à técnica de ICA são as janelas

do sinal contendo o distúrbio deslocadas de uma amostra. A metodologia pro-

posta analisa os distúrbios que aparecem como misturas (múltiplos distúrbios)

no sinal de tensão em um sistema de potência. Os resultados são obtidos para

ambos os dados simulados e experimentais, em que uma razão de classificação

superior a 97 % foi alcançada.

7. VIANELLO, R., FERREIRA, D. D., DUQUE, C. A., CERQUEIRA, A. S.,
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RIBEIRO, M. V., “Classificação de Múltiplos Distúrbios de Qualidade de

Energia Baseado em Transformada Wavelet, EOS e Redes Neurais”, XVIII

Congresso Brasileiro de Qualidade de Energia Elétrica - CBQEE, 2009.

Este trabalho propôs uma metodologia de classificação de múltiplos distúrbios

integrando transformada Wavelet, estatísticas de ordem superior e redes neu-

rais. O sistema de classificação resultante foi testado utilizando eventos de

qualidade de energia agrupados em três classes: isolados, duplos e múltiplos.

Um desempenho superior a 93 % foi alcançado.

8. LIMA, M. A., FERREIRA, D. D., CERQUEIRA, A. S., DUQUE, C. A.,

RIBEIRO, M. V., “Separation and Recognition of Multiple PQ Disturbances

Using Independent Component Analysis and Neural Networks”, 13th IEEE

International Conference on Harmonics and Quality of Power - ICHQP, p.

1-6, 2008.

Este trabalho apresenta o desenvolvimento de um sistema para a análise de

múltiplos distúrbios em qualidade de energia elétrica utilizando uma recente

técnica não-supervisionada chamada análise de componentes independentes.

A técnica utiliza como pré-processamento um banco de filtros. Uma aplicação

da técnica para classificação de múltiplos distúrbios baseado em cumulantes de

ordem superior e redes neurais artificias foi também apresentada. Resultados

promissores com dados simulados são apresentados.

9. FERREIRA, D. D., SEIXAS, J. M., CERQUEIRA, A. S., “Curvas Principais

Aplicadas à Classificação de Distúrbios Elétricos em Sistemas de Potência”,

Congresso Brasileiro de Automática - CBA, 2008.

Este trabalho apresenta um estudo sobre a utilização de curvas principais na

classificação de distúrbios elétricos em sistemas de potência. Os resultados

mostram que as curvas principais são capazes de extrair modelos de curvas

compactas para cada uma das seis classes de distúrbios consideradas, resul-

tando em um classificador simples. Uma eficiência global de 99, 8 % foi al-

cançada. O método proposto foi comparado com outros métodos da literatura

10. LIMA, M. A., CERQUEIRA, A. S., FERREIRA, D. D., DUQUE, C. A.,

RIBEIRO, M. V., SEIXAS, J. M., “Separação de Múltiplos Distúrbios de
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Qualidade de Energia Utilizando Análise de Componentes Independentes”,

Congresso Brasileiro de Automática - CBA, 2008.

Este trabalho apresenta o desenvolvimento de um sistema para separação de

múltiplos distúrbios de qualidade de energia utilizando uma recente técnica

não-supervisionada chamada análise de componentes independentes. A estru-

tura apresentada possui uma etapa de filtragem como pré-processamento que

possibilita a aplicação de análise de componentes independentes dado apenas

um sinal de monitoramento. Resultados promissores com dados simulados são

apresentados.

11. FERREIRA, D. D., SEIXAS, J. M., CERQUEIRA, A. S., “A Three-phase

Electric Disturbance Classification System Using Principal Curves”, VIII Con-

ferência Internacional de Aplicações Industriais - INDUSCON, Poços de Cal-

das, 2008.

Este trabalho apresenta um sistema trifásico para classificação de distúrbios

elétricos baseado em curvas principais. É mostrado que a técnica de curvas

principais extrai modelos compactos das classes de distúrbios, levando ao pro-

jeto de um classificador simples. Utilizando dados de simulação, o sistema

proposto alcança uma eficiência global de 98, 3% para distúrbios monofásicos

e de 100% para distúrbios trifásicos (desbalanceamentos). Os resultados de

desempenho foram comparados com o de outros métodos propostos na litera-

tura.

H.4 Resumos Publicados em Anais de Congressos

1. RAMOS, L. S., ABREU, A. J. C., FERREIRA, D. D., MARQUES, C. A.

G., “Desenvolvimento de Técnicas para a Detecção Automática de Distúrbios

Elétricos em Sistemas de Potência”, Reunião Regional da SBPC, Lavras, Minas

Gerais, 2010.

Este trabalho teve como objetivo o desenvolvimento de ferramentas de de-

tecção de distúrbios em QEE com reduzida complexidade computacional.

Neste contexto, duas técnicas para a detecção automática de distúrbios elétri-
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cos foram desenvolvidas e testadas: o detector de pico e o detector de energia.

Em ambos os casos, a escolha de um patamar (limiar), foi baseada na análise

da curva ROC considerando-se a probabilidade de falso alarme nula. As téc-

nicas foram desenvolvidas utilizando-se dados sintéticos e testadas em ambos

dados sintéticos e reais. Bons resultados foram alcançados para o detector de

energia, principalmente quando janelas de aquisição com 256 amostras foram

consideradas. O detector de pico torna-se inviável para tal aplicação, pois

apresenta índices bastante reduzidos de detecção. Do ponto de vista de imple-

mentação em tempo real, o detector de pico possui uma reduzida complexidade

computacional, já que demanda de (N-1) somas e N multiplicações.
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