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         As Redes Neurais Artificiais são técnicas computacionais que se baseiam na estrutura 

e funcionamento do cérebro e, portanto, tentam se aproveitar de características dele tais como 

a capacidade de aprendizagem e reconhecimento de padrões de maneira eficaz e rápida. Estas 

técnicas vêm sendo muito utilizadas para realizar tarefas complexas tais como a detecção de 

objetos e texto em imagens, o reconhecimento voz e diversos tipos de predições. A previsão 

de doenças é uma aplicação das Redes Neurais Artificiais que vêm sendo constantemente 

abordada na literatura. Com base nisso, o objetivo deste trabalho é utilizar tais técnicas para 

tentar prever a Hipertensão Arterial Crônica e a Doença Periodontal a partir de metabólitos 

salivares de mulheres no período pós-parto identificados pela Ressonância Magnética 

Nuclear (RMN). Os resultados obtidos na previsão foram razoáveis para a Hipertensão 

Arterial Crônica e bons para a Doença Periodontal, indicando a existência de uma associação 

entre tais doenças e os metabólitos salivares. 
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Artificial Neural Networks are computational techniques that are based on the 

structure and functioning of the brain and therefore try to take advantage of features such as 

his ability to learn and recognize patterns quickly and efficiently. These techniques have been 

widely used to perform complex tasks such as object detection in images and text, voice 

recognition and various types of predictions. The disease forecasting is one application of 

neural networks that are being constantly discussed in the literature. Based on this, the 

objective of this work is to use such techniques to try to predict the Hypertension and Chronic 

Periodontal Disease from salivary metabolites of women in the postpartum period identified 

by Nuclear Magnetic Resonance (NMR). The prediction results were reasonable for Chronic 

Hypertension and good for Periodontal Disease, indicating the existence of an association 

between these diseases and salivary metabolites. 
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Capítulo 1. Introdução 

1.1 Motivação 

A hipertensão arterial crônica é uma doença que pode trazer grandes prejuízos à saúde 

dos indivíduos que a apresentam. O acidente vascular cerebral (AVC), as doenças da retina, 

arritmias, infarto do miocárdio, doenças vasculares periféricas, insuficiência cardíaca e 

insuficiência renal são algumas das complicações causadas por esta enfermidade. Quando ela 

está presente durante a gravidez, pode ocorrer restrição do crescimento fetal, prematuridade, 

descolamento prematuro da placenta, além do aumento do risco de morte materna ([SASS et 

al., 2002]). Além disso, a hipertensão arterial crônica pode trazer outra complicação que afeta 

tanto a saúde da mulher como a do feto: a pré-eclâmpsia. De acordo com SASS et al. (2002), 

a tendência de mulheres optarem por ter filhos em idades mais avançadas, muitas vezes 

próximo aos quarenta anos, tem levado ao maior registro da hipertensão arterial crônica 

intercorrente na gravidez. Em vista dos diversos males que esta doença pode causar à grávida 

e ao seu filho e devido ao crescente aumento dos casos, é extremamente importante o 

diagnóstico desta doença e o acompanhamento constante da gravidez das mulheres que 

sofrem deste mal. 

Outra doença que pode causar sérios danos à saúde é a doença periodontal, a qual pode 

levar à perda de osso alveolar, afrouxamento do tecido conjuntivo, formação de bolsas ao 

redor dos dentes afetados e à perda destes. Mesmo sendo uma doença bucal, estudos têm 

revelado a associação da doença periodontal com outras doenças, tais como 

doença cardíaca coronariana, diabetes mellitus e o AVC ([LÖE, 1993], [JOSHIPURA et al., 

2003], [GRAU et al., 2004] e [HUMPHREY et al., 2008]). Em relação ao diabetes mellitus, a 

doença periodontal é considerada a sexta complicadora, uma vez que diversos estudos 

mostram que ela ocorre mais e é mais grave em pessoas que apresentam diabete mellitus 

([LÖE, 1993]). Já com relação à doença cardíaca coronariana, a doença periodontal é um 

fator de risco que independe dos outros fatores de risco tradicionais ([HUMPHREY et al., 

2008]). Além disso, quando presente em mulheres grávidas, a doença periodontal aumenta o 

risco de pré-eclâmpsia ([VARSHNEY et al., 2014]), nascimento de bebês prematuros ou com 

baixo peso ([HAERIAN-ARDAKANI, 2013], [JACOB et al., 2013]). 
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Dadas as graves consequências da hipertensão arterial crônica e da doença periodontal, 

é de extrema importância o diagnóstico destas. Pensando nisso, este trabalho utiliza as Redes 

Neurais Artificias para tentar prever estas duas doenças a partir da análise de componentes 

salivares. A saliva total (como é utilizada neste trabalho) é composta não só pelas secreções 

das glândulas salivares como também por substâncias oriundas do fluido crevicular gengival, 

secreções brônquicas ou nasais, células epiteliais descamadas, restos de alimentos, 

microrganismos e o produto de seus metabolismos ([MOURA et al., 2008]), o que a torna um 

fluido rico e que levanta a possibilidade de ser útil para o diagnóstico não só de doenças 

localizadas na boca mas como também uma série de outras doenças. Diversos trabalhos 

anteriores buscaram diagnosticar doenças a partir da saliva ([KIRSCHBAUM et al., 1992], 

[STRECKFUS et al., 2000], [GRIGOR’EV et al., 2002], [MOURA, 2004], [GOTOH et al., 

2005], [MBULAITEYE et al, 2006]). A busca por biomarcadores salivares para diagnóstico e 

monitoramento de doenças bucais e sistêmicas tem despertado interesse de pesquisadores 

pelo fato da coleta deste biofluido não ser invasiva e, consequentemente, indolor, trazendo 

mais conforto para o paciente. Ademais, a coleta salivar é de baixo custo e fácil de ser 

realizada. Doenças que afetam a função das glândulas salivares (cirrose alcoólica, fibrose 

cística, sarcoidose, diabetes mellitus e doenças do córtex adrenal), doenças com o 

envolvimento de agentes biológicos infecciosos (cárie dentária, doença periodontal, rubéola, 

raiva e HIV), doenças neoplásicas malignas (câncer de mama, doenças causadas pelo vírus 

Epstein-Barr e o carcinoma de células escamosas da cabeça e pescoço), doenças psiquiátricas 

e doenças auto-imunes (síndrome de Sjögren) já foram objetos de estudo de pesquisadores a 

fim de diagnosticá-las a partir de biomarcadores encontrados na saliva ([MOURA et al., 

2008], [JACOB et al., 2014]). 

1.2 Objetivo 

Utilizar as Redes Neurais Artificiais do tipo Perceptron Multicamadas para tentar 

prever a Hipertensão Arterial Crônica e a Doença Periodontal a partir de metabólitos 

salivares de mulheres no período pós-parto identificados pela Ressonância Magnética 

Nuclear (RMN). 

 

 



3 

 

1.3 Organização do Trabalho 

Este trabalho está organizado da seguinte forma: no Capítulo 2 é apresentada a revisão 

literária realizada durante esse trabalho. Essa revisão fornece a base necessária para que o 

leitor tenha uma visão geral sobre as técnicas utilizadas e o contexto dos problemas 

propostos. No Capítulo 3 são descritos o processo de obtenção dos dados utilizados e a 

descrição deles, a fim de esclarecer a forma como os dados foram adquiridos e o que cada 

dado significa. No Capítulo 4 são detalhadas todas as etapas efetuadas a fim de realizar a 

previsão da hipertensão arterial crônica e da doença periodontal utilizando Redes Neurais 

Artificiais. No Capítulo 5 são descritos os experimentos efetuados a fim de realizar esta 

previsão e os resultados destes também são apresentados. Por fim, o Capítulo 6 apresenta as 

conclusões e os possíveis trabalhos futuros. 
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Capítulo 2. Revisão Literária 

Este capítulo visa descrever os principais conceitos necessários para o entendimento 

deste trabalho. São descritos os conceitos referentes à parte médica do trabalho (hipertensão 

arterial crônica, doença periodontal, metabólitos e Ressonância Magnética Nuclear) e um 

conceito referente à parte tecnológica (Redes Neurais Artificiais). Outros conceitos 

tecnológicos são descritos no Capítulo 4. 

2.1 Conceitos Médicos 

São descritos os conceitos referentes à parte médica deste trabalho. 

2.1.1 Hipertensão Arterial Crônica 

Um indivíduo sofre de hipertensão arterial crônica se a sua pressão sistólica está acima 

de 140 mmHg ou sua pressão diastólica está acima de 90 mmHg avaliados por um médico em 

pelo menos dois momentos distintos e com um intervalo maior que quatro horas.  Segundo 

SIBAI (2002), a hipertensão arterial crônica na gravidez é definida como a presença de 

hipertensão antes da vigésima semana de gestação. Se a hipertensão se manifestar depois da 

vigésima semana de gestação e não tiver sido constatada antes, ela é chamada de hipertensão 

gestacional e não hipertensão arterial crônica. 

Se não for tratada, a hipertensão arterial crônica pode causar problemas no cérebro, no 

coração, nos olhos e nos rins. Exemplos destes problemas são: AVC, infarto do miocárdio, 

arritmias, insuficiência cardíaca, doenças vasculares periféricas, doença da retina e 

insuficiência renal. De acordo com SIBAI (2002), a hipertensão arterial crônica na gravidez 

incrementa o risco de pré-eclâmpsia sobreposta, descolamento prematuro da placenta, edema 

pulmonar, encefalopatia hipertensiva, retinopatia, hemorragia cerebral e insuficiência renal 

aguda.  

Atualmente, a pressão arterial (PA) é medida com o uso de um aparelho chamado 

esfigmomanômetro (localizado na esquerda da Figura 1) e com o auxílio de um estetoscópio 

(localizado na direita da Figura 1). Tal método de medição da PA não é simples de ser 

utilizado e exige que a pessoa seja treinada para que possa realizar a medição. Por esse 

motivo, uma pessoa sem treinamento não consegue acompanhar a sua pressão arterial 
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diariamente, a não ser que seja acompanhada por uma pessoa treinada. Os medidores digitais 

de pressão surgiram a fim de facilitar esse acompanhamento, mas a maioria não é tão eficaz 

como o medidor manual. 

  

 

Figura 1: Medidor de pressão (esquerda) e estetoscópio (direita)  

 

2.1.2 Doença Periodontal 

Segundo LÖE (1993), a doença periodontal é uma condição inflamatória crônica 

caracterizada pela destruição dos tecidos periodontais, resultando na perda do ligamento do 

tecido conjuntivo, perda de osso alveolar e na formação de bolsas patológicas ao redor dos 

dentes afetados (ilustrados na Figura 2).  

Estudos anteriores falam sobre a associação da doença periodontal com outras 

doenças, tais como a diabetes mellitus ([LÖE, 1993]), doenças cardiovasculares ([BECK et 

al., 1996], [SCANNAPIECO et al., 2003] e [HUMPHREY et al., 2008]) e AVC 

([SCANNAPIECO et al., 2003], [GRAU et al., 2004]). Esta doença afeta grande parte da 

população nacional e mundial, principalmente a população de regiões mais pobres 

([PETERSEN et al., 2005]).  

Tendo em vista a gravidade da hipertensão arterial crônica e também da doença 

periodontal e as vantagens de se utilizar a saliva como meio de diagnóstico para algumas 

doenças, este trabalho utiliza os metabólitos (seção 2.1.3) presentes na saliva para tentar 

prevê-las. 
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Figura 2: Desenho ilustrativo dos estágios da doença periodontal . Fonte: 

www.colgateprofissional.com.br.  

  

2.1.3 Metabólitos 

Metabólitos são os produtos de reações enzimáticas que ocorrem naturalmente dentro 

das células e estão presentes nos biofluidos corporais, como: sangue, urina, lágrima, suor e 

saliva. Este trabalho faz o uso de metabólitos salivares, os quais são metabólitos obtidos da 

saliva. Diversos trabalhos mostram a relação entre os metabólitos (salivares ou não) e 

algumas doenças ([MOURA et al., 2008], [MATTA et al., 2010], [JOU et al., 2010], [YEH et 

al., 2011], [PFAFFE et al., 2011]). MOURA et al. (2008) faz uma revisão da literatura e cita 

trabalhos que relacionam os metabólitos salivares com doenças, tais como: doença 

periodontal, câncer de mama, diabetes mellitus, HIV e síndrome de Sjögren. Os metabólitos 

salivares, identificados por RMN, foram utilizados neste trabalho a fim de prever a 

hipertensão arterial crônica e a doença periodontal. 
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2.2 Conceitos Tecnológicos 

São descritos os conceitos referentes à parte tecnológica deste trabalho. 

2.2.1 Ressonância Magnética Nuclear 

De acordo com RMN INFOPÉDIA, a Ressonância Magnética Nuclear é uma técnica 

analítica para o estudo estrutural de compostos orgânicos e organometálicos, que se baseia na 

transição entre os diversos níveis energéticos produzida pela absorção de energia de alta 

frequência (radiofrequência) que tem lugar quando um núcleo atômico com spin não nulo é 

submetido a um campo magnético estacionário de intensidade própria.  

Segundo ALMEIDA (2013), aparelhos de Ressonância Magnética Nuclear (RMN 
1
H) 

utilizam imãs supercondutores com campos magnéticos muito intensos e pulsos curtos de 

radiação eletromagnética de alta frequência. Estes pulsos são capazes de provocar a absorção 

de energia pelos núcleos de 
1
H e, como consequência, é gerado um fluxo de pequena corrente 

numa bobina receptora que envolve a amostra. A corrente é amplificada e o sinal (um pico ou 

uma série de picos) é apresentado no computador, permitindo a exibição dos sinais do 

espectro. A Figura 3 ilustra dois espectros resultantes da Ressonância Magnética Nuclear. O 

espectro (A) é referente a uma mulher com hipertensão arterial crônica e o (B) é referente a 

uma mulher saudável. O eixo representado na figura representa o deslocamento químico e é 

medido em ppm. 

 

 

Figura 3: Espectro 1H RMN de saliva de mulher com Hipertensão Arterial Crônica  (A) e de mulher 

saudável (B). Fonte: Pereira et al. 2011.  
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Este trabalho faz uso de RNA (técnica descrita na seção 2.2.2) a fim de tentar prever a 

hipertensão arterial crônica e a doença periodontal através de metabólitos salivares 

identificados por Ressonância Magnética Nuclear. 

2.2.2 Redes Neurais Artificiais 

Redes Neurais Artificiais (RNA) é um método computacional baseado no 

funcionamento do cérebro. Este método tenta emular o funcionamento do cérebro e se baseia 

no fato de que este é capaz de executar tarefas complexas, tais como o reconhecimento de 

padrões em imagens, de forma eficaz e rápida, enquanto as máquinas não conseguem realizar 

tais tarefas ou não conseguem ser tão eficientes quanto o cérebro nestas. Duas definições 

interessantes de RNA são dadas por HAYKIN (1994) e POMMERANZENBAUM (2014). 

HAYKIN (1994) define redes neurais da seguinte forma: “Uma rede neural é um processador 

maciçamente paralelamente distribuído constituído de elementos de processamento simples, 

que têm a propensão natural para armazenar conhecimento experimental e torná-lo 

disponível para uso. Ela se assemelha ao cérebro em dois aspectos: (1) o conhecimento é 

adquirido pela rede a partir de seu ambiente através de um processo de aprendizagem; (2) 

forças de conexão entre neurônios, conhecidas como pesos sinápticos, são utilizadas para 

armazenar o conhecimento adquirido”. POMMERANZENBAUM (2014) define RNAs 

como: “sistemas compostos por elementos de processamento operando de forma paralela, 

chamados neurônios, cuja função é determinada pela estrutura da rede, ou melhor, pelos 

pesos de conexão entre os elementos de processamento, chamados pesos sinápticos, e pelas 

funções aplicadas por estes elementos”. A Figura 4 mostra uma representação do neurônio do 

cérebro (lado esquerdo) e a representação comumente usada pelas RNA (lado direito). 

 

 



9 

 

 

Figura 4: (Direita) Representação simples de um neurônio real. (Esquerda) Representação de 

neurônio normalmente utilizada pelas redes neurais artificiais. Retirado de [FYFE, 2005] 

 

Em suas definições, HAYKIN (1994) e POMMERANZENBAUM (2014) mencionam 

os pesos sinápticos e as funções aplicadas pelos elementos de processamento (neurônios). 

Tais funções são chamadas funções de ativação e as mais utilizadas estão representadas na 

tabela 1. Para obter o valor da saída do neurônio, a equação 1 é utilizada. Nela,   representa 

o vetor de pesos sinápticos,   representa o vetor de entrada e o valor   obtido é o valor da 

saída do neurônio. 

   (∑    

 

)   (    )   (   ) (1) 

Existem diversos tipos de redes neurais artificiais, as quais diferem entre si pela forma 

como os neurônios estão organizados e pela maneira como o sinal é propagado. Neste 

trabalho, a rede utilizada é a Perceptron Multi-Camadas (MLP, do inglês, Multi-Layer 

Perceptron). Ela é uma RNA em que os neurônios são organizados em camadas e os dados 

são propagados sempre para frente (feedforward), ou seja, os neurônios não formam ciclos. 

Um exemplo de MLP é apresentado na Figura 5, onde estão embutidos os conceitos de 

camada de entrada, camada escondida ou oculta e camada de saída. A camada de entrada é 

formada pelos sinais de entrada, as camadas escondidas ou ocultas são as camadas de 

neurônios localizadas entre a camada de entrada e a de saída e a camada de saída é formada 

pelos neurônios que fornecem as saídas da rede.  
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Figura 5: Rede MLP com uma camada escondida e um único neurônio na camada de saída . 

 

As RNA, semelhantemente ao cérebro, são capazes de aprender sobre o ambiente onde 

estão inseridas. Este processo de aprendizagem é possibilitado com os chamados algoritmos 

de treinamento, os quais utilizam exemplos de entrada para ajustar os pesos sinápticos da 

rede aos dados. Com o uso desse processo, as RNA conseguem generalizar os dados e, 

portanto, fornecer saídas para entradas não vistas anteriormente. O processo de treinamento 

pode ser supervisionado ou não supervisionado. No treinamento supervisionado, as entradas 

dos exemplos são apresentadas à RNA e as saídas verdadeiras são comparadas com as saídas 

fornecidas pela RNA e utilizadas para ajustar os pesos sinápticos, realizando então um 

mapeamento entrada-saída. Já no treinamento não supervisionado, apenas as entradas são 

apresentadas e o algoritmo de treinamento é capaz de agrupar os dados de acordo com os 

padrões presentes nos dados. Neste trabalho, é utilizado o treinamento supervisionado 

retropropagação do erro (error backpropagation ou simplesmente backpropagation), o qual é 

um dos mais utilizados na literatura, é simples de ser implementado e comprovadamente 

eficaz. Tal algoritmo retropropaga os erros e se baseia no algoritmo gradiente descendente a 

fim de calcular os valores necessários para ajustar os pesos da rede ([HAYKIN, 1994]). 

Quando se constrói uma rede MLP, surge a seguinte pergunta: qual a quantidade de 

camadas ideal e o número de neurônios nestas camadas? Em relação à quantidade de camadas 
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ocultas necessárias em uma rede MLP, HAYKIN (1994) afirma que uma única camada oculta 

é suficiente para uma MLP computar uma aproximação para um dado conjunto de 

treinamento. Já em relação ao número de neurônios necessários nesta camada oculta, a 

melhor maneira de determiná-lo é realizando testes e vendo qual a quantidade que fornece os 

melhores resultados. Quando se trata da quantidade de neurônios da camada de saída, esta 

sempre é conhecida, já que ela é igual ao número de saídas que se deseja prever. 

2.2.2.1 Funções de Ativação 

Como visto anteriormente, as saídas dos neurônios são computadas utilizando a equação 

1. Nela, é utilizada a função de ativação. As mais utilizadas são a tangente hiperbólica (2), a 

logística (3), a linear (4) e a função degrau (5), as quais são apresentadas abaixo. 

 ( )      (  )   
        

        
 (2) 

 ( )   
 

      (   )
 (3) 

 ( )    (4) 

 ( )           

 ( )           

(5) 

Como no algoritmo backpropagation é necessário utilizar a derivada da função de 

ativação, a tabela 1 apresenta as quatro funções de ativação apresentadas acima e as suas 

respectivas derivadas. 

 

Tabela 1: Funções de Ativação com suas derivadas. 
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Capítulo 3. Obtenção dos Dados 

Os dados utilizados para o presente trabalho foram coletados por Pereira L. (2011) e 

fazem parte da dissertação de mestrado em Odontologia (área de concentração: 

odontopediatria) da Faculdade de Odontologia da Universidade Federal do Rio de Janeiro. O 

estudo inicial, realizado por Pereira L. (2011), foi aprovada pelo Comitê de Ética em 

Pesquisa da Secretaria Municipal de Saúde e Defesa Civil do Rio de Janeiro (número 

173/09). 

Tais dados foram disponibilizados pelo pesquisador responsável para serem processados 

através de RNA a fim de tentar prever a Hipertensão Arterial Crônica e a Doença Periodontal. 

3.1.1 Coleta dos Dados 

De acordo com Pereira L. (2011), para a coleta dos dados, foram selecionadas mulheres 

saudáveis e hipertensas que encontravam-se no período pós-parto. Estas mulheres foram 

entrevistadas com a finalidade de obter informações sobre a saúde, medicação, gestação, 

dieta e hábitos de higiene bucal. Além disso, foram medidos a pressão arterial, o peso e a 

altura de cada mulher e o índice de massa corporal (IMC) foi calculado ([DEURENBERG et 

al, 1999]).  

Após as entrevistas e medições, foi realizada a coleta das amostras salivares das 

mulheres selecionadas, as quais foram orientadas para que não comessem nem bebessem por 

2 horas antes da coleta. Para realização da coleta salivar, foi pedido para as mulheres 

cuspirem dentro de um tubo de coleta graduado. 

As amostras salivares coletadas foram processadas para separação do pellet (onde se 

encontram resíduos alimentares, células descamadas e bactérias) e sendo aproveitado apenas 

o sobrenadante salivar (porção da saliva que apresenta os componentes bioquímicos, como os 

metabólitos, por exemplo). As amostras de sobrenadante salivar foram armazenadas a -80ºC 

até o momento da análise por RMN, a qual foi realizada no Centro Nacional de Ressonância 

Magnética Nuclear Jiri Jonas (CCS/UFRJ), utilizando o espectrômetro 400MHz (Bruker, 

Alemanha). 

Vale ressaltar que também foi realizado exame bucal das mulheres com a finalidade de 

avaliar a presença de doença cárie e a condição periodontal das mulheres. Para isso, foi 
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realizado o exame periodontal que compreendeu o índice de placa (IP), índice gengival (IG), 

presença de cálculo dental, de supuração, de sangramento à sondagem (BOP, do inglês, 

bleeding on probing), medição da profundidade de bolsa (PPD, do inglês, periodontal pocket 

depth) e nível clínico de inserção (NCI). Todas estas avaliações foram feitas em 6 diferentes 

sítios de cada dente permanente, exceto nos terceiros molares. Os dados obtidos através do 

exame periodontal permitiram o diagnóstico periodontal dos sujeitos do estudo. Para isso, foi 

aplicada a classificação sugerida por SILVA-BOGHOSSIAN et al (2011) onde o sujeito pode 

ser diagnosticado com saúde periodontal, gengivite, periodontite crônica e periodontite 

agressiva. 

3.1.2 Descrição dos Dados 

Este capítulo descreve todas as variáveis coletadas seja através das entrevistas, do exame 

bucal e da medição de pressão arterial, de peso, altura, IMC ou através da RMN da saliva dos 

indivíduos. As variáveis são descritas em lotes de 7 e os valores de cada variável do lote são 

mostrados em uma tabela para os 5 primeiros indivíduos do estudo.  

3.1.2.1 Variáveis Obtidas nas Entrevistas e na Medição de Pressão Arterial 

a. “Código”: o código que identifica a amostra. 

b. “Hipertenso”: identifica se o indivíduo sofre de hipertensão arterial crônica ou não.  

c. “Idade”: a idade do indivíduo em anos. 

d. “Dias pós-parto”: o tempo (em dias) decorrido desde o parto até o momento da 

entrevista e coleta da amostra salivar. 

e. “Tempo de diagnóstico”: tempo (em meses) decorrido desde o momento do 

diagnóstico da hipertensão arterial crônica. 

f. “Início da hipertensão”: se a hipertensão arterial crônica se iniciou antes, durante ou 

após a gestação. 

g. “Pré-eclâmpsia”: presença desta complicação. 
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Tabela 2: Valores das variáveis de a até g obtidas nas entrevistas para os 5 primeiros indivíduos do 

estudo. 

 

h. “Eclâmpsia”: presença desta complicação. 

i. “Uso de medicamentos”: se a pessoa faz uso de medicamento. 

j. “Med pré”: qual medicamento usou antes da gravidez. 

k. “Med durante”: qual medicamento usou durante a gravidez. 

l. “Med pós”: qual medicamento usou após a gravidez. 

m. “Diabetes”: se a mulher, além da hipertensão arterial crônica, também apresentava 

diabetes mellitus. 

n. “Hipoglicemiante”: se a mulher com diabetes mellitus fazia uso de hipoglicemiantes 

orais (medicamento). 

 

Tabela 3: Valores das variáveis de h até n obtidas nas entrevistas pa ra os 5 primeiros indivíduos do 

estudo. 

 

 

o. “Insulina”: se a mulher com diabetes mellitus fazia uso de insulina. 

p. “Tempo de gestação”: tempo (em semanas) de duração da gestação. 

q. “Intercorrência”: se houve algum problema de saúde durante a gestação. 

r. “Parto”: se o parto foi normal ou cesariana. 

s. “PA sistólica”: valor da pressão arterial sistólica. 

t. “PA diastólica”: valor da pressão arterial diastólica. 

u. “Peso pós-parto”: peso após o parto (em quilogramas). 
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Tabela 4: Valores das variáveis de o até u obtidas nas entrevistas para os 5 primeiros indivíduos do 

estudo. 

 

v. “Altura”: A altura do indivíduo (em metros). 

w. “IMC”: Valor do índice de massa corporal do indivíduo. 

x. “Classificação IMC”: Classificação do IMC de acordo com DEURENBERG et al 

(1999). Abaixo do peso (abaixo de 18,5), peso normal (18,5 – 24,9), sobrepeso (25 – 

29,9), obesidade Grau 1 (30 – 34,9), obesidade Grau 2 (35 – 39,9) e obesidade Grau 

3 (a partir de 40). 

 

Tabela 5: Valores das variáveis de v até x obtidas nas entrevistas para os 5 primeiros indivíduos do 

estudo. 

 

 

3.1.2.2 Variáveis Obtidas no Exame Bucal 

As variáveis de “a” até “l” são resultados do exame periodontal e algumas delas são 

utilizadas para realizar o diagnóstico periodontal. Já as variáveis “n” e “o” estão relacionadas 

à cárie dentária. As variáveis de “g” até “l” se baseiam na mesma classificação realizada em 

KOSHY et al. (2005), ou seja, a PBS e o NCI são classificados em rasos, médios e 

avançados. 

a. “Profundidade de bolsa à sondagem” (PBS): Profundidade de bolsa (medida em 

milímetros).  

b. “Nível clínico de inserção” (NCI): Nível clínico de inserção (medido em milímetros). 
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c. “Placa”: presença de placa dentária (porcentagem de sítios). 

d. “Sangramento à sondagem”: Presença de sangramento à sondagem (porcentagem de 

sítios). 

e. “Supuração”: Presença de supuração (porcentagem de sítios). 

f. “Cálculo”: Presença de cálculo dentário (porcentagem de sítios). 

g. “PBS rasa”: Porcentagem de sítios com PBS<4. 

 

Tabela 6: Valores das variáveis de a até g obtidas no exame bucal para os 5 primeiros indivíduos do 

estudo. 

 

 

h. “PBS média”: Porcentagem de sítios com 4≤PBS≤6. 

i. “PBS avançada”: Porcentagem de sítios com PBS>6. 

j. “NCI raso”: Porcentagem de sítios com NCI<4. 

k. “NCI médio”: Porcentagem de sítios com 4≤NCI≤6. 

l. “NCI avançado”: Porcentagem de sítios com NCI>6. 

m. “Diagnóstico periodontal”: O diagnóstico periodontal (saúde gengival, gengivite, 

periodontite crônica ou periodontite agressiva). 

n. “CPOD”: Índice de cárie (CPOD – dentes cariados, perdidos e obturados). 

o. “Dentes cariados”: Número de dentes cariados. 

 

Tabela 7: Valores das variáveis de h até o obtidas no exame bucal para os 5 primeiros indivíduos do 

estudo. 
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3.1.2.3 Variáveis Obtidas via RMN 

As variáveis obtidas na ressonância magnética nuclear são referentes aos deslocamentos 

químicos entre 0.495 ppm e 4.485 ppm de 0.03 em 0.03 ppm, totalizando 134 variáveis. As 

variáveis obtidas na RMN foram nomeadas como x1, x2,..., x134. A tabela 8 mostra os dados 

relativos aos valores das 3 primeiras e 3 últimas variáveis relativos às amostras salivares dos 

24 indivíduos (mulheres) do estudo. A primeira linha identifica as variáveis e, entre 

parênteses, estão os deslocamentos químicos relacionados àquelas variáveis. 

 

Tabela 8: Três primeiras e três últimas variáveis obtidas após a RMN para os 24 indivíduos do 

estudo. 
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Capítulo 4. Etapas para a Previsão 

Diversas etapas foram executadas a fim de tentar prever a hipertensão arterial crônica e a 

doença periodontal através de metabólitos salivares identificados por RMN. Cada uma destas 

etapas é descrita neste Capítulo e os experimentos utilizando tais etapas são descritos no 

capítulo posterior.  

4.1 Pré-processamento dos Dados 

É extremamente importante a realização do pré-processamento dos dados, uma vez 

que, após coletados, os dados podem estar incompletos, não normalizados ou incorretos. 

Outro fator a ser levado em consideração no pré-processamento dos dados é a 

dimensionalidade dos dados, ou seja, a quantidade de variáveis utilizadas na entrada da 

técnica de reconhecimento de padrões utilizada (no caso deste trabalho, as Redes Neurais 

Artificiais). As técnicas de seleção de características ou seleção de variáveis são utilizadas 

para reduzir as dimensões dos dados, já que dados com muitas dimensões atrapalham o 

funcionamento da técnica de reconhecimento de padrões. 

Este trabalho faz uso das técnicas para preenchimento de dados faltantes, 

normalização dos dados e seleção de características, os quais são especificados nas seções 

posteriores.  

4.1.1 Representação dos Dados 

Os dados podem apresentar a forma de variáveis contínuas e variáveis discretas. As 

variáveis contínuas são aquelas que podem assumir valores numéricos reais. As variáveis 

discretas podem ser divididas em ordinais e categóricas. As ordinais são aquelas que possuem 

uma ordenação natural e as variáveis categóricas são aquelas que não possuem uma 

ordenação natural [(BISHOP, 1995)].  

Não é necessário se preocupar com a representação de variáveis contínuas, uma vez 

que seus valores são numéricos (reais). As variáveis ordinais podem simplesmente ser 

transformadas para valores contínuos. Um exemplo é a idade (em anos), a qual é uma 

variável ordinal e pode ser considerada como se fosse uma variável contínua. Já as variáveis 

categóricas precisam ser tratadas. Um exemplo é a variável cor, podendo assumir os valores 
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vermelho, verde e azul, a qual poderia ser representada pelos valores -1, 0 e 1, o que 

introduziria uma ordem nesta variável. Como a variável cor é categórica e não apresenta uma 

ordem, isso poderia acarretar problemas, já que a rede neural poderia estar considerando-a 

quando na verdade esta não existe. A fim de solucionar este problema, a variável pode ser 

representada por três variáveis distintas, chamada notação maximamente esparsa. A primeira 

diz se a cor é vermelha ou não, a segunda diz se é verde ou não e a terceira diz se a cor é azul 

ou não. Então, o valor vermelho poderia ser representado pelo vetor (1, -1, -1), o verde pelo 

vetor (-1, 1, -1) e o azul pelo vetor (-1, -1, 1). Se a variável fosse binária, ou seja, pudesse 

assumir apenas dois valores, ela poderia ser representada por uma única variável. 

Neste trabalho, as variáveis foram representadas seguindo este modelo. Um exemplo 

é a variável “parto”, a qual é uma variável categórica que pode assumir os valores “normal” 

ou “cesariana” e foi representada por uma única variável, onde o valor 1 representa o parto 

“normal” e -1 representa o parto “cesariana”. Outros exemplos de variáveis categóricas e que 

foram representadas de forma semelhante foram as variáveis “diagnóstico periodontal”, “uso 

de medicamentos”, “eclampsia”, “intercorrência”, “insulina”, “hipertensa”, “med pré”, “med 

durante”, “med pós”, “início da hipertensão” e “classificação IMC”. Exemplos de variáveis 

ordinais são: “dentes cariados”, “dias pós-parto”, “tempo de diagnóstico” e “idade”. 

4.1.2 Normalização dos Dados 

Uma forma de pré-processamento necessária e muito comum é a normalização dos 

dados, ou seja, o reescalonamento das variáveis de entrada. A normalização é importante, 

uma vez que as variáveis de entrada podem apresentar valores muito distintos em termos de 

magnitude e a rede pode associar a magnitude à importância da variável. Então, se a 

normalização não for efetuada, certas variáveis podem ser consideradas mais importantes que 

outras e, como consequência, a eficiência da RNA pode ser prejudicada. 

Neste trabalho a normalização utilizada é a z-score ou normalização estatística, a qual 

leva a média para zero e o desvio padrão para um. A equação referente à normalização z-

score está representada pela equação 6 

   
    

  
       

   

 (6) 

Onde    
  é o valor da variável   da entrada n normalizada,   

  é o valor da variável   da 

entrada   antes de ser normalizada,    
 é a média da variável   computada sobre todas as 
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entradas disponíveis e    
 é o desvio padrão da variável   também computada sobre todas as 

entradas disponíveis. 

4.1.3 Preenchimento de Dados Faltantes 

O problema dos dados faltantes é muito comum e duas abordagens podem ser 

tomadas a fim de solucioná-lo. A primeira é o descarte de dados incompletos, a qual é uma 

solução que deve ser tomada apenas no caso de existirem uma grande quantidade de dados 

completos, pois, caso contrário, a eliminação pode piorar os resultados da técnica de 

reconhecimento de padrões utilizada. A segunda solução é o preenchimento dos dados 

faltantes com um determinado valor. Diversas heurísticas podem ser utilizadas para o 

preenchimento destes dados faltantes. Este trabalho utiliza a média das variáveis (dimensões) 

para este preenchimento, ou seja, a média de cada variável é calculada sobre os dados 

disponíveis e cada dado incompleto é substituído pela média da sua respectiva variável. 

Os dados utilizados neste trabalho foram divididos em duas partes: (1) a parte 

referente aos metabólitos salivares e; (2) os dados que não são referentes aos metabólitos 

salivares (dados referentes ao exame bucal e aos dados obtidos via entrevista, conforme 

detalhado no capítulo anterior). Os dados referentes aos metabólitos salivares estavam 

completos, mas os outros dados apresentavam valores incompletos e foram completados 

utilizando a média (conforme explicado acima). Como neste trabalho foi utilizada a 

normalização z-score, a média de cada variável é zero, então os dados faltantes foram 

completados com zeros. 

4.1.4 Identificação das Entradas e Saídas 

Uma das etapas necessárias para preparar os dados para serem utilizados em uma 

RNA é a seleção de quais as variáveis serão utilizadas para compor a sua entrada e quais 

serão utilizadas para compor a sua saída. Como este trabalho tem a finalidade de prever a 

hipertensão arterial crônica e a doença periodontal, nove configurações distintas de conjuntos 

de entradas e conjuntos de saída foram utilizados (seis para a hipertensão arterial crônica, 

representadas na tabela 9, e três para a doença periodontal, representadas na tabela 10). 

As tabelas 9 e 10 apresentam as configurações utilizadas e é importante ressaltar que 

as variáveis de entradas apresentadas na tabela ainda passarão pelo processo de seleção de 

características a fim de selecionar o subconjunto de variáveis realmente úteis para prever as 

saídas. Outro ponto a ser considerado é que a configuração DP3 utiliza os índices de 



21 

 

diagnóstico da doença periodontal para prever a doença. Como a doença é prevista a partir 

destes índices utilizando regras específicas, a RNA que utilizar esta configuração apenas fará 

o mapeamento desta regra e, portanto, espera-se que o desempenho desta seja alto.  

 

Tabela 9: Configurações de variáveis de entradas e saídas utilizadas para previsão da hipertensão 

arterial crônica. 
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Tabela 10: Configurações de variáveis de entradas e saídas utilizadas para previsão da doença 

periodontal. 

 

 

4.1.5 Seleção de Características 

Dados que possuem uma dimensão elevada sofrem da Maldição da Dimensionalidade. 

Esta se refere ao fato de as técnicas de reconhecimento de padrões terem o seu desempenho 

prejudicado quando aplicadas sobre dados com muitas variáveis. Em contrapartida, um 

número muito pequeno de variáveis pode também causar o mesmo efeito, ou seja, prejudicar 

o desempenho dessas técnicas. As técnicas de seleção de características consistem em 

selecionar as variáveis mais importantes para o reconhecimento dos padrões, a fim de que a 

dimensionalidade dos dados seja diminuída e, como consequência, o desempenho da técnica 

de reconhecimento de padrões seja melhorado. 

Neste trabalho, a técnica de seleção de características utilizada se baseia na ideia de que 

as variáveis de entrada devem ser pouco correlacionadas entre si, já que se elas possuírem 

uma correlação alta umas com as outras, grande parte da informação presente em uma 

variável estará contida em outra e, portanto, uma delas poderá ser desnecessária. Além disso, 

as variáveis de entrada devem ser altamente correlacionadas com as variáveis de saída, já 

que, se elas tiverem pouca correlação com as saídas, indicarão que a partir delas dificilmente 

será possível prever as saídas. Como em POMMERANZENBAUM (2014), sendo n o 

número de amostras existentes, o valor C definido pela Equação 7 e baseado no intervalo de 

confiança de 95% foi utilizado para decidir se uma variável X é muito ou pouco 
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correlacionada com uma variável Y, ou seja, se a correlação for inferior a C, as variáveis são 

consideradas pouco correlacionadas e, se for superior a este valor, elas são consideradas 

muito correlacionadas. 

   
 

√ 
 (7) 

Neste trabalho, é utilizada a correlação de Pearson a fim de verificar se duas variáveis X 

e Y são muito ou pouco correlacionadas. A Equação 8 é utilizada para calcular o coeficiente 

de correlação de Pearson. 

      
   (   )

√   ( )     ( )
  

∑ (      )(      )
 
   

√∑ (      )  
      √∑ (      )

  
    

 (8) 

Quando os dados estão normalizados utilizando a normalização z-score (como é o caso 

deste trabalho), a Equação 8 pode ser reescrita como 

     
   (   )

√   ( )     ( )
  

∑     
 
   

(   )
 (9) 

 Sabe-se que a correlação de Pearson mede o grau de correlação linear entre duas 

variáveis. Sabendo disso, é possível descorrelacionar a variável X da variável Y utilizando as 

equações 10 e 11. 

                   (10) 

 

   
  

  
     (11) 

Os valores do coeficiente de correlação de Pearson variam entre -1 e 1 e, quanto maior 

em módulo, maior é a correlação entre as variáveis. Então, se o coeficiente de correlação de 

Pearson entre duas variáveis X e Y é igual a -1 ou +1, existe uma correlação linear perfeita 

entre X e Y. Já, se a correlação é igual a zero, as duas variáveis não dependem linearmente 

uma da outra. 

Utilizando o coeficiente de correlação de Pearson dado pela equação 9 e o valor definido 

na equação 7, uma variável é considerada muito correlacionada com a outra se       e é 

considerada pouco correlacionada se      . Com base nessa informação, o algoritmo de 

seleção de características utilizado neste trabalho é descrito abaixo: 
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1) Dados o conjunto de entradas E, o conjunto S de saídas, o conjunto de variáveis VE 

do conjunto de entrada, o conjunto de variáveis VS do conjunto de saídas e o 

conjunto O vazio de variáveis obtidas pelo algoritmo. Para cada variável vs de VS 

faça 

1.1) Calcule a correlação de cada variável de VE em relação à variável vs, 

utilizando o conjunto de entradas E e o conjunto de saídas S. Obtenha o 

conjunto de correlações de Pearson P. 

1.2) Selecione as variáveis de VE que possuem valor em P com módulo maior do 

que C e obtenha o conjunto VE’ de variáveis. 

1.3) Ordene o conjunto VE’ em ordem decrescente de acordo com os seus 

respectivos valores em P. 

1.4) Utilize o conjunto E para descorrelacionar as demais variáveis de VE’ da 

primeira variável de VE’. Obtenha o conjunto E’ com os valores obtidos após 

a descorrelação. 

1.5) Retire a primeira variável de VE’ e coloque no conjunto de variáveis obtidas 

O. 

1.6) Utilize o conjunto E’ para obter os coeficientes de correlação de Pearson de 

cada variável de VE’ em relação a vs. Obtenha o conjunto P’. 

1.7) Remova de VE’ todas as variáveis com valor em P’ menor do que C. 

1.8) Se VE’ não estiver vazio, volte ao passo 1.4. 

2) Retorne o conjunto O que conterá todas as variáveis selecionadas pelo algoritmo. 

Algoritmo 2: Primeiro algoritmo para seleção de características . 

 

Ao utilizar este algoritmo para selecionar características, poucas foram as variáveis 

selecionadas e, através de experimentos, viu-se que a inclusão de outras variáveis aumentou o 

desempenho dos experimentos. Por esse motivo, a maioria dos experimentos realizados 

utilizam todas aquelas variáveis que estavam muito correlacionadas com alguma das saídas, 

ou seja, aquelas em que algum dos coeficientes de Pearson em relação a alguma das saídas 

tinha valor maior do que o valor especificado na equação 7. Tal algoritmo é representado pelo 

algoritmo 3. 
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1) Dados o conjunto de entradas E, o conjunto S de saídas, o conjunto de variáveis VE 

do conjunto de entrada, o conjunto de variáveis VS do conjunto de saídas e o 

conjunto O vazio de variáveis obtidas pelo algoritmo. Para cada variável vs de VS 

faça 

1.1) Calcule a correlação de cada variável de VE em relação à variável vs, 

utilizando o conjunto de entradas E e o conjunto de saídas S. Obtenha o 

conjunto de correlações de Pearson P. 

1.2) Selecione as variáveis de VE que possuem valor em P com módulo maior do 

que C e adicione no conjunto O. 

2) Retorne o conjunto O que conterá todas as variáveis selecionadas pelo algoritmo. 

Algoritmo 3: Segundo algoritmo para seleção de características.  

 

Os gráficos a seguir (Figuras 6, 7 e 8) mostram os valores dos coeficientes de Pearson 

referentes à correlação entre as variáveis de entrada e as saídas das configurações 

apresentadas nas Tabelas 9 e 10 da seção 4.1.4. O eixo X dos gráficos representa números 

sequenciais usados apenas para poder desenhar o gráfico e o eixo Y representa o módulo do 

coeficiente de correlação de Pearson, o qual mede a correlação entre uma determinada 

entrada e uma determinada saída. 

O gráfico A da Figura 6 foi plotado a fim de selecionar os metabólitos salivares a serem 

utilizados para prever a saída “hipertenso” da configuração H1. Nela, pode-se perceber que 

cinco metabólitos ficaram acima da linha cheia azul, que representa aquele valor mencionado 

anteriormente que serve para identificar quais metabólitos estão muito correlacionados com a 

saída (valor definido pela equação 7). Então, cinco metabólitos devem ser selecionados para 

compor a entrada da rede para a configuração H1. São eles: x13, x14, x15, x16 e x25. Os 

gráficos B e C da Figura 6 foram plotados a fim de selecionar os metabólitos salivares a 

serem utilizados para prever as saídas “PA sistólica” e “PA diastólica” da configuração H2. O 

gráfico B representa a correlação dos metabólitos salivares com a saída “PA sistólica” e 

pode-se perceber que vinte e um metabólitos ficaram acima da linha cheia azul. São eles 

(ordenado pela maior correlação): x124, x131, x125, x132, x133, x123, x88, x134, x97, x89, 

x126, x98, x90, x99, x52, x127, x38, x34, x100, x55 e x114. O gráfico C representa a 

correlação dos metabólitos salivares com a saída “PA sistólica” e vinte metabólitos ficaram 

acima da linha cheia azul. São eles (ordenados pela maior correlação): x89, x90, x98, x99, 
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x103, x100, x88, x123, x97, x124, x104, x125, x91, x102, x101, x126, x55, x93, x94 e x52. 

Então, as variáveis selecionadas para a configuração H2 são formadas pela união das 

variáveis selecionadas no gráfico B com as selecionadas no gráfico C. São elas (totalizando 

29): x124, x131, x125, x132, x133, x123, x88, x134, x97, x89, x126, x98, x90, x99, x52, 

x127, x38, x34, x100, x55, x114, x103, x88, x104, x91, x102, x101, x93 e x94. 

 

 

Figura 6: Gráficos da correlação dos metabólitos salivares com: (A) a saída “hipertenso”. (B) a 

saída “PA sistólica”. (C) a saída “PA diastólica”.  

 

O gráfico A da Figura 7 foi plotado a fim de selecionar as entradas da configuração H3 a 

serem utilizadas para prever a saída “hipertenso”. Nele, pode-se perceber que cinco variáveis 

ficaram acima da linha cheia azul. Então, as cinco variáveis devem ser selecionadas para 

compor a entrada da rede para a configuração H3. São elas (ordenadas por correlação): 

“IMC”, “peso pós-parto”, “idade”, “parto” e “sangramento à sondagem”. Os gráficos B e C 
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da Figura 7 foram plotados a fim de selecionar as entradas da configuração H4 a serem 

utilizados para prever as saídas “PA sistólica” e “PA diastólica”. No gráfico B, pode-se 

perceber que duas variáveis ficaram acima da linha cheia azul. Então, as duas variáveis 

devem ser selecionadas. São elas (ordenadas por correlação): “IMC” e “peso pós-parto”. No 

gráfico C, pode-se perceber que nenhuma variável ficou acima da linha cheia azul. Então, 

nenhuma variável foi selecionada. Como a saída da configuração H4 é formada pelas saídas 

“PA sistólica” e “PA diastólica”, as variáveis selecionadas para esta configuração são as 

variáveis selecionadas nos gráficos B e C. São elas: “IMC” e “peso pós-parto”. 

 

 

Figura 7: Gráficos da correlação das variáveis de entrada da: (A) configuração H3 com a saída 

“hipertenso”. (B) configuração H4 com a saída “PA sistólica”.  (C) configuração H4 com a saída 

“PA diastólica”.  
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Os gráficos da Figura 8 foram plotados a fim de selecionar as entradas da configuração 

DP1 a serem utilizadas para prever as saídas da variável “diagnóstico periodontal”. Essa 

variável foi divida em três, já que a notação utilizada foi a maximamente esparsa, ou seja, são 

três variáveis, onde a primeira indica se o indivíduo é saudável (valor 1 se for saudável e -1 

caso contrário), a segunda indica se o indivíduo sofre de gengivite (valor 1 se sofrer de 

gengivite e -1 caso contrário) e a terceira indica se o indivíduo sofre de periodontite (valor 1 

se sofrer de periodontite e -1 caso contrário). O gráfico A da Figura 8 mostra a correlação das 

entradas com a variável que indica se o indivíduo apresenta ou não doença periodontal 

(saudável ou não). Nela, pode-se perceber que uma variável ficou acima da linha cheia azul. 

Então, a variável deve ser selecionada. É ela: x128. O gráfico B da Figura 8 mostra a 

correlação das entradas com a variável que indica se o indivíduo sofre de gengivite. Nela, 

pode-se perceber que sete variáveis ficaram acima da linha cheia azul. Então, as sete 

variáveis devem ser selecionadas. São elas (ordenadas pela correlação): x54, x71, x130, 

x129, x72, x86 e x80. O gráfico C da Figura 8 mostra a correlação das entradas com a 

variável que indica se o indivíduo sofre de periodontite. Nela, pode-se perceber que oito 

variáveis ficaram acima da linha cheia azul. Então, as oito variáveis devem ser selecionadas. 

São elas (ordenadas pela correlação): x129, x128, x54, x130, x53, x71, x127 e x72. Como a 

configuração DP1 está relacionada às três saídas (relativas aos gráficos A, B e C da Figura 8), 

as variáveis selecionadas para esta configuração são resultantes da união das variáveis 

selecionadas para cada uma destas saídas. São elas (totalizando 10): x128, x54, x71, x130, 

x129, x72, x86, x80, x53 e x127. 
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Figura 8: Gráficos da correlação dos metabólitos salivares com: (A) a saída “saudável”. (B) a saída 

“gengivite”. (C) a saída “periodontite”.  

 

Os gráficos da Figura 9 foram plotados a fim de selecionar as entradas da configuração 

DP3 a serem utilizadas para prever as saídas da variável “diagnóstico periodontal”. Conforme 

citado anteriormente, essa variável foi divida em três, já que a notação utilizada para 

variáveis categóricas foi a notação maximamente esparsa, ou seja, serão três variáveis, onde a 

primeira indica se o indivíduo é saudável (valor 1 se for saudável e -1 caso contrário), a 

segunda indica se o indivíduo sofre de gengivite (valor 1 se sofrer de gengivite e -1 caso 

contrário) e a terceira indica se o indivíduo sofre de periodontite (valor 1 se sofrer de 

periodontite e -1 caso contrário). O gráfico A da Figura 9 mostra a correlação das entradas 

com a variável que indica se o indivíduo apresenta ou não doença periodontal (saudável ou 

não). Nele, pode-se perceber que sete variáveis ficaram acima da linha cheia azul. Então, as 
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variáveis devem ser selecionadas. São elas (ordenadas pela correlação): “Profundidade de 

bolsa”, “Nível de perda de inserção”, “Placa”, “PBS rasa”, “PBS média”, “NCI raso” e “NCI 

médio”. O gráfico B da Figura 9 mostra a correlação das entradas com a variável que indica 

se o indivíduo apresenta ou não gengivite. Nele, pode-se perceber que nenhuma variável 

ficou acima da linha cheia azul. Então, nenhuma variável foi selecionada. O gráfico C da 

Figura 9 mostra a correlação das entradas com a variável que indica se o indivíduo apresenta 

ou não periodontite. Nele, pode-se perceber que seis variáveis ficaram acima da linha cheia 

azul. Então, as variáveis devem ser selecionadas. São elas (ordenadas pela correlação): 

“Profundidade de bolsa”, “Nível de perda de inserção”, “PBS rasa”, “PBS média”, “NCI 

raso” e “NCI médio”. A união das variáveis selecionadas através dos gráficos A, B e C da 

Figura 9 são as variáveis selecionadas para a configuração DP3. São elas: “Profundidade de 

bolsa”, “Nível de perda de inserção”, “Placa”, “PBS rasa”, “PBS média”, “NCI raso” e “NCI 

médio”. 

 

 

Figura 9: Gráficos da correlação dos índices utilizados para diagnóstico da doença periodontal com: 

(A) a saída “saudável”. (B) a saída “gengivite”.  (C) a saída “periodontite”.  
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Para selecionar as variáveis de entrada para a configuração DP2, basta unir as variáveis 

selecionadas nas configurações DP1 e DP3, visto que as variáveis de entrada da configuração 

DP3 são resultantes da união das variáveis de entrada das configurações DP1 e DP3. Então, 

as variáveis selecionadas para a configuração DP2 são (totalizando 17): x128, x54, x71, 

x130, x129, x72, x86, x80, x53, x127, “Profundidade de bolsa”, “Nível de perda de 

inserção”, “Placa”, “PBS rasa”, “PBS média”, “NCI raso” e “NCI médio”. 

As tabelas 11 e 12 resumem as variáveis selecionadas para cada uma das configurações 

especificadas nas tabelas 9 e 10 da seção 4.1.4. 

 

Tabela 11: variáveis selecionadas na etapa de “seleção de características” para cada configuraçã o da 

Tabela 9. 
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Tabela 12: Variáveis selecionadas na etapa de “seleção de características” para cada configuração 

da Tabela 10. 

 

 

4.1.6 PCA e SVD para Visualização dos Dados 

A Análise de Componentes Principais (PCA, do inglês Principal Component Analysis) e 

a Decomposição de Valores Singulares (SVD, do inglês Singular Value Decomposition) são 

dois algoritmos utilizados para redução de dimensionalidade e estão dentro do conjunto de 

algoritmos de extração de características. Os algoritmos de extração de características 

diferem dos algoritmos de seleção de características (seção 4.1.5), pois enquanto os primeiros 

têm como finalidade combinar linearmente ou não linearmente as variáveis originais do 

conjunto de dados para obter um conjunto com um menor número de dimensões, os 

algoritmos de seleção de características apenas selecionam as variáveis mais relevantes e não 

fazem qualquer tipo de combinação entre elas ([BISHOP, 1995]). 

Segundo RINGNÉR (2008), a PCA é um algoritmo matemático que reduz a 

dimensionalidade dos dados enquanto retém a maior parte da variação no conjunto de dados. 

A PCA reduz a dimensionalidade identificando direções, chamadas de componentes 

principais, ao longo das quais a variação dos dados é máxima. Dessa forma, a PCA é capaz 

de resumir os dados com um alto número de variáveis utilizando um número de variáveis 

reduzido. A PCA pode ser desenvolvida utilizando o algoritmo SVD. Este permite a 

representação de uma matriz em três outras (U, S e V) e, sozinho (sem o uso da PCA), 

também permite eliminar de forma fácil as partes menos importantes desta representação a 

fim de produzir uma representação aproximada da matriz original com um número menor de 

variáveis ([RAJARAMAN & ULLMAN, 2012]). 
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Neste trabalho, as técnicas PCA e SVD foram utilizadas apenas para reduzir a 

dimensionalidade dos dados para duas dimensões a fim de permitir a visualização deles, ou 

seja, não foram utilizados com a finalidade de reduzir a dimensão dos conjuntos de entrada 

das RNAs utilizadas no Capítulo 5. Esse procedimento foi realizado apenas para as 

configurações da seção 4.1.5 em que os conjuntos de entrada são formados apenas pelos 

metabólitos salivares, ou seja, para as configurações H1, H2 e DP1. Os gráficos A, B, C e D 

da Figura 10 apresentam os resultados da aplicação das técnicas PCA e SVD sobre os dados 

referentes aos 24 indivíduos do estudo e considerando apenas os metabólitos salivares 

selecionados na seleção de características para as configurações H1 e H2. Nesses gráficos, os 

pontos relativos aos indivíduos hipertensos são círculos vermelhos e os relativos aos 

indivíduos não hipertensos são x’s azuis. Neles, percebe-se que a maior parte dos indivíduos 

saudáveis ficou agrupada na região delimitada pela elipse verde. Apesar de dentro destas 

elipses existirem também indivíduos hipertensos e fora existirem indivíduos saudáveis, a 

existência desta região indica que existe a possibilidade de separação dos indivíduos 

saudáveis dos hipertensos, mesmo porque com a redução da dimensionalidade parte da 

informação foi perdida. 
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Figura 10: Gráficos referentes à execução do algoritmo: (A) PCA sobre a configuração H1 (B) SVD 

sobre a configuração H1 (C) PCA sobre a configuração H2 e (D) SVD sobre a configuração H2  

 

Os gráficos A, B, C, D, E e F da Figura 11 apresentam os resultados da aplicação das 

técnicas PCA e SVD sobre os dados referentes aos 24 indivíduos do estudo e considerando 

apenas os metabólitos salivares selecionados na seleção de características para a configuração 

DP1. Os gráficos A e B são relativos à aplicação do PCA e SVD sobre os metabólitos 

selecionados em relação à saída “gengivite” (metabólitos relevantes obtidos na seção anterior 

para separar os indivíduos com gengivite dos outros). Os gráficos C e D são relativos à 

aplicação da PCA e SVD sobre os metabólitos selecionados em relação à saída “periodontite” 

(metabólitos relevantes obtidos na seção anterior para separar os indivíduos com periodontite 

dos outros) e os gráficos E e F são relativos à aplicação do PCA e SVD sobre os metabólitos 

selecionados em relação à saída “doença periodontal” (metabólitos relevantes obtidos na 

seção anterior para separar os indivíduos de acordo com o diagnóstico periodontal – saudável, 
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com gengivite e com periodontite). Nesses gráficos, os pontos relativos aos indivíduos 

saudáveis são verdes, os relativos aos indivíduos com gengivite são azuis e os relativos aos 

indivíduos com periodontite são roxos. Nos gráficos, percebe-se que a maior parte dos 

indivíduos consegue ser separados de acordo com o diagnóstico periodontal, conforme 

elipses presentes nas imagens. Deve-se levar em conta que parte da informação foi perdida no 

processo de redução de dimensionalidade e, portanto, a separação realizada pela rede neural 

será mais eficaz do que a separação visual sobre os dados obtidos após a aplicação do PCA e 

do SVD. 

Através da comparação das Figuras 10 e 11, é possível ver que os grupos foram mais 

claramente separados na Figura 11, a qual está associada à doença periodontal, do que na 

Figura 10, a qual está associada à hipertensão arterial crônica. Na Figura 10, apesar de 

existirem regiões que separam os indivíduos hipertensos dos não hipertensos, um número 

razoável de indivíduos ficam localizados na região errada. Já na Figura 11, são poucos os 

indivíduos que estão situados na região errada, o que nos fornece fortes indícios de que a 

doença periodontal é mais facilmente detectável a partir da saliva do que a hipertensão 

arterial crônica (o que realmente foi constatado nos experimentos detalhados no Capítulo 5).  
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Figura 11: Gráficos referentes à execução do algoritmo: (A) PCA sobre a configuração DP1 – 

gengivite; (B) SVD sobre a configuração DP1 – gengivite; (C) PCA sobre a configuração DP1 – 

periodontite; (D) SVD sobre a configuração DP1 – periodontite (E) PCA sobre a configuração DP1 

– doença periodontal; (F) SVD sobre a configuração DP1 – doença periodontal. 
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4.1.7 Detecção de Intrusos 

Um intruso é uma observação que parece desviar de outros membros da amostra na qual 

ocorre ([Grubbs, 1969]). Eles atrapalham as técnicas de detecção de padrões, já que estas 

observações desviantes podem ser resultado de erros introduzidos nos dados, como, por 

exemplo, um erro de medição. Em vista disso, é extremamente importante a utilização de 

alguma técnica de identificação de intrusos. 

Este trabalho detecta as observações desviantes em relação aos metabólitos salivares com 

a finalidade de identificar possíveis erros introduzidos durante o processo de obtenção destes. 

Para isto, foram criadas redes neurais feedforward e, após a normalização dos dados e seleção 

de características, as redes foram treinadas utilizando o algoritmo backpropagation e a 

validação cruzada (detalhada na seção 4.2). Foram criadas redes para as configurações H1 e 

H2, mas a configuração H2 foi dividida em duas: H2a e H2b. A H2a tem como entrada 

apenas os metabólitos selecionados em relação à saída “PA sistólica” e como saída esta 

mesma variável. A configuração H2b tem como entrada apenas os metabólitos selecionados 

em relação à saída “PA diastólica” e como saída esta mesma variável. Só foram utilizadas 

estas configurações, pois o objetivo é detectar os intrusos em relação aos metabólitos 

salivares e, portanto, estas três configurações bastam para que este objetivo seja alcançado. 

Na verdade, seria necessária apenas uma destas configurações, mas, com o objetivo de 

reafirmar os resultados, as três foram utilizadas.  

Para detectar os intrusos, os acertos (porcentagem) e erros (erro médio quadrado) nos 

conjuntos de treinamento, validação e teste foram calculados para cada caso da validação 

cruzada, os casos com maiores erros foram identificados e os grupos que os introduziram 

foram selecionados (tabelas 13, 15 e 17). Além disso, cada entrada de cada caso da validação 

cruzada teve o seu erro calculado, as entradas pertencentes aos grupos selecionados nas 

tabelas 13, 15 e 17 foram analisadas e as amostras com os maiores erros foram detectadas e 

selecionadas como sendo possíveis intrusos (tabelas 14, 16 e 18).  

A partir da análise das tabelas 13 e 14, as quais são referentes à configuração H1, é 

possível ver que as amostras 20, 7 e 8 do grupo 3 introduzem erros grandes e que, portanto, 

elas foram selecionadas como possíveis intrusos. Nas tabelas 15 e 16, as quais são referentes 

à configuração H2a, é possível ver que as amostras 24 e 14 do grupo 5 introduzem erros 

grandes e que, portanto, elas também foram selecionadas como possíveis intrusos. Em 

relação à análise das tabelas 17 e 18, as quais são referentes à configuração H2b, é possível 
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ver que as amostras 9 e 8 do grupo 3 introduzem erros grandes e que, portanto, elas também 

foram selecionadas como possíveis intrusos. Como resultado da detecção, seis entradas foram 

identificadas como intrusos. São elas: 7, 8, 9, 14, 20 e 24. 

Após a detecção dos possíveis intrusos, foram realizados experimentos para verificar se a 

eliminação destes do conjunto de dados provocaria uma melhora nos resultados. Como pode 

ser visto nos experimentos 7 e 8 do Capítulo 5, a eliminação dos possíveis intrusos não 

ocasionou melhora significativa nos resultados, o que indicou que as entradas selecionadas ou 

parte delas não eram intrusos. Por isso, preferiu-se não eliminá-los nos experimentos 

posteriores. 

 

Tabela 13: Erros e acertos nos conjuntos de treinamento, validação e teste para cada caso da 

validação cruzada (configuração H1).   
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Tabela 14: Erros para cada entrada em cada caso da validação cruzada (configuração H2a).  

 

 

Tabela 15: Erros e acertos nos conjuntos de treinamento, validação e teste para cada caso da 

validação cruzada (configuração H2a).  
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Tabela 16: Erros para cada entrada em cada caso da validação cruzada (configuração H2a).  
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Tabela 17: Erros e acertos nos conjuntos de treinamento, validação e teste para cada caso da 

validação cruzada (configuração H2b).  

 

 

Tabela 18: Erros para cada entrada em cada caso da validação cruzada (configuração H2b).  
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4.2 Divisão dos Dados 

Em Redes Neurais Artificiais, normalmente os dados são divididos em três conjuntos: 

treinamento, validação e testes. O conjunto de treinamento é utilizado para treinar a rede 

neural, o conjunto de validação é utilizado para parar o treinamento e evitar sobre-

treinamento (overtraining) e o conjunto de teste é utilizado para calcular o desempenho da 

rede. 

Em relação ao processo para obter a melhor rede, [BISHOP, 1995] afirma que a 

abordagem mais simples é treinar diversas redes usando o conjunto de treinamento, utilizar o 

conjunto de validação para comparar o desempenho dessas redes e o conjunto de teste para 

confirmar os resultados obtidos. Esse método é chamado de hold out. Como este método usa 

apenas uma parcela dos dados (o conjunto de treinamento) para treinar as RNAs e a outra 

parcela (o conjunto de testes) para medir o desempenho, as métricas obtidas podem não ser 

tão apuradas quando se utiliza um conjunto de dados não muito grande. A validação cruzada 

resolve isto ao dividir os dados em k segmentos de n/k elementos. O método de validação 

cruzada chamado de k-fold consiste em treinar a rede utilizando k-1 segmentos e testar a rede 

utilizando o segmento restante. Este processo é repetido para as k possíveis escolhas do 

conjunto de teste. Se o valor de k é igual a n, o método é chamado de leave-one-out. O 

problema destes dois métodos (k-fold e leave-one-out) é que mais esforço e tempo 

computacional são necessários até que o processo termine. 

Neste trabalho, o método de validação cruzada k-fold é utilizado, mas são utilizados três 

conjuntos e não apenas dois, ou seja, k-2 segmentos são utilizados para treinar a rede, 1 

segmento é utilizado para impedir que ocorra sobre-treinamento (overtraining)  e o segmento 

restante é utilizado para testar a rede. Com isso, o processo é repetido k * (k-1) e não apenas 

k vezes. A Figura 12 mostra este processo de divisão em segmentos, da criação das k*(k-1) 

redes, da escolha da melhor rede e da captação das medidas (média e desvio) com base no 

conjunto de testes.  
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Figura 12: Validação cruzada 
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Capítulo 5. Experimentos e Resultados 

Este capítulo está dividido em duas seções (5.1 e 5.2), as quais são referentes aos 

experimentos realizados para a tentativa de previsão da hipertensão arterial crônica e da 

doença periodontal, respectivamente. Como mencionado anteriormente, as Redes Neurais 

Artificiais são utilizadas com este propósito e os dados são tratados utilizando as técnicas de 

pré-processamento descritas no Capítulo 4. Inicialmente, foi utilizado um conjunto de dados 

com 24 elementos, os quais são relativos aos dados de indivíduos do sexo feminino no 

período pós-parto e, depois, o conjunto diminui devido à aplicação da técnica de detecção de 

intrusos. 

Em relação às RNAs utilizadas em todos os experimentos deste capítulo, elas são do tipo 

Perceptron Multicamadas com duas camadas (uma intermediária e uma de saída). O 

algoritmo de treinamento utilizado é o resilient backpropagation. O número de neurônios na 

camada de saída varia de experimento para experimento, uma vez que depende do número de 

saídas da RNA. As médias e desvios são apresentados para diferentes quantidades de 

neurônios na camada intermediária em cada experimento e as porcentagens dos dados 

utilizados nos conjuntos de treinamento, validação e teste são 70%, 15% e 15%, 

respectivamente. Em todos os experimentos que utilizam a validação cruzada k-fold, o valor 

de k é 5. 

5.1 Hipertensão Arterial Crônica 

Esta seção descreve todos os experimentos e apresenta os resultados encontrados nas 

tentativas de prever a hipertensão arterial crônica e de prever a pressão arterial de indivíduos 

utilizando redes neurais. 

5.1.1 Experimento 1 

Este experimento tem como finalidade tentar prever a hipertensão arterial crônica 

utilizando as técnicas de pré-processamento preenchimento de dados faltantes, normalização 

z-score e seleção de variáveis (algoritmo 2) e a técnica de divisão dos dados chamada hold 

out. Em relação à configuração da rede utilizada, esta consiste de uma rede feedforward com 

treinamento resilient backpropagation com duas camadas de neurônios. O número de 
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neurônios na camada escondida varia (são realizados treinamentos para redes com 1 até 20 

neurônios) e o número de neurônios da camada de saída é igual a 1, já que este experimento 

utiliza a saída “hipertenso” (diz se um indivíduo sofre de hipertensão ou não) para prever a 

hipertensão arterial crônica. O neurônio da saída é do tipo tangente hiperbólica e, portanto, 

valores entre 0 e 1 são interpretados como hipertenso e valores entre -1 e 0 são interpretados 

como saudável. Em relação à seleção de variáveis, o primeiro algoritmo descrito na seção 

4.1.5 foi utilizado para selecionar, nas configurações H1, H3 e H5 da seção 4.1.4, as variáveis 

mais relevantes a serem utilizadas. Na tabela 19, estão os detalhes das redes utilizadas neste 

experimento. Nela, a coluna “rede” identifica o tipo de rede utilizada, a coluna “divisão” 

especifica a técnica de divisão de dados utilizada, a coluna “neurônios saída” especifica a 

quantidade de neurônios na camada de saída por tipo (tgh para tangente hiperbólico e ln para 

linear), a coluna “neurônios escondidos” especifica a quantidade de neurônios na camada 

escondida por tipo e a coluna “pré-processamento” especifica os algoritmos de pré-

processamento utilizados. Já a tabela 20 apresenta as variáveis de entrada e variáveis de saída 

para cada uma das 3 redes utilizadas neste experimento. 

 

Tabela 19: Detalhes das redes utilizadas no experimento 1.  

 

 

Tabela 20: Variáveis de entrada e saída utilizadas nas redes do experimento 1.  
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Os resultados do experimento são apresentados nas tabelas 21, 22 e 23. As tabelas são 

relativas às redes E1R1, E1R2 e E1R3. Nelas, são apresentados a porcentagem de acerto da 

rede e o desvio padrão para cada número de neurônios da camada escondida. Estes valores 

foram obtidos sobre o conjunto de testes. 

 

Tabela 21: Resultado do experimento 1 utilizando a rede E1R1 para diferentes números de 

neurônios. 
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Tabela 22: Resultado do experimento 1 utilizando a rede E1R2 para diferentes números de 

neurônios. 
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Tabela 23: Resultado do experimento 1 utilizando a rede E1R3 para diferentes números de 

neurônios. 

 

 

Analisando a tabela 21, relativa à rede E1R1 que utiliza apenas os metabólitos salivares 

como variáveis de entrada, percebe-se que os resultados médios variam entre 50% e 60,75% 

de acerto, e o melhor resultado é relativo à quantidade de 9 neurônios com uma taxa média de 

acerto de 60,75%. Já com relação à tabela 22, relativa à rede E1R2 que não utiliza os 

metabólitos salivares como variáveis de entrada, os resultados médios quase não variam e 

ficam em torno de 90% de acerto (resultado muito superior ao da rede E1R1). Uma 

justificativa para a alta taxa de acerto da rede E1R2 pode ser baseada no fato de que existe 

uma associação comprovada entre peso e pressão sanguínea, conforme diversos estudos na 

área ([HUANG et al., 1998], [STAMLER R et al., 1978], [HAVLIK et al., 1983], 

[BARKER, 2006], etc). 

5.1.2 Experimento 2 

Este experimento tem como finalidade prever as pressões sistólica e diastólica dos 

indivíduos utilizando as técnicas de pré-processamento preenchimento de dados faltantes, 
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normalização z-score e seleção de variáveis (algoritmo 2) e a técnica de divisão dos dados 

chamada hold out. Em relação à configuração da rede utilizada, esta consiste de uma rede 

feedforward com treinamento resilient backpropagation com duas camadas de neurônios. O 

número de neurônios na camada escondida varia (são realizados treinamentos para redes com 

1 até 20 neurônios) e o número de neurônios da camada de saída é igual a 2, já que este 

experimento utiliza as saídas “PA sistólica” e “PA diastólica” (pressões sistólica e diastólica 

dos indivíduos) para prever a pressão arteiral. Os neurônios da saída são do tipo linear, já que 

se deseja obter na saída os valores das pressões (eles estarão normalizados, uma vez que os 

dados de entrada da rede também estão). Em relação à seleção de variáveis, o primeiro 

algoritmo descrito na seção 4.1.5 foi utilizado (algoritmo 2) para selecionar, nas 

configurações H2, H4 e H6 da seção 4.1.4, as variáveis mais relevantes a serem utilizadas. Na 

tabela 24, estão os detalhes das redes utilizadas neste experimento. Já a tabela 25 apresenta as 

variáveis de entrada e variáveis de saída para cada uma das 3 redes utilizadas neste 

experimento. 

 

Tabela 24: Detalhes das redes utilizadas no experimento 2.  

 

 

Tabela 25: Variáveis de entrada e saída utilizadas nas redes do experimento 2.  

 

 

Os resultados do experimento são apresentados nas tabelas 26, 27 e 28. As tabelas são 

relativas às redes E2R1, E2R2 e E2R3, respectivamente. Nelas, são apresentados a média do 

erro absoluto da rede (o módulo da diferença entre a saída prevista pela rede desnormalizada 
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e a saída real desnormalizada) e o desvio padrão deste erro para cada número de neurônios da 

camada escondida. 

 

Tabela 26: Resultado do experimento 2 utilizando a rede E2R1 para diferentes números de 

neurônios. 
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Tabela 27: Resultado do experimento 2 utilizando a rede E2R2 para diferentes números de 

neurônios. 

 

 

Tabela 28: Resultado do experimento 2 utilizando a rede E2R3 para diferentes números de 

neurônios. 
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A partir da análise das tabelas, é possível notar que, para a rede E2R1, a média do erro 

variou de 22,19 (4 neurônios) a 26,72 (11 neurônios) para a pressão sistólica e de 23,87 (9 

neurônios) a 33,78 (15 neurônios) para a pressão diastólica. Em relação aos resultados da 

rede E2R2, a erro para a pressão sistólica variou de 18,69 (7 neurônios) a 24,88 (8 neurônios) 

e para a pressão diastólica variou de 25,32 (6 neurônios) a 31,04 (4 neurônios). Já em relação 

aos resultados da rede E2R3, o erro variou de 17,94 (14 neurônios) a 22,89 (2 neurônios) para 

a pressão sistólica e de 25,5 (17 neurônios) a 30,8 (12 neurônios) para a pressão diastólica. 

Ao analisar os dados e resultados, verificou-se que a pressão sistólica variou de 100 a 170 e o 

melhor resultado (tabela 28 com 14 neurônios) foi referente ao erro de 17,94, o qual 

corresponde a 24% da diferença entre o valor mais alto (170) e o valor mais baixo (100). 

Percebe-se que os resultados foram insatisfatórios para a pressão sistólica. O resultado da 

pressão diastólica também foi insatisfatório, pois se sabe que, nos dados, ela varia entre 10 e 

120 e o menor erro foi 23,87, o qual corresponde a 20% da diferença entre o menor valor e o 

maior valor, ou seja, 20% de 110. 

5.1.3 Experimento 3 

Analisando o experimento 1, notou-se que, em geral, o resultado da rede E1R3 foi pior 

que a rede E1R2. Como as variáveis de entrada da rede E1R3 são formadas pelas variáveis da 

rede E1R2 mais os metabólitos salivares identificados na seleção de variáveis em relação à 

saída hipertenso, era esperado que o resultado da rede fosse melhor, visto que a rede deveria 

ser capaz de dar pouca importância para as variáveis que a atrapalham. Então, a rede deveria 

ser capaz de identificar que os metabólitos salivares atrapalhavam a rede e, portanto, ela 

deveria atribuir pouco peso a estas. Pensando nisso, o experimento 3 foi desenvolvido. Nele, 

os pesos são inicializados com valores baixos (0,01), diferindo do experimento 1, onde os 

pesos foram inicializados utilizando o algoritmo Nguyen-Widrow , o qual utiliza de uma 

certa aleatoriedade para inicializar os pesos. Partindo do princípio que as variáveis 

metabólicas estavam atrapalhando o desempenho, a melhor rede seria aquela em que as 

sinapses associadas a tais variáveis apresentassem valor nulos ou muito próximos de zero. 

Deste modo, esta inicialização em 0,01 ajudaria a rede a dar uma menor importância às 

variáveis metabólicas e, consequentemente, ocorreria uma melhora nos resultados. Os 

resultados do experimento 3 são apresentados nas tabelas 29, 30 e 31. 
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Tabela 29: Resultado do experimento 3 utilizando a rede E1R1 para diferentes números de 

neurônios. 

 

 

Tabela 30: Resultado do experimento 3 utilizando a rede E1R2 para diferentes números de 

neurônios. 
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Tabela 31: Resultado do experimento 3 utilizando a rede E1R3 para diferentes números de 

neurônios. 

 

 

A partir da análise da tabela 29 (relativa à rede E1R1), é possível verificar que os 

resultados variam pouco com o aumento do número de neurônios. O melhor resultado é 

relativo a 8 neurônios com uma taxa média de acerto de 58,25%. Em relação à tabela 30 

(relativa à rede E1R2), o resultado varia entre 85% e 92% de acerto. A melhor taxa média de 

acerto é de 92% e é relativa a 1 neurônio. A partir da análise da tabela 31 (relativa à rede 

E1R3), é possível verificar que os resultados variam entre 79% e 87,5% e a melhor taxa 

média de acerto é referente a 15 neurônios. Esperava-se que o resultado referente à rede 

E1R3 (tabela 31) apresentasse resultado igual ou superior ao resultado da rede E1R1 (tabela 

29), o que não aconteceu, apesar de os resultados terem sido um pouco melhores quando 

comparados ao experimento 1. 

5.1.4 Experimento 4 

Este experimento é igual ao experimento 2, diferindo apenas na inicialização dos pesos, 

os quais são inicializados semelhantemente ao experimento 3, ou seja, eles são fixados com 

um valor baixo (0,01). As tabelas 32, 33 e 34 são referentes aos resultados obtidos para as 

redes E2R1, E2R2 e E2R3, respectivamente.  
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Tabela 32: Resultado do experimento 4 utilizando a rede E2R1 para diferentes números de 

neurônios. 

 

 

Tabela 33: Resultado do experimento 4 utilizando a rede E2R2 para diferentes números de 

neurônios. 
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Tabela 34: Resultado do experimento 4 utilizando a rede E2R3 para diferentes números de 

neurônios. 

 

  

Da análise dos resultados, percebe-se que eles variaram muito pouco com a variação do 

número de neurônios. Para a rede E2R1, o erro da pressão sistólica variou de 20,53 a 21,92 e 

da pressão diastólica variou de 19,82 a 21,72. Para a rede E2R2, a variação do erro foi de 

19,26 a 20,76 para a sistólica e de 21,16 a 22,51 para a diastólica. Para a rede E2R3, o erro da 

pressão sistólica variou de 17,41 a 19,13 e da diastólica de 19,60 a 21,99. Percebe-se que, 

diferentemente do experimento 3, a rede em que as variáveis de entrada são compostas pelas 

variáveis metabólicas  mais as variáveis não metabólicas (E2R3) apresentou resultados 

superiores aos resultados das duas outras redes. Portanto, a rede conseguiu atribuir um peso 

menor às variáveis metabólicas, as quais, por algum motivo, estavam atrapalhando o 

desempenho. Nota-se que, apesar da melhora, os erros ainda são grandes demais e que, 

portanto, são considerados insatisfatórios. 

5.1.5 Experimento 5 

Como no experimento 1, este experimento tem como finalidade tentar prever a 

hipertensão arterial crônica utilizando as técnicas de pré-processamento preenchimento de 

dados faltantes, normalização z-score e seleção de variáveis. A técnica de divisão dos dados 

utilizada é o método de validação cruzada chamado k-fold. Este experimento se diferencia do 
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experimento 1 pois, na seleção de variáveis, o segundo algoritmo descrito na seção 4.1.5 

(algoritmo 3) foi utilizado para a configuração H1 da seção 4.1.4. A tabela 11 da seção 4.1.5 

contém os resultados da seleção, a tabela 35 desta seção apresenta os detalhes das redes 

utilizadas neste experimento e, na tabela 36, estão as variáveis de entrada e variáveis de saída 

da rede utilizada neste experimento.  

 

Tabela 35: Detalhes das redes utilizadas no experimento 5 . 

 

 

Tabela 36: Variáveis de entrada e saída utilizadas nas redes do experimento 5.  

 

 

 Os resultados do experimento podem ser visualizados na tabela 37, a qual é referente 

à rede E5R1.  
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Tabela 37: Resultados para a rede E5R1 do experimento 5.  

 

 

A partir da análise da tabela 37 (rede E5R1), é possível verificar que a taxa de acerto 

média variou de 55,5% a 68,75% e a quantidade de neurônios do melhor resultado foi 5. Se 

comparado com o experimento 1 (rede E1R1), é possível verificar que os resultados foram 

superiores. Isso se deve ao fato de o algoritmo 3 da seção 4.1.5 ser menos rígido do que o 

algoritmo 2, ou seja, ele permite selecionar um maior número de variáveis. Do resultado do 

experimento, percebe-se que as variáveis não selecionadas pelo algoritmo 2 e selecionadas 

pelo algoritmo 3 (“x16” e “x25”) foram importantes para a melhora do desempenho da rede 

neural. 

5.1.6 Experimento 6 

A fim de melhorar os resultados do experimento 2, este utiliza as mesmas 

configurações que ele. Difere do experimento 2 pois o método de divisão de dados é a 

validação cruzada k-fold e o método de seleção de variáveis é o algoritmo 3 da seção 4.1.5. 

As variáveis selecionadas com o algoritmo 3 foram apresentadas nas tabelas 11 e 12 da seção 

4.1.5. A tabela 38 apresenta os detalhes das redes utilizadas neste experimento e a tabela 39 

apresenta as variáveis de entrada e variáveis de saída para cada uma das três redes utilizadas 

neste. 
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Tabela 38: Detalhes das redes utilizadas no experimento 6.  

 

 

Tabela 39: Variáveis de entrada e saída utilizadas nas redes do experimento 6.  

 

 

As tabelas 40, 41 e 42 contêm os resultados das redes E6R1, E6R2 e E6R3, 

respectivamente. Elas são semelhantes aos outros experimentos que tiveram como tentativa 

prever as pressões dos indivíduos, ou seja, apresentam as médias e os desvios dos erros para 

as pressões sistólica e diastólica para cada quantidade de neurônios na camada intermediária. 
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Tabela 40: Resultados para a rede E6R1 do experimento 6.  

 

 

Tabela 41: Resultados para a rede E6R2 do experimento 6.  
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Tabela 42: Resultados para a rede E6R3 do experimento 6.  

 

 

A partir da análise da tabela 40, é possível ver que o resultado da rede E6R1 varia 

muito pouco e o melhor resultado é de um erro de 20,5 para a pressão sistólica (3 neurônios) 

e de 19,8 para a pressão diastólica (2 neurônios). Os resultados da rede E6R2 também variam 

pouco e o melhor erro foi de 19,2 para a pressão sistólica (3 neurônios) e de 21,5 para a 

pressão diastólica (8 neurônios). Já com relação aos resultados da rede E6R3, eles variaram 

mais e o melhor resultado para a pressão sistólica foi de um erro de 16,36 para a pressão 

sistólica (18 neurônios) e de 19,6 para a pressão diastólica (18 neurônios). Os resultados 

foram melhores do que os resultados do experimento 2. Como no experimento 5, a utilização 

do algoritmo 3 da seção 4.1.5 para seleção de variáveis foi responsável pelo aumento do 

desempenho das redes. A melhora do desempenho está relacionada não só à redução do erro, 

mas como também à redução do desvio padrão, conforme se pode constatar através da 

comparação das tabelas deste experimento com as tabelas do experimento 2. Quando os 

resultados deste experimento são comparados com os resultados do experimento 4, verifica-

se que os resultados são semelhantes. 
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5.1.7 Experimento 7 

Este experimento e o próximo têm como objetivo retirar os possíveis intrusos do 

conjunto de dados a fim de verificar se tal retirada contribui para um aumento no 

desempenho das redes. A detecção de intrusos foi especificada anteriormente (seção 4.1.7) e, 

conforme visto, seis elementos do conjunto de dados foram selecionados como possíveis 

intrusos. Como, inicialmente, a quantidade de elementos no conjunto era de vinte e quatro 

(um número já considerado pequeno), a retirada destes seis possíveis intrusos reduziu o 

tamanho do conjunto para dezoito elementos, o que tornou esse conjunto ainda menor. As 

redes utilizadas neste experimento são idênticas às redes utilizadas no experimento 5 e se 

diferenciam apenas no que diz respeito à detecção de intrusos, a qual não era realizada e 

agora é. Como no experimento 5, o intuito deste experimento é prever se um indivíduo sofre 

ou não de hipertensão arterial crônica. A tabela 43 apresenta detalhes das redes utilizadas 

neste experimento e a tabela 44 especifica as variáveis de entrada e saída de cada uma das 

três diferentes redes utilizadas neste experimento. 

 

Tabela 43: Detalhes das redes utilizadas no experimento 7.  

 

 

Tabela 44: Variáveis de entrada e saída utilizadas nas redes do experimento 6.  

 

 

As tabelas 45, 46 e 47 apresentam as médias e desvios da taxa de acerto da rede com 

diferentes números de neurônios na camada intermediária.  
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Tabela 45: Resultados para a rede E7R1 do experimento 7.   

 

 

Tabela 46: Resultados para a rede E7R2 do experimento 7.  

 

 

Tabela 47: Resultados para a rede E7R3 do experimento 7.  

 

 

Ao analisar as tabelas, é possível verificar que, para a rede E7R1, a taxa média de 

acerto variou entre 60,8% e 68,3%, sendo que a taxa de 68,3% foi obtida quando se usou 6 

neurônios na camada intermediária. Em relação à rede E7R2, a variação foi entre 79,5% e 
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90%, sendo que a taxa de 90% foi obtida quando se usou 7 neurônios na camada escondida. 

Já a partir da análise da tabela 47, é possível verificar que a taxa média de acerto variou entre 

80,4% e 88,3% e que a melhor taxa de acerto foi obtida com 5 neurônios na camada oculta. 

Analisando os resultados da rede E7R1, a qual utiliza apenas as variáveis metabólicas como 

variáveis de entrada, é possível verificar que o resultado foi ruim, uma vez que o desvio foi 

alto e que, portanto, a retirada dos intrusos não contribuiu para o aumento do desempenho 

desta rede. Em relação aos resultados das duas outras redes (E7R2 e E7R3), não foi possível 

comparar com o experimento 5, já que nele apenas uma rede foi utilizada (E5R1). Mas, é 

possível compará-los com os resultados dos experimentos 3 (tabela 30, rede E3R2 e tabela 

31, rede E3R3) e 1 (tabela 22, rede E1R2 e tabela 23, rede E1R3). Em relação a estes 

experimentos, a rede E7R3 apresentou melhores resultados, o que indica uma pequena 

melhora no desempenho devido à remoção dos intrusos.  Já a rede E7R2 também apresentou 

desempenho inferior às redes do experimento 1 (E1R2)  e 3 (E3R2). Como os resultados da 

rede E7R1 e E7R2 não melhoraram em relação aos resultados das redes dos experimentos 

anteriores (E5R1, E3R1, E1R1, E3R2 e E1R2) e o resultado da rede E7R3 não apresentou 

melhora significante em relação às redes E3R3 e E1R3, conclui-se que a remoção dos seis 

intrusos não contribui para a melhora do desempenho das redes e que, portanto, indica que 

alguns ou todos os elementos selecionados como intrusos não o são. 

5.1.8 Experimento 8 

Semelhantemente ao experimento 7, este utiliza a técnica de eliminação de intrusos 

para tentar melhorar os resultados dos experimentos 2, 4 e 6, os quais tentam prever as 

pressões sistólica e diastólica de indivíduos. Os seis possíveis intrusos encontrados na seção 

4.1.7 foram removidos e o experimento 6 foi executado novamente, dando origem a este 

experimento. Como no experimento 6, o objetivo deste experimento é prever as pressões 

utilizando três configurações de variáveis de entrada distintas, conforme especificado na 

tabela 49. Detalhes das redes utilizadas neste experimento podem ser visualizados na tabela 

48. 
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Tabela 48: Detalhes das redes utilizadas no experimento 8 . 

 

 

Tabela 49: Variáveis de entrada e saída utilizadas nas redes do experimento 8.  

 

 

As tabelas 50, 51 e 52 são referentes aos resultados das redes E8R1, E8R2 e E8R3, 

respectivamente. Nelas, como nos experimentos anteriores que envolviam as pressões 

sistólica e diastólica, são apresentados as médias e desvios dos erros obtidos na tentativa de 

prevê-las para diferentes números de neurônios na camada intermediária.  

 

Tabela 50: Resultados para a rede E8R1 do experimento 8. 
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Tabela 51: Resultados para a rede E8R2 do experimento 8.  

 

 

 Tabela 52: Resultados para a rede E8R3 do experimento 8.  

 

 

A partir da análise das tabelas, é possível verificar que, para a rede E8R1, a média dos 

erros variou de 20 (1 neurônio) a 28,9 (10 neurônios) para a pressão sistólica e variou de 18,7 

(2 neurônios) a 27,2 (7 neurônios) para a pressão diastólica. Para a rede E8R2, os erros 

médios variaram entre 19,3 (2 neurônios) e 25,7 (10 neurônios) para a pressão sistólica e 

entre 18,5 (1 neurônio) e 24,2 (10 neurônios) para a pressão diastólica. Os erros médios da 

rede E8R3 variaram de 17,1 (1 neurônio) a  27,8 (9 neurônios) para a pressão sistólica e de 

19,5 (3 neurônios) a 29,9 (10 neurônios) para a pressão diastólica. A partir da análise destes 

resultados, é possível verificar que, para uma quantidade de neurônios baixa (1 ou 2 

neurônios), os resultados deste experimento foram ligeiramente superiores ao resultado do 

experimento 6. Já para quantidade de neurônios alta, os resultados foram piores. Se for levada 

em conta apenas a média e o desvio do melhor caso, o que é completamente normal, já que o 
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número de neurônios na camada escondida é escolhido de acordo com o melhor resultado, 

pode-se afirmar que este experimento apresentou resultados ligeiramente superiores 

(vantagem pouco expressiva) ao experimento 6 e que, portanto, a eliminação dos intrusos foi 

responsável por uma pequena melhora no desempenho das redes. Como no experimento 

anterior o desempenho não melhorou com a remoção dos intrusos e neste experimento 

constatou-se que houve uma melhora insignificante, conclui-se que nem todos os elementos 

selecionados como intrusos realmente o eram. 

5.1.9 Experimento 9 

Este experimento é idêntico ao experimento 5, mas a quantidade de dados utilizados 

para tentar realizar a previsão da hipertensão arterial crônica é maior. No experimento 5, 

vinte e quatro indivíduos eram utilizados para treinar, testar e validar a rede neural. Neste, 

trinta indivíduos são utilizados. Esta diferença se deve pois, ao decorrer deste trabalho, mais 

dados foram obtidos. Como a quantidade de dados era pequena, a inclusão dos dados 

referentes a estes novos seis indivíduos aumentou a amostra em vinte e cinco por cento, o que 

torna o estudo em questão mais confiável. Optou-se por repetir o experimento 5 e não o 

experimento 7, pois nota-se que os resultados obtidos no experimento 7 foram inferiores aos 

resultados obtidos no experimento 5 (resultado da tentativa de remover os intrusos). As 

configurações das redes utilizadas neste experimento podem ser visualizadas na tabela 53 e as 

variáveis de entrada e saída foram especificadas na tabela 54 para cada uma destas redes. 

 

Tabela 53: Detalhes das redes utilizadas no experimento 9.  

 

 

Tabela 54: Variáveis de entrada e saída utilizadas nas redes do experimento 8.  
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As tabelas 55, 56 e 57 apresentam os resultados obtidos neste experimento para as 

redes E9R1, E9R2 e E9R3, respectivamente. Nelas, são mostradas as taxas médias de acerto e 

desvios obtidos para diferentes quantidades de neurônios. 

 Tabela 55: Resultados para a rede E9R1 do exper imento 9. 

 

 

 Tabela 56: Resultados para a rede E9R2 do experimento 9.  

 

  

Tabela 57: Resultados para a rede E9R3 do experimento 9.  

 



69 

 

A partir da análise das tabelas, é possível verificar que as taxas médias de acerto da 

rede E9R1 variam de 56,6% (1 neurônio) a 66% (4 neurônios). Para a rede E9R2, as taxas 

variam de 73,3% (1 neurônio) a 80,6 (3 neurônios) e, para a rede E9R3, elas variam de 

70,66% a 76%. Da análise destes resultados, é possível ver que a inclusão de novos dados 

não alterou muito o resultado quando utilizados apenas os metabólitos salivares. Enquanto o 

melhor resultado da rede E5R1 foi uma taxa de acerto média de 68,75% com um desvio de 

18,48, o melhor resultado da rede equivalente deste experimento (E9R1) foi uma taxa média 

de 66% com um desvio de 17,538. Já se compararmos as redes E9R2 e E9R3 com as redes 

E7R2 e E7R3, nota-se que ocorre uma piora expressiva, apesar dos resultados das redes que 

envolvem as variáveis não metabólicas continuarem sendo superiores aos das redes que 

envolvem as variáveis metabólicas.  

5.1.10 Experimento 10 

Este experimento é idêntico ao experimento 6, mas, como no experimento 9, a 

quantidade de dados utilizados para realizar a previsão das pressões arteriais é maior. Optou-

se por repetir o experimento 6 e não o experimento 8, pois nota-se que os resultados obtidos 

no experimento 8 foram inferiores aos resultados obtidos no experimento 6 (piora causada 

pela tentativa de remover os intrusos). As configurações das redes utilizadas neste 

experimento podem ser visualizadas na tabela 58 e as variáveis de entrada e saída foram 

especificadas na tabela 59 para cada uma destas redes. 

 

Tabela 58: Detalhes das redes utilizadas no experimento 10.  
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Tabela 59: Variáveis de entrada e saída utilizadas nas redes do experimento 10.  

 

 

As tabelas 60, 61 e 62 apresentam os resultados obtidos para as redes E10R1, E10R2 e 

E10R3, respectivamente. Elas mostram a média e desvio dos erros para as pressões sistólica e 

diastólica para diferentes números de neurônios na camada intermediária. 

 Tabela 60: Resultados para a rede E10R1 do experimento 10.  

 

 

 Tabela 61: Resultados para a rede E10R2 do experimento 10.  
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 Tabela 62: Resultados para a rede E10R3 do experimento 10.  

 

 

Analisando os resultados, é possível verificar que os resultados da rede E10R1 variam 

de 18,74 (3 neurônios) a 23,47 (8 neurônios) para a pressão sistólica e de 21,68 (1 neurônio) a 

30,35 (10 neurônios) para a pressão diastólica. Os erros da rede E10R2 variam de 19,98 (5 

neurônios) a 23,56 (9 neurônios) para a pressão sistólica e de 21,79 (2 neurônios) a 27,87 (9 

neurônios) para a pressão diastólica. Já os erros da rede E10R3 variam de 18 (8 neurônios) a 

23,83 (10 neurônios) para a pressão sistólica e de 20,8 (1 neurônio) a 32,08 (10 neurônios) 

para a pressão diastólica. A partir da análise dos resultados, é possível verificar que o único 

resultado que melhorou ao aumentar a quantidade de dados foi o referente ao uso apenas dos 

metabólitos salivares para prever a pressão sistólica. O melhor resultado para a pressão 

sistólica foi de um erro médio de 20,5 e desvio de 5,8 no experimento 6 contra um erro médio 

de 18,7 e desvio de 4,8 neste experimento. Todos os outros resultados deste experimento 

foram inferiores quando comparados aos resultados do experimento 6. 

5.1.11 Conclusão 

A partir da análise dos experimentos com o emprego de RNAs, verificou-se que, 

quando utilizados apenas os metabólitos salivares como variáveis de entrada, uma taxa média 

de 68,75% de acerto e um desvio de 18,48% foi o melhor resultado obtido para a tentativa de 

prever a hipertensão arterial crônica (experimento 5). Quando utilizados apenas o IMC e o 

peso pós-parto para a tentativa de previsão, uma taxa de 92% de acerto foi a melhor taxa 

encontrada (experimentos 1 e 3). Já com relação às tentativas de previsão utilizando como 

variáveis de entrada os metabólitos salivares mais o IMC e o peso pós-parto, o melhor 

resultado obtido foi de 88,33% com desvio de 14,9% (experimento 7). Na tentativa de prever 

a pressão sistólica, o melhor resultado foi um erro médio de 17,13 e um desvio de 5,18 
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(experimento 8). Já na tentativa de prever a pressão diastólica, o melhor resultado foi um erro 

médio de 18,77 e com desvio de 5,76 (experimento 8). Na maioria dos casos, a utilização do 

algoritmo 3 (seleção de variáveis) foi responsável pela melhora dos resultados. Além disso, a 

eliminação dos possíveis intrusos causou uma piora dos resultados de alguns experimentos e 

os que foram beneficiados tiveram melhoras pouco significativas, indicando que as entradas 

detectadas ou parte delas não eram intrusas. Com relação à inclusão dos novos dados, os 

resultados dos experimentos que fizeram uso deles foram muito semelhantes aos resultados 

dos outros experimentos.  

5.2 Doença Periodontal 

Esta seção descreve todos os experimentos e apresenta os resultados encontrados nas 

tentativas de classificar indivíduos com relação à doença periodontal.  

5.2.1 Experimento 1 

Este experimento utiliza as variáveis metabólicas selecionadas através da técnica de 

seleção de caraterísticas descritas na seção 4.1.5 deste trabalho para classificar um indivíduo 

quanto à doença periodontal. Tais variáveis são referentes à configuração DP1 e estão 

especificadas na tabela 12 da seção 4.1.5 e também na tabela 54 desta seção. Neste 

experimento, o preenchimento de dados faltantes, a normalização z-score e a seleção de 

características foram realizados (especificados na seção 4.1). Além disso, a detecção de 

intrusos não foi realizada (por não ter melhorado o desempenho das redes) e a validação 

cruzada k-fold foi utilizada a fim de dividir o conjunto de dados em treinamento, validação e 

teste, escolher a melhor rede e computar os resultados (média e desvio) para diferentes 

números de neurônios na camada escondida da rede. Como a variável “diagnóstico 

periodontal” foi representada utilizando a notação maximamente esparsa, foram utilizados 

três neurônios do tipo tangente hiperbólica na camada da saída, as quais indicam se o 

indivíduo é saudável ou sofre de gengivite ou sofre de periodontite. O número de neurônios 

na camada escondida varia de 1 a 10 dado que a melhor forma de descobrir tal número é 

analisando os resultados e escolhendo aquele que fornece os melhores resultados. Quanto à 

distribuição dos dados, em um total de 21 indivíduos, 15 são diagnosticados com 

periodontite, 3 com gengivite e 3 saudáveis. Foram utilizados apenas 21 indivíduos e não 24 

como nos experimentos da seção 5.1, pois 3 não estavam rotulados. Os detalhes da rede 
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utilizada são resumidos na tabela 63 e as variáveis de entrada e saída são apresentadas na 

tabela 64. 

 

Tabela 63: Detalhes das redes utilizadas no experimento 1.  

 

 

Tabela 64: Variáveis de entrada e saída utilizadas na rede do experimento 1.  

 

 

A tabela 65 apresenta os resultados obtidos na execução do experimento. Tal tabela 

apresenta a média da porcentagem de acerto e o desvio para diferentes números de neurônios 

na camada escondida (1 a 10).  

 

Tabela 65: Resultados do experimento 1. 

 

 

Através da análise dos resultados, verifica-se que a taxa de acerto varia de 61% (1 

neurônio) a 87,75% (7 neurônios). Considerando o melhor caso (7 neurônios), um resultado 

médio de 87,75% de acerto com um desvio de 3,96 foi obtido, o qual é um resultado 
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considerado bom, uma vez que a média é alta e o desvio baixo. Comparando com os 

resultados da rede E7R1 do experimento 7 da seção 5.1.1.7 (tentativa de prever a hipertensão 

arterial crônica), verifica-se que os resultados deste experimento foram bem melhores, o que 

indica que a doença periodontal é mais facilmente diagnosticada a partir dos metabólitos 

salivares do que a hipertensão arterial crônica.  

 

5.2.2 Experimento 2 

Este experimento tem como finalidade a utilização dos índices de diagnóstico da 

doença periodontal para classificar os indivíduos quanto à doença periodontal (configuração 

DP3 da seção 4.1.5). É esperado que a taxa de acerto da rede seja alta, visto que a 

classificação correta dos indivíduos quanto à doença periodontal é feita utilizando estes 

índices.  Como as próprias variáveis utilizadas para a classificação real dos indivíduos são 

utilizadas como variáveis de entrada, então a rede utilizada neste experimento apenas 

mapeará as regras utilizadas na classificação real dos indivíduos. Como no experimento 1, o 

preenchimento de dados faltantes, a normalização z-score, a seleção de características e a 

validação cruzada k-fold foram utilizados. A variação do número de neurônios na camada 

escondida e a distribuição dos dados também são idênticas ao experimento 1. Os detalhes da 

rede utilizada são resumidos na tabela 66 e as variáveis de entrada e saída são apresentadas na 

tabela 67. 

 

Tabela 66: Detalhes das redes utilizadas no experimento 2.  

 

 

Tabela 67: Variáveis de entrada e saída utilizadas na rede do experimento 2.  
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A tabela 68 apresenta a porcentagem média de acerto e o desvio obtido na execução 

do experimento 2 para diferentes números de neurônios na camada escondida. 

  

Tabela 68: Resultados do experimento 2.  

 

 

Como esperado, o resultado foi muito bom, uma vez que a melhor taxa média foi de 

96,12% com 10 neurônios. Comparado com o experimento 1, onde apenas os metabólitos 

salivares foram utilizados, vê-se que existe uma diferença significativa entre os resultados. 

Esta diferença poderia ter sido menor se mais dados fossem utilizados para treinar a rede do 

experimento 1 e se os números de elementos de cada classificação fossem parecidos, uma vez 

que o pequeno número de indivíduos que sofrem de gengivite e que são saudáveis 

provavelmente não possibilita que a rede generalize muito bem os dados. 

5.2.3 Experimento 3 

Este experimento é parecido com os experimentos 1 e 2, diferindo apenas nas variáveis 

de entrada utilizadas na rede neural. Tais variáveis são formadas pela união das variáveis 

metabólicas do experimento 1 com os índices de diagnóstico da doença periodontal utilizados 

no experimento 2. O objetivo deste experimento é verificar se a união dos índices de 

diagnóstico com os metabólitos salivares implica em resultados superiores ou pelo menos 

parecidos com os resultados do experimento 2. A tabela 69 resume os detalhes da rede 

utilizada neste experimento e a tabela 70 apresenta as variáveis de entrada e saída utilizadas.  
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Tabela 69: Detalhes das redes utilizadas no experimento 3.  

 

 

Tabela 70: Variáveis de entrada e saída utilizadas na rede do experimento 3.  

 

 

Os resultados deste experimento podem ser visualizados na tabela 71, a qual apresenta 

a porcentagem média de acerto da rede e o desvio para diferentes quantidades de neurônios (1 

a 10). 

Tabela 71: Resultados do experimento 3.  

 

 

A partir da análise da tabela, é possível verificar que a taxa média de acerto varia 

entre 62% (1 neurônio) e 88,5% (6 neurônios). Os resultados foram próximos aos resultados 

do experimento 1 e não chegaram próximo aos do experimento 2. Já era esperado que o 

resultado não fosse tão bom quanto o resultado do experimento 2, uma vez que nele a rede 

realiza apenas o mapeamento das regras utilizadas para a classificação real dos indivíduos 

quanto à doença periodontal. Entretanto, era esperado que o resultado deste fosse um pouco 

superior ao do experimento 1, uma vez que os índices de diagnóstico ajudariam a aumentar o 

desempenho da rede, mas não foi isto o que aconteceu. 
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5.2.4 Experimento 4 

Este experimento é a repetição dos experimentos 1, 2 e 3, mas com uma quantidade 

maior de dados. Como mencionado nos experimentos 9 e 10 da hipertensão arterial crônica, 

ao decorrer deste trabalho mais dados foram adquiridos, permitindo assim repetir os 

experimentos com uma quantidade maior de  dados. Anteriormente, foram utilizados dados 

referentes a 21 indivíduos, sendo que 15 foram diagnosticados com periodontite, 3 com 

gengivite e 3 com saúde periodontal. Como mencionado anteriormente, na literatura, são 

apresentadas diversas formas de realizar o diagnóstico da doença periodontal a partir do 

exame periodontal. Nos dados utilizados anteriormente não foi documentada a forma como o 

diagnóstico foi realizado, ou seja, as regras utilizadas sobre os dados coletados durante o 

exame periodontal (variáveis de “a” a “l” da seção 3.1.1.2) para classificar os indivíduos com 

saúde periodontal, gengivite e periodontite. Por essa razão, quando mais dados foram obtidos, 

um novo diagnóstico teve que ser realizado, resultando em alguns diagnósticos diferentes do 

anterior. Após esse novo diagnóstico, dos 30 indivíduos, 12 foram diagnosticados com saúde 

periodontal, 11 com gengivite e 7 com periodontite. As configurações compartilhadas entre 

as redes utilizadas neste experimento podem ser vistas na tabela 72 e as entradas e saídas 

utilizadas em cada rede deste experimento podem ser visualizadas na tabela 73. 

Tabela 72: Detalhes das redes utilizadas no experimento 4.  

 

 

Tabela 73: Variáveis de entrada e saída utilizadas na rede do experimento 4.  
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As tabelas 74, 75 e 76 são referentes aos resultados das redes E4R1, E4R2 e E4R3, 

respectivamente. Elas apresentam as taxas médias de acerto e os desvios para diferentes 

números de neurônios na camada intermediária. 

Tabela 74: Resultados da rede E4R1 do experimento 4.  

 

 

Tabela 75: Resultados da rede E4R2 do experimento 4.  

 

 

Tabela 76: Resultados da rede E4R3 do experimento 4.  
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O resultado obtido com a rede E4R1 (tabela 74) foi muito inferior ao resultado obtido 

no experimento 1, ao qual possui as mesmas configurações e variáveis de entrada e saída. O 

melhor resultado do experimento 1 foi um acerto médio de 87,75% com um desvio de 3,96%  

e o melhor resultado da rede E4R1 deste experimento foi um acerto médio de 83,8% com um 

desvio de 12,29%, evidenciando assim a piora dos resultados após a inclusão dos novos 

dados. Comparando a tabela 75, a qual é referente ao resultado da rede E4R2, com a tabela 68 

(experimento 2), a qual utiliza as mesmas variáveis de entrada e saída e possui a mesma 

configuração da rede E4R2, é possível ver que a rede E4R2 deste experimento apresentou 

resultados inferiores, uma vez que esta apresentou melhor resultado referente a um acerto 

médio de 64,6% e desvio de 11,67% e o melhor resultado do experimento 2 (tabela 68) foi 

um acerto médio de 96,12% e desvio de 7,26%. Esta piora expressiva nos resultados (tanto 

em relação à rede E4R1, quanto em relação à rede E4R2) pode ser justificada pela regra 

utilizada para o diagnóstico da doença periodontal, uma vez que o diagnóstico feito 

inicialmente não foi documentado e que, quando novos dados foram obtidos, foi necessário 

realizá-lo novamente (baseado no exame periodontal). A regra utilizada após a inclusão dos 

novos dados utiliza o PBS, NCI e o SS obtidos sobre cada sítio dos dentes para realizar o 

diagnóstico. Como as variáveis PBS, NCI e SS (descritas na seção 3.1.2.2) utilizadas nas 

redes do experimento 1, 3 e 4 são médias obtidas sobre os sítios, parte da informação é 

perdida, fazendo com que a rede não consiga mapear adequadamente a regra de diagnóstico. 

Diferente das outras redes, a E4R3 apresentou resultados muito bons e muito superiores à 

rede do experimento 3 (tabela 71). Enquanto a rede E4R3 apresentou no melhor caso um 

acerto médio de 100% com um desvio de 0%, a rede do experimento 3 apresentou média de 

88,5% com um desvio de 6,57%, evidenciando uma grande melhora após a inclusão dos 

novos dados. Essa melhora no resultado da rede E4R3 pode ser justificada pela união dos 

metabólitos salivares com o exame periodontal.  

5.2.5 Conclusão 

A partir da análise dos experimentos com RNAs é possível verificar que, antes de 

adicionar os novos dados, a taxa média de acerto tanto da rede que utilizou como variáveis de 

entrada apenas os metabólitos salivares (E1R1) como da rede que utilizou os dados do exame 

periodontal (E2R1) e da rede que utilizou os metabólitos mais os dados do exame periodontal 

(E3R1) foi alta (acima de 85% de acerto). Quando novos dados foram adicionados, um novo 

diagnóstico da doença periodontal teve que ser realizado, já que não haviam sido 



80 

 

documentados os critérios utilizados para o diagnóstico feito anteriormente. Com isso, houve 

uma piora nos resultados referentes às redes E1R1 (no experimento 4 chamada de E4R1) e 

E2R1 (no experimento 4 chamada de E4R2) e uma grande melhora na rede E3R1 (no 

experimento 4 chamada de E4R3). A piora dos resultados da rede E2R1 pode ser explicada 

pela mudança nos critérios utilizados para realizar o diagnóstico periodontal, uma vez que tal 

critério utilizou informações coletadas em cima de cada sítio dos dentes analisados (PBS, 

NCI e SS) e a rede utilizou apenas as médias destas informações. Já a piora da rede E1R1 

pode ser justificada pela maior complexidade do critério de diagnóstico utilizado após a 

inclusão dos novos dados. A união dos metabólitos salivares com os dados do exame 

periodontal na rede E4R3 permitiu com que a rede encontrasse nos metabólitos salivares as 

informações faltantes nas médias das variáveis utilizadas para realizar o diagnóstico 

periodontal. Com isso, houve uma grande melhora nos resultados chegando aos 100% de 

acerto. É importante ressaltar que as redes mais importantes são a rede do experimento 1 

(E1R1) e a primeira rede do experimento 4 (E4R1), as quais possuem configurações 

equivalentes. Isso se deve ao fato de as outras redes utilizarem as variáveis obtidas no exame 

periodontal nas variáveis de entrada e que, se as temos disponíveis, seria muito mais lógico 

realizar o diagnóstico utilizando os critérios de diagnóstico do que uma rede neural. 
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Capítulo 6. Conclusão e Trabalhos Futuros 

Analisando os resultados obtidos nos experimentos com RNAs descritos no Capítulo 5, é 

possível constatar que as redes neurais artificiais quando usadas para analisar os dados dos  

metabólitos salivares foram capazes de fornecer porcentagem de acerto alta para tentativa de 

prever a doença periodontal, uma vez que o experimento que fez uso apenas destes 

metabólitos para tentar prever a doença (experimento 2, Seção 5.2.2) forneceu bons 

resultados (média de acerto de cerca de 88% e desvio de 4%). Estes resultados podem ser 

considerados bons, pois foi possível verificar que existe uma grande correlação entre os 

metabólitos salivares e a doença periodontal, o que permite a criação de outros experimentos 

utilizando estes metabólitos a fim de obter resultados melhores e, se estes forem muito altos, 

poderão vir a permitir o desenvolvimento de aparelhos que façam o diagnóstico da doença a 

partir da saliva. Apesar de o resultado ter sido alto, este não foi satisfatório para o 

diagnóstico, uma vez que 88% de acerto ainda permite que uma grande quantidade de 

indivíduos seja classificada incorretamente quanto à doença periodontal. 

Em relação à hipertensão arterial crônica, os resultados das tentativas de previsão foram 

inferiores aos resultados da doença periodontal (68,75% de acerto quando apenas 

considerados os metabólitos salivares e 18,48% de desvio). Com aplicação de técnicas de 

pré-processamento extras (seleção de características) foi possível aumentar a taxa de acerto 

da tentativa de previsão da hipertensão arterial crônica, quando utilizados apenas os 

metabólitos salivares, de 60,75% com desvio de 18,86% (experimento 1) para 68,75% com 

desvio de 18,48% (experimento 5). Apesar do aumento, os resultados foram insatisfatórios 

quando considerados apenas os metabólitos salivares, uma vez que a média do melhor 

experimento foi apenas razoável e o desvio foi alto. Quanto à utilização apenas do IMC e do 

peso para a tentativa de previsão, o resultado do experimento 1 foi alto (92% de acerto médio 

com 10,05% de desvio). Este resultado evidencia o que vem sendo apresentado em diversos 

trabalhos relacionados à hipertensão arterial, que é a relação existente entre o peso e a pressão 

arterial ([HUANG et al., 1998], [STAMLER R et al., 1978], [HAVLIK et al., 1983], [BARKER, 

2006]). Quando os metabólitos salivares foram utilizados em conjunto com o IMC e o peso, o 

melhor resultado (tabela 47, 5 neurônios) foi de 88,33% com desvio de 14,9%. Como 

conclusão dos resultados das tentativas de previsão da hipertensão arterial crônica através do 

emprego de RNAs, percebe-se que os experimentos realizados com os metabólitos parecem 
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revelar certa associação entre tais metabólitos e a hipertensão arterial crônica, mas é 

necessário realizar outros experimentos a fim de confirmá-la. 

Em relação à tentativa de prever as pressões sistólica e diastólica, os resultados obtidos 

foram muito ruins, uma vez que o melhor resultado obtido para a pressão sistólica foi no 

experimento 8, quando utilizados os metabólitos salivares, o IMC e o peso pós-parto (erro 

médio de 17,13 e desvio 5,18) e para pressão diastólica foi também no experimento 8 com 

um erro médio de 18,77 e com um desvio de 5,76 quando utilizados apenas os metabólitos 

salivares. Como conclusão, não foi possível realizar a previsão das pressões arteriais devido 

aos erros encontrados serem grandes. 

Como trabalhos futuros, poder-se-ia repetir os experimentos realizados neste trabalho 

com uma quantidade maior de dados, uma vez que a quantidade utilizada neste foi muito 

pequena e tendo um maior número de dados, certamente as RNAs generalizariam melhor os 

dados e, consequentemente, o desempenho seria melhor. Além disso, outras técnicas de 

classificação podem ser utilizadas a fim de tentar obter resultados superiores aos aqui obtidos. 

Também, poder-se-ia verificar os intrusos de outra forma a fim de ver se os seis selecionados 

eram realmente intrusos ou se apenas parte deles eram. 
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