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DISSERTAÇÃO SUBMETIDA AO CORPO DOCENTE DO INSTITUTO

ALBERTO LUIZ COIMBRA DE PÓS-GRADUAÇÃO E PESQUISA DE
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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

REDES NEURAIS PARA MONITORAÇÃO DE ESTACIONARIEDADE DE

SINAIS DE SONAR PASSIVO

Ricardo Rezende Ramos

Setembro/2011

Orientador: José Manoel de Seixas

Programa: Engenharia Elétrica

Sinais de sonar passivo apresentam caracteŕısticas não estacionárias, acarretando

na necessidade de sua análise ser realizada em janelas. A mudança na estat́ıstica do

sinal do sonar necessita ser detectada em tempo real, de forma que as técnicas de

separação de interferências entre contatos, como a ICA, por exemplo, e os classifica-

dores automáticos, geralmente fortemente baseados na estat́ıstica do sinal, tenham

sua performance maximizada. Este trabalho tem por objetivo apresentar o desenvol-

vimento de um sistema neural de monitoração de sinais de sonar passivo, com base

em uma rede não supervisionada ART modificada, que acompanha a estat́ıstica do

sinal, de forma a indicar posśıveis alterações. A rede ART modificada foi utilizada

para fazer a clusterização dos espectros de frequência do sinal periodicamente. A

análise DEMON foi utilizada para a obtenção dos espectros do sinal. Devido à ele-

vada dimensão dos dados de entrada, foi utilizada uma técnica de pré-processamento

do sinal para redução de dimensionalidade, a PCA. Adicionalmente, foi avaliado o

impacto do uso de ICA na eficiência de um classificador MLP. Os resultados mos-

traram os benef́ıcios, em termos da eficiência da classificação neural de contatos, da

utilização de ICA no pré-processamento do sinal de sonar passivo.

Visando validar o sistema de monitoração proposto, alguns testes foram realiza-

dos fazendo uso da informação mútua e dos cumulantes cruzados de quarta ordem

como figuras de mérito da não estacionariedade estat́ıstica. Nos melhores casos, uma

eficiência de deteção de até 89% foi atingida, para os cumulantes cruzados como fi-

gura de mérito, e de até 75%, para a informação mútua como figura de mérito. Os

resultados demonstram a aplicabilidade do sistema de monitoração proposto como

ferramenta de aux́ılio ao operador de sonar na tomada de decisão.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

NEURAL NETWORKS FOR STATIONARITY MONITORING OF PASSIVE

SONAR SIGNALS

Ricardo Rezende Ramos

September/2011

Advisor: José Manoel de Seixas

Department: Electrical Engineering

Passive sonar signals present a nonstationary behavior in such a way that their

analysis should be performed in windows. The sonar signal statistical fluctuations

need to be detected in real time, so that the blind source separation techniques of

interference between contacts, ICA, for instance, and the automatic classifiers, which

usually rely on signal statistics, have their performance maximized. This work aims

to present the development of a neural monitoring system of passive sonar signals

based on an unsupervised modified ART network, which tracks the statistics of the

signal in order to indicate possible changes. The ART network was used to perform

the clustering analysis of the signal spectra periodically. The DEMON analysis was

used to obtain the spectra of the signal. Due to the high dimensional data space,

PCA was used in the preprocessing stage for dimensionality reduction. In addition,

the impact of the passive sonar signal preprocessing with ICA on the efficiency of a

MLP classifier was evaluated. The results pointed to the benefits of using ICA in

terms of the efficiency of neural classification of contacts.

Aiming at validating the monitoring system some tests were performed by com-

paring the monitoring system response with the mutual information and the fourth-

order cross-cumulants of the sonar signal, both being used as figures of merit. In the

best results an efficiency up to 89% was accomplished, for the cross-cumulants as

figure of merit, and up to 75%, for the mutual information. The results demonstrate

the applicability of the proposed monitoring system to aid the sonar operator.
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consideradas mudanças. . . . . . . . . . . . . . . . . . . . . . . . . . 58
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Caṕıtulo 1

Introdução

O ambiente do fundo do mar caracteriza-se por ser extremamente ruidoso e por

produzir sinais acústicos de naturezas estat́ısticas distintas, tornando o ramo de

acústica submarina um terreno fértil para engenheiros e pesquisadores. Os sistemas

empregados na detecção e no processamento de áudio no meio submarino são co-

nhecidos como sistemas de sonar [1]. Um destes sistemas, conhecido como sistema

de sonar passivo, utiliza trandutores de som para sinal elétrico, conhecidos como

hidrofones, responsáveis por captar o rúıdo do ambiente submarino. Outro sistema,

o sonar ativo, também faz uso de hidrofones, porém se diferencia do sonar passivo

pelo fato de emitir um sinal de áudio, e aguardar pelo retorno das reflexões do sinal

emitido. O sonar passivo permanece em silêncio, apenas captando os rúıdos do am-

biente. Tais sinais de rúıdo são processados por uma cadeia de processamento com

a finalidade de condicionar os sinais para as etapas de detecção e de classificação

de contatos. A tarefa de classificação pode ser realizada por um operador de sonar

(OS) e por classificadores automáticos.

Há décadas, o sistema de sonar passivo desperta profundo interesse no meio mi-

litar [1–4], sendo extensa sua aplicação na tarefa de identificação de embarcações

inimigas, também conhecidas como contatos, em operações submarinas. Esta ta-

refa requer o uso de sistemas de hardware e software sofisticados, dado que o sinal

de interesse, o rúıdo irradiado pelos contatos, é fortemente corrompido por outras

fontes de rúıdo. Outro problema recorrente que prejudica a detecção do sinal é a

interferência entre contatos. Os hidrofones são posicionados de maneira a formar

arranjos (ciĺındricos, por exemplo), sendo capazes de escutar a presença de conta-

tos em todas as direções. Nestes arranjos, são usados filtros espaciais, chamados

de formadores de feixe, para separar o rúıdo recebido e as diferentes direções (as

marcações). Não raramente, o sinal de um contato interfere significativamente no

sinal de outros contatos, principalmente, quando há a presença de dois ou mais

contatos irradiando rúıdo em marcações próximas, dificultando a identificação e a

classificação do contato tanto pelo OS como por sistemas automáticos.
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Estudos recentes têm sido realizados com o objetivo de melhorar a performance

dos sistemas de detecção de sinais de sonar passivo, com destaque para dois quesitos:

o aumento da relação sinal-rúıdo e a atenuação da interferência entre contatos. Am-

bos produzem efeitos diretos e benéficos para os sistemas de classificação. Técnicas

avançadas de pré-processamento vêm sendo avaliadas exaustivamente com esta fi-

nalidade. Entretanto, a performance destas técnicas é bastante senśıvel a alterações

nas densidades de probabilidade dos sinais utilizados na estimação dos modelos

de pré-processamento e classificação, em outras palavras, essas técnicas requerem

processos estatisticamente estacionários. Caso ocorram alterações na estat́ıstica do

sinal, indicando uma provável não estacionariedade, tais modelos estimados deixam

de ser ótimos, demandando uma nova estimação, com base na nova densidade de

probabilidade do sinal.

Sendo assim, uma ferramenta capaz de monitorar a estat́ıstica do sinal de sonar

passivo é de grande valia para o OS, que passaria a ter um indicador de quando os

modelos iriam requerer uma nova atualização. A disponibilização de tal sistema de

apoio possui grande relevância, já que resulta em maiores rapidez e confiabilidade

no processo de tomada de decisão, em um ambiente onde um simples eqúıvoco pode

ter um alt́ıssimo custo material e humano.

1.1 Objetivos da Dissertação

O objetivo fundamental deste trabalho é apresentar o desenvolvimento de um sis-

tema de monitoração capaz de acompanhar a estat́ıstica do sinal de sonar pas-

sivo, provendo subśıdios para os sistemas de pré-processamento e classificação. As

técnicas de processamento de sinais utilizadas no ambiente de sonar passivo cada

vez mais necessitam acessar estat́ısticas de ordem superior para estimação e parame-

trização de seus modelos. Este fato traz a necessidade de verificação da estacionarie-

dade do sinal do sonar, pelo menos até a ordem de interesse. Diante desta realidade,

uma técnica de acompanhamento foi concebida, consistindo em se observar o com-

portamento do sinal das marcações do sistema de sonar passivo periodicamente. A

cada parada para avaliação é feita a clusterização de um conjunto de espectros de

potência de um trecho especificado do sinal. É proposta a utilização de uma rede

neural baseada na rede ART modificada (Adaptive Ressonance Theory) [5], para a

clusterização do sinal, devido à simplicidade de implementação, plasticidade e ve-

locidade de processamento, o que foi observado em trabalhos anteriores [6]. Um

conjunto de parâmetros é disponibilizado pelo sistema de monitoração a cada pa-

rada para observação, com base no resultado da clusterização, sendo considerados,

o número de clusters formados, o posicionamento relativo destes clusters e as dis-

persões intra e extra-cluster. A evolução de tais parâmetros ao longo do sinal é
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avaliada usando um processo de tomada de decisão, para indicar se houve ou não

alteração na estat́ıstica do sinal.

A base de dados avaliada no trabalho consiste em sinais de áudio de navios

reais captados por um sistema de sonar passivo instalado em um submarino da

Marinha do Brasil, operando em condições reais em águas profundas. Estes sinais

passam por uma cadeia de pré-processamento, similar à proposta em [3], que provê

os dados de entrada do sistema de monitoração. Os dados de sáıda da cadeia de

pré-processamento possuem dimensão elevada, de forma que a utilização da técnica

de Análise de Componentes Principais (PCA) [7] é proposta para redução de dimen-

sionalidade. Trabalhos anteriores obtiveram bons resultados com o uso de PCA em

sinais de sonar passivo [8, 9].

Adicionalmente, considerando-se que o trabalho envolve a separação de fontes

com Análise de Componentes Independentes (ICA, em inglês), foi avaliado o im-

pacto da classificação de contatos no espaço dos componentes independentes. Um

classificador neural multilayer perceptron (MLP) foi treinado com os espectros de

potência disponibilizados pela análise espectral LOFAR, pré-processados com ICA.

Os resultados mostraram os benef́ıcios em termos da eficiência da classificação de

contatos pela utilização de ICA no pré-processamento do sinal do sonar passivo.

1.2 Organização do Texto

O texto foi estruturado em 6 caṕıtulos, incluindo o presente, que faz uma introdução

do trabalho, descrevendo a motivação e o objetivo da dissertação.

O Caṕıtulo 2 apresenta o tema Sistemas de Sonar Passivo, fazendo uma descrição

resumida do ambiente submarino. É feita uma explanação sobre a tecnologia de

sistemas de sonar passivo, na forma que são empregados neste trabalho. Apresenta-

se tanto a forma que é feita a captação dos rúıdos do fundo do mar, como a maneira

que os sinais são visualizados pelo Operador de Sonar. Uma revisão da literatura

sobre os trabalhos que vem sendo realizados nas áreas de pesquisa do escopo desta

dissertação é apresentada ao final do caṕıtulo.

O Caṕıtulo 3 descreve com mais detalhes a forma como é feito o pré-

processamento do sinal de sonar passivo, mostrando como são implementadas algu-

mas das técnicas empregadas. São apresentadas as análises espectrais DEMON (De-

tection of Envelope MOdulation on Noise) e LOFAR (LOw Frequency Analysis and

Recording) [1]. Na sequência, discorre-se sobre os aspetos teóricos de compactação

de dados e separação cega de fontes, sobretudo, PCA e Análise de Componentes

Independentes (ICA, em inglês) [10], respectivamente. Tais análises desempenham

papel fundamental na cadeia de pré-processamento do sinal de sonar, tanto para o

trabalho de visualização do Operador de Sonar, como para os sistemas automáticos
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de detecção e classificação de contatos. No final do caṕıtulo, é feita uma avaliação

da base de dados utilizada neste trabalho.

O Caṕıtulo 4 apresenta em detalhes a metodologia utilizada para o desenvolvi-

mento do sistema de monitoração proposto. São mostrados os prinćıpios de fun-

cionamento do sistema de monitoração e a forma que este pode interagir com os

sistemas de redução de interferências e de classificação, provendo subśıdios para a

tomada de decisão de atualizar ou não os modelos.

O caṕıtulo seguinte dedica-se a descrever os testes do sistema de monitoração

com a base de dados experimental, mostrando os resultados obtidos. É apresentada

como é feita a sintonia dos parâmetros do sistema. São apresentados os resultados

da validação do sistema de monitoração, utilizando como figura de mérito a medida

de informação mútua. Ao final, são mostrados os resultados do projeto de um clas-

sificador neural que utiliza ICA no pré-processamento, para demonstrar o impacto

do uso de ICA na classificação neural de contatos.

Finalmente, o Caṕıtulo 6 apresenta as conclusões do trabalho e suas contribuições

para a área de Detecção de Sinais de Sonar Passivo. São apontadas as perspectivas

futuras, acompanhadas de sugestões de novos trabalhos.
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Caṕıtulo 2

Sistemas de Sonar Passivo

O funcionamento de um sistema de sonar passivo1 [1] se baseia na captação do

rúıdo irradiado por um alvo para, com este sinal acústico, realizar a detecção, a

localização e a classificação do alvo. Para um submarino, fica claro concluir o porquê

da opção pelo sistema de sonar passivo, uma vez que a emissão de um sinal, usando

um submarino, na tentativa de identificar um alvo inimigo, na verdade, revelaria a

posição do submarino. A Figura 2.1 ilustra de forma básica o cenário da detecção de

sinal de um sonar passivo. O OS é o responsável pela detecção e pela classificação

dos contatos que se aproximam do submarino, utilizando para esta tarefa os recursos

auditivos e visuais do sistema de sonar passivo[11]. A detecção da presença e da

posição de um contato pode ser feita, por exemplo, pela observação da energia que

chega em cada direção (marcação) do sonar, e a classificação deste contato, através

da audição do sinal da marcação e das análises espectrais deste sinal, como, por

exemplo, as análises DEMON (Detection Envelope MOdulation on Noise) e LOFAR

(LOw Frequency Analysis and Recording) [1]. Como se trata de um ser humano, o

OS é pasśıvel de sofrer com a fadiga com o passar do tempo, de forma que sistemas

classificadores automáticos ganham importância no aux́ılio à tomada de decisão em

relação à detecção e à classificação dos contatos.

O sonar passivo permanece em silêncio escutando não apenas o rúıdo emitido

pelos contatos, como também o rúıdo de fundo, ou seja, os rúıdos emitidos por

qualquer outra fonte presente no ambiente submarino, com potência suficiente para

ser captada pelos sensores do sonar. Pode-se citar o rúıdo ambiente, o rúıdo de

outras embarcações e o rúıdo irradiado pela própria embarcação onde o sonar está

instalado, como fontes conhecidas que compõem o rúıdo de fundo que é captado pelos

sensores do sonar passivo [6]. Além disso, o rúıdo irradiado pelo alvo sofre tanto

perdas naturais pela propagação no meio, como flutuações de energia pela chegada

no sensor de sinais atrasados em fase, devido à reflexão na superf́ıcie e no fundo do

1SONAR = SOund NAvigation and Ranging

5



mar [6]. Nesta mesma referência, verifica-se que este efeito causado pela reflexão,

ou reflexões, do rúıdo irradiado pelo alvo é ainda mais cŕıtico quando a navegação

ocorre em águas rasas, uma vez que o sensor fica mais próximo da superf́ıcie e do

fundo do mar.

Figura 2.1: Detecção de Sinal de Sonar Passivo.

SOARES FILHO [6] fez uma descrição detalhada das fontes de rúıdo irradiado

por embarcações, quais sejam, navios, submarinos e torpedos, podendo ser classifi-

cadas em três tipos: rúıdo de máquinas, rúıdo de hélice e rúıdo hidrodinâmico. No

mesmo trabalho, são apresentados os tipos mais comuns de máquinas presentes em

uma embarcação com propulsão Diesel-elétrica.

O rúıdo de máquinas tem origem na vibração mecânica das máquinas operando

dentro de uma embarcação em movimento, sendo transmitido ao casco e acoplado à

água. Já o rúıdo de hélice, mesmo este sendo parte das máquinas em operação, surge

com um diferencial em relação ao rúıdo de máquinas. No caso, ele é gerado fora

do casco da embarcação, pela rotação do hélice e pelo movimento da embarcação,

estando em contato direto com a água. O rúıdo hidrodinâmico tem origem no

contato da embarcação em movimento com fluxos irregulares de ĺıquido. Os rúıdos

de máquinas e de hélice são os mais representativos no espectro do rúıdo irradiado

pelas embarcações, na grande maioria dos casos [6].

Não bastasse o ambiente rico em fontes ruidosas de diferentes tipos, o rúıdo

irradiado pelas embarcações sofre muitas modificações, que são variantes no tempo,

durante sua propagação no meio oceânico, vindo a ser considerado não estacionário,

quando captado pelos hidrofones do sistema de sonar passivo [6, 12].

Muitos dos algoritmos de processamento de sinais acústicos submarinos par-

tem da premissa de que o rúıdo presente é estacionário, independente e Gaussiano,

mesmo aqueles que fazem uso de estat́ısticas de ordem superior (cumulantes de

terceira e de quarta ordem) [12]. Caso a estacionariedade não esteja garantida, e

sejam verificadas flutuações momentâneas ou permanentes na estat́ıstica do sinal, a

performance esperada destes algoritmos poderá ser afetada. Neste contexto, uma
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ferramenta que seja capaz de apontar alterações significativas na estat́ıstica do sinal

de sonar ganha importância. Esta se constitui em uma das principais motivações

para o desenvolvimento desta dissertação.

2.1 Descrição do Sistema de Sonar Passivo

O sistema de sonar passivo utilizado para adquirir os sinais que formam a base de

dados utilizada neste trabalho pertence à Marinha do Brasil, tendo sido descrito

em detalhes em [11]. Os dados foram coletados por um submarino operando em

águas profundas e com navios reais. Há mais de uma década, este ambiente vem

fomentando diversos trabalhos de pesquisa [3, 6, 9, 11, 13–18].

A Figura 2.2, extráıda de [11], ilustra o cenário de aplicação do sistema de

sonar passivo em questão. O sistema, instalado em um submarino, é composto por

um arranjo ciĺındrico de hidrofones (CHA, em inglês), que forma feixes através da

técnica atraso e soma. Este conformador de feixes (beamformer) trata-se de um filtro

espacial que combina os sinais de diferentes hidrofones com o objetivo de enfatizar

os sinais provenientes de uma marcação (direção) espećıfica, em detrimento dos

sinais de outras marcações. Neste arranjo ciĺındrico, um feixe direcional é formado

pelos sinais de 32 sensores adjacentes, conforme a Figura 2.3, extráıda de [11]. Esta

conformação de feixes tem a finalidade de estimar os sinais provenientes de cada

marcação, possibilitando o cálculo da energia na direção e banda de frequência de

interesse [3]. O sistema mantém uma vigilância omnidirecional com 96 bins de

resolução, cada um formando um feixe, o que significa, em uma faixa que vai de 0o

a 360o, uma resolução angular de 3, 75o.

A Figura 2.4, extráıda de [4], mostra o gráfico da evolução temporal da energia

em função da marcação (marcação x tempo) gerado na análise beamforming. O eixo

horizontal representa a marcação, 0 a 360o, e o eixo vertical representa o tempo,

onde o intervalo entre duas marcas maiores corresponde a um minuto. Através

da audição do sinal de áudio e do acompanhamento da energia presente em cada

marcação em função do tempo é que o OS realiza a tarefa de detecção do contato.

Geralmente, devido à proximidade entre os feixes, pode ocorrer interferência entre

eles, o que prejudica o trabalho de detecção e classificação do contato pelo OS [13].

Neste contexto, a cadeia de pré-processamento do sistema do sonar passivo de-

sempenha o importante papel, objetivando não apenas atenuar o rúıdo de fundo

presente no sinal recebido, como também realizar a separação do sinal de interesse

das posśıveis interferências presentes, tais como outras fontes de rúıdo do ambi-

ente submarino, o rúıdo próprio do submarino e os sinais de outras marcações. No

Caṕıtulo 3, são apresentadas algumas das técnicas utilizadas no pré-processamento

do sinal de sonar passivo com o objetivo de otimizar o trabalho de detecção e clas-
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Figura 2.2: Sistema de sonar passivo com um arranjo ciĺındrico de hidrofones [11].

Figura 2.3: Diagrama do arranjo ciĺındrico com os sensores usados na conformação
de feixes [11].
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sificação de contatos.

Figura 2.4: Evolução da energia (marcação x tempo) [4].

2.2 Revisão da Literatura

Boa parte dos trabalhos de pesquisa na área de sonar passivo possuem publicação

restrita, devido ao sigilo decorrente do constante interesse militar por esta área de

aplicação. O sistema de monitoração aqui proposto, da forma como foi concebido,

possui um caráter de inovação, havendo assim uma escassez de trabalhos publicados

com abordagem similar à que está sendo proposta. Alguns trabalhos encontrados

aplicam as técnicas utilizadas nesta dissertação, porém, em alguns dos casos, em

outros ambientes e com outros objetivos.

Ao longo das últimas três décadas, foi produzida uma farta literatura relacio-

nada aos temas detecção e classificação de sinais de sonar passivo [3, 8, 14, 18–26],

aplicados em distintos ambientes, todos fazendo uso de algum tipo de arquitetura

neural para a tarefa.

KNIGHT et al. [2] apresentaram um abrangente tutorial sobre o tema de proces-

samento digital de sinais de sonar. Foram abordados diversos aspectos sobre acústica

submarina e sobre os impactos técnológicos da adoção de sistemas eletrônicos digi-

tais no desenvolvimento dos sistemas de sonar. O tutorial abrange tanto o sistema

de sonar passivo como também o ativo. Deste trabalho, produzido pelos autores

ainda no ińıcio dos anos 80, cabe destacar um detalhe que tem relação direta com

o objetivo principal desta dissertação. São apontadas algumas premissas para o de-

senvolvimento das estruturas de hardware e software para processamento de sinais

de sonar passivo, quais sejam:

1. estacionariedade e/ou ergodicidade do sinal;

2. rúıdo espacial e temporalmente independente;
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3. modelos matematicamente convenientes para sinal, rúıdo e interferências es-

tat́ısticas;

4. modelos matematicamente convenientes para distorções de canal e estruturas

de recepção resultantes;

5. ausência de erros de implementação da eletrônica tais como tolerâncias em

magnitude e fase, jitter de frequência e rúıdo do processamento digital.

De maneira geral, as premissas (4) e (5), nos dias atuais, já não apresentam os

mesmos desafios que há 30 anos atrás, devido à consolidação de técnicas de mode-

lagem, processamento digital e de implementação de hardware digital. Entretanto,

as premissas (1), (2) e (3) permanecem a fomentar trabalhos de pesquisa e desen-

volvimento de técnicas avançadas que levem em consideração as condições reais do

ambiente submarino, ou seja, não estacionariedade, rúıdos com correlação espacial

e temporal, baix́ıssima relação sinal-rúıdo e a interferência entre marcações.

PERSSON e LEVONEN [27] propuseram um procedimento para condiciona-

mento do sinal de sonar passivo, fazendo uso de um teste estat́ıstico baseado no

teste Kolmogorov-Smirnov (K-S) [28] e de um algoritmo de rejeição gradual de ou-

tlier. O teste estat́ıstico é usado para a caracterização de não estacionaridades no

sinal de sonar passivo, que uma vez detectadas, são tratadas como outliers pelo

algoritmo de rejeição, que atua para suprimir tais não estacionaridades. As linhas

espectrais do sinal de sonar passivo são aplicadas ao procedimento proposto e, caso

a supressão dos outliers seja posśıvel, é esperada uma melhora na identificação de

contatos dos sistemas convencionais de sonar passivo. Os autores demonstram que

a atuação combinada do teste K-S com o algoritmo de rejeição de outliers consegue

encontrar e reduzir significativamente os componentes não estacionários do sinal de

sonar passivo. A desvantagem deste procedimento fica por conta da necessidade de

um conjunto de dados relativamente grande para conseguir boas estimativas.

PFLUG et al. [12] apresentaram um estudo sobre sinais captados por um arranjo

vertical de hidrofones de embarcações navegando em águas rasas. Os hidrofones

foram posicionados a 200 m da costa, próximo ao porto de San Diego, Califórnia,

onde foi feito o trabalho de campo. Os sinais analisados foram os rúıdos adquiridos, a

uma taxa de 1500 amostras por segundo, por dois hidrofones posicionados a 116 m e

192 m de profundidade, onde buscou-se avaliar a estacionariedade e a gaussianidade

[10] dos rúıdos. Outros dois sinais, de hidrofones posicionados a 140 m e 170 m,

foram adquiridos para análises de correlação do rúıdo entre marcações, também

conhecida como correlação espacial. Foram geradas gravações de 30 min de duração.

A posição dos navios durante o experimento foi acompanhada com o uso de radar,

com atualização a cada 2 min.
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Tanto o estudo da estacionariedade e da gaussianidade como o estudo da cor-

relação espacial que foram conduzidos são de extrema relevância, uma vez que afe-

tam diretamente os algoritmos de processamento de sinais acústicos submarinos, que

partem da premissa de que o rúıdo é estacionário, Gaussiano e independente, para

estimar seus modelos. A estacionariedade dos sinais é avaliada a partir do cálculo

dos cumulantes de segunda, terceira e quarta ordens. Para computar os cumulantes

ao longo de todo trecho dos sinais, foi utilizada uma janela deslizante de 1 segundo,

com 15 pontos de overlap. Os sinais foram divididos em segmentos de 1 min para

o processamento dos cumulantes. Os resultados revelaram peŕıodos locais de não

estacionariedade do rúıdo ambiente, de forma mais evidente nos cumulantes de se-

gunda e quarta ordem, variância e kurtosis [10], respectivamente, nos instantes que

apresentaram variação no tempo. Para validar a evidência de não estacionariedade,

foi aplicado o teste estat́ıstico K-S de duas amostras para identificar mudanças sig-

nificativas nas distribuições de probabilidade acumuladas dos sinais avaliados. Os

resultados validaram os indicativos das variações nos cumulantes de segunda e quarta

ordem como sendo representativos da presença de instantes de não estacionariedade

do rúıdo ambiente, em intervalos com duração de 2 a 6 min, ao longo da gravação

de 30 min.

Para identificar e quantificar os intervalos de não-gaussianidade dos sinais, foi

utilizado o teste K-S de 1 amostra. Os resultados indicaram a existência de peŕıodos

de não-gaussianidade no rúıdo que encontraram correspondência com os resultados

dos cálculos dos cumulantes2. A correlação entre marcações foi estimada através do

cálculo do coeficiente de correlação de Pearson [29] entre os rúıdos de cada marcação,

e os resultados indicaram que estes são correlacionados e que a correlação vai de

positiva para negativa conforme a distância entre os hidrofones aumenta.

VASSALI et al. [5] apresentaram um discriminador neural para classificação on-

line de part́ıculas em um experimento de alta taxa de eventos. O discriminador

realiza uma clusterização dos dados de entrada a partir de uma arquitetura de rede

neural baseada na camada de Kohonen com treinamento competitivo [7], chamada

de rede ART modificada. O conjunto de dados que alimenta o discriminador é pro-

jetado em seus componentes principais para redução de dimensionalidade do espaço

de entrada [7]. O discriminador obtém uma eficiência de classificação superior a

99,4%, para um falso alarme inferior a 2%. Os autores apresentam comparações

da rede ART modificada com a rede perceptron multicamadas (MLP, em inglês)

[7], mostrando que a primeira é mais rápida em tempo de execução. Os tempos de

execução foram computados a partir de implementações dos discriminadores basea-

dos em redes ART modificada e MLP em um processador digital de sinal (DSP, em

2Os cumulantes de ordens superiores, terceira ordem em diante, de processos aleatórios Gaus-
sianos são nulos [10].
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inglês) [30].

SOARES FILHO et al. [14] avaliaram o uso da análise de componentes princi-

pais (PCA) em sinais de sonar passivo no domı́nio da frequência, com o objetivo de

classificar o rúıdo irradiado por navios. O estudo foi conduzido a partir de três abor-

dagens distintas para extração e seleção dos componentes principais, quais sejam, a

PCA linear, a PCA não-linear (NLPCA, em inglês) [31] e a análise de discriminação

neural (NDA, em inglês) [32]. Todas as três técnicas foram implementadas utilizando

métodos neurais no processo de extração das direções principais (PCA e NLPCA) e

de discriminação (NDA).

SOARES FILHO et al. [14] conclúıram que, em comparação com a NLPCA e

a PCA, a NDA apresentou menor capacidade de retenção da informação do con-

junto de dados analisado, o que ficou evidente pela curva de energia acumulada em

função do número de componentes. Entretanto, o objetivo do trabalho foi encon-

trar a técnica com maior capacidade de discriminação. Em relação a este quesito,

a NDA obteve o melhor desempenho, chegando a 93% de eficiência com apenas 3

componentes. Já a PCA e a NLPCA precisam de cerca de 33 componentes para

atingir o mesmo ńıvel de eficiência.
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Caṕıtulo 3

Pré-processamento dos Dados

Como foi mostrado no Caṕıtulo 2, o rúıdo irradiado por um contato nas proximidades

do submarino, captado pelos hidrofones do sistema de sonar passivo, chega até o

conformador de feixes imerso no rúıdo de fundo, com a presença do rúıdo próprio

do submarino e, em alguns casos, com interferências de outras marcações. Para

detecção do contato, o OS pode acompanhar visualmente no gráfico marcação x

tempo a variação da energia em uma dada marcação, como foi mostrado na Seção

2.1. Já para a classificação, ele conta com o áudio da marcação e com as análises

espectrais realizadas no sinal, no caso, as análises DEMON e LOFAR [1]. Essas

análises espectrais não apenas disponibilizam os recursos visuais para o trabalho de

classificação do OS, como também fornecem os padrões de entrada para treinamento

e operação dos classificadores automáticos que vêm sendo adotados como ferramenta

de apoio à tomada de decisão.

Sistemas baseados em classificadores neurais vêm sendo testados com frequência,

inclusive pela Marinha do Brasil, em uma série de trabalhos na área de processa-

mento de sinais de sonar passivo [6, 8, 15, 18–20, 23–26]. A eficiência de classifica-

dores projetados a partir de redes neurais depende fortemente do pré-processamento

dos padrões de entrada utilizados em seu treinamento e em seu modo de operação.

Esse tratamento dos dados inclui a filtragem do sinal, a demodulação, o janelamento

do sinal para obtenção dos espectros, a estimação do rúıdo de fundo e a redução de

dimensionalidade. Recentemente, técnicas de separação cega de fontes vêm sendo

avaliadas para reduzir o efeito da interferência de contatos [3, 11, 13], sobretudo a

ICA, constituindo-se em mais uma etapa da cadeia de pré-processamento.

Neste caṕıtulo, na Seção 3.1, são descritos a forma como estão implementadas e

o funcionamento das análises espectrais LOFAR e DEMON. Nas Seções 3.2 e 3.3,

a técnica PCA, para redução de dimensionalidade, e ICA, para separação cega de

fontes, respectivamente, são apresentadas. Ao final, é feita uma descrição da base de

dados utilizada neste trabalho, através da aplicação nesta base de dados das técnicas

descritas neste caṕıtulo.
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3.1 Análises Espectrais

Nesta seção, são apresentadas as análises espectrais LOFAR e DEMON e seu papel

na cadeia de pré-processamento do sinal do sonar passivo.

3.1.1 Análise LOFAR

O objetivo da análise LOFAR é realizar uma análise espectral de banda estreita

para obter os tons presentes no sinal de aúdio de uma dada marcação, fornecendo

os espectros que serão visualizados pelo OS para fazer a classificação dos contatos

[11]. Essa análise na frequência é que, atualmente, tem sido utilizada no projeto

de classificadores automáticos [15]. Esses tons presentes no espectro do rúıdo irra-

diado normalmente representam a vibração das máquinas da embarcação em fun-

cionamento [6], conferindo uma espécie de assinatura acústica para cada classe de

embarcação.

O diagrama em blocos da Figura 3.1 mostra uma maneira de como a análise

LOFAR pode ser implementada, visando estimar o conteúdo espectral na faixa de

frequência de interesse e realçar os tons espectrais que são relevantes no sinal da

marcação [11, 15]. Inicialmente, o sinal na direção de interesse é separado em blocos

de 1024 pontos e processado através da aplicação de uma janela de Hanning [30].

Após esta multiplicação, o sinal é transformado para o domı́nio da freqüência usando-

se a transformada rápida de Fourier (FFT) [30]. Esse procedimento de obtenção

dos espectros a partir de transformada rápida de Fourier em janelas também é

conhecido na literatura como STFT (Short-Time Fourier Transform) [33]. O módulo

do espectro obtido é normalizado através da aplicação do algoritmo TPSW (Two-

Pass Split Window) [1]. Esta normalização é implementada estimando-se o rúıdo

de fundo presente em cada espectro e realizando-se a divisão do espectro ponto a

ponto por esta estimativa. Uma janela de largura 2n+ p pontos, conforme a Figura

3.2, extráıda de [15], é utilizada para esta estimativa. A estimativa representa o

valor médio calculado a partir do resultado da convolução da janela com os pontos

do espectro. Esta normalização, além de remover a tendência de variação lenta no

espectro, faz uma equalização dos tons que estão presentes no sinal, de forma que as

amplitudes em todo o espectro fiquem próximas umas das outras [11]. Em [6, 15], é

mostrado em detalhes como funciona e se especifica o algoritmo TPSW.

Figura 3.1: Diagrama em blocos da análise LOFAR.
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.

pontos

Figura 3.2: Exemplo de janela utilizada pelo algoritmo TPSW com p = 5 e n = 6
[15].

O resultado da análise LOFAR é a disponibilização de espectrogramas para visu-

alização do OS, como o que é mostrado na Figura 3.3. O eixo horizontal representa a

frequência e o eixo vertical, o tempo. Através do espectrograma, o operador de sonar

pode acompanhar como varia no tempo a densidade espectral do sinal. As linhas

verticais mais escuras denotam valores mais altos de energia do espectro, correspon-

dendo aos tons das máquinas da embarcação [11]. Esses espectros são utilizados

para o treinamento e a operação dos classificadores automáticos baseados em redes

neurais.

O espectrograma da Figura 3.3 abrange a faixa de frequência de 0 a 15kHz. Em

[6], uma análise detalhada mostrou que para a classificação de navios, uma faixa de

frequência de 0 a 3kHz foi suficiente para obter próximo de 90% de eficiência de um

classificador neural MLP.

3.1.2 Análise DEMON

A análise DEMON realiza uma análise espectral de banda estreita, que busca forne-

cer informação sobre o rúıdo de cavitação do contato, que está relacionado ao hélice

(frequência de rotação) e seus componentes (número de pás) [1]. Sua aplicação está

atrelada à classificação do contato. O diagrama em blocos da Figura 3.4 mostra

como funciona a análise DEMON [3]. O sinal adquirido é filtrado por um filtro

passa-banda, ajustado na banda onde o sinal de interesse (cavitação) é mais fre-

quente. Na sequência, o sinal é elevado ao quadrado, como em uma demodulação

tradicional. O sinal é então decimado para chegar a uma frequência de amostragem
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Figura 3.3: Espectrograma da análise LOFAR da marcação 190o. A magnitude dos
espectros está em dB.

mais baixa, até atingir a banda que contém a faixa de rotações de interesse, por

exemplo, de 0 a 1500 rpm (0 a 25 Hz). A FFT com base em janelas de Hanning [30]

é aplicada em todo trecho de sinal, obtendo-se uma sequência de janelas de espec-

tros do sinal. Finalizando, o algoritmo TPSW, como na análise LOFAR, é usado na

normalização de cada espectro, reduzindo o rúıdo de fundo e enfatizando os picos

de sinal do contato.

Figura 3.4: Diagrama em blocos da análise DEMON.

A Figura 3.5 mostra o resultado da análise DEMON aplicada ao sinal da

marcação 190o. Observa-se a correspondência entre as linhas verticais mais eviden-

tes no espectrograma e os picos do espectro médio. A identificação da ocorrência

de interferência mútua entre marcações pode ser feita através da análise DEMON,

o que será mostrado com mais detalhes na Seção 3.4.
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Figura 3.5: Espectrograma da análise DEMON e espectro médio na marcação 190o.

3.2 Redução de Dimensionalidade com PCA

A Análise de Componentes Principais (PCA) é uma técnica clássica usada em análise

estat́ıstica multivariável para extração de caracteŕısticas e compactação de dados [7].

A PCA tem origem na formulação matemática de uma representação de processos

estocásticos como uma combinação linear de funções ortonormais, conhecida como

expansão Karhunen-Loève [34]. Esta expansão, derivada originalmente para o caso

analógico [34], encontra uma base de funções ortonormais que é ótima no sentido de

minimizar o erro médio quadrático total na representação do processo estocástico ori-

ginal. Para fins de compactação, o propósito básico da PCA é remover a redundância

contida nos dados originais, através de uma redução de dimensionalidade, onde esta

redundância é medida explorando-se as correlações entre os dados analisados. Neste

caso, a PCA funciona como uma técnica de compactação com perdas, tendo como

meta a retenção do máximo de informação relevante sobre os dados originais nos

componentes mais representativos. O detalhamento teórico da técnica, bem como

sua aplicação em casos práticos, pode ser encontrado extensamente na literatura

[7, 10, 14, 35], de forma que será feita apenas uma breve e simplificada descrição da

técnica.

A abordagem básica em PCA é conceitualmente simples. Inicialmente, sejam

os dados originais representados pelo processo estocástico de média zero X de di-

mensões n × d, sendo n o número de eventos e d a dimensão do espaço dos dados
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originais. A matriz de covariância ΣX de X é calculada para todo o conjunto de

dados dispońıvel [36]. Em seguida, calculam-se os d autovalores λk e os d autoveto-

res ek de Σx, ordenando-os em ordem decrescente dos seus respectivos autovalores.

Em outras palabras, a ordenação dos autovetores é tal que os respectivos autova-

lores λ1, . . . , λn satisfazem λ1 ≥ λ2 ≥ . . . ≥ λd. Na sequência, selecionam-se os l

autovetores correspondentes aos l maiores autovalores, e constrói-se uma matriz A

de dimensões d × l, com os autovetores selecionados distribúıdos nas colunas, for-

mando uma base ortogonal. Cada autovalor informa a quantidade de energia que

cada autovetor principal correspondente representa do espaço dos dados originais.

Os demais d − l autovalores e autovetores são descartados, já que representam in-

formação sem relevância do espaço dos dados originais. Como foi mostrado em [14],

uma boa capacidade de reconstrução dos dados nem sempre significa boa capacidade

de discriminação, requerendo cuidados nos critérios de corte. Finalmente, os dados

originais são projetados nas direções dos autovetores em A, através da seguinte

transformação linear:

X′ = XA. (3.1)

Os eventos transformados contidos em X′ representam as projeções dos dados ori-

ginais nas direções principais.

3.3 Separação Cega de Fontes com ICA

A Análise de Componentes Independentes (ICA, em inglês) consiste em uma técnica

de separação cega de fontes em uma mistura, que explora a não-gaussianidade dos

sinais para estimação da matriz de separação [10]. Para isto, busca-se encontrar

um modelo linear de representação onde os componentes sejam estatisticamente

independentes. O modelo mais simples pode ser representado na forma compacta:

x(t) = As(t),

onde s(t) = [s1(t), . . . , sn(t)]T representa os sinais das n fontes. Os n sinais obser-

vados são adquiridos para formar x(t) = [x1(t), . . . , xn(t)]T , que são os sinais que se

encontram dispońıveis. A representa a matriz de mistura n x n. A recuperação das

fontes s(t) deve ser feita utilizando-se somente as observações x(t), considerando a

independência estat́ıstica entre as fontes. Isto só pode ser conseguido através do

cálculo iterativo da matriz de separação B (n x n), uma vez que somente as ob-

servações x(t) estão dispońıveis. Caso a matriz A fosse conhecida, o problema se

resolveria facilmente através de sua inversão. Sendo assim, as estimativas y(t) das
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fontes s(t), são obtidas a partir de:

y(t) = Bx(t).

Para estimação da matriz B, algumas abordagens têm sido pesquisadas, como

os algoritmos FastICA [37], JADE [38] e Akuzawa [39]. Tais abordagens vêm sendo

aplicadas ao problema do sonar passivo [3]. Uma descrição resumida destes algorit-

mos será feita a seguir.

FastICA

O algoritmo FastICA estima o vetor w(k), sendo este uma das colunas da matriz

ortogonal de separação B. O algoritmo aplica PCA e requer dados branqueados

antes do processo de estimação [10]. A derivação do algoritmo resulta na seguinte

regra de atualização para w:

w(k) = E{x(w(k − 1)T x)3} − 3w(k − 1) (3.2)

O FastICA converge em poucas iterações devido à sua convergência cúbica [37].

Pela regra 3.2, os vetores w(k) são estimados um por vez. A extensão da regra para

obtenção de todos os vetores w(k) em paralelo encontra-se detalhada em [10].

JADE

O algoritmo Joint Approximate Diagonalization of Eigenmatrices (JADE) se baseia

na busca da solução do problema de autovalores do tensor cumulante [10], realizando

uma diagonalização do tensor através da decomposição dos autovalores [38]. O

tensor cumulante é um operador linear definido por cumulantes de quarta ordem.

Esta operação linear gera uma matriz que tem a seguinte forma:

Fij(M) =
∑
kl

mklcum(xixjxkxl), (3.3)

onde mkl são os elementros da matriz M, alvo da transformação. O algoritmo JADE

usa os cumulantes de segunda e quarta ordem. O primeiro realiza o branqueamento

dos dados, produzindo uma matriz de branqueamento W que diagonaliza a matriz

F(Mi), conforme a equação 3.4, produzindo matrizes de dados branqueados.

Q = WF(Mi)W
T (3.4)

A matriz de separação pode ser estimada pelo produto V.W, onde V é uma matriz

de rotação que faz as matrizes cumulantes tão diagonais quanto posśıvel.
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A minimização da soma dos quadrados dos elementos fora da diagonal da

Equação 3.4 é equivalente à maximização da soma dos quadrados dos elementos

da diagonal. A maximização do algoritmo JADE fornece uma diagonal conjunta

aproximada de F(Mi), conforme

JJADE(W) =
∑

i

||diag(WF(Mi)W
T )||2 (3.5)

onde diag(.) representa a soma dos quadrados da diagonal. A maximização da

função JJADE é uma maneira de realizar uma diagonalização conjunta aproximada

da matriz F(Mi) [10]. As matrizes Mi são escolhidas das automatrizes dos tensores

cumulantes.

Extensão do Algoritmo Quasi-Newton

O algoritmo apresentado por AKUZAWA [39] apresenta uma variação do método

de Newton para ICA [10], sendo apresentado na realidade como um método quasi-

Newton estendido. O método utiliza a kurtosis como função objetivo, aplicando

uma otimização de segunda ordem no processo de busca dos componentes indepen-

dentes. Este algoritmo apresenta a vantagem de não requerer o branqueamento dos

dados. Assim como os algoritmos de otimização baseados no método de Newton, este

método possui alto custo computacional, perdendo em performance, neste quesito,

em comparação com o JADE e o FastICA [39].

3.3.1 Separação Cega de Fontes no Domı́nio da Frequência

A separação de fontes com base em ICA aplicada no sinal de sonar passivo vem

obtendo bons resultados, conforme observado em trabalhos recentes [3, 4, 13]. Ini-

cialmente, as técnicas de separação cega de fontes eram aplicadas no domı́nio do

tempo. Entretanto, recentemente, as análises no domı́nio da frequência vêm ga-

nhando terreno e apresentando resultados promissores. O diagrama da Figura 3.6,

extráıda de [4], mostra como é aplicada a ICA no domı́nio da frequência, para a

separação de fontes em sinais de sonar passivo. As misturas apresentadas ao bloco

ICA são constitúıdas das médias das magnitudes dos espectros de cada marcação,

provenientes da análise DEMON, resultando em 3 misturas médias. A ICA faz a

estimação da matriz de separação para, na sequência, obter os espectros médios

estimados.
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Figura 3.6: Separação cega com ICA no domı́nio da frequência [4].

3.4 Avaliação da Base de Dados

As gravações utilizadas neste trabalho foram feitas em um submarino em condições

reais em águas profundas. Os sinais dos contatos foram produzidos por navios reais,

de classes desconhecidas para os usuários. Por razões de sigilo militar, a Marinha

não revela a classe a que pertencem os navios utilizados. As gravações correspondem

aos rúıdos irradiados detectados nas marcações 190o e 205o do CHA do sistema de

sonar passivo instalado na popa da embarcação. Além destas marcações, o áudio

do rúıdo próprio da embarcação onde estava instalado o CHA, gravado na marcação

76o, também foi disponibilizado.

Cada gravação possui pouco mais que 200 segundos de duração. Para este trecho

de sinal, a análise DEMON disponibiliza em torno de 400 espectros de 513 pontos

cada. Cada espectro corresponde a uma janela de tempo de, aproximadamente,

0,5 segundos de sinal. Este intervalo corresponde ao tempo de apresentação de

cada espectro. Este valor foi obtido experimentalmente de forma a minimizar a

perda de resolução espectral em função da aplicação do overlap de 97% utilizado

na obtenção dos espectros do sinal temporal. Devido a este overlap, o número

mı́nimo de espectros a serem gerados pela análise DEMON, considerados para formar

o conjunto a ser avaliado, sem que haja perda de informação temporal, é de 40

espectros, equivalente a, aproximadamente, 20 segundos.

A aplicação da análise DEMON nos sinais das marcações 190o, 205o e 76o, re-

sulta nos espectrogramas da Figura 3.7, onde também são mostrados os respectivos

espectros médios. Os espectros foram gerados a partir da aplicação de um filtro

passa-banda de 1-2 kHz, da STFT de 1024 pontos com overlap de 97%, sendo nor-

malizados pela aplicação do algoritmo TPSW. Visualmente, percebe-se a correlação

entre os picos dos espectros médios com as linhas verticais mais evidentes (escuras)

nos espectrogramas.

Uma visualização mais detalhada dos espectros médios das marcações 76o, 190o

e 205o, evidencia a ocorrência de interferência mútua entre as marcações, como pode
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(a) Marcação 190o.

ROTAÇÃO (RPM)

TE
M

PO
 (S

)

0 100 200 300 400 500 600 700 800 900 1000 1100 1200 1300 1400 1500

50

100

150

0 100 200 300 400 500 600 700 800 900 1000 1100 1200 1300 1400 1500
−8

−6

−4

−2

0

ROTAÇÃO (RPM)

AM
PL

IT
UD

E 
(d

B)

(b) Marcação 205o.
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(c) Marcação 76o.

Figura 3.7: Análise DEMON: espectrogramas e espectros médios das marcações
190o, 205o e 76o.
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(a) Marcação 190o.
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(b) Marcação 205o.
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Figura 3.8: Análise DEMON: espectros médios das marcações 190o, 205o e 76o.
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ser observado na Figura 3.8. O áudio caracteŕıstico do rúıdo próprio na marcação

76o, evidenciado pelo pico de 0 dB na rotação de 304,7 rpm no espectro médio da

Figura 3.8(c), pode ser observado, com certa atenuação, nos espectros médios das

marcações 190o e 205o. Outras interferências prejudiciais ao trabalho de deteção

do Operador de Sonar são observadas nos espectros médios das marcações 190o e

205o. No caso da marcação 190o, na Figura 3.8(a), percebe-se a presença do rúıdo

da marcação 205o, em torno de 120,1 rpm, e também, com potências ainda mais

altas, o primeiro harmônico do sinal de interesse da marcação em 293 rpm e o rúıdo

próprio em 304,7 rpm. Já no caso da marcação 205o, na Figura 3.8(b), além do

rúıdo próprio em 304,7 rpm, percebe-se a presença de componentes de frequência

interferentes em torno de 120,1 rpm.

Retornando à Figura 3.7(b), o espectrograma da marcação 205o deixa evidente

um desvio na rotação do rúıdo irradiado pelo contato ao longo do tempo, aproxima-

damente de 0 a 100 segundos. Este desvio pode ter tido origem, por exemplo, numa

alteração de velocidade e/ou rumo do navio. Este desvio tem o efeito observado

no espectro médio em torno de 120,1 rpm. Estas mudanças de comportamento e a

presença das interferências entre marcações dificultam o trabalho de classificação do

Operador de Sonar.

O sistema de monitoração proposto neste trabalho foi pensado para observar

o comportamento estat́ıstico do sinal. Para isso, os espectros obtidos a partir da

análise DEMON foram utilizados como dados de entrada do sistema de monitoração.

A técnica de acompanhamento se baseia em clusterizar os dados de entrada em

agrupamentos, o que requer dimensões reduzidas para otimização de desempenho

[35]. Em função disto, foi testada a técnica de PCA para a tarefa de redução de

dimensionalidade dos espectros. Selecionou-se a marcação 190o para aplicação da

técnica de PCA para avaliação do conjuntos de espectros do sinal. O algoritmo de

cálculo da PCA utilizado nesta etapa emprega a técnica de decomposição em valores

singulares (SVD, em inglês) [40] para obter os autovalores e autovetores da matriz

de correlação do conjunto de dados.

A informação obtida de especialistas indicou que o sinal do sonar passivo deve

ser avaliado a cada 10 segundos, aproximadamente, para se verificar se houve uma

mudança significativa na sua estat́ıstica. Sendo esta uma escolha emṕırica, este

intervalo foi adotado como ponto de partida para o desenvolvimento do sistema. Na

análise DEMON, em um intervalo de, aproximadamente, 10 segundos, 20 janelas

são aplicadas ao sinal, disponibilizando 20 espectros correspondentes a cada uma

das janelas.

Aplicando-se a PCA ao primeiro conjunto de 20 espectros, obtém-se a curva

de carga da Figura 3.9(a). Pode-se observar que os dois primeiros componentes

já retêm mais de 95% da energia do conjunto de dados. Para avaliar o efeito do
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tamanho do conjunto de espectros, e, consequentemente, do intervalo de tempo de

avaliação do sinal, na curva de carga, a PCA foi aplicada a outros valores arbitrários

do tamanho do conjunto de espectros. Na Figura 3.9, pode-se observar que à medida

que se aumenta o número de espectos, o valor acumulado dos autovalores cresce mais

lentamente. Considerando a curva de carga para o conjunto de 100 espectros, com

dois componentes se retém pouco mais do que 40% da energia e, numa comparação

com a curva do conjunto de 20 espectros, para se reter 95%, são necessários nove

componentes.

O mesmo procedimento foi aplicado à marcação 205o, observando-se comporta-

mento análogo, conforme a Figura 3.10. Nota-se, apenas, uma pequena diferença

nas curvas de carga da marcação 205o, em relação às da marcação 190o. No caso,

considerando apenas dois componentes, a curva de carga da marcação 205o tende a

extrair mais energia para todos os intervalos analisados. Essa tendência é também

observada para a energia extráıda com outros números de componentes.

A análise PCA foi estendida aos demais conjuntos de espectros das duas

marcações, com a finalidade de se observar o ńıvel de energia extráıda em cada

conjunto analisado. Foram considerados conjuntos de espectros de dois tamanhos,

a cada parada para avaliação, no caso, 20 e 40 espectros. Tais conjuntos correspon-

dem a intervalos de tempo de, respectivamente, 10 e 20 segundos. O intervalo de

avaliação de 10 segundos atende à informação obtida de especialistas, enquanto que

o intervalo de 20 segundos, conforme foi explicado anteriormente, está relacionado

à forma de obtenção do espectros (STFT com overlap), de forma a não haver perda

de informação.

As Figuras 3.11(a) e 3.11(b) mostram o resultado da análise das marcações 190o e

205o, respectivamente, para conjuntos de 20 espectros. Percebe-se que na marcação

190o, com dois componentes, se representa mais de 94% da variância do sinal, con-

sistentemente, em todos os conjuntos. No caso da marcação 205o, analogamente,

mais de 95%. As Figuras 3.12(a) e 3.12(b) mostram o resultado das análises das

mesmas marcações para conjuntos de 40 espectros. No caso de 20 espectros, ape-

nas dois componentes são utilizados para obtenção do padrão de representação da

variância do sinal, mostrado na Figura 3.11. Quando são utilizados 40 espectros,

são necessários 4 componentes para atingir um padrão similar de representação da

variância do sinal.
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Figura 3.9: Análise PCA na marcação 190o: (a) curvas de carga para 20 espectros
e (b) variação da curva de carga em função do número de espectros.
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Figura 3.10: Análise PCA na marcação 205o: (a) curvas de carga para 20 espectros
e (b) variação da curva de carga em função do número de espectros.
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Figura 3.11: Evolução da energia extráıda de cada conjunto de 20 espectros para as
marcações (a) 190o e (b) 205o.
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Figura 3.12: Evolução da energia extráıda de cada conjunto de 40 espectros para as
marcações (a) 190o e (b) 205o.
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Caṕıtulo 4

Sistema de Monitoração

O sistema de monitoração proposto neste trabalho, com o objetivo de acompanhar

o comportamento estat́ıstico do sinal do sonar passivo, processa o sinal em um am-

biente não supervisionado [41]. A monitoração cont́ınua do sinal do sonar, que deve

ser realizada em janelas de tempo especificado e de duração cuidadosamente selecio-

nada, é requerida devido ao comportamente não estacionário apresentado pelo rúıdos

captados pelo sistema de sonar. Qualquer estrutura capaz de reconhecer e rastrear

as posśıveis alterações no comportamento estat́ıstico do sinal deve ter plasticidade,

para aprender e se adaptar rapidamente a novos padrões de comportamento, e ser

de baixa complexidade de implementação, para ser integrada nos sistemas embarca-

dos da cadeia de processamento do sinal do sonar. Sistemas inteligentes com estas

caracteŕısticas de aprendizado, como as redes neurais [7], por exemplo, dependem

fortemente do conjunto de dados para um projeto eficiente, e requerem cuidados

espećıficos em todas as fases de projeto.

Um sistema de aprendizado, de forma geral, funciona em dois modos: o modo

de treinamento e o modo de operação. Durante a fase de treinamento, também

conhecida como aprendizado, o sistema busca aprender através da experiência, ou

seja, através de repetidas interações com o conjunto de dados, segundo uma regra de

aprendizado ou algoritmo de treinamento. HAYKIN [7] descreveu dois tipos conhe-

cidos de aprendizado, quais sejam, com professor e sem professor. No aprendizado

com professor, ou treinamento supervisionado, existe um conhecimento prévio sobre

o conjunto de dados de treinamento. O “professor” é quem detém tal conhecimento

do ambiente de geração dos dados, que é representado por pares de entrada e sáıda.

O treinamento consiste em se apresentar uma entrada ao sistema de aprendizado e

comparar sua sáıda, conhecida como resposta real, com a resposta desejada que o

“professor” conhece. O erro (diferença) entre a resposta real e a resposta desejada

é utilizado pra ajustar os parâmetros internos do sistema de aprendizado. Este pro-

cesso é repetido iterativamente até que o sistema de aprendizado possa assumir o

papel do professor, em outras palavras, até que o professor transfira o seu conhe-
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cimento para o sistema de aprendizado. Do ponto de vista estat́ıstico, seria como

encontrar a solução ótima, ou chegar tão próximo quanto se queira desta condição,

em um problema de otimização. A partir deste momento, o sistema de aprendizado

está pronto para entrar no modo de operação, passando a reconhecer/classificar de

forma independente os dados de entrada.

No aprendizado sem professor, dois tipos são conhecidos [7]: o aprendizado

não supervisionado ou auto-organizado e o aprendizado por reforço. Este último,

também conhecido como programação neurodinâmica, está ligado à programação

dinâmica no contexto da teoria de controle ótimo, o que foge ao escopo deste tra-

balho, podendo ser encontrada uma descrição detalhada sobre o tema em [42]. O

aprendizado não supervisionado não emprega um professor no projeto do sistema

de aprendizado. O processo consiste em realizar uma busca de caracteŕısticas dire-

tamente no conjunto de dados de entrada, segundo alguma medida de similaridade

[41]. Com base nesta medida de similaridade é posśıvel estabelecer um critério para

formação de agrupamentos com os dados de entrada, para, desta forma, classificá-los

de acordo com o agrupamento a que pertençam.

Um método simples de aprendizado não-supervisionado foi introduzido por RU-

MELHART e ZIPSER [43], sendo chamado de aprendizado competitivo. Um sistema

de aprendizado não-supervisionado usando aprendizado competitivo como regra de

treinamento pode ser implementado por uma rede neural de duas camadas, sendo,

uma de entrada e outra de competição [7]. A camada de entrada apenas apresenta

os dados dispońıveis para a camada de competição. Esta, por sua vez, é formada

por neurônios que irão competir entre si pelo dado de entrada, segundo uma regra

de similaridade. A definição do vencedor é do tipo “o vencedor leva tudo”, ou seja, o

neurônio com maior simularidade vence a competição e sua sáıda é ligada, enquanto

a sáıda dos demais é desligada.

Os aprendizados supervisionado e não supervisionado, além da tarefa de reco-

nhecimento de padrões, também conhecida como classificação, podem ser utilizadas

para o treinamento de sistemas de aprendizado com outras finalidades, como por

exemplo, aproximação de funções, controle, filtragem, formação de feixe. A definição

do algoritmo e do tipo de aprendizado vai depender da natureza da aplicação [7].

As redes neurais são comumente utilizadas como sistemas de aprendizado devido à

sua conhecida capacidade natural de obtenção e armazenamento de conhecimento e

de torná-lo dispońıvel para uso. HAYKIN [7] descreve uma série de caracteŕısticas

favoráveis ao uso das redes neurais, não limitadas a estas, tais como: mapeamento

não-linear, generalização, resposta a evidências e tolerância a falhas.

O sistema de monitoração desenvolvido neste trabalho propõe o uso de uma

rede neural, com treinamento não-supervisionado, para acompanhar as flutuações

estat́ısticas no sinal de sonar passivo, com base em um algoritmo de clusterização
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com aprendizado competitivo. Neste caṕıtulo, será mostrado o modelo conceitual do

sistema de monitoração proposto, finalizando com a sistemática de acompanhamento

elaborada para o sistema.

4.1 Clusterização de Dados

Clusterização, expressão derivada do termo em inglês clustering, é uma técnica de

análise exploratória de um conjunto de dados, que visa formar subconjuntos de dados

que possuam algum tipo de similaridade entre eles. Como essa análise exploratória

não utiliza informação prévia da natureza dos dados e de como eles estão relacio-

nados, a clusterização é, na grande maioria dos casos, uma técnica não supervisi-

onada. Há, ainda, exemplos de uso de algoritmos desenvolvidos para clusterização

não-supervisionada que foram adaptados para aplicações em ambientes supervisio-

nados [6, 44, 45]. Em geral, a clusterização pode ser encontrada em alguns contextos

com o nome de aprendizado não supervisionado e aprendizado sem um professor (em

reconhecimento de padrões), entre outros como, taxonomia numérica (em biologia e

ecologia), tipologia (nas ciências sociais), e particionamento (em teoria dos grafos)

[41].

Um subconjunto, também referido como agrupamento ou cluster, contém da-

dos que são mais similares entre si do que os dados contidos por outros clusters.

Existem diversas formas de quantificar a similaridade (ou dissimilaridade) entre da-

dos. A escolha adequada de uma medida de similaridade é fundamental para uma

clusterização atingir resultados satisfatórios. Cuidados especiais devem ser toma-

dos tanto com a medida de similaridade (ou dissimilaridade) utilizada, como com

os critérios espećıficos adotados para a formação e avaliação dos clusters. Depen-

dendo da escolha que se faça desses critérios, pode-se chegar a resultados distintos

para a clusterização. Um simples exemplo, inspirado em [41], para ilustração, seria

considerar o seguinte grupo de animais: cavalo, cachorro, gato (mamı́feros); cobra

(réptil); dourado, salmão (peixes) e sapo (anf́ıbio). Na maneira que estão divididos,

já representam o resultado de uma clusterização pelo critério de classes de animais:

(1) mamı́feros, (2) répteis, (3) peixes e (4) anf́ıbios. Caso o critério fosse o ambiente

onde vivem, resultaria em 3 clusters : cavalo, cachorro, gato, cobra (fora d’água);

dourado salmão (dentro d’água) e sapo (ambos). No caso do sapo, estaria contido

em um cluster entre os outros dois, já que pode viver nos dois ambientes.

Dentre os cuidados aos quais se deve estar atento ao se iniciar um processo de

clusterização de dados, cabem ser destacados os seguintes [41]:

• Seleção de caracteŕısticas (pré-processamento)

• Medida de similaridade (ou dissimilaridade)
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• Algoritmos de clusterização

• Validação e interpretação dos resultados

Para cada uma destas etapas, existem técnicas dispońıveis, amplamente detalha-

das na literatura [7, 41, 46, 47], cabendo ao projetista avaliar a aplicabilidade caso

a caso. Diferentes escolhas podem levar a resultados de clusterização diferentes.

A primeira etapa de seleção de caracteŕısticas consiste no primeiro contato com

o conjunto de dados. Trata-se do pré-processamento dos dados, tema que já foi

abordado no Caṕıtulo 3, cujo conteúdo também se aplica no contexto da cluste-

rização. Em [7, 41, 46], encontra-se extenso material sobre extração e seleção de

caracteŕısticas.

Medidas de Proximidade

A expressão medida de proximidade é aqui usada porque é posśıvel encontrar uma

similaridade ou dissimilaridade entre os dados, dependendo das definições adotadas.

De uma forma ou de outra, uma medida de proximidade tem a importante tarefa de

encontrar caracteŕısticas similares nos dados, visando formar agrupamentos naturais

destes dados. Do ponto de vista geométrico, os dados podem ser descritos por vetores

em um espaço d-dimensional. Colocado desta forma, um método simples de medir

a proximidade entre os dados seria através do cálculo da distância entre eles. A

distância entre dois vetores dx,x do conjunto de dados X, é definida como medida de

dissimilaridade (MD), sendo uma função que deve obedecer as seguintes condições

[41]:

dx,x : X ×X → R (4.1)

∃d0 ∈ R : −∞ < d0 ≤ d(x,y) < +∞ (4.2)

dx,x(x,x) = d0 ∀x ∈ X (4.3)

dx,y(x,y) = dy,x(y,x), ∀x,y ∈ X (4.4)

dx,y(x,y) = d0 se, somente se, x = y (4.5)

dx,z(x, z) ≤ dx,y(x,y) + dy,z(y, z), ∀x,y, z ∈ X (4.6)

Cabe destacar o resultado da Equação 4.5, que indica que o valor mı́nimo de dissi-

milaridade d0 entre dois vetores em X só ocorre quando tais vetores são iguais.

Sob condições análogas às que foram estabelecidas para MD, define-se s como

medida de similaridade (MS), porém, neste caso, a medida possui um valor máximo

s0 quando dois vetores em X forem iguais [41], ao invés de um valor mı́nimo, como

d0 para MD.
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Uma classe de MD largamente utilizada é conhecida como distância de Min-

kowski, cuja forma é dada pela Equação 4.7 [46]:

dx,y(x,y) =

(
d∑

k=1

|xk − yk|q
)1/q

, (4.7)

onde q ≥ 1. A variação do parâmetro q define diferentes tipos de distâncias. As

mais conhecidas são [46]:

• Distância de Manhattan (q = 1):

dx,y(x,y) =
d∑

k=1

|xk − yk| (4.8)

• Distância Euclidiana (q = 2):

dx,y(x,y) =

√√√√ d∑
k=1

|xk − yk|2 (4.9)

Uma importante propriedade da distância Euclidiana é ser invariante a uma

rotação ou translação arbitrária no espaço de caracteŕısticas. O quadrado da

distância Euclidiana costuma ser utilizado pelas técnicas de otimização, dentro dos

seus algoritmos para fins de comparação de distância, tendo como caracteŕıstica des-

tacar os padrões mais distantes do centro da distribuição dos dados [48]. Outra MD

comumente utilizada é a distância de Mahalanobis [46], dada pela Equação 4.10,

que difere da distância Euclidiana por ser invariante a fatores de escala e por levar

em consideração a correlação existente entre os dados.

dx,y(x,y) =
√

(x− y)T Σ−1(x− y), (4.10)

onde Σ é a matriz de covariância. Se Σ for a matriz identidade, a Equação 4.10 se

torna a distância Euclidiana, dada pela Equação 4.9.

Uma MD dispońıvel, que faz uma subestimação da distância de Mahalanobis

[41], é conhecida como norma l∞, que é dada por

dx,y(x,y) = max wi|xi − yi|, 1 ≤ i ≤ l (4.11)

onde cada wi ≥ 0 representa um peso associado a cada diferença |xi − yi|.
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Algoritmos de Clusterização

Uma série de algoritmos consolidados encontra-se dispońıvel na literatura [41, 46].

Os mais utilizados são: os sequenciais; os hierárquicos, como, por exemplo, os aglo-

merativos baseados na teoria dos grafos; os de otimização de funções, como, por

exemplo, o k-means, e os competitivos, como os mapas auto-organizáveis [7] e a te-

oria de ressonância adaptativa (ART). Este último conceito contempla o algoritmo

que será utilizado neste trabalho para a clusterização do sinal de sonar.

4.2 Clusterização Neural do Sistema de Moni-

toração

A rede ART foi originalmente proposta por GROSSBERG [49], com o objetivo de

se modelar como as redes neurais biológicas seriam capazes de reconhecer novos

padrões e lembrarem-se deles para uso futuro. Isto ficou conhecido como o dilema

estabilidade-plasticidade [46], ou seja, capacidade de aprendizado adaptativo sem

prejúızo para a capacidade de generalização. Diferentes estruturas de rede ART,

cada uma com um objetivo, dependendo do cenário de aplicação, foram propostas

a partir da original. Algumas destas estruturas são destacadas a seguir, conforme a

aplicação e o tipo de aprendizado:

• Aprendizado supervisionado:

– ARTMAP, para dados binários [44];

– Fuzzy-ARTMAP, para dados analógicos [45].

• Aprendizado não-supervisionado:

– ART-1, para dados binários [50];

– ART-2, para dados analógicos [51];

– ART-2a, para dados analógicos [52];

– ART-3, para dados analógicos [53];

– Fuzzy-ART, para dados analógicos [54].

O modelo de rede selecionado para este trabalho se baseia numa variante do tipo

ART-2. Esta rede já foi testada como classificador nos ambientes de sonar passivo

[6] e de f́ısica de part́ıculas [5]. Ela procura simplificar a estrutura mais complexa

de implementação da rede ART-2. O treinamento da rede deste trabalho se baseia

na camada de Kohonen [55] com treinamento competitivo não-supervisionado. A
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formação de agrupamentos com esta rede consiste em atribuir um neurônio a cada

centro do agrupamento, sendo que a partir da similaridade entre cada padrão de

entrada e o vetor de pesos do neurônio, será definido se o neurônio será treinado

ou se um novo neurônio será criado. Para um dado padrão de entrada, o neurônio

que exibir a menor distância Euclidiana para este padrão será declarado o neurônio

vencedor, considerando que esta distância seja menor que o valor definido para o

raio de vigilância do centro do agrupamento. Este neurônio será treinado de acordo

com a seguinte regra:

wk+1 = (1− α)wk + αxk, (4.12)

onde α é o coeficiente de aprendizagem, w, o vetor de pesos associado ao neurônio

e x, o vetor de entrada.

O raio de vigilância do agrupamento impõe uma região limitada de atuação do

neurônio. Geometricamente, esta região equivale ao volume máximo de cada agru-

pamento. É esperado que, após um certo número de passos de treinamento, o vetor

de pesos de cada neurônio convirja para o centróide do agrupamento correspondente.

Caso o padrão de entrada recebido não seja similar a nenhum dos neurônios, automa-

ticamente a rede cria um novo agrupamento, atribuindo ao seu vetor de pesos o vetor

de entrada recebido. Essa capacidade de adaptação, de forma simples e rápida, da

estrutura da rede a partir da chegada de padrões de entrada não mapeados, confere

à esta variante da rede ART boa plasticidade neuronal.

A rede proposta foi implementada com um processo de esquecimento, que con-

siste em eliminar da rede um neurônio que permaneça inativo (não treinado) por

um determinado número de passos de treinamento. A escolha do número de passos

de inatividade do neurônio para que este seja esquecido é feita experimentalmente.

A rede ART foi escolhida por seu treinamento ser do tipo não supervisionado, o

que se enquadra no contexto do sonar passivo, e pela simplicidade de implementação,

essenciais para aplicações em tempo real, conforme requer o ambiente. Adicional-

mente, a rede ART modificada tem na plasticidade neuronal uma caracteŕıstica

fundamental, já que se pretende monitorar alterações no comportamento estat́ıstico

do sinal do sonar passivo. Segundo CARPENTER et al. [52], ao final do treina-

mento, após exposições sucessivas dos dados de entrada, os neurônios se ajustam de

forma a representar a distribuição de probabilidade das amostras da entrada. Esta é

outra caracteŕıstica da rede ART que motivou a sua escolha para atingir o principal

objetivo deste trabalho, que é o acompanhamento da estat́ıstica do sinal de sonar

passivo.
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4.3 Sistemática de Acompanhamento

Para a monitoração do sinal de sonar passivo, foi proposto o seguinte modelo con-

ceitual do sistema, para cada marcação a ser acompanhada:

• Selecionar N espectros do sinal do sonar passivo;

• Clusterizar o conjunto de N espectros, apresentando os N espectros à rede ordenados

aleatoriamente, a cada época de treinamento;

• Avaliar as mudanças no número de clusters e posśıveis deslocamentos dos centros

destes clusters;

• Identificar as mudanças na estat́ıstica;

• Repetir o procedimento para todo trecho de sinal avaliado.

Partindo do modelo conceitual, e após a avaliação da base de dados mostrada

na Seção 3.4, a seguinte sistemática foi adotada para o acompanhamento do sinal

do sonar usando clusterização não supervisionada com a rede ART modificada:

1. Recebimento do grupo de N espectros;

2. Remoção da média;

3. Aplicação de PCA para obtenção das direções principais;

4. Observação da curva de carga obtida através de PCA aplicada ao grupo de N

espectros recebidos;

• Ordenação dos componentes principais em ordem decrescente dos respectivos

autovalores;

• Seleção dos componentes que garantam um patamar mı́nimo especificado na

curva de carga;

5. Projeção dos dados (espectros) nos maiores componentes principais considerados;

6. Normalização das projeções para conter variáveis padronizadas;

7. Clusterização com a rede ART modificada com esquecimento;

• Registro de informações sobre o número de clusters formados, sobre o posici-

onamento e a dispersão destes clusters.

8. Avaliação e indicação;

9. Volta para 1, para reiniciar o procedimento para o próximo grupo de N espectros,

mantendo-se os clusteres formados na análise do grupo atual de espectros.
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No passo 3, as direções principais são calculadas para cada conjunto de espectros

a ser clusterizado. No passo 4, é feito um controle do valor acumulado da curva de

carga. Caso este valor caia abaixo de um limiar mı́nimo a ser especificado pelo

projetista, o controle determina o aumento do número de projeções (de 1 em 1) até

atingir (ou ultrapassar) o limiar mı́nimo. A variação do valor acumulado da curva de

carga pode ser acompanhada pelo sistema, podendo ser tomada como parâmetro de

indicação de mudança da estat́ıstica do sinal do sonar, o que caberia ser observado

durante a avaliação realizada pelo sistema de monitoração.

4.4 Figuras de Mérito e Medidas de Desempenho

A avaliação da eficiência do sistema de monitoração, no que se refere à detecção de

alterações no comportamento estat́ıstico do sinal de sonar passivo, deve dispor de

medidas com esta finalidade. Em relação ao acompanhamento estat́ıstico, caso as

fontes que compõem o sinal de sonar fossem conhecidas, tal tarefa seria bem simples.

Entretanto, como já foi explicado nos caṕıtulos anteriores, não se dispõe de qualquer

informação sobre os sinais irradiados pelos contatos. Adicionalmente, estes sinais

podem sofrer de interferência mútua, atrasos por reflexão, propagação por canais

variantes no tempo, entre outros dificultantes. A detecção destes sinais é feita de

forma completamente cega, sendo realizada a partir das misturas captadas pelos

hidrofones em cada marcação. Como foi visto na Seção 3.3.1, uma das formas de se

melhorar a detecção e a identificação das fontes da mistura explora a independência

estat́ıstica entre as fontes na estimação do modelo de separação.

Figuras de Mérito

Uma das figuras de mérito estat́ısticas que serão utilizadas para validar o funcio-

namento do sistema de monitoração é a informação mútua [56]. Uma vez que a

informação mútua carrega toda informação sobre a estat́ıstica do sinal, ela pode ser

utilizada para verificar se tanto as misturas como as fontes estimadas estão sofrendo

alguma alteração no comportamento estat́ıstico. Desta forma, a indicação do sis-

tema de monitoração se houve alguma mudança pode ser validada por comparação

direta com o que indica o valor da informação mútua.

Largamente utilizada em teoria da informação, a informação mútua, em termos

práticos, mede a quantidade de informação que uma variável aleatória carrega sobre

outra, ou seja, a dependência mútua entre essas variáveis. A informação mútua

entre duas variáveis x e y discretas é definida pela Equação 4.13 [56].

I(x,y) =
∑
y∈y

∑
x∈x

p(x, y) log

(
p(x, y)

p1(x)p2(y)

)
, (4.13)

38



onde p(x, y) é a função de distribuição de probabilidade conjunta de x e y, e p1(x)

e p2(y) são as funções de distribuição de probabilidade marginais de x e y, respec-

tivamente. É fácil perceber que, aplicando-se a definição formal de independência

estat́ıstica [57], se x e y forem independentes, p(x, y) = p1(x).p2(y). Nesta situação,

I(x,y) = 0 (log 1 = 0). Como I(x,y) é sempre não negativa, o valor mı́nimo da

informação mútua entre duas variáveis aleatórias ocorre quando elas forem inde-

pendentes. Na prática, é raro isto acontecer, de forma que valores próximos a zero

indicam que as variáveis são aproximadamente independentes.

As funções de distribuição de probabilidade, quando não são conhecidas, devem

ser estimadas por algum método de estimação não paramétrico, como o método

da janela de Parzen-Rosenblatt e o método do histograma [29, 46]. No caso deste

trabalho, o método de estimação do histograma é utilizado. Um detalhamento da

teoria de estimação não paramétrica e dos principais métodos conhecidos pode ser

encontrado em [29].

Outra figura de mérito que será utilizada é o cálculo dos cumulantes cruzados

de quarta ordem. Em [58], foi apresentada a derivação de um algoritmo para o

cálculo da medida de cumulantes cruzados de quarta ordem, para independência

entre variáveis aleatórias, dada pela Equação 4.14, que é minimizada pelo algoritmo

JADE para ICA.

µ4
cum(x) =

n∑
i,j=1

n∑
k,l=1

cum{x1, xj, xk, xl}2, (4.14)

onde x é um vetor aleatório de componentes x1, . . . , xn com média zero e

cum{x1, xj, xk, xl} é o cumulante cruzado de quarta ordem das variáveis aleatórias

x1, xj, xk, xl.

Os cumulantes de ordem k de uma variável aleatória x, são definidos em [36],

como os coeficientes na expansão em série de Taylor da função geradora de cumu-

lantes, de forma similar aos momentos [57], dada por

K(z) = lnE
[
exp(zTx)

]
. (4.15)

O cumulante de ordem k da variável aleatória x passa a ser definido em termos de

seus momentos de ordens indo até k. Os cumulantes de segunda, terceira e quarta

ordens, se x possui média zero, são dados por [10]

κ1 = 0 (4.16)

κ2 = E{x2} (4.17)

κ3 = E{x3} (4.18)
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κ4 = E{x4} − 3[E{x2}]2 (4.19)

Com exceção do cumulante de quarta ordem, os demais são iguais aos respectivos

momentos centrais. Estat́ısticas de ordem superior a quatro raramente são utili-

zadas na prática [10]. Os cumulantes de terceira e quarta ordens são conhecidos

como skewness e kurtosis, respectivamente. Em [10], encontra-se a definição dos

cumulantes cruzados para o caso de vetores aleatórios multivariáveis e para quando

a variável aleatória não possui média zero.

Uma caracteŕıstica importante, explorada pela ICA, é que variáveis e processos

aleatórios gaussianos possuem cumulantes iguais a zero a partir da terceira ordem

[10]. A kurtosis carrega informação da não gaussianidade de uma variável aleatória,

de forma que muitos algoritmos de ICA buscam a maximização deste cumulante

para a separação de fontes não gaussianas. Uma variável aleatória que segue uma

distribuição de Laplace [10], que apresenta um acentuado pico em seu valor central,

possui um valor alto de kurtosis. Já uma variável de distribuição uniforme, com seu

formato achatado e plano, possui um baixo valor. O cumulante skewness fornece

informação sobre a assimetria da distribuição de uma variável aleatória.

Medidas de Desempenho

Duas medidas de desempenho largamente utilizadas na teoria de detecção de sinais

são as clássicas probabilidades de detecção e de falso alarme. Para o sistema de

monitoração deste trabalho, ambas são calculadas para conferir um grau de confiança

ao sistema. A primeira informa a eficiência em termos de acertos de indicação

de alteração da estat́ıstica do sinal. A segunda, em termos dos erros, ou seja,

aqueles instantes em que o sistema indica que houve alteração, quando não houve

qualquer evidência. Outra medida é a probabilidade de “perda do alvo”. Neste

caso, o sistema não faz qualquer indicação de mudança da estat́ıstica, quando, na

verdade, há evidências indicando mudança. Para o cálculo destas probabilidades, as

evidências do comportamento estat́ıstico do sinal serão obtidas com base nas figuras

de mérito apresentadas anteriormente.
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Caṕıtulo 5

Testes do Sistema de Monitoração

Neste caṕıtulo, é feita uma descrição dos parâmetros do sistema de monitoração e do

procedimento adotado para sintonizá-los. Na sequência, são mostrados os efeitos da

variação dos parâmetros na clusterização dos espectros do sinal de sonar. O capútulo

prossegue com a apresentação dos resultados dos testes do sistema de monitoração,

onde, tendo como base o acompanhamento da estat́ıstica do sinal, são comparadas

as indicações do sistema e as figuras de mérito, no caso, a informação mútua e os

cumulantes cruzados. Ao final, adicionalmente, são avaliados os efeitos na eficiência

da classificação neural de contatos, em função do uso de ICA no pré-processamento

do sinal de sonar passivo, no domı́nio do tempo.

5.1 Parâmetros de Sintonia do Sistema

Antes de se iniciar o acompanhamento do sinal de sonar, o primeiro passo para que

se possa colocar o sistema em operação consiste no ajuste de parâmetros de sintonia,

quais sejam:

• Parâmetros de pré-processamento e limiar de energia

• Parâmetros de clusterização neural

Pré-processamento e limiar de energia

Na grande maioria dos cenários onde se pretende utilizar um sistema de aprendi-

zado, o pré-processamento dos dados brutos consiste em etapa fundamental, tanto

para a fase de treinamento como para a fase de operação do sistema. No caso do

sistema de monitoração proposto, não é diferente. No Caṕıtulo 3, foi mostrada a

cadeia de pré-processamento a qual o sinal de sonar é submetido, até que este seja

disponibilizado para visualização do OS, desde a conformação de feixes até as telas
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com o gráfico marcação x tempo e com os espectrogramas das análises espectrais

DEMON e LOFAR.

O sistema de monitoração utiliza uma rede neural para a clusterização dos es-

pectros da análise DEMON. Os N espectros contidos na matriz X de dimensões

N × d representam os dados de entrada do sistema de monitoração, que são pré-

processados antes de serem apresentados à camada de entrada da rede. Devido à

elevada dimensão dos espectros (513), a PCA (Seção 3.2) é utilizada para redução de

dimensionalidade, como foi mostrado na Seção 3.4, de forma a representar da melhor

maneira posśıvel, o espaço de caracteŕısticas do conjunto de dados de entrada. O

uso da PCA pelo sistema fica a cargo do projetista, podendo ser facilmente desabi-

litada de acordo com a análise preliminar dos dados. Considerando V a matriz l×d
das l direções principais de maior energia, que foram selecionadas para projeção dos

espectros, as projeções X ′ são obtidas por

X ′N×l = XN×d.V
T
l×d, l ≤ d. (5.1)

Naturalmente, só haverá redução de dimensionalidade, caso l esteja no intervalo

1, . . . , d− 1.

Após a redução de dimensionalidade, as projeções X ′ dos espectros têm suas

variáveis centralizadas, pela subtração de µi, e normalizadas, pela divisão por σi,

respectivamente, média e desvio padrão de cada variável de X ′, da seguinte forma:

x′k − µ
σ

(5.2)

onde µ = [µ1, . . . µl] e σ = [σ1, . . . σl], de modo que cada padrão de entrada x′k em

X ′, onde k = 1, . . . , N , contenha variáveis padronizadas.

A aplicação da PCA ao conjunto de espectros X resulta na obtenção da curva

de carga, através da qual se detecta qual percentual de energia é extráıdo de X

pelo número de direções principais utilizadas na projeção, conforme foi mostrado na

Seção 3.4.

Foi criado um parâmetro, chamado limiar de energia, o qual representa o valor

mı́nimo que se deseja atingir para o número de componentes considerado para formar

os padrões de entrada. Para um dado número de componentes, o sistema sabe o valor

da energia que estes componentes retêm de X. Caso este valor caia abaixo do limiar

de energia, o sistema de monitoração determina o aumento do número de projeções

(de 1 em 1) até atingir um número mı́nimo para o limiar especificado. O sistema

inicia utilizando 2 componentes para redução de dimensionalidade. Para iniciar os

testes do sistema, o valor de 90% foi especificado para o limiar de energia. Para

um conjunto de espectros de tamanho N = 20, apenas 2 componentes já superam

com folga este limiar, enquanto que, para um conjunto de tamanho N = 40, já são
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necessários 4 componentes para superar este limiar, o que foi mostrado na Seção

3.4.

Caso haja indicação de que este valor não tenha sido atingido ao longo da mo-

nitoração do sinal, esta poderia ser mais uma indicação da mudança da estat́ıstica

do sinal do sonar, o que deve ser mérito de avaliação.

Parâmetros de clusterização neural

Tais parâmetros estão diretamente associados ao processo de clusterização pela rede

ART modificada. Os parâmetros são:

• Fator de aprendizado, α

• Parada por convergência dos centros, η

• Parada por não criação de clusters

• Número de épocas para esquecimento de clusters

• Raio de vigilância dos clusters, ρ

O fator de aprendizado α surge na regra de atualização dos centros, conforme

foi mostrado na Equação 4.12, da Seção 4.2, que segue repetida a seguir

wk+1 = (1− α)wk + αxk.

Neste trabalho, inicialmente, o valor α = 0.1 foi utilizado. A idéia desta regra, com-

binada com uma escolha adequada de valor para α, é fazer com que o centro vencedor

na camada competitiva seja atualizado de forma a dar um passo pequeno e a cami-

nhar suavemente na direção do padrão de entrada xk. O valor de α também afeta a

estabilidade da curva de aprendizado do treinamento, valores muito altos acarretam

em alta velocidade de convergência, mas podem gerar oscilações elevadas e, em al-

guns casos, levam à instabilidade. Valores mais baixos, tornam a convergência mais

suave, entretanto a deixam mais lenta.

A parada por convergência dos centros ocorre se, ao final de cada época

(uma passada de todo conjunto de padrões) do treinamento ART, a variação com-

binada de todos os centros w, representados pela matriz W, for menor que o valor

estabelecido para η. A variação combinada dos centros é calculada por∑
i

∑
j

(Wk −Wk−1)
2 (5.3)

onde a operação de elevar ao quadrado significa produto ponto a ponto, j indica que

o somatório é feito ao longo das colunas e i, ao longo das linhas. Neste trabalho,
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foi especificado o valor η = 10−9. A escolha do valor adequado para η, assim como

α, deve ser feito experimentalmente, a partir de observações de várias rodadas de

treinamento. O valor de η tem influência direta na duração do treinamento e, caso

a convergência não seja atingida pela diminuição das atualizações dos centros dos

clusters, ou seja, caso o valor calculado pela Equação 5.3 não chegue a ficar menor

que η, o próximo parâmetro, parada por não criação de clusters, se encarregará de

encerrar o treinamento.

A parada por não criação de clusters foi implementada para evitar que

o treinamento se prolongue indefinidamente, caso o valor de η não seja atingido.

Durante o treinamento ART, um contador registra se não ocorreu criação de algum

cluster, sendo incrementado a cada época. Caso haja a criação de novo cluster,

antes que seja atingido um número máximo especificado para a parada por não

criação sucessiva de clusters, o contador é zerado. Logo, a parada por não criação

de clusters só ocorre quando o treinamento permanece por sucessivas épocas, até

um número máximo desejado, sem criação de novo cluster. A especificação do valor

máximo para este parâmetro é experimental, devendo ser observadas as curvas de

convergência do treinamento. Inicialmente, foi especificado o número de 10 épocas

sucessivas sem criação de novo cluster para que o treinamento seja encerrado.

O esquecimento de clusters foi implementado no treinamento ART. Ele mo-

nitora se um cluster ficou muito tempo sem ser atualizado pela regra da Equação

5.3, ou seja, sem receber um padrão de entrada em sua área de cobertura por um

determinado número de épocas. Se isto acontecer, este cluster é esquecido, ou seja,

é eliminado do treinamento. Foi especificado que, com 8 iterações com o cluster

inativo, ele é esquecido.

Como foi mostrado no Caṕıtulo 4, a definição do tamanho da área de atuação do

cluster, que é determinada pelo seu raio de vigilância, trata-se de uma etapa cŕıtica

para os resultados da clusterização. O procedimento adotado para essa escolha

consiste em se calcular as distâncias entre todos os padrões de entrada do conjunto

a ser clusterizado. A medida de distância utilizada foi o quadrado da distância

Euclidiana, dada pela Equação 4.9. Sendo assim, as distâncias entre os padrões de

entrada é feita de acordo com a Equação 5.4.

d(xi,j,xk,j) =
d∑

j=1

|xi,j − xk,j|2, i, k = 1, . . . , N ∀ i 6= k (5.4)

onde N é o tamanho do conjunto de padrões de entrada. O vetor de distâncias d

conterá todas as distâncias calculadas.
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5.2 Testes para o Ajuste de Parâmetros

Um ponto de partida para parametrização do sistema é a observação dos padrões

de entrada. Para tanto, foi computado o vetor de distâncias d e preenchido um

histograma com o conteúdo do vetor. Neste ponto, são utilizados conjuntos de 20

espectros, que após a aplicação de PCA, são requeridos apenas dois componentes

principais para extrair mais de 90% de energia do sinal, como foi demonstrado na

Seção 3.4. A Figura 5.1 mostra o histograma preenchido com as distâncias do

primeiro conjunto de 20 espectros da marcação 190o. Através deste histograma, é

posśıvel parametrizar o valor do raio de vigilância inicial ρ. O projetista possui

liberdade para escolher a forma de obtenção de ρ. Inicialmente, optou-se por obter

o valor de ρ como 1,5 vezes o valor da primeira moda do histograma das distâncias

entre os padrões de entrada [15].
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Figura 5.1: Histograma das distâncias entre os padrões de entrada do primeiro
conjunto de 20 espectros da marcação 190o.

Uma vez definido ρ, foi feita uma primeira tentativa de clusterização do conjunto

de padrões de entrada, considerando os demais parâmetros especificados de acordo

com o que foi mostrado na Seção 5.1. A escolha do raio inicial como sendo 1,5 vezes

a primeira moda do histograma, no caso, 0, 47 (equivalente à frequência superior a

60), acarretou no mapeamento final de clusters da Figura 5.2(a). Na sequência, o sis-

tema foi acionado para clusterização do segundo conjunto de 20 espectros, conforme

a sistemática de acompanhamento descrita na Seção 4.3. Nas épocas iniciais do

segundo conjunto, foi posśıvel observar que um número elevado de clusters estavam

sendo mapeados, após a mudança para a nova base PCA, em uma região distante da

incidência dos padrões de entrada, ocasionando na criação de um número elevado

de novos clusters. Esta mesma situação pode ser observada nos demais conjuntos de
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Figura 5.2: Clusters formados com o critério de 1,5 vezes a primeira moda na
marcação 190o: (a) final de uma clusterização e, (b) após a transformação para a
clusterização seguinte. Os padrões de entrada são os pontos dentro dos clusters,
dispostos de forma semielipsoidal. O ‘x’ indica o centro do cluster.

−4 −3 −2 −1 0 1 2 3 4
−4

−3

−2

−1

0

1

2

3

4
It: 12

Figura 5.3: Clusters formados com um ganho na primeira moda para obtenção de
ρ, na marcação 190o.
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Figura 5.4: Convergências da clusterização do segundo conjunto de espectros com
(a) ρ igual 1,5 vezes a primeira moda e (b) ρ igual a 22 vezes a primeira moda.
Ambas na marcação 190o e com α = 0, 1.

espectros a cada parada para nova clusterização. Esta escolha de tamanho de raio

de vigilância criou uma dificuldade no acompanhamento pelo número de clusters,

devido à instabilidade causada pela geração excessivamente numerosa de clusters.

Além disso, muitos clusters são esquecidos durante o processo. Como o objetivo

deste trabalho é fazer um acompanhamento do sinal de entrada com a maior sensi-

bilidade posśıvel, esta instabilidade não seria adequada para detectar alterações na

natureza estat́ıstica do sinal.

Os esquecimentos de muitos clusters podem ser explicados pelo fato de que, a

cada novo conjunto de 20 espectros clusterizados, a base ortogonal formada pelas

duas direções principais obtidas por PCA, que é usada para projeção dos dados

de entrada, tende a ser diferente da base obtida no conjunto de espectros anterior.

A proposta é que os clusters formados ao final de uma etapa de avaliação devam

ser passados para a etapa subsequente, objetivando um acompanhamento cont́ınuo

do sinal do sonar. Estes clusters obtidos ao final de uma clusterização são, então,

mapeados para a nova base ortogonal formada pelo novo conjunto de padrões de

entrada, antes do ińıcio da clusterização do novo trecho de sinal. Devido à posśıvel

mudança de coordenadas, frequentemente, a área de cobertura destes clusters na

nova base passa a não receber mais entradas do novo conjunto, como observado na

Figura 5.2(b).

Assim, optou-se por aumentar o valor do raio inicial. A nova escolha foi fazê-lo

aproximadamente igual a 6, 9, correspondendo à segunda estrutura na distribuição

das distâncias, equivalente a uma frequência próxima a 30. Isto é implementado

através de um fator de ganho de ρ, que permaneceu sendo calculado de forma au-

tomática como a primeira moda do histograma de distâncias. Com esta nova escolha,

a área de cobertura dos clusters aumentou, de forma que permitiu um acompanha-
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(a) Convergência do primeiro conjunto.

5 10 15 20 25 30 35 40 45 50 55 60
0

0.02

0.04

0.06

0.08

0.1

0.12

NÚMERO DE ÉPOCAS

VA
RI

AÇ
ÃO

 Q
UA

DR
ÁT

IC
A 

DO
S 

CE
NT

RO
S

(b) Convergência do segundo conjunto.
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(c) Convergência do terceiro conjunto.
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(d) Convergência do quarto conjunto.
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(e) Convergência do quinto conjunto.
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(f) Convergência do sexto conjunto.

Figura 5.5: Convergências da clusterização de seis conjuntos consecutivos de espec-
tros com ρ igual a 22 vezes a primeira moda. Marcação 190o e com α = 0, 02, parada
com 50 épocas e esquecimento de 40 épocas.
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Figura 5.6: Histograma das distâncias entre os padrões de entrada do primeiro
conjunto de 20 espectros da marcação 205o.

mento mais estável do sinal. A Figura 5.3 mostra os clusters formados no final de

uma das etapas de clusterização (escolhida ao acaso) e suas respectivas áreas de

cobertura, quando é utilizado um ganho de 22 no valor da primeira moda. Cabe

ressaltar que as distâncias entre os centros d e o raio de vigilância ρ utilizados pelo

algoritmo são distâncias quadráticas. Para se obter as distâncias métricas reais,

deve-se retirar a raiz quadrada destes valores. As distâncias observadas nos gráficos

serão sempre as distâncias métricas reais. A utilização de distâncias quadráticas,

especialmente no caso das distâncias entre os padrões de entrada, permite dar mais

peso a padrões que caiam mais afastados do centro da distribuição (outliers). Esta

caracteŕıstica tende a favorecer o sistema de monitoração, que busca acompanhar e

identificar, justamente, as alterações no comportamento estat́ıstico dos padrões de

entrada.

Outra observação importante no ajuste dos parâmetros do sistema está na curva

de aprendizado do treinamento. A Figura 5.4 mostra as curvas de aprendizado

nas clusterizações do segundo conjunto de espectros da marcação 190o para os dois

valores de ρ testados anteriomente. Pelo resultado instável do treinamento para ρ

igual a 22 vezes o valor da primeira moda, concluiu-se que seria necessário reavaliar

o fator de aprendizado α.

A partir deste ponto, várias simulações foram feitas com valores de α menores

que 0, 1, com a finalidade de estabilizar a convergência da clusterização. Resultados

aceitáveis em termos de estabilidade foram atingidos com α = 0, 02. Naturalmente

que essa diminuição tornou o treinamento mais lento, sendo necessárias mais épocas

para atingir a convergência. Desta forma, foi necessário aumentar o valor do critério
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(a) Convergência do primeiro conjunto.
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(b) Convergência do segundo conjunto.

5 10 15 20 25 30 35 40 45 50
0

0.005

0.01

0.015

0.02

0.025

0.03

NÚMERO DE ÉPOCAS

VA
RI

AÇ
ÃO

 Q
UA

DR
ÁT

IC
A 

DO
S 

CE
NT

RO
S

(c) Convergência do terceiro conjunto.
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(d) Convergência do quarto conjunto.
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(e) Convergência do quinto conjunto.
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(f) Convergência do sexto conjunto.

Figura 5.7: Convergências da clusterização de seis conjuntos consecutivos de espec-
tros com ρ igual a 22 vezes a primeira moda. Marcação 205o e com α = 0, 02, parada
com 50 épocas e esquecimento de 40 épocas.
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de parada pelo número máximo de épocas, passando de 10 para 50. O número

máximo de épocas para esquecimento de cluster inativo também foi aumentado de

8 para 40.

A Figura 5.5 mostra as curvas de aprendizado para seis conjuntos consecutivos

de espectros da marcação 190o. Percebe-se que mesmo com a diminuição de α, o

algoritmo consegue convergir em poucas épocas. Além disso, conclui-se também que

o critério de parada por número máximo de épocas poderia ficar em torno de 30,

quando a convergência já foi atingida, considerando-se os piores casos, observados

nas Figuras 5.5(a), 5.5(b), 5.5(e).

Estendendo o que foi feito para a marcação 205o, mantiveram-se as especificações

dos parâmetros α = 0, 02, ρ obtido com um ganho de 22 no valor da primeira moda

do histograma de distâncias entre os padrões de entrada, parada com 50 épocas

sem criação de novo cluster e 40 épocas para esquecimento de cluster inativo. A

Figura 5.6 mostra o histograma das distâncias entre os padrões de entrada para o

primeiro conjunto de 20 espectros. O valor de ρ ficou em, aproximadamente, 7, 0. A

Figura 5.7 mostra os resultados obtidos para as curvas de aprendizado dos primeiros

seis conjuntos de espectros da marcação 205o. De forma análoga aos resultados da

marcação 190o, o treinamento poderia ser encerrado com 30 épocas sem prejúızo

para a convergência.

5.3 Testes de Desempenho

Estes testes buscaram avaliar se o acompanhamento feito pelo sistema de moni-

toração está indicando corretamente os momentos que possam ter ocorrido alguma

alteração no comportamento estat́ıstico do sinal. Para isso, os sinais das marcações

190o e 205 são avaliados pelo sistema de monitoração, que indica se houve alguma

mudança a partir da avaliação de um conjunto de parâmetros da clusterização dos

espectros do sinal. O sistema de redução de interferências estima uma matriz de

separação das misturas (sinais das marcações) através de ICA, como foi mostrado

no Caṕıtulo 3. Através da inspeção visual do espectrograma do sinal, do espectro

médio e do cálculo da informação mútua entre as fontes estimadas, os resultados são

analisados para verificação da eficiência da separação. Como foi visto no Caṕıtulo

3, os algoritmos de ICA utilizam as estat́ısticas do sinal, sobretudo, a kurtosis, para

fazer a estimação do modelo de separação. Porém, se estas estat́ısticas sofrerem

variação no tempo, o modelo de separação deixa de ser o ótimo, podendo se afastar

consideravelmente desta condição ótima. Neste caso, o sistema de monitoração faria

o acompanhamento do sinal e daria uma indicação para o sistema de separação de

interferências que, baseado nesta indicação, poderia re-estimar o modelo.
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5.3.1 Indicadores do Sistema de Monitoração

A indicação de alterações no comportamento estat́ıstico do sinal monitorado pelo

sistema é feita com base nos clusters formados a cada intervalo para avaliação. O

sistema acompanha e avalia os seguintes parâmetros:

• Número de clusters formados;

• Dispersão intracluster

• Dispersão extracluster ;

No caso do primeiro parâmetro, o ı́ndice é gerado com base na ocorrência de va-

riação do número de clusters entre avaliações. Já o segundo e o terceiro parâmetros,

menos óbvios, são responsáveis por ı́ndices calculados a partir de duas matrizes, defi-

nidas em [46], a matriz de espalhamento intracluster SW e a matriz de espalhamento

entrecluster SB, dadas pelas Equações 5.5 e 5.6.

SW =
c∑
i

Si =
c∑
i

∑
x∈Di

(x−mi)(x−mi)
T , (5.5)

onde x ∈ Di representa todos os dados pertencentes ao cluster i, mi, o vetor médio

dos dados x ∈ Di e c o número de clusters.

SB =
c∑
i

ni(mi −m)(mi −m)T , (5.6)

onde ni é o número de dados no cluster i e m representa o vetor médio de todo

conjunto de dados D.

DUDA et al. [46] definem o traço (somatório dos elementos da diagonal princi-

pal) das matrizes SW e SB como uma medida escalar para ambas. Sendo assim,

os traços de ambas as matrizes serão utilizados como ı́ndices para acompanhar o

comportamento estat́ıstico dos espectros do sinal do sonar.

Observa-se que a matriz SW , na Equação 5.5, a menos do fator multiplicativo

1/(n − 1), se comporta como uma matriz de covariância [57]. Desta forma, outro

ı́ndice a ser acompanhado, conhecido como crosstalk, será gerado a partir da matriz

SW . O valor do crosstalk é obtido a partir da soma dos valores absolutos dos ele-

mentos fora da diagonal principal. O crosstalk possui informação sobre a correlação

entre distintas dimensões dos dados de entrada [57]. No caso da matriz SW , assim

como a matriz de covariância, por ela ser simétrica em relação à diagonal principal,

basta que se utilize, no cálculo do crosstalk, a soma dos quadrados dos elementos

da parte superior direita ou inferior esquerda da matriz, exluindo-se os elementos
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da diagonal principal. Tanto a obtenção das matrizes de espalhamento aqui defi-

nidas, como do crosstalk, são de fácil implementação e baixo custo computacional,

caracterizando-se por somas e multiplicações e corridas em matrizes.

5.3.2 Intervalo entre Avaliações

Na Seção 5.2, foi justificada a necessidade de se utilizar um intervalo de 20 ao invés

de 10 segundos. Com 20 segundos, um conjunto de 40 espectros é disponibilizado

pela análise DEMON. Foi mostrado que devido à forma de obtenção dos espectros

através da aplicação da STFT com overlap, este é o número mı́nimo de espectros

dispońıveis, sem que haja perda de informação do sinal temporal [4]. Do ponto de

vista estat́ıstico, um número maior de amostras fica dispońıvel para representar o

espaço do conjunto de espectros. A partir deste ponto, os resultados são gerados

com conjuntos de 40 espectros, ou seja, o intervalo entre paradas para avaliação do

sistema de monitoração passa a ser de 20 segundos.

5.3.3 Obtenção das Figuras de Mérito

Para avaliar o comportamento estat́ıstico do sinal com uso das figuras de mérito

informação mútua e cumulantes cruzados apresentadas na Seção 4.4, foram adotadas

as seguintes estratégias:

• Informação mútua:

– Divide-se o conjunto de espectros completo de cada mistura (marcação),

em 10 janelas de 40 espectros cada (aprox. 20 segundos).

– Obtém-se o espectro médio de cada janela, resultando um vetor de di-

mensão 1 x 513.

– Calcula-se a informação mútua entre o vetor médio da primeira janela

e o vetor médio da segunda, entre o vetor médio da primeira e o vetor

médio da terceira, assim sucessivamente até a décima janela.

– Gera-se um vetor com 9 medidas de informação mútua para cada mistura.

Este procedimento é aplicado a cada marcação. O mesmo é feito com as fontes

estimadas pelo modelo de separação, conforme foi descrito na Seção 3.3.1, com a

diferença de que não é necessário tirar a média das fontes, já que é obtida uma

fonte para cada uma das três misturas utilizadas na extração das fontes, totalizando

três fontes. Neste caso da estimação das fontes, a matriz B de separação é obtida,

através do algoritmo Akuzawa, com o primeiro conjunto de espectros, e a separação

das demais fontes é realizada com esta primeira matriz de separação.
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• Cumulantes cruzados:

– Em cada uma das 10 janelas, calcula-se o cumulante cruzado de quarta

ordem entre os vetores dos espectros médios de cada mistura, resultando

em três medidas em cada janela dos seguintes cruzamentos de misturas:

190o x 205o, 205o x 76o e 190o x 76o.

– Gera-se um vetor com 10 medidas de cumulantes cruzados para cada

cruzamento de misturas.

O mesmo procedimento é feito sobre as fontes extráıdas por ICA.

A Figura 5.8(a) mostra o resultado do cálculo da informação mútua para as mis-

turas. Observa-se uma maior variação no caso da mistura correspondente à marcação

205o. A marcação 76o, que representa o rúıdo próprio da embarcação, permanece

praticamente inalterada durante todo o trecho de sinal avaliado. A Figura 5.8(b)

mostra o resultado do cálculo da informação mútua aplicado às fontes extráıdas por

ICA. Percebe-se que o comportamento observado nas fontes extráıdas permanece

quase idêntico ao apresentado pelas misturas. Este resultado demonstra que fazer

a monitoração a partir dos sinais das marcações já é suficiente para acompanhar as

variações estat́ısticas do sinal do sonar passivo, ao menos com esta base de dados.

Apesar das variações serem pequenas em termos percentuais, inclusive em certos

trechos da mistura 205o, que apresenta as maiores variações, espera-se que o sistema

de monitoração seja capaz de dar alguma indicação a respeito.

O resultado dos cálculos dos cumulantes cruzados pode ser observado na Figura

5.9. Percebe-se que, pelo critério de independência com base nos cumulantes cruza-

dos de quarta ordem, as misturas, como era de se esperar, apresentam dependência

entre si, conforme a Figura 5.9(a). Após a extração das fontes por ICA, o resul-

tado da Figura 5.9(b) evidencia que, mesmo com as variações no comportamento

estat́ıstico mostrado pelos cálculos da informação mútua da Figura 5.8, a matriz

de separação obtida na primeira janela consegue extrair fontes independentes. Esta

independência estat́ıstica é assumida com base no critério dos cumulantes cruzados

de quarta ordem, de acordo com o que foi provado em [58].

5.3.4 Resposta do Sistema

Uma vez calculadas as figuras de mérito, as respostas do sistema de monitoração

puderam ser obtidas e avaliadas. Devido ao aumento do número de padrões de en-

trada de 20 para 40 espectros, correspondendo a um aumento no intervalo de tempo

entre avaliações de, aproximadamente, 10 para 20 segundos, um novo histograma de

distâncias entre os padrões de entrada foi gerado pelo sistema. A partir deste novo

histograma, é feita nova escolha do raio de vigilância inicial. A Figura 5.10 mostra
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Figura 5.8: Evolução da informação mútua entre a primeira janela e as janelas
subsequentes para as misturas 5.8(a) e para as fontes extráıdas por ICA 5.8(b).
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Figura 5.9: (a) Evolução dos cumulantes cruzados entre marcações e (b) fontes
extráıdas por ICA.

56



os histogramas gerados para os primeiros conjuntos de 40 espectros das marcações

190o e 205o.

0 2 4 6 8 10 12 14 16 18 20
0

50

100

150

200

250

DISTÂNCIA (U.A.)

FR
EQ

UÊ
NC

IA

(a) Marcação 190o.
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(b) Marcação 205o.

Figura 5.10: Histogramas das distâncias entre os padrões de entrada do conjunto de
40 espectros.

Observa-se que o critério de escolha do raio de vigilância ρ, com as distribuições

exibidas pelas distâncias entre os padrões de entrada em ambas as marcações, deve

passar a ser a maior moda. Neste caso, como o valor de ρ tem influência direta

nos resultados da clusterização, buscou-se avaliar vários valores de ganho aplicado

ao valor da maior moda, em uma faixa de (1, 0 a 1, 5), em passos de 0, 1. Com

este aumento de padrões de entrada, foram necessários 4 componentes principais

para atingir um limiar mı́nimo de energia de 93%. O valor do limiar foi aumentado,

pois com o valor anterior de 90%, o número de componentes não ficava constante

ao longo de todo trecho de sinal. Quando isto acontece, o sistema deve reiniciar a

monitoração, uma vez que há um aumento na dimensão dos dados de entrada. Os

demais parâmetros de sintonia foram mantidos os mesmos que foram especificados

na Seção 5.2.

Para cada valor de ganho, o sistema foi acionado para realizar cinco avaliações de

cada marcação, gerando-se cinco vetores lógicos de indicação do comportamento da

estat́ıstica do sinal monitorado, com base no número de clusters criados. No caso,

para criação dos vetores lógicos, se o acompanhamento mostrar que houve mudança

no número de clusters, para mais ou para menos, o ńıvel lógico “1” é setado, indi-

cando que houve mudança na estat́ıstica, caso contrário, é setado o ńıvel lógico “0”.

Estes vetores lógicos são comparados com as figuras de mérito, para computação das

medidas de desempenho do sistema, sobretudo, as probabilidades de detecção, falso

alarme e perda do alvo. Como a rede ART é senśıvel à inicialização, seus resultados

finais podem variar, desta forma, para cada valor de ganho, é selecionado o melhor

resultado, dentre as cinco rodadas, que maximize a probabilidade de detecção.

Nesta avaliação do efeito da variação de ρ, foi utilizada como figura de mérito
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Tabela 5.1: Sáıdas lógicas que maximizam a probabilidade de detecção em função
do ρ, na marcação 190o. Todas as variações na informação mútua são consideradas
mudanças.

ρi/Sj S1 S2 S3 S4 S5 S6 S7 S8 Acertos Acertos (%)
ρ1 = 1, 0.moda 1 1 0 1 1 1 1 0 6 75
ρ2 = 1, 1.moda 0 1 1 0 0 0 1 1 4 50
ρ3 = 1, 2.moda 1 1 0 0 0 1 1 1 5 63
ρ4 = 1, 3.moda 0 0 1 0 0 1 1 1 4 50
ρ5 = 1, 4.moda 1 1 1 0 0 1 1 0 5 63
ρ6 = 1, 5.moda 1 0 0 0 0 1 1 1 4 50

Tabela 5.2: Sáıdas lógicas que maximizam a probabilidade de detecção em função
do ρ, na marcação 190o. Apenas variações maiores que 2% na informação mútua
são consideradas mudanças.

ρi/Sj S1 S2 S3 S4 S5 S6 S7 S8 Acertos Acertos (%)
ρ1 = 1, 0.moda 1 0 0 1 1 1 1 0 5 63
ρ2 = 1, 1.moda 0 0 0 0 0 1 1 0 8 100
ρ3 = 1, 2.moda 0 0 0 0 0 1 1 0 8 100
ρ4 = 1, 3.moda 0 0 0 0 0 1 1 1 7 88
ρ5 = 1, 4.moda 0 0 0 0 0 1 1 1 7 88
ρ6 = 1, 5.moda 0 0 1 0 0 1 1 0 7 88

Var. I (%) 0,2 0,8 1,6 0,7 1,0 3,6 2,6 0,7 - -

Tabela 5.3: Sáıdas lógicas que maximizam a probabilidade de detecção em função
do ρ, na marcação 205o. Todas as variações na informação mútua são consideradas
mudanças.

ρi/Sj S1 S2 S3 S4 S5 S6 S7 S8 Acertos Acertos (%)
ρ1 = 1, 0.moda 0 1 1 0 1 1 0 1 5 63
ρ2 = 1, 1.moda 1 1 1 1 0 1 1 1 7 88
ρ3 = 1, 2.moda 1 1 1 1 0 1 1 1 7 88
ρ4 = 1, 3.moda 1 1 1 0 0 1 1 1 6 75
ρ5 = 1, 4.moda 1 1 1 1 0 1 1 0 6 75
ρ6 = 1, 5.moda 1 1 1 0 0 1 1 1 6 75
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Tabela 5.4: Sáıdas lógicas que maximizam a probabilidade de detecção em função
do ρ, na marcação 205o. Apenas variações maiores que 2% na informação mútua
são consideradas mudanças.

ρi/Sj S1 S2 S3 S4 S5 S6 S7 S8 Acertos Acertos (%)
ρ1 = 1, 0.moda 0 1 1 0 1 1 0 1 5 63
ρ2 = 1, 1.moda 1 1 1 1 0 1 1 1 5 63
ρ3 = 1, 2.moda 1 1 1 1 0 1 1 1 6 75
ρ4 = 1, 3.moda 1 1 1 0 0 1 1 1 4 50
ρ5 = 1, 4.moda 1 1 1 1 0 1 1 0 4 50
ρ6 = 1, 5.moda 1 1 1 0 0 1 1 1 4 50

Var. I (%) 4,2 0,8 5,0 9,4 2,2 6,8 0,6 5,7 - -

as curvas de evolução da informação mútua das misturas, mostradas na Figura

5.8(a). Esta escolha é razoável, no sentido de que o sistema de monitoração está

operando com os espectros dos sinais das marcações (misturas). As Tabelas 5.1, 5.2,

5.3 e 5.4 mostram os resultados das análises. Para cada marcação, foram obtidos os

vetores lógicos de acompanhamento da estat́ıstica, segundo a evolução do número de

clusters. Cada vetor é o que apresentou a maior probabilidade de detecção correta

dentre 5 outros. Em cada tabela, estão computadas as quantidades de acertos de

cada vetor lógico e os respectivos percentuais, considerando um total de 8 indicações.

Devido às variações da informação mútua somente estarem dispońıveis a partir de 40

segundos, os vetores lógicos são gerados a partir do instante que é posśıvel computar

a primeira variação entre avaliações, neste caso de 40 para 60 segundos. Por este

motivo, os vetores lógicos só possuem 8 valores dispońıveis, que correspondem às

variações em intervalos de 20 segundos até o final do sinal, em 200 segundos.

As Tabelas 5.1 e 5.3 contêm os resultados que consideram que qualquer variação

no valor da informação mútua da marcação (Figura 5.8(a)), por menor que seja,

é tomada como uma mudança na estat́ıstica. Com esta consideração, o caso da

marcação 190o é o mais cŕıtico, já que em apenas dois intervalos, 140-160 e 160-180

segundos, as variações não superam 2%, ainda assim, não muito mais do que isto,

sequer chegando aos 2,5%. Nestas situações, as melhores probabilidades de detecção

foram obtidas com ρ3 = 1, 2.moda, para a marcação 190o, e com ρ2 = 1, 1.moda e

ρ3 = 1, 2.moda, para a marcação 205o.

Uma outra comparação foi realizada, considerando-se que as variações no va-

lor da informação mútua menores que 2%, não são tomadas como indicativo de

alterações no comportamento estat́ıstico do sinal da marcação. Estes resultados

são apresentados nas Tabelas 5.2 e 5.4. Os valores percentuais da variação da in-

formação mútua são mostrados na última linha das tabelas, para fins de obtenção
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Tabela 5.5: Combinação das sáıdas lógicas das marcações, para ρ = 1, 2.moda,
através da lógica “OU”. Todas as variações na informação mútua são consideradas
mudanças.

Sáıdas Lógicas S1 S2 S3 S4 S5 S6 S7 S8 Acertos %
Sm190o 1 1 0 0 0 1 1 1 5 63
Sm205o 1 1 1 1 0 1 1 1 7 88

S = Sm190oOUSm205o 1 1 1 1 0 1 1 1 7 88

Tabela 5.6: Combinação das sáıdas lógicas das marcações, para ρ = 1, 2.moda,
através da lógica “OU”. Apenas variações maiores que 2% na informação mútua são
consideradas mudanças.

Sáıdas Lógicas S1 S2 S3 S4 S5 S6 S7 S8 Acertos %
Sm190o 0 0 0 0 0 1 1 0 8 100
Sm205o 1 1 1 1 0 1 1 1 6 75

S = Sm190oOUSm205o 1 1 1 1 0 1 1 1 6 75

das probabilidades de detecção. Em ambas as marcações, as maiores probabilidades

de detecção corretas foram obtidas para ρ2 = 1, 1.moda e ρ3 = 1, 2.moda. Desta

forma, considerando-se todos os resultados obtidos, o raio de vigilância que apre-

sentou maiores probabilidades de deteção foi para ρ3 = 1, 2.moda.

Numa situação real, cada marcação estaria sendo monitorada em paralelo pelo

sitema de monitoração. Desta forma, seria posśıvel indicar para o OS, de maneira in-

dependente, através dos vetores lógicos, as mudanças no comportamento estat́ıstico

de cada marcação. Entretanto, seria interessante que os vetores lógicos pudessem

ser combinados de forma que apenas uma indicação lógica fosse capaz de informar

ao OS do Sonar se houve alguma alteração.

Fazendo uso da operação lógica “OU”, e combinando-se os resultados dos melho-

res casos das Tabelas 5.1, 5.2, 5.3 e 5.4, para ρ = 1, 2.moda, foram obtidas as sáıdas

lógicas das Tabelas 5.5 e 5.6. No caso em que todas as variações na informação

mútua são consideradas como mudança na estat́ıstica, a lógica “OU” combinando

os vetores lógicos das duas marcações melhora a eficiência da detecção. O mesmo

não ocorre para quando se considera apenas as variações na informação mútua acima

de 2%. Neste último caso, conforme a Tabela 5.6, uma combinação lógica “E” fun-

cionaria melhor. Entretanto, como não é posśıvel tomar esta decisão em tempo real,

é mais interessante utilizar uma combinação lógica “OU” para fornecer apenas um

vetor lógico de indicação de mudança do comportamento estat́ıstico dos sinais das

marcações em conjunto.

Esta avaliação que considera que o sistema detecta variações maiores que 2% é
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mais razoável do que aquela na qual ele detecta qualquer variação. Nesta última,

seria necessário um sistema com processadores de precisão infinita, o que não existe

em implementações práticas. Desta forma, o desempenho do sistema de monitoração

terá como base os resultados obtidos na Tabela 5.6. Considerando um patamar de

2% de variação no valor da informação mútua, o melhor resultado atingiu uma

eficiência de detecção correta de 75%.

Para a estimação da matriz de separação das misturas por ICA, os sinais das duas

marcações, 190o e 205o, são utilizadas em conjunto pelo algoritmo de estimação, que

pode também utilizar o rúıdo próprio (76o). Tanto variações estat́ısticas das duas

marcações como de uma ou de outra, isoladamente, podem afetar a qualidade da

separação por ICA. Desta forma, a utilização da combinação lógica dos vetores de

resposta do sistema de monitoração é interessante.

As respostas do sistema para os vetores lógicos da Tabela 5.5, em termos do

acompanhamento do número de clusters, do traço e do crosstalk das matrizes SW e

SB, são mostradas nas Figuras 5.11 e 5.12, respectivamente para as marcações 190o

e 205o. Para facilitar a visualização, a variação da informação mútua é mostrada

novamente. Percebe-se que os valores dos traços da matrizes SW e SB também

poderiam ser utilizados para geração dos vetores lógicos. A única diferença entre as

matrizes é que a matriz SB guarda relação direta com o número de clusters criados,

ao contrário da matriz SW , cuja relação com o aumento ou a diminuição do número

de clusters é inversa. Em termos numéricos, as matrizes possuem os elementos fora

da diagonal principal iguais a menos do sinal trocado, enquanto que os elementos das

diagonais principais são distintos, como pode ser visto nos exemplos abaixo obtidos

em determinado instante do acompahamento:

SWk
=


4.0983 2.4873 −1.6415 3.7049

2.4873 31.1192 10.5843 8.1679

−1.6415 10.5843 24.7002 −11.2828

3.7049 8.1679 −11.2828 29.3775



SBk
=


34.9017 −2.4873 1.6415 −3.7049

−2.4873 7.8808 −10.5843 −8.1679

1.6415 −10.5843 14.2998 11.2828

−3.7049 −8.1679 11.2828 9.6225


Porém, como a geração dos vetores lógicos independe do fato se a variação foi

para mais ou para menos, o valor do traço de ambas as matrizes pode ser utili-

zado. A relação complementar entre essas matrizes é conhecida. Os processos de

clusterização que as utilizam como critério de otimização, caso utilizem como meta

a minimização de SW , fatalmente estarão maximizando SB. Isto ocorre devido ao
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fato de SW e SB estarem relacionadas com a matriz de espalhamento total de todo

o conjunto de dados ST segundo a Equação 5.7.

ST = SW + SB, (5.7)

onde ST não depende dos clusters formados, ao contrário de SW e SB [46]. Quanto ao

crosstalk, nenhuma correlação com a variação da estat́ıstica do sinal foi encontrada.

40 60 80 100 120 140 160 180 200
0.8

0.82

0.84

0.86

0.88

0.9

0.92

0.94

0.96

0.98

1

TEMPO (S)

IN
FO

RM
AÇ

ÃO
 M

ÚT
UA

PRIMEIRA JANELA X JANELAS SUBSEQUENTES

 

 

M.1900

M.2050

M.760

(a) Informação mútua das misturas.
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Figura 5.11: Acompanhamento do número de clusters, do traço e do crosstalk das
matrizes SW e SB. Marcação 190o.

Com relação à figura de mérito cumulantes cruzados, a Tabela 5.7 mostra a

obtenção do desempenho do sistema de monitoração com base na combinação lógica
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Figura 5.12: Acompanhamento do número de clusters, do traço e do crosstalk das
matrizes SW e SB. Marcação 205o.
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Tabela 5.7: Combinação lógica para detecção de mudanças maiores que 2% nos
cumulantes cruzados (entre marcações 190o e 205o).

S. Lóg. S0 S1 S2 S3 S4 S5 S6 S7 S8 Ac. %
Sm190o 0 0 0 0 0 0 1 1 0 2 22
Sm205o 1 1 1 1 1 0 1 1 1 8 89

OU 1 1 1 1 1 0 1 1 1 8 89

Var. µ4
cum (%) 1085,4 178,1 1770,1 14,3 97,4 10,8 19,4 99,6 330,0 - -

da resposta da monitoração do sistema das marcações 190o e 205o. Neste caso,

a probabilidade de detecção correta do sistema de monitoração atinge 89%. A

variação percentual dos cumulantes cruzados, indicada na última linha da Tabela

5.7, é calculada a partir dos valores dos cumulantes entre as marcações 190o e 205o,

mostrados na Figura 5.9(a).

5.4 Efeitos de ICA para Classificação Neural

O efeito da utilização de ICA na etapa de pré-processamento do sinal de sonar

passivo, visando diminuir a interferência entre marcações e atenuar o rúıdo de fundo,

vem sendo alvo de investigação [3, 11, 13, 59]. Os resultados destes trabalhos vem

consolidando o uso de ICA para melhorar a eficiência da detecção e classificação de

contatos. Nesta seção, será apresentado um trabalho desenvolvido no escopo desta

dissertação, onde se buscou projetar um classificador neural para identificação de

contatos detectados pelo sistema de sonar passivo [17]. O efeito da aplicação de ICA

no pré-processamento dos sinais de entrada do classificador também foi avaliado, a

partir da comparação da eficiência da classificação com e sem aplicação da ICA.

Os três algoritmos de ICA apresentados na Seção 3.3 foram avaliados, para efeitos

de comparação de desempenho da classificação. Essa avaliação buscou comprovar

a importância do sistema de monitoração da estat́ıstica do sinal de sonar passivo

para a classificação de contatos, uma vez que o sistema poderá subsidiar a tomada

de decisão de re-estimar os modelos neurais de classificação.

5.4.1 Metodologia

A base de dados para o treinamento do classificador consistiu de gravações de rúıdos

irradiados por navios nas marcações 190o e 205o. Adicionalmente, o áudio do rúıdo

próprio gravado na marcação 76o também foi utilizado, porém somente para a etapa

de pré-processamento com ICA, com o objetivo de se verificar o efeito da inclusão

do rúıdo próprio na estimação da matriz de separação feita pela análise ICA. O
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classificador também é avaliado sem a inclusão do rúıdo próprio. Tanto os rúıdos

irradiados pelos navios, como o rúıdo próprio consistem em gravações de pouco

mais do que 200 segundos de duração. Estes sinais foram processados de forma a

se obter os espectros que serão utilizados como dados de entrada do classificador

neural. Para isto, utilizou-se a análise LOFAR, conforme o diagrama da Figura 3.1

da Seção 3.1.1. Os espectros foram gerados a partir da aplicação da STFT de 2048

pontos sem overlap, sendo normalizados pela aplicação do algoritmo TPSW.

O classificador neural utilizado para discriminar as classes é uma rede neural

perceptron multicamadas (MLP, em inglês) [7]. A camada de entrada da rede é ali-

mentada pelos pontos dos espectros obtidos pela análise LOFAR. Todos os neurônios

das camadas escondida e de sáıda possuem função de ativação do tipo tangente hi-

perbólica. A rede neural foi treinada com o algoritmo de aprendizado supervisionado

backpropagation resiliente [60]. Este algoritmo apresentou menor custo computaci-

onal que o backpropagation tradicional e que outros algoritmos em uma série de

simulações, além de uma maior robustez frente à escolha inicial dos parâmetros de

treinamento.

Os sinais das marcações 190o e 205o foram divididos em conjuntos de treino,

validação e teste. Inicialmente, do total de 6.880 espectros obtidos pela análise

LOFAR, selecionou-se um trecho para treinamento (75% do total) e um trecho para

teste (25% do total), ou seja, um conjunto de 5.160 espectros para treino e um

conjunto de 1.720 espectros para teste, igualmente divididos para cada marcação.

Esta seleção foi feita de forma intercalada, ou seja, a cada quatro padrões sequenciais,

os três primeiros foram tomados para treino e o quarto, para teste, sucessivamente,

ató o final do conjunto. Dos 5.160 espectros de treino, 1.290 (o subconjunto inicial

de 25% do conjunto de treino) são utilizados como conjunto de validação, divididos

igualmente entre as classes. Desta forma, o treinamento da rede neural é feito com

um conjunto de 3.870 espectros, a validação é feita com um conjunto de 1.290,

para avaliação do critério de parada, e o teste é feito com um conjunto de 1.720,

que são usados para analisar a generalização do classificador e calcular a eficiência

de classificação, não sendo utilizados na etapa de atualização dos pesos da rede.

Para cada espectro de entrada, foi associado o valor 1 ou -1 para a sáıda desejada,

conforme a classe que se desejasse classificar. Ao final do treinamento, a taxa de

acerto foi calculada considerando um limiar de decisão centrado em zero.

O classificador foi treinado inicialmente utilizando-se apenas a análise LOFAR

no pré-processamento (sem a introdução do bloco ICA). Com esta configuração,

foi feita a definição do número de neurônios na camada escondida. Os espectros

aplicados na entrada do classificador são gerados diretamente a partir dos sinais de

áudio das marcações 190o e 205o, proveniente do conformador de feixes, conforme o

diagrama em blocos da Figura 5.13.
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Figura 5.13: Diagrama em blocos do sistema de classificação com LOFAR no pré-
processamento [17].

A dimensão do espaço de entrada da rede neural são os 1025 pontos dos es-

pectros gerados pela análise LOFAR. No trabalho, não se buscou utilizar nenhuma

técnica para redução de dimensionalidade, se fixando apenas em avaliar os efeitos da

ICA no pré-processamento dos dados para classificação. Em [14], foram avaliadas

diferentes técnicas de redução de dimensionalidade e seus efeitos no projeto de um

classificador neural MLP. Um total de quatro neurônios na camada escondida foi

utilizado, a partir da observação da taxa de acerto em uma média de cinco rodadas

de treinamento. A Figura 5.14 mostra que 4 neurônios na camada escondida é uma

escolha adequada, pois para 6 neurônios, apesar da taxa de acerto média ser 0,2%

maior, isto representa muito pouco frente à menor complexidade do modelo com

dois neurônios a menos na camada escondida. Para a camada de sáıda, utilizou-se

apenas um neurônio, já que se tratou de uma discriminação de duas classes. Sendo

assim, o classificador neural foi treinado em bateladas com uma estrutura 1025 x 4

x 1, com normalização dos padrões de entrada para conter variáveis padronizadas,

tendo como critérios de parada, variações mı́nimas da eficiência de classificação, dos

pesos sinápticos e, caso nenhum dos primeiros fossem atingidos, um número máximo

de iterações.

Em [11], os autores obtiveram resultados promissores, mostrando que a aplicação

de ICA no pré-processamento dos sinais do sonar passivo melhorou a eficiência da

classificação neural, devido à diminuição do efeito da interferência mútua entre

marcações próximas. O autor utilizou o algoritmo JADE e uma matriz de mis-

tura sintética para avaliação, porém aplicados a marcações diferentes das que foram

utilizadas no presente trabalho, e não sendo utilizado o rúıdo próprio.

No trabalho, além do algoritmo JADE, buscou-se avaliar também os algoritmos

Akuzawa e FastICA como técnica de pré-processamento para atenuação do rúıdo de

fundo e diminuição do efeito da interência entre contatos. Estes algoritmos foram

aplicados nas amostras temporais do sinal do sonar passivo antes da análise LOFAR.

Outro detalhe adicional deste trabalho foi a inclusão do rúıdo próprio na etapa de
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Figura 5.14: Taxa de acerto média X Número de neurônios na camada escondida.

estimação da matriz de separação através de ICA. O rúıdo próprio, em conjunto

com o rúıdo ambiente do fundo do mar, compõe o rúıdo de fundo que está presente

como interferência entre marcações, o que será mostrado em detalhes na Seção 3.4.

O diagrama em blocos da Figura 5.15 mostra como funciona o sistema, in-

cluindo a marcação 76o, que contém o áudio do rúıdo próprio, e a ICA para pré-

processamento. A seleção da marcação após a aplicação de ICA é feita com base no

valor da informação mútua [56] entre as marcações originais e as estimadas por ICA.

A utilização de informação mútua (pelo método do histograma) para seleção correta

da marcação estimada pela ICA se faz necessária devido ao fato de que as fontes

estimadas por ICA não mantêm a ordenação em que são apresentadas ao algoritmo

ICA. O coeficiente de correlação linear [57] chegou a ser avaliado como forma de

seleção da marcação, porém não apresentou consistência nos resultados. Isto pode

ser explicado pela existência de correlações de natureza não-lineares nos dados dos

sinais de sonar passivo [14].

Figura 5.15: Diagrama em blocos do sistema de classificação com ICA + LOFAR
no pré-processamento. A marcação 76o representa o rúıdo próprio.
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5.4.2 Resultados

Conforme foi explicado na Seção 5.4.1, somente o conjunto de treino foi utilizado

para estimação da matriz de separação do modelo ICA. No momento de operar

o sistema, esta matriz de separação obtida para o conjunto de treino é aplicada

ao conjunto de teste, de forma a garantir a generalização do pré-processamento

ICA. Estratégia análoga foi utilizada na normalização dos padrões de entrada do

classificador, onde a média e o desvio padrão de cada variável do conjunto de treino

são armazenados para posterior normalização dos padrões do conjunto de teste. Essa

normalização consiste na subtração da média e na divisão pelo desvio padrão de cada

dimensão (coluna da matriz) dos padrões de teste, usando os valores armazenados

obtidos a partir do conjunto de treino.

A primeira avaliação do desempenho da rede neural após o treinamento, consi-

derando todas as configurações testadas, foi realizada a partir dos histogramas das

sáıdas obtidas quando a rede é colocada em operação utilizando o conjunto de teste.

As Figuras 5.16, 5.17, 5.18 e 5.19 mostram os histogramas das sáıdas das redes trei-

nadas quando se utiliza o pré-processamento LOFAR, LOFAR + ICA (Akuzawa),

LOFAR + ICA (JADE) e LOFAR + ICA (FastICA), respectivamente. Cada histo-

grama mostra as sáıdas da rede para os dados de teste da classe 1 (esquerda) e da

classe 2 (direita). As Tabelas 5.8, 5.9, 5.10 e 5.11 mostram as taxas de acerto e os

erros de classificação para cada classe.

O desempenho das diferentes configurações testadas está resumido na Tabela

5.12, que faz uma comparação das taxas de acerto obtidas pela operação do clas-

sificador com um conjunto de teste selecionado. O classificador treinado com o

pré-processamento ICA baseado no algoritmo FastICA apresentou desempenho su-

perior.

O efeito da retirada do rúıdo próprio (marcação 76o) da etapa de pré-

processamento foi testado observando-se a eficiência obtida pelo classificador com a

configuração de melhor desempenho (LOFAR + ICA (FastICA)). Os resultados são

mostrados pela Tabela 5.12. Neste caso, a taxa de acerto foi de 88,5%, considerando

o mesmo número de neurônios na camada escondida. O mesmo teste foi feito para

os algoritmos JADE e Akuzawa. Para o primeiro, a taxa de acerto foi de 87,6% e

para o segundo, 80,9%.

Tabela 5.8: Tabela de confusão para a rede treinada com pré-processamento LOFAR.

Taxa (%) rede (classe 1) rede (classe 2)
classe 1 85,3 14,7
classe 2 18,2 81,8
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Figura 5.16: Histogramas das sáıdas da rede treinada com pré-processamento LO-
FAR: classe 1 (esquerda) e classe 2 (direita). Taxa de acerto de 83,6%.
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Figura 5.17: Histogramas das sáıdas da rede treinada com pré-processamento LO-
FAR + ICA (Akuzawa): classe 1 (esquerda) e classe 2 (direita). Taxa de acerto de
78,7%.
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Figura 5.18: Histogramas das sáıdas da rede treinada com pré-processamento LO-
FAR + ICA (JADE): classe 1 (esquerda) e classe 2 (direita). Taxa de acerto de
87,0%.

Tabela 5.9: Tabela de confusão para a rede treinada com pré-processamento LOFAR
+ ICA (Akuzawa).

Taxa (%) rede (classe 1) rede (classe 2)
classe 1 81,2 18,8
classe 2 23,8 76,2
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Figura 5.19: Histogramas das sáıdas da rede treinada com pré-processamento LO-
FAR + ICA (FastICA): classe 1 (esquerda) e classe 2 (direita). Taxa de acerto de
88,1%.

Tabela 5.10: Tabela de confusão para a rede treinada com pré-processamento LO-
FAR + ICA (JADE).

Taxa (%) rede (classe 1) rede (classe 2)
classe 1 89,1 10,9
classe 2 15,0 85,0

Tabela 5.11: Tabela de confusão para a rede treinada com pré-processamento LO-
FAR + ICA (FastICA).

Taxa (%) rede (classe 1) rede (classe 2)
classe 1 89,2 10,8
classe 2 13,0 87,0

Tabela 5.12: Comparação das eficiências das configurações testadas.

Pré-processamento Eficiência (%) Eficiência (%)
c/ rúıdo próprio s/ rúıdo próprio

LOFAR —– 83,6
LOFAR + Akuzawa 78,7 80,9
LOFAR + JADE) 87,0 87,6

LOFAR + FastICA 88,1 88,5
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Caṕıtulo 6

Conclusões e Perspectivas

O sinal do sonar passivo apresenta caracteŕıstica não estacionária, ou seja, sua es-

tat́ıstica varia de maneira tal, que o sinal somente poderia ser considerado esta-

cionário, mesmo que de maneira aproximada, apenas em alguns trechos de sinal.

Além disso, o sistema de sonar passivo gradativamente se torna mais sofisticado

com a incorporação de técnicas de processamento de sinais que usam estat́ısticas

de ordem superior. Devido a este fato, as técnicas de separação de interferências

aplicadas ao sinal de sonar passivo, como ICA, e os classificadores neurais, que se

baseiam fortemente na estat́ıstica do sinal para construção de seus modelos, neces-

sitam de alguma indicação de que a estat́ıstica do sinal de sonar passivo possa ter

sofrido qualquer alteração significativa.

Neste contexto, este trabalho procurou desenvolver um sistema de monitoração

do sinal de sonar passivo através da técnica não supervisionada de clusterização

com rede ART modificada. Foi feita uma descrição do contexto do ambiente do

sonar passivo, onde foram apresentados os aspectos que impactam no desempenho

dos sistemas de processamento de sinais aplicados neste ambiente. Na sequência,

foram apresentadas descrições das formas de implementação das técnicas de pré-

processamento aplicadas nos sistemas de sonar passivo, como a conformação de feixe,

as análises espectrais DEMON e LOFAR, a redução de dimensionalidade através de

PCA e a separação cega de fontes através de ICA. A base de dados utilizada neste

trabalho é constitúıda de gravações em águas profundas, utilizando um sistema de

sonar passivo instalado em um submarino em operação e navios de classe desconhe-

cida.

A clusterização do sistema de monitoração proposto fez uso de uma rede neu-

ral ART modificada, tendo sido apresentado o seu algoritmo de treinamento. Esta

rede se mostrou adequada para a finalidade deste trabalho, devido à facilidade de

implementação, além da sua plasticidade e velocidade de treinamento. A forma

de parametrização do sistema foi detalhada e buscou-se avaliar os efeitos da va-

riação dos parâmetros de sintonia do sistema no seu funcionamento. Para validar o
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sistema de monitoração, a resposta do sistema foi comparada com os valores da in-

formação mútua e dos cumulantes cruzados, calculados a partir dos espectros do sinal

das marcações. Os testes buscaram avaliar a eficiência do sistema de monitoração

quanto ao acompanhamento das alterações na estat́ıstica dos sinais avaliados, peri-

odicamente, com base no número de clusters criados e nas informações de dispersão

e posição destes clusters e do conjunto de dados. As matrizes de espalhamento intra

e extraclusters, SW e SB, são calculadas pelo sistema para extrair as informações

sobre posição e dispersão dos centros e dos dados. Os espectros do sinal provenien-

tes da análise DEMON foram clusterizados em intervalos de aproximadamente 20

segundos. Os testes mostraram que o acompanhamento pode ser feito tanto pelo

número de clusters quanto pelos valores dos traços das matrizes SW ou SB. Foi de-

monstrado ser posśıvel a combinação dos vetores lógicos das marcações analisadas

através de uma lógica “OU’. Nos melhores casos, uma eficiência de deteção de até

75% foi atingida, tendo a informação mútua como figura de mérito, e de 89%, tendo

os cumulantes cruzados de quarta ordem como figura de mérito.

Adicionalmente, foram mostrados os resultados de um trabalho que buscou ava-

liar os efeitos da utilização de três algoritmos de ICA no pré-processamento dos

sinais na eficiência da classificação de contatos. Para isto, foi implementado um

classificador neural MLP e sua eficiência de classificação foi obtida para cada um

dos algoritmos aplicados ao pré-processamento para efeitos de comparação. Os re-

sultados mostraram que o sistema de monitoração pode vir a ser desenvolvido para

fins de classificação.

Os resultados obtidos neste trabalho mostraram que é posśıvel realizar o acom-

panhamento da mudança da estat́ıstica através da observação do número de clus-

ters criados a cada etapa de clusterização. Foi mostrado que acompanhar outros

parâmetros, como, o traço das matrizes de espalhamento intra e extraclusters, não

acrescenta informação adicional, em relação ao acompanhamento do número de clus-

ters. As perspectivas de trabalhos futuros apontam para a necessidade de avaliação

de métodos alternativos para a escolha do tamanho do raio de vigilância do processo

de clusterização, sendo um fator cŕıtico para a clusterização pela rede ART modi-

ficada e, naturalmente, para o desempenho do sistema de monitoração. Propõe-se,

também, novas avaliações do tamanho do conjunto de espectros a serem clusteriza-

dos. Outras formas de redução de dimensionalidade podem ser avaliadas, como PCA

não linear e PCD (componentes principais de discriminação), já que a extração de

caracteŕısticas do sinal deve reter o máximo de informação sobre o comportamento

estat́ıstico do sinal. Estudos de técnicas alternativas para determinação da não es-

tacionariedade estat́ıstica poderão ser conduzidos para que sejam disponibilizadas

figuras de mérito alternativas e cada vez mais precisas para validação da eficiência do

sistema de monitoração. O sistema deve ser avaliado com sinais de outras marcações,
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em maior quantidade e de maior duração. O sistema poderá ser testado com sinais

sintéticos para se determinar a sensibilidade de detecção de mudanças na estat́ıstica.

O sistema proposto demonstrou ser aplicável como ferramenta de aux́ılio, podendo

ser paralelizado para monitoração de mais marcações, devido à facilidade de im-

plementação do algoritmo. Como próxima etapa, propõe-se a implementação do

sistema de monitoração em um submarino para apoio à classificação de sinais de

sonar passivo.
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Apêndice A

Publicações

Segue uma descrição dos trabalhos aceitos ou em fase de aceitação para publicação.

A.1 Caṕıtulo de Livro

1. T́ıtulo: Passive Sonar Signal Detection and Classification Based on Indepen-

dent Component Analysis

Autores: Natanael Nunes Moura, José Manoel de Seixas, Ricardo Rezende

Ramos

Livro: Sonar Systems

Editora: InTech

Descrição: As análises espectrais DEMON e LOFAR são apresentadas. São

abordados o problema da interferência entre marcações e como é tratada sua

remoção no domı́nio da frequência. A técnica de separação cega de fontes

baseada em ICA é apresentada. São mostrados alguns resultados de trabalhos

de deteção e classificação a partir de dados experimentais.

A.2 Artigos em Congressos

1. T́ıtulo: Monitoração de Sinais de Sonar Passivo através de Clusterização Não-

Supervisionada

Autores: Ricardo Rezende Ramos, José Manoel de Seixas, Luiz Pereira

Calôba

Congresso: IX Congresso Brasileiro de Redes Neurais, Ouro Preto, Brasil,

2009

Descrição: Este trabalho apresentou o projeto de um classificador neural de

sinais de sonar passivo com base nas análises LOFAR e ICA. A técnica de
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ICA foi utilizada na etapa de pré-processamento como forma de minimizar a

interferëncia mútua entre marcações. Três diferentes algoritmos de ICA foram

avaliados.

2. T́ıtulo: Classificação Neural de Sinais de Sonar Passivo com Base nas Análises

LOFAR e ICA

Autores Ricardo Rezende Ramos, Luiz Pereira Calôba, José Manoel de Sei-

xas, Natanael Nunes Moura

Congresso: VIII Encontro de Tecnologia em Acústica Submarina, Rio de

Janeiro, Brasil, 2009

Descrição: Este trabalho mostrou o desenvolvimento de um sistema de mo-

nitoração de sinais de sonar passivo visando acompanhar a estat́ıstica do sinal,

de forma a indicar posśıveis alterações. A clusterização não supervisionada,

através de uma rede ART modificada, foi avaliada neste trabalho como técnica

de acompanhamento. Os resultados indicaram que o sistema proposto pode-

ria vir a ser usado como aux́ılio às técnicas de separação de interferências, na

detecção das interferências mútuas que podem ser causadas entre contatos.
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