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Neste trabalho é apresentado um algoritmo que busca o número ótimo de 

componentes gaussianas utilizado para modelar cada locutor da base de dados em um 

sistema de identificação de locutor independente de texto. Este algoritmo proposto é utiliza a 

razão entre as distorções máxima e média (distâncias euclidianas entre os vetores mais 

distantes dos centróides de cada célula e distância média de todos os vetores para o 

centróide de cada célula) obtidas após o algoritmo de clusterização k-médias. 

Foram realizados três conjuntos de testes: teste de ortogonalização, teste de otimização e 

teste comparativo com outros sistemas. Os resultados mostram que o uso do GMM 

ortogonal em comparação com GMM convencional, sem a utilização do algoritmo de 

otimização proposto, diminui em até 4,1% a taxa de erro, com uma redução de 75% do 

número de componentes gaussianas. A utilização do algoritmo de otimização diminuiu, para 

a base de dados utilizada, em até 1,8% a taxa de erro e em até 70% o esforço 

computacional em comparação com o melhor resultado obtido com o GMM ortogonal para 

um número fixo de componentes gaussianas para todos os locutores. 

Os resultados comparativos com outros sistemas de identificação de locutores, GMM-UBM 

MAP, TTD-GMM e FP GMM, mostram que, para a base de dados utilizada, o algoritmo 

proposto apresentou a menor taxa de erro, 1,12%, e o segundo menor esforço 

computacional, cerca de 2% acima do menor valor obtido pelo algoritmo TTD-GMM. 
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In this paper we present an algorithm that searches the optimal number of Gaussian 

components used to model each speaker in a database in a text independent speaker 

recognition system. The proposed algorithm is based on the ratio between the maximum and 

the average distortion (Euclidian distances between the most distant vector and the centroid 

in each cell and the average distance between all vectors in a cell and its centroid) in each 

cell obtained through the k-means algorithm.  

Three sets of tests were performed: ortogonalization test, optimization test and comparative 

test with other speaker recognition algorithms. The results show that the usage of orthogonal 

GMM instead of conventional GMM decreases the error rate up to 4.1%, also reducing the 

number of Gaussian components in 75%. The proposed optimization algorithm decreased, 

for the tested database, in 1.8% the error rate and in 70% the computational effort, when 

compared to the best result obtained for a fixed number of Gaussian components for speaker 

modeling. 

In the comparative test with other speaker recognition algorithms, GMM-UBM MAP, TTD-

GMM and FP GMM, the proposed algorithm presented the lowest total error rate, 1.12%, and 

the second lowest computational effort, around 2% higher than the lowest one, obtained by 

the TTD-GMM algorithm. 
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1 Introdução 

1.1 Motivação e objetivos 

O esforço computacional de um sistema de identificação de locutor está diretamente 

relacionado ao número de componentes gaussianas utilizado para modelar cada locutor 

presente na base de dados. Nesse sentido, uma solução para diminuir esse esforço 

computacional seria simplesmente utilizar menos componentes gaussianas. Contudo, essa 

abordagem gera um segundo problema: aumento da taxa de erro do sistema devido à má 

modelagem dos alguns locutores. 

O objetivo deste trabalho é identificar o número ideal de componentes gaussianas que serão 

utilizadas para modelar cada usuário da base de dados de um sistema de identificação de 

locutor, levando-se em conta a taxa de erro do sistema e o esforço computacional. Para tal é 

proposto um algoritmo de otimização baseado nas distorções máxima e média de cada célula 

durante a etapa de treinamento do sistema. 

Os objetivos desta dissertação podem ser resumidos em: 

• Implementação do classificador GMM (gaussian mixture model - modelo de misturas 

gaussianas) convencional; 

• Implementação do classificador GMM baseado em vetores de características 

ortogonalizados; 

• Proposta e implementação do algoritmo de otimização do número de componentes 

gaussianas para cada locutor da base de dados; 

• Implementação de algoritmos do estado da arte: GMM-UBM MAP, TTD-GMM e FP 

GMM; 

• Análise comparativa dos resultados utilizando vetores de características 

ortogonalizados; 
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• Análise comparativa dos resultados utilizando número variável de componentes 

gaussianas por locutor.  

 

1.2 Estado da Arte 

Nos últimos anos as técnicas para identificação de locutor têm sido amplamente pesquisadas e 

melhoradas. Diversas abordagens foram desenvolvidas com o objetivo de melhorar o 

desempenho dos sistemas: novos parâmetros para a modelagem dos locutores, novas formas 

de modelagem dos locutores, novos classificadores, pré-processadores do sinal da fala, etc. 

Anualmente o NIST (National Institute of Standards and Technology) promove um concurso 

de âmbito mundial a fim de avaliar as técnicas de identificação de locutor. Ele define as regras 

e fornece a base de dados para que cada competidor possa testar o seu sistema. Nos últimos 

anos, a técnica de identificação de locutor mais amplamente utilizada é o GMM [1] [2] . 

Outras técnicas utilizadas são o HMM (hidden Markov models – modelos escondidos de 

Markov) [2] , o AR-Vetorial [4] [5] [6] , redes neurais [7] [8]  e classificadores polinomiais 

[9] . Comparações do GMM com outros métodos de modelagem podem ser vistas em [2] [7] 

[10] [11] . Também têm sido realizadas pesquisas sobre novas características para modelar o 

sinal de voz [12] [40] [41]  e sobre pré-processamentos do sinal de voz [13] . 

Outras linhas de pesquisa estão voltadas para a utilização de segmentos de voz, como fones, 

difones ou trifones para a identificação de locutor [7] [14] [15] [16] [17] [18] , aplicando 

técnicas desenvolvidas inicialmente para o reconhecimento de fala contínua. 

A característica para modelagem do sinal de voz mais utilizada em identificação de locutor 

independente de texto nos últimos anos é o mel-cepstro. Estudos mostram que para esta 

finalidade, o mel-cepstro apresenta os melhores resultados [19] . 

No estado da arte para o identificação de locutor independente de texto, o classificador mais 

utilizado é o GMM [8] [43] [44] . Novos estudos têm focado em dois pontos: otimização do 
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modelo do GMM [20]  e melhorias no desempenho dos sistemas quando as características de 

treinamento e teste são diferentes [45] [46] [47] . Novos parâmetros de modelagem e novos 

classificadores também vêm sendo desenvolvidos, como mostrado em [9] [40] [41] . 

 

1.3 Descrição do Trabalho 

Este trabalho está dividido da seguinte forma: no Capítulo 2 são apresentados os principais 

métodos de classificação para identificação de locutor. No Capítulo 3 é detalhado o GMM. O 

método de ortogonalização é descrito no Capítulo 4. O algoritmo de otimização proposto é 

apresentado no Capítulo 5. O Capítulo 6 apresenta a base de dados utilizada nos testes. No 

Capítulo 7 são descritos os testes realizados. As conclusões são apresentadas no Capítulo 8. 
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2 Classificadores 

2.1 HMM 

Nos anos 70 e especialmente nos anos 80, os pesquisadores da área de voz começaram a 

voltar suas atenções para a modelagem estocástica da voz, com a intenção de endereçar 

problemas como a variabilidade, particularmente em sistema com grandes vocabulários. Os 

HMMs [1]  passaram a ser o foco dos estudos em reconhecimento de voz, sendo utilizados em 

diversos sistemas comerciais que utilizam grandes vocabulários. 

Os HMMs funcionam como máquinas de estados que são utilizadas para modelar ocorrências. 

Estas ocorrências podem ser palavras (utilizadas em sistemas com pequeno vocabulário) ou 

sub-unidades de palavras, como fones ou trifones (utilizadas em sistemas com grande 

vocabulário). Os HMMs são formados basicamente por estados, que modelam a informação 

que aquele HMM traz, e matrizes de transição, que modelam a probabilidade da passagem de 

um estado para outro. O modelo estatístico que o HMM utiliza pode variar, mas em geral é 

utilizada a modelagem gaussiana, fazendo com que cada estado seja composto por um 

conjunto de médias e variâncias. 

Nos últimos anos, os HMMs vem sendo utilizados também para reconhecimento e verificação 

de locutor. Uma vez que os HMMs modelam bem informações temporais, a grande maioria 

dos sistemas que utilizam essa abordagem trabalham com sub-unidades de palavras [14] [15] 

[16] [17] [18] .  

HMMs de várias formas são utilizados para a modelagem na identificação de locutor 

dependente e independente de texto. O HMM não modela somente classes acústicas 

desconhecidas, mas também a seqüência temporal entre essas classes. Embora a modelagem 

de estruturas temporais seja vantajosa para a tarefa de identificação de locutor dependente do 
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texto, no caso de independência do texto, esta modelagem não apresenta relevância. Por esse 

motivo, o HMM apresenta limitações no desempenho de tarefas independentes do texto. 

 

 

Figura 1 – Exemplo de HMM com 6 estados. 
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Figura 2 – Exemplo de matriz de transição de um HMM com S  estados. 

 

2.2 AR-Vetorial 

O modelo autorregressivo vetorial (AR-vetorial) faz a modelagem da evolução espectral da 

voz, sendo uma generalização de um modelo muito comum na análise da voz, o modelo de 

predição linear (LPC). O AR-vetorial é estimado a partir de uma seqüência de vetores 

extraídos do sinal (geralmente vetores de características), enquanto que o LPC é estimado a 

partir de blocos contendo o sinal de voz. 

Na identificação de locutor, o AR-vetorial é utilizado para medir a similaridade entre modelos 

de locutores previamente estimados. Seu uso é motivado por extrair de forma aproximada as 

características dinâmicas do locutor, ou seja, a forma como fala ao passar do tempo. 

Apesar de apresentar bons resultados como apresentado em [23] , o objetivo deste trabalho é 

estudar métodos de otimização de número de componentes gaussianas em modelos 

estocásticos e, por isso, o AR-vetorial não foi utilizado em testes comparativos. 

1 2 3 4 5 6 
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2.3 GMM 

Existem duas abordagens para se apresentar a estrutura do GMM. Na primeira, o GMM é 

formado basicamente de dois sub-sistemas utilizados para o identificação de locutor, um 

classificador uni-modal gaussiano e um quantizador vetorial (QV). Assim, o GMM combina a 

robustez do modelo gaussiano, paramétrico, com a modelagem arbitrária de um modelo de 

QV, não-paramétrico. Assim como o QV, o GMM faz a separação espacial de duas classes 

acústicas. Porém, enquanto o QV separa as classes de acordo com as distâncias entre elas, o 

GMM utiliza as probabilidades geradas por conjuntos de funções de densidade de 

probabilidade (fdp) gaussianas previamente estimadas. 

Na segunda abordagem o GMM pode ser entendido como um HMM de um único estado, 

tendo como observações misturas de fdp’s gaussianas, onde cada uma destas misturas pode 

representar uma ou várias classes fonéticas para caracterizar o som produzido por uma pessoa. 

Na aproximação do QV, cada locutor é representado por um dicionário de amostras espectrais 

representando grupos de classes fonéticas. Esta técnica tem demonstrado bom desempenho na 

identificação de locutor com vocabulários pequenos, como dígitos, sendo limitada em 

modelar possíveis variações encontradas na verificação de locutor independente do texto. 

Tem sido mostrado que modelos estatísticos fornecem uma melhor modelagem acústica da 

voz.  

O GMM, suprindo as deficiências dos métodos anteriores, vem sendo atualmente a ferramenta 

que apresenta uma das melhores respostas na tarefa de verificação de locutor independente do 

texto e sua utilização é amplamente justificada em termos físicos (modelagem de classes 

acústicas) e práticos (bons resultados). 
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3  GMM 

A densidade de mistura gaussiana completa, chamada λ , é parametrizada por  

{ },,, mmmw Σµ=λ  Mm ,,1K= , (1) 

onde mµ  é o vetor de médias, mΣ  é a matriz de covariância, mw  é o coeficiente de 

ponderação de cada componente e M  é o número de componentes gaussianas. 

Uma mistura de densidades de probabilidades gaussianas é uma soma ponderada de M  

densidades, dada pela equação 

∑
=

=
M

m
mmbwp

1
)()|( xx λ  (2) 

onde x  é um vetor aleatório de ordem D  e )(xmb  são as densidades componentes. Cada 

densidade componente é uma função gaussiana de dimensão D  da forma 

⎭
⎬
⎫

⎩
⎨
⎧ −−− −

=
)()(

2
1

2/12/

1

||)2(
1)(

mm
T

m

eb
m

Dm

µxΣµx

Σ
x

π  (3) 

onde |.| indica determinante e ( )T  representa transposição. A ponderação das misturas 

satisfaz à condição 1
1

=∑ =

M

m mw . 

O GMM pode apresentar três tipos de matriz de covariância: 

• Distribuída a cada componente gaussiana; 

• Uma única matriz para todas as componentes gaussianas de um dado modelo; 

• Uma única matriz de covariância para todas as componentes de todos os modelos. 

Além disto, a matriz de covariância também pode ser completa ou diagonal [11] . 

O GMM representa de forma geral a dependência das características espectrais da voz 

associadas ao locutor, em conjunto com a capacidade de modelar densidades de 

probabilidades desconhecidas [1] [22] , especificamente a distribuição dos vetores de 

características extraídos de uma locução. 
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3.1 Estimação dos parâmetros de máxima verossimilhança 

Em um sistema de identificação de locutor, cada locutor é representado por um GMM com 

seu modelo λ . Existem vários métodos de estimação dos parâmetros do GMM [1] . Um 

método bem difundido e que apresenta bons resultados é a estimação da máxima 

verossimilhança (Maximum Likelihood – ML). 

Para um conjunto de dados de treinamento, a estimação ML tenta encontrar os parâmetros do 

modelo que maximizem a verossimilhança do GMM. Para uma seqüência de vetores de 

características (supondo independência entre os mesmos), { }TxxX ,,1 K= , a verossimilhança 

do GMM é dada por 

∏
=

=
T

t
tpp

1

)|()|( λλ xX . (4) 

Normalizando pelo número total de vetores T  e usando o logaritmo, chega-se a 

∏
=

=
T

t
tp

T
p

1

)|(log1)|(log λλ xX , (5) 

onde tx  é o t-ésimo vetor de X . 

Esta expressão é uma função não-linear de parâmetros λ  e cuja maximização direta não é 

facilmente implementada [1] . Entretanto, a estimação dos parâmetros obtidos pelo método 

ML poderá ser conseguida iterativamente, utilizando-se um caso especial do algoritmo de 

máxima expectativa (Expectation Maximization – EM) [1] [22] . 

A idéia básica do algoritmo EM é a de iniciarmos com um modelo inicial λ  para a estimação 

de um novo modelo λ , tal que )|()|( λλ XX pp ≥ . O novo modelo torna-se, então, o modelo 

inicial para a próxima iteração, e o processo é repetido até que um limiar de convergência seja 

alcançado. Esta é a mesma idéia básica para a estimação dos parâmetros do HMM através do 

algoritmo de reestimação de Baum-Welch [3] . 
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Em cada iteração do EM, as seguintes fórmulas de reestimação são usadas para a modelagem 

da m -ésima gaussiana, as quais garantem um crescimento monotônico do modelo de 

verossimilhança: 

∑
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onde 2
mjσ , tjx  e mjµ , Dj ,,0 K= , Mm ,,1K=  referem-se aos elementos dos vetores 2

mσ , tx  e 

mµ  respectivamente e ),|( λtmP x  é a probabilidade a posteriori para uma classe acústica m  

dada por 

.
)(

)(),|(

1
∑
=

= M

k
tkk

tmm
t

bp

bwmP
x

xx λ  (9) 

A inicialização dos parâmetros a priori para o algoritmo EM foi realizada, neste trabalho, 

através do algoritmo k-médias [48] . 

 

3.2 Identificação de locutor utilizando GMM 

A Figura 3 apresenta o sistema de identificação de locutor utilizando GMM. 
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Figura 3 - Modelo do sistema de identificação de locutor 

 

Dado um conjunto de Q  locutores, a base de dados do sistema de identificação de locutor será 

composta pelos modelos 1λ , 2λ ,..., Qλ . O objetivo do sistema de identificação de locutor é 

encontrar qual modelo apresenta a maior probabilidade a posteriori, dada uma seqüência de 

vetores de características (extraídos do sinal de voz a ser identificado). Assim, 

( ) ( ) ( )
( )Xp

PXpXPQ nn
n

λλλ | max arg| max arg ˆ
Qn1Qn1 ≤≤≤≤

== . (10) 

Assumindo que todos os modelos da base de dados têm probabilidade igual de ocorrerem, 

tem-se que ( ) QP n
1=λ . Também se pode assumir que ( )Xp  é igual para todos os testes. 

Utilizando logaritmo e assumindo independência entre as observações, tem-se 

( )∑
=≤≤

=
T

t
nt

Qn
xpQ

11
|logmax argˆ λ . (11) 

O modelo da base de dados que apresentar maior valor para Q̂  é dito como o modelo 

identificado. 
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4 Ortogonalização de GMM 

Normalmente, assume-se que a matriz de covariância mΣ  é diagonal. Segundo [29] , a matriz 

mΣ  pode ser diagonalizada se os vetores de características forem transformados para o espaço 

definido pelos seus autovetores. Em [29]  é demonstrado que a matriz de covariância 

diagonalizada DmΣ  e o correspondente vetor de médias Dmµ  podem ser obtidos por  

ΩΣΩΣ m
T

Dm =  (12) 

e 

m
T

Dm µΩµ =  (13) 

onde Ω  é a matriz de transformação formada pelos autovetores da matriz de covariância mΣ . 

A etapa de treinamento do GMM ortogonal é similar à etapa de treinamento do GMM 

convencional, exceto pelo fato de todos os vetores de características serem pré-multiplicados 

pela matriz de transformação TΩ . Após a transformação, aplica-se o algoritmo k-médias para 

distribuir os vetores de características em M  células que serão a base para o algoritmo EM. 

Após a etapa de treinamento, a matriz de transformação é armazenada juntamente com o 

modelo treinado. Durante a etapa de teste, todos os vetores de características são pré-

multiplicados pela matriz de transformação e em seguida é utilizado o mesmo procedimento 

de teste utilizado com o GMM convencional. 

As Figuras 4 e 5 apresentam a saída do algoritmo k-médias utilizando vetores de 

características convencionais e ortogonalizados respectivamente. Foram utilizados vetores de 

duas dimensões para possibilitar a análise gráfica do resultado.  

Pode-se perceber que a ortogonalização concentra os parâmetros em células com menor 

dispersão. 
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Figura 4- Resultado do algoritmo k-médias para parâmetros não ortogonalizados (8 misturas). 

 

 

Figura 5 - Resultado do algoritmo k-médias para parâmetros ortogonalizados (8 misturas). 
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A Tabela 1 apresenta o esforço computacional necessário para a extração de parâmetros com 

e sem a utilização do algoritmo de ortogonalização. O esforço computacional foi calculado 

em termos do número de operações realizadas pelo algoritmo, normalizado pelo valor obtido 

para o tipo convencional de 25 parâmetros e multiplicado por 10 para tornar a visualização 

dos números mais fácil.  

O algoritmo implementado está dividido em duas partes, uma pertencente ao loop de extração 

dos parâmetros e outra não pertencente a este loop. Para que o esforço computacional da parte 

não pertencente ao loop não tivesse um peso relevante no resultado final, os valores obtidos 

na tabela são referentes à extração de 100 vetores de parâmetros.  

 

Tipo 2 parâmetros 10 parâmetros 15 parâmetros 25 parâmetros 50 parâmetros 

Convencional 0,83 4,67 6,45 10,00 18,53 

Ortogonal 0,89 4,88 6,95 10,83 19,85 

Diferença 0,06 0,21 0,50 0,83 1,32 

Tabela 1 - Esforço computacional para extração de parâmetros com e sem o uso da ortogonalização. 

 

Pode-se observar que, conforme o esperado, ao aumentar o número de parâmetros extraídos, 

aumenta a diferença do esforço computacional utilizando o algoritmo de ortogonalização. Em 

termos proporcionais, para 25 parâmetros, o aumento no esforço computacional obtido 

representa cerca de 8,3% do esforço computacional original. 
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5  Algoritmo proposto 

A distribuição dos vetores de características em um espaço de ordem D  não é a mesma para 

todos os locutores. Em alguns casos, os vetores estão demasiadamente espalhados, 

necessitando de mais células para cobrir todo o espaço com a mesma precisão utilizada em 

locutores que tenham vetores menos espalhados. O uso de poucas componentes pode 

ocasionar que vetores com características diferentes fiquem na mesma célula, resultando em 

componentes gaussianas com alta variância. 

Por outro lado, alguns locutores possuem vetores de características concentrados em alguns 

pontos, necessitando apenas de algumas células para cobrir todo o espaço. Se este tipo de 

locutor for modelado com muitas componentes, estas se tornarão similares e não trarão 

benefícios durante o processo de reconhecimento, apenas aumento do esforço computacional. 

A fim de resolver este problema, a seguir é apresentado um algoritmo que utiliza a razão entre 

as distorções máxima e média em cada célula para encontrar o número ótimo de componentes 

para cada locutor. 

A idéia básica deste algoritmo é que células com esta razão elevada possuem muitos vetores 

afastados do centróide, o que irá resultar em alta variância no modelo, e conseqüentemente, 

um locutor mal modelado. Por outro lado, ter esta razão igual a 1 significa que temos uma 

componente gaussiana para cada vetor de características, resultando em um modelo sem 

variância. 

A fim de se evitar este problema, é definido para cada locutor uma faixa de possíveis números 

de componentes entre 244 ≤≤ j . Então, para um possível número de componentes, é 

executado o algoritmo k-médias na base de dados de treinamento, e as distorções máxima e 

média para cada célula j  é calculada através de 

jmmdjDistMax ,,4)},(max{).(. max K==  (14) 
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onde 
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onde M  é o número de componentes, mL  é o número de vetores na m -ésima célula, 

),,( dlmx  é o d -ésimo parâmetro do l -ésimo vetor na m -ésima célula. 

Estes dois valores são utilizados para calcular o fator ( )jR , dado por 

).(.
).(.)(

jDistAvg
jDistMaxjR = , 24,,4 K=j . (18) 

Os valores de )( jR  são comparados a um limiar pré-definido. O número de componentes que 

apresentar o valor )( jR  mais próximo do limiar R, definido durante a etapa de treinamento, é 

escolhido como o número de componentes para modelar aquele locutor. Este processo é 

repetido para cada locutor até que toda a base tenha sido treinada. 

É importante notar que )( jR  nunca pode ser menor que 1, uma vez que a distorção máxima 

não pode ser menor que a distorção média. 

A Tabela 2 apresenta os parâmetros utilizados no algoritmo de otimização, assim como os 

resultados parciais, obtidos através da Equação (18), para cada número de componentes. As 

etapas do algoritmo de otimização podem ser vistas entre a Figura 6 e a Figura 14. Cada 

célula esta representada por uma cor, e o quadrado dentro de cada célula é a posição de seu 

centróide. 
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Pode-se observar que o aumento do número de componentes reduz significativamente a 

distorção média. Isto ocorre, pois as células tornam-se menores, fazendo com que, na média, 

os vetores fiquem mais próximos dos centróides. A distorção máxima não sofre grande 

alteração ao aumentarmos o número de componentes, pois os vetores mais distantes 

permanecem distantes dos centróides. 

 

Tabela 2 – Resultados parciais do algoritmo de otimização para um vetor de características com duas 
dimensões. 

Componentes (j) Distorção Máxima Distorção Média ( )jR  

12 0.035744 0.023623 1.513057 

13 0.033238 0.024907 1.334484 

14 0.031341 0.026712 1.155641 

15 0.034887 0.024020 1.452414 

16 0.035221 0.021034 1.674451 

17 0.034792 0.020282 1.715399 

18 0.035341 0.019405 1.821289 

19 0.033875 0.018832 1.798831 

20 0.035939 0.018989 1.892644 
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Figura 6 - Distribuição dos vetores de características utilizando 12 células. 
 

 

Figura 7 - Distribuição dos vetores de características utilizando 13 células. 
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Figura 8 - Distribuição dos vetores de características utilizando 14 células. 
 

 

Figura 9 - Distribuição dos vetores de características utilizando 15 células. 
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Figura 10 - Distribuição dos vetores de características utilizando 16 células. 
 

 

Figura 11 - Distribuição dos vetores de características utilizando 17 células. 
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Figura 12 - Distribuição dos vetores de características utilizando 18 células. 
 

 

Figura 13 - Distribuição dos vetores de características utilizando 19 células. 
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Figura 14 - Distribuição dos vetores de características utilizando 20 células. 
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6 Base de Dados 

A base de dados utilizada nos experimentos é composta de 342 locutores [37] . Cada locutor 

gravou ao menos 25 segundos de voz, amostrada a 16 kHz. Ruído branco com RSR (razão 

sinal-ruído) de 25 dB foi adicionado a cada locução. Esta base de dados foi dividida em dois 

grupos: grupo de treinamento e grupo de teste. No grupo de treinamento, cada locutor possui 

dois segmentos de 10 segundos que serão utilizados em testes cruzados, enquanto no grupo de 

teste cada locutor possui cinco segmentos de um segundo cada. Os segmentos de treinamento 

e de teste são combinados em pares, formando 10 ambientes de treinamento/teste. Os 

resultados obtidos nos testes representam a média destes 10 ambientes. 

O UBM (universal background model) utilizado nos testes é composto por 10 locutores (cinco 

masculinos e cinco femininos) não presentes na etapa de treinamento. Cada locução possui 10 

segundos, totalizando 100 segundos para a modelagem do UBM.  

Outros 13 locutores foram removidos do corpus de treinamento para serem utilizados nos 

testes como usuários externos à base de dados. Para cada um destes locutores foram utilizadas 

cinco locuções de um segundo nos testes. 

Os locutores foram modelados utilizando-se 25 coeficientes mel-cepstrais generalizados, 

definidos no Apêndice 1, e seus respectivos delta e delta-delta, extraídos de blocos de 400 

amostras (20 ms), espaçados de 80 amostras (4 ms). 
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7 Testes 

Neste trabalho foram realizados os seguintes testes a fim de validar o algoritmo proposto: 

• Teste de ortogonalização; 

• Teste de otimização; 

• Testes comparativos com outros sistemas. 

Cada um destes testes é subdividido em seqüências de testes detalhadas nas próximas 

subseções. Nos testes realizados existem quatro resultados possíveis para o reconhecimento 

de cada locutor: 

• Falsa Identificação: ocorre quando um usuário que não pertence à base de dados é 

reconhecido como um usuário da base de dados ou quando um usuário que pertence à base de 

dados é reconhecido como outro usuário que pertence à base de dados; 

• Falsa Negação: ocorre quando um usuário que faz parte da base de dados é 

reconhecido como UBM, ou seja, como o usuário de escape; 

• Correta Identificação: ocorre quando um usuário que pertence à base de dados é 

corretamente reconhecido; 

• Correta Negação: ocorre quando um usuário que não pertence à base de dados é 

reconhecido como o usuário de escape. 

Com base nestes quatro resultados possíveis, as taxas de erro e acerto são calculadas da 

seguinte maneira: 

 testadaslocuções de total
negações) falsas de (total  ções)identifica falsas de (totalErro % +

=  (19) 

e 

 testadaslocuções de total
negações)  corretas de (total  ções)identifica  corretas de (totalAcerto % +

= . (20) 
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7.1 Teste de ortogonalização 

Neste primeiro teste, são comparadas as taxas de acerto entre o GMM convencional e o GMM 

ortogonal a fim de se verificar se a ortogonalização apresenta ganhos ao sistema. Para cada 

experimento foram utilizados números fixos de componentes por usuário, ou seja, não está 

sendo utilizado o algoritmo de otimização proposto. 

Foram realizados dois tipos de teste: o primeiro comparando as taxas de acerto do GMM 

convencional com as taxas de acerto do GMM ortogonal, e o segundo teste comparando as 

taxas de acerto do GMM ortogonal com e sem UBM. 

7.1.1 Teste sem UBM 

Neste teste não foi utilizado o UBM a fim de se verificar o impacto da ortogonalização sobre 

o reconhecimento apenas de elementos da base de dados. Com isso, não foram utilizados para 

os testes os 13 locutores extraídos da base de dados. Desta forma, os resultados Falsa Negação 

e Correta Negação são iguais à zero. Os resultados podem ser vistos na Tabela 3 e na     

Figura 15. 

Tabela 3 - Taxa de acerto para GMM convencional, sem o uso do UBM 

Número de misturas GMM convencional GMM ortogonal 

4 64.0379% 93.0599% 

8 84.2271% 96.5300% 

16 89.5899% 97.1924% 

32 90.8517% 96.7918% 

64 93.0599% 96.5800% 

128 90.8517% 96.5100% 
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Figura 15 - Comparação das taxas de acerto entre GMM convencional e GMM ortogonal, sem o uso do 
UBM. 

 

Os resultados obtidos demonstram que, para a base de dados utilizada, a introdução do 

algoritmo de ortogonalização trouxe um aumento significativo no percentual de acerto para a 

identificação de locutor sem o uso do UBM. Os melhores resultados foram 93,06% 

utilizando-se GMM convencional com 64 componentes e 97,19% utilizando-se GMM 

ortogonal com 16 componentes. 

Além deste aumento significativo no percentual de acerto (cerca de 4.1%), pode-se perceber 

também que houve uma diminuição no número de misturas gaussianas do melhor resultado: 

64 utilizando-se GMM convencional e 16 utilizando-se GMM ortogonal. Esse fato resulta em 

uma diminuição do esforço computacional, que será visto na Seção 7.2. 

 

7.1.2 Teste com UBM 

Neste teste foi utilizado o UBM a fim de verificar se a introdução deste causa perdas ao 

sistema. Foram utilizados diversos modelos de UBM, treinados com números fixos de 
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misturas gaussianas, variando de 64 até 512. A simbologia UBM-X significa UBM modelado 

com X componentes. 

Tabela 4 – Comparação das taxas de acerto entre o GMM ortogonal com e sem UBM. 

Número de misturas Sem UBM UBM-64 UBM-128 UBM-256 UBM-512 

4 93.0599% 91.7981% 91.7971% 91.7511% 91.4826% 

8 96.5300% 95.2681% 94.9527% 95.2981% 95.2281% 

16 97.1924% 96.8991% 96.8991% 97.1045% 97.0223% 

32 96.7918% 95.8991% 95.5836% 96.5300% 96.0114% 

64 96.5800% 94.6372% 94.6323% 94.9527% 94.2145% 

128 96.5100% 89.2744% 89.5899% 89.9854% 89.9211% 
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Figura 16 - Comparação das taxas de acerto entre GMM ortogonal com e sem o uso do UBM. 

 

Os resultados deste teste mostram que a introdução do UBM causa uma redução na taxa de 

acerto do sistema, conforme esperado, uma vez que existe um modelo a mais na lista de 

possíveis identificações. 
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Pode-se observar que os melhores resultados utilizando-se UBM ocorreram para o GMM 

ortogonal com 16 misturas, mantendo-se aproximadamente o resultado obtido no teste 

anterior. Para este número de misturas, o melhor resultado foi obtido utilizando-se um UBM 

modelado com 256 misturas. Para este caso, a diminuição na taxa de acerto devido à inserção 

do UBM foi de aproximadamente 0,1%. 

Também é possível observar que para todos os possíveis números de misturas gaussianas, a 

exceção do GMM ortogonal de 4 misturas, o UBM que apresentou melhores resultados foi o 

treinado com 256 misturas. A exceção ocorrida com o modelo treinado com 4 misturas pode 

ser explicada pelo fato do UBM ter sido significativamente melhor modelado que os usuários 

da base de dados, mesmo para a situação com o menor número de misturas (64). 

 

7.2 Testes de otimização 

Neste segundo conjunto de testes é avaliado o desempenho do algoritmo proposto sob dois 

aspectos: taxa de erro e esforço computacional. A taxa de erro foi calculada conforme 

mostrado na Equação (19). O esforço computacional foi calculado em termos do número de 

operações realizado pelo algoritmo. O resultado obtido foi normalizado pelo valor obtido no 

teste utilizando GMM ortogonal, número fixo de gaussianas (16) e sem a presença do UBM e 

em seguida multiplicado por 10 apenas para facilitar a visualização dos gráficos. 

Foram criadas 96 Configurações de teste divididas em três conjuntos: 

• Configurações com GMM convencional, sem UBM: base de dados treinada 

utilizando-se GMM convencional. Testes realizados sem a presença do UBM (Tabela 5). 

• Configurações com GMM ortogonal, sem UBM: base de dados treinada utilizando-se 

GMM ortogonal. Testes realizados sem a presença do UBM (Tabela 6). 

• Configurações com GMM ortogonal, com UBM: base de dados treinada utilizando-se 

GMM ortogonal. Testes realizados com a presença do UBM (Tabela 7). 
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As configurações C13 até C24 e C49 até C96 apresentam diversos valores na coluna Número 

de misturas das Tabelas 4, 5 e 6. Isto significa que cada locutor da base de dados pode 

utilizar uma destas quantidades de misturas gaussianas. O parâmetro R é o valor ao qual o 

resultado R(j) da Equação (18) é comparado. 

Tabela 5 - Configurações utilizando GMM convencional, sem UBM. O termo N.A. significa “Não 

Aplicável”. 

Configuração GMM Número de misturas Fator R UBM 

C1 Conv. 4 N.A. N.A. 

C2 Conv. 8 N.A. N.A. 

C3 Conv. 16 N.A. N.A. 

C4 Conv. 32 N.A. N.A. 

C5 Conv. 64 N.A. N.A. 

C6 Conv. 128 N.A. N.A. 

 

Tabela 6 - Configurações utilizando GMM ortogonal, sem UBM. O termo N.A. significa “Não Aplicável”. 

Configuração GMM Número de misturas Fator R UBM 

C7 Orto. 4 N.A. N.A. 

C8 Orto. 8 N.A. N.A. 

C9 Orto. 16 N.A. N.A. 

C10 Orto. 32 N.A. N.A. 

C11 Orto. 64 N.A. N.A. 

C12 Orto. 128 N.A. N.A. 

C13 Orto. 4, 8, 16, 32, 64, 128 1 N.A. 

C14 Orto. 4, 8, 16, 32, 64, 128 1.1 N.A. 

C15 Orto. 4, 8, 16, 32, 64, 128 1.2 N.A. 

C16 Orto. 4, 8, 16, 32, 64, 128 1.3 N.A. 

C17 Orto. 4, 8, 16, 32, 64, 128 1.4 N.A. 

C18 Orto. 4, 8, 16, 32, 64, 128 1.5 N.A. 
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C19 Orto. 12,13,14,15,16,17,18,19,20 1 N.A. 

C20 Orto. 12,13,14,15,16,17,18,19,20 1.1 N.A. 

C21 Orto. 12,13,14,15,16,17,18,19,20 1.2 N.A. 

C22 Orto. 12,13,14,15,16,17,18,19,20 1.3 N.A. 

C23 Orto. 12,13,14,15,16,17,18,19,20 1.4 N.A. 

C24 Orto. 12,13,14,15,16,17,18,19,20 1.5 N.A. 

 

Tabela 7 - Configurações utilizando GMM ortogonal, com UBM. O termo N.A. significa “Não Aplicável”. 

Configuração GMM Número de misturas Fator R UBM 

C25 Orto. 4 N.A. 64 

C26 Orto. 4 N.A. 128 

C27 Orto. 4 N.A. 256 

C28 Orto. 4 N.A. 512 

C29 Orto. 8 N.A. 64 

C30 Orto. 8 N.A. 128 

C31 Orto. 8 N.A. 256 

C32 Orto. 8 N.A. 512 

C33 Orto. 16 N.A. 64 

C34 Orto. 16 N.A. 128 

C35 Orto. 16 N.A. 256 

C36 Orto. 16 N.A. 512 

C37 Orto. 32 N.A. 64 

C38 Orto. 32 N.A. 128 

C39 Orto. 32 N.A. 256 

C40 Orto. 32 N.A. 512 

C41 Orto. 64 N.A. 64 

C42 Orto. 64 N.A. 128 

C43 Orto. 64 N.A. 256 

C44 Orto. 64 N.A. 512 
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C45 Orto. 128 N.A. 64 

C46 Orto. 128 N.A. 128 

C47 Orto. 128 N.A. 256 

C48 Orto. 128 N.A. 512 

C49 Orto. 4, 8, 16, 32, 64, 128 1 64 

C50 Orto. 4, 8, 16, 32, 64, 128 1 128 

C51 Orto. 4, 8, 16, 32, 64, 128 1 256 

C52 Orto. 4, 8, 16, 32, 64, 128 1 512 

C53 Orto. 4, 8, 16, 32, 64, 128 1.1 64 

C54 Orto. 4, 8, 16, 32, 64, 128 1.1 128 

C55 Orto. 4, 8, 16, 32, 64, 128 1.1 256 

C56 Orto. 4, 8, 16, 32, 64, 128 1.1 512 

C57 Orto. 4, 8, 16, 32, 64, 128 1.2 64 

C58 Orto. 4, 8, 16, 32, 64, 128 1.2 128 

C59 Orto. 4, 8, 16, 32, 64, 128 1.2 256 

C60 Orto. 4, 8, 16, 32, 64, 128 1.2 512 

C61 Orto. 4, 8, 16, 32, 64, 128 1.3 64 

C62 Orto. 4, 8, 16, 32, 64, 128 1.3 128 

C63 Orto. 4, 8, 16, 32, 64, 128 1.3 256 

C64 Orto. 4, 8, 16, 32, 64, 128 1.3 512 

C65 Orto. 4, 8, 16, 32, 64, 128 1.4 64 

C66 Orto. 4, 8, 16, 32, 64, 128 1.4 128 

C67 Orto. 4, 8, 16, 32, 64, 128 1.4 256 

C68 Orto. 4, 8, 16, 32, 64, 128 1.4 512 

C69 Orto. 4, 8, 16, 32, 64, 128 1.5 64 

C70 Orto. 4, 8, 16, 32, 64, 128 1.5 128 

C71 Orto. 4, 8, 16, 32, 64, 128 1.5 256 

C72 Orto. 4, 8, 16, 32, 64, 128 1.5 512 

C73 Orto. 12,13,14,15,16,17,18,19,20 1 64 
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C74 Orto. 12,13,14,15,16,17,18,19,20 1 128 

C75 Orto. 12,13,14,15,16,17,18,19,20 1 256 

C76 Orto. 12,13,14,15,16,17,18,19,20 1 512 

C77 Orto. 12,13,14,15,16,17,18,19,20 1.1 64 

C78 Orto. 12,13,14,15,16,17,18,19,20 1.1 128 

C79 Orto. 12,13,14,15,16,17,18,19,20 1.1 256 

C80 Orto. 12,13,14,15,16,17,18,19,20 1.1 512 

C81 Orto. 12,13,14,15,16,17,18,19,20 1.2 64 

C82 Orto. 12,13,14,15,16,17,18,19,20 1.2 128 

C83 Orto. 12,13,14,15,16,17,18,19,20 1.2 256 

C84 Orto. 12,13,14,15,16,17,18,19,20 1.2 512 

C85 Orto. 12,13,14,15,16,17,18,19,20 1.3 64 

C86 Orto. 12,13,14,15,16,17,18,19,20 1.3 128 

C87 Orto. 12,13,14,15,16,17,18,19,20 1.3 256 

C88 Orto. 12,13,14,15,16,17,18,19,20 1.3 512 

C89 Orto. 12,13,14,15,16,17,18,19,20 1.4 64 

C90 Orto. 12,13,14,15,16,17,18,19,20 1.4 128 

C91 Orto. 12,13,14,15,16,17,18,19,20 1.4 256 

C92 Orto. 12,13,14,15,16,17,18,19,20 1.4 512 

C93 Orto. 12,13,14,15,16,17,18,19,20 1.5 64 

C94 Orto. 12,13,14,15,16,17,18,19,20 1.5 128 

C95 Orto. 12,13,14,15,16,17,18,19,20 1.5 256 

C96 Orto. 12,13,14,15,16,17,18,19,20 1.5 512 

 

As configurações utilizando o algoritmo de otimização apresentam dois conjuntos de valores 

possíveis de misturas para cada locutor: [4,8,16,32,64,128] e [12,13,14,15,16,17,18,19,20]. O 

segundo conjunto foi criado por ter sido verificado nos testes da Seção 7.1 que o GMM 

ortogonal apresenta melhores resultados em torno de 16 misturas. 
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É importante notar que utilizar o fator R igual a 1, na verdade, significa permitir que o 

algoritmo automaticamente selecione o menor valor de )( jR  na Equação (18). 

Assim como nos testes realizados na Seção 7.1.1, os testes utilizando as configurações sem 

UBM (C1 até C24) não utilizaram os 13 locutores ausentes na base de dados e apresentam os 

resultados Falsa Negação e Correta Negação iguais a zero. 

As tabelas a seguir apresentam a taxa de erro de falsa negação, taxa de erro de falsa aceitação, 

taxa de erro total e o esforço computacional obtidos para cada uma das configurações 

testadas. 

 

Tabela 8 - Resultados para reconhecimento utilizando GMM convencional, sem UBM. 

Configuração Taxa de erro: 

falsa negação 

Taxa de erro: 

falsa identificação 

Taxa de 

erro total 

Esforço 

computacional 

C1 N.A. 35.9621% 35.9621% 1.36 

C2 N.A. 15.7729% 15.7729% 4.17 

C3 N.A. 10.4101% 10.4101% 7.92 

C4 N.A. 9.1483% 9.1483% 15.92 

C5 N.A. 6.9401% 6.9401% 31.75 

C6 N.A. 9.1483% 9.1483% 62.32 

 

Tabela 9 - Resultados para reconhecimento utilizando GMM ortogonal, sem UBM. 

Configuração Taxa de erro: 

falsa negação 

Taxa de erro: 

falsa identificação 

Taxa de 

erro total 

Esforço 

computacional 

C7 N.A. 6.9401% 6.9401% 2.13 

C8 N.A. 3.4700% 3.4700% 5.09 

C9 N.A. 2.8076% 2.8076% 10.00 

C10 N.A. 3.2082% 3.2082% 18.38 

C11 N.A. 3.4200% 3.4200% 35.75 
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C12 N.A. 3.4900% 3.4900% 66.31 

C13 N.A. 2.7678% 2.7678% 3.29 

C14 N.A. 4.8978% 4.8978% 4.06 

C15 N.A. 5.1354% 5.1354% 5.06 

C16 N.A. 7.0710% 7.0710% 6.74 

C17 N.A. 6.3225% 6.3225% 8.35 

C18 N.A. 8.1354% 8.1354% 9.70 

C19 N.A. 0.9889% 0.9889% 5.06 

C20 N.A. 3.0968% 3.0968% 5.19 

C21 N.A. 3.7888% 3.7888% 5.22 

C22 N.A. 3.2335% 3.2335% 5.45 

C23 N.A. 3.1134% 3.1134% 5.19 

C24 N.A. 3.7757% 3.7757% 5.26 

 

Tabela 10 - Resultados para reconhecimento utilizando GMM ortogonal, com UBM. 

Configuração Taxa de erro: 

falsa negação 

Taxa de erro: 

falsa identificação 

Taxa de 

erro total 

Esforço 

computacional 

C25 4.0210% 4.1809% 8.2019% 2.08 

C26 3.9633% 4.2396% 8.2029% 2.22 

C27 3.9427% 4.3062% 8.2489% 2.24 

C28 4.1760% 4.3414% 8.5174% 2.52 

C29 2.0105% 2.7213% 4.7319% 5.03 

C30 2.4926% 2.5547% 5.0473% 4.98 

C31 2.0294% 2.6725% 4.7019% 5.18 

C32 2.3457% 2.4261% 4.7719% 5.47 

C33 1.3659% 1.7351% 3.1009% 10.14 

C34 1.2225% 1.8784% 3.1009% 9.98 

C35 1.0804% 1.8151% 2.8955% 10.00 

C36 1.4270% 1.5507% 2.9777% 10.02 
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C37 1.8229% 2.2781% 4.1009% 18.24 

C38 2.0360% 2.3804% 4.4164% 18.25 

C39 1.4680% 2.0021% 3.4700% 18.35 

C40 1.9331% 2.0555% 3.9886% 18.14 

C41 2.4885% 2.8743% 5.3628% 35.83 

C42 2.3756% 2.9921% 5.3677% 35.79 

C43 2.0375% 3.0098% 5.0473% 35.84 

C44 2.5404% 3.2451% 5.7855% 35.61 

C45 4.9800% 5.7455% 10.7256% 66.49 

C46 4.7461% 5.6640% 10.4101% 66.43 

C47 4.5620% 5.4526% 10.0146% 66.52 

C48 4.9700% 5.1089% 10.0789% 66.21 

C49 2.1070% 2.3094% 4.4164% 3.21 

C50 2.0323% 2.3841% 4.4164% 3.02 

C51 1.6686% 2.4324% 4.1009% 3.11 

C52 1.5073% 2.2781% 3.7855% 3.21 

C53 2.3251% 2.7223% 5.0473% 4.13 

C54 2.0280% 3.0194% 5.0473% 4.27 

C55 2.1687% 2.8787% 5.0473% 4.27 

C56 2.4923% 2.7641% 5.2565% 4.06 

C57 2.3698% 3.2759% 5.6456% 5.05 

C58 2.6929% 2.7426% 5.4355% 5.05 

C59 2.4437% 2.6917% 5.1354% 5.12 

C60 2.2536% 2.9921% 5.2456% 5.12 

C61 3.4826% 4.0884% 7.5710% 6.73 

C62 3.3773% 4.1937% 7.5710% 6.81 

C63 3.3248% 4.2462% 7.5710% 6.84 

C64 3.8430% 4.0434% 7.8864% 6.62 

C65 3.3948% 3.5453% 6.9401% 8.38 
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C66 3.4220% 3.8335% 7.2555% 8.32 

C67 3.2414% 4.0141% 7.2555% 8.31 

C68 3.4352% 3.5049% 6.9401% 8.31 

C69 4.4280% 5.2186% 9.6465% 9.77 

C70 3.8825% 4.7931% 8.6756% 9.67 

C71 3.5822% 4.5532% 8.1354% 9.76 

C72 4.3436% 4.5333% 8.8769% 9.80 

C73 1.3774% 1.4993% 2.8768% 4.98 

C74 0.8637% 1.5819% 2.4457% 5.02 

C75 0.2395% 0.8829% 1.1224% 5.12 

C76 1.7892% 1.8866% 3.6758% 5.09 

C77 1.9069% 2.1940% 4.1009% 5.01 

C78 1.8090% 2.2920% 4.1009% 5.20 

C79 1.3020% 2.1680% 3.4700% 5.09 

C80 1.6421% 2.0147% 3.6568% 5.01 

C81 1.7781% 2.3228% 4.1009% 5.29 

C82 2.2381% 2.4937% 4.7319% 5.46 

C83 1.8995% 2.5169% 4.4164% 5.42 

C84 2.0470% 2.3694% 4.4164% 5.48 

C85 1.8504% 2.2506% 4.1009% 5.30 

C86 1.5973% 2.5036% 4.1009% 5.58 

C87 1.8499% 1.9356% 3.7855% 5.49 

C88 1.8977% 2.1158% 4.0135% 5.45 

C89 1.6308% 2.4701% 4.1009% 5.58 

C90 1.7510% 2.3156% 4.0665% 5.39 

C91 1.4831% 2.3847% 3.8678% 5.39 

C92 1.9353% 2.0882% 4.0235% 5.41 

C93 1.6238% 2.4772% 4.1009% 5.90 

C94 1.9553% 2.1457% 4.1009% 5.76 
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C95 1.5043% 2.5011% 4.0053% 5.71 

C96 1.7810% 2.4255% 4.2065% 5.74 

 

7.2.1 Análise dos resultados 

Com base nos resultados apresentados nas tabelas, foram gerados os seguintes gráficos para 

facilitar a análise dos resultados: 

• Figuras 17 e 18: comparação entre todas as configurações sem a utilização do UBM.  

o Eixo X: Esforço Computacional; 

o Eixo Y: Percentual de Erro Total. 

• Figuras 19 e 20: comparação entre as configurações com GMM ortogonal utilizando 

UBM. 

o Eixo X: Esforço Computacional; 

o Eixo Y: Percentual de Erro Total. 

• Figuras 20 e 21: comparação entre as configurações com GMM ortogonal utilizando 

UBM. 

o Eixo X: Percentual de Erro de Falsa Negação. 

o Eixo Y: Percentual de Erro de Falsa Identificação. 
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Figura 17 - Comparação dos resultados para reconhecimento sem a utilização do UBM. 
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Figura 18 - Ampliação da Figura 17 próxima à origem. 
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Comparando-se o resultado das configurações C1 até C6 com o resultado das configurações 

C7 até C12, ou seja, configurações com número fixo de misturas e sem utilização de UBM, 

pode-se verificar que: 

• Como verificado no teste anterior, a configuração com número igual de gaussianas 

para todos os locutores que apresenta a menor taxa de erro é a que utiliza GMM ortogonal 

com 16 misturas. 

• Conforme esperado, os resultados obtidos mostram que a configuração C1 (GMM 

convencional, 4 misturas, sem UBM) apresenta o menor esforço computacional, porém a 

maior taxa de erro total uma vez que possui poucas misturas e assim não modela 

suficientemente bem as locuções da base de dados utilizada. 

• A utilização do GMM ortogonal aumenta em até 56% o esforço computacional em 

comparação com o GMM convencional; 

• Ao se comparar o esforço computacional das configurações que apresentam menor 

taxa de erro utilizando GMM convencional (C5) e utilizando GMM ortogonal (C9), pode-se 

verificar que apenas o uso da ortogonalização reduziu em cerca de 4,1% a taxa de erro e em 

cerca de 68,5% o esforço computacional; 

O efeito da utilização do algoritmo de otimização pode ser observado nos resultados obtidos 

nas configurações C13 até C24: 

• A menor taxa de erro foi obtida com a configuração C19, que utiliza GMM ortogonal 

e fator R=1. Este é um importante resultado, pois mostra que não é necessário pré-definir um 

valor para o parâmetro R: defini-lo como 1 é o mesmo que deixar o sistema automaticamente 

buscar o menor valor de )( jR  na Equação (18). 

• Ao comparar os resultados dos dois conjuntos de valores possíveis de misturas para 

cada locutor: [4,8,16,32,64,128] e [12,13,14,15,16,17,18,19,20], pode-se perceber que para o 

mesmo valor do fator R, em todas as situações o conjunto [12,13,14,15,16,17,18,19,20] 
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obteve melhores resultados. Isso pode ser explicado pelo fato, já observado nos testes 

anteriores, de que os melhores resultados utilizando-se GMM ortogonal ocorrem para 16 

misturas para a base de dados utilizada. 

• Nenhuma configuração obteve esforço computacional menor que a configuração C1. 

Isto era esperado, uma vez que a utilização de mais de 4 misturas em ao menos uma locução 

da base de dados resulta em mais operações do que as utilizadas quando todos as locuções são 

treinadas com 4 misturas. 

• De forma geral, o aumento do valor do parâmetro R resulta em um aumento no esforço 

computacional, principalmente para o primeiro conjunto de valores possíveis de misturas: 

[4,8,16,32,64,128]. Isto ocorre porque para se obter um valor mais alto para )( jR  na Equação 

18 é necessário aumentar a razão entre a distorção máxima e a distorção média. Assim, ao se 

aumentar o número de células, aumenta-se automaticamente o esforço computacional. Esse 

aumento é menos sensível para o segundo conjunto de valores possíveis de misturas, pois os 

valores são muito próximos, indo de 12 até 20, enquanto no segundo conjunto eles vão de 4 

até 128. 

Baseado nos resultados obtidos utilizando-se esta base de dados, pode-se verificar que, se não 

há necessidade de utilizar UBM, a configuração que apresenta a melhor relação Taxa de Erro 

x Esforço Computacional é a C19 (GMM ortogonal, segundo conjunto de misturas, R = 1,0). 

Contudo, se é necessário ter o mínimo esforço computacional possível com uma taxa de erro 

razoável, a configuração C13 (GMM ortogonal, primeiro conjunto de misturas, R = 1,0) 

apresenta o melhor resultado: redução do esforço computacional em cerca de 35%, mas 

aumento da taxa de erro em cerca de 1,78% em relação à configuração C19. 
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Figura 19 - Comparação entre todas as configurações que utilizam UBM: esforço computacional x taxa de erro total. A legenda contém apenas os valores que 
apresentaram os resultados mais extremos (canto superior direito e canto inferior esquerdo). 
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Figura 20 - Ampliação da Figura 19 próxima à origem. 
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Ao se analisar os resultados dos testes utilizando GMM ortogonal com o algoritmo de 

otimização e UBM, pode-se verificar que: 

• Assim como nos testes sem UBM, as menores taxas de erro são obtidas utilizando-se o 

algoritmo de otimização e o segundo conjunto de valores possíveis para as misturas 

([12,13,14,15,16,17,18,19,20]), reforçando a idéia de que o GMM ortogonal apresenta as 

menores taxas de erro em torno de 16 misturas. 

• A configuração sem utilizar o algoritmo de otimização que apresentou a menor taxa de 

erro foi a C35 (2,90%). A utilização do UBM resultou em um aumento na taxa de erro em 

relação à configuração C9 de cerca de 0,01%. 

• A configuração C75, utilizando GMM ortogonal, UBM com 256 misturas e fator R=1 

apresentou a menor taxa de erro entre todas as configurações testadas. Esse resultado 

confirma o resultado obtido na Seção 7.1.2 que mostra que o número de misturas ideal para a 

base de dados utilizada nos testes é de 256. Assim como nos testes sem UBM, o fator R=1 é 

importante, pois mostra não ser necessário pré-definir este parâmetro antes de iniciar a etapa 

de treinamento do sistema. 

• O esforço computacional das configurações que utilizam o primeiro conjunto de 

valores possíveis para as misturas é mais sensível ao aumento do fator R, conforme verificado 

nos testes sem a presença do UBM. 

• A configuração utilizando UBM que apresentou o menor esforço computacional foi a 

C50, cerca de 70% a menos que o esforço computacional obtido na configuração C75. 

Contudo, a configuração C50 apresenta taxa de erro cerca de 3,3% maior que a configuração 

C75. 

Com base nos resultados obtidos, pode-se verificar que, para a base de dados utilizada, o 

algoritmo de otimização reduziu a taxa de erro em cerca de 1,78%, comparando-se as 

configurações C35 (melhor resultado sem o algoritmo de otimização) e C75 (melhor resultado 
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com o algoritmo de otimização). Em relação ao esforço computacional, a utilização da 

configuração C75 reduziu o esforço computacional em cerca de 50% em comparação à 

configuração C35. Contudo, a configuração C52 apresentou o menor esforço computacional 

(3,21) com taxa de erro inferior a 4% para a base de dados utilizada. 
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Figura 21 - Comparação entre todas as configurações que utilizam UBM: taxa de erro de falsa negação x taxa de erro de falsa identificação. A legenda contém 
apenas os valores que apresentaram os resultados mais extremos (canto superior direito e canto inferior esquerdo). 
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Figura 22 - Ampliação da Figura 21 próxima à origem. 
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Os resultados mostrados na Figura 21 e na Figura 22 tem como objetivo avaliar se o algoritmo 

de otimização acentua a ocorrência de erros de falsa negação ou de falsa identificação, ou se 

ambos são reduzidos. Os resultados mostram que: 

• A configuração C75 apresentou os menores valores de erro de falsa identificação e 

falsa negação. Essa foi a mesma configuração que a apresentou o menor erro total, ou seja, o 

algoritmo de otimização proposto não acentuou a ocorrência de nenhum dos dois tipos de 

erros para que o outro fosse diminuído. 

• As configurações C45, C46, C47 e C48 apresentaram o pior resultado. Essas quatro 

configurações utilizam um número fixo de misturas (128) para modelar os usuários e já 

haviam apresentado os piores resultados nos testes da Seção 7.1.2. A elevada taxa de erro 

destas configurações pode ser explicado pelo fato da base de dados de treino não ser muito 

longa, apenas 10 segundos. Assim, não há grande quantidade de dados para serem modelados 

e o uso de 128 misturas pode causar super modelagem das locuções. 

• Nenhuma configuração, com ou sem a utilização do algoritmo de otimização, 

apresenta favorecimento à ocorrência de erro por falsa negação ou erro por falsa identificação.  

7.3 Teste comparativo com outros sistemas 

Neste teste é realizada uma comparação do sistema proposto com três sistemas de 

identificação de locutores: GMM-UBM MAP [24] , TTD GMM [38] , FP GMM [39] . 

O GMM-UBM MAP (maximum a priori) é um método bem conhecido. Na configuração 

utilizada nos testes o UBM foi treinado com locuções masculinas e femininas formando um 

único conjunto, resultando em 2048 componentes gaussianas, conforme sugerido em [24]  

O GMM-UBM MAP foi testado utilizando dados de locutores masculinos e femininos 

combinados para o treinamento de um UBM com 2048 amostras, como sugerido em [24] . O 

TTD GMM (training-time-dependent GMM) é um método de otimização do número de 

componentes gaussianas baseado na duração do sinal de treinamento. O FP GMM (frame 
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pruning com GMM) é um método de otimização dos trechos de voz das locuções que serão 

utilizados para o treinamento dos modelos. Foi utilizado o fator T=30, conforme sugerido em 

[39] . 

Foi utilizada a configuração C75 do sistema proposto por ela apresentar a menor taxa de erro 

e o esforço computacional baixo. 

A Tabela 11 apresenta os resultados obtidos para a taxa de erro e o esforço computacional.  

 

Tabela 11 - Resultado do teste comparativo com outras técnicas de identificação de locutor. 

Sistema Taxa de erro: 

falsa negação 

Taxa de erro: 

falsa identificação 

Taxa de 

erro total 

Esforço 

computacional 

C75 0,2395% 0,8829% 1,1224% 5,12 

GMM-UBM MAP 0,1622% 1,2171% 1,3793% 28,34 

TTD GMM 1,2217% 1,2772% 2,4989% 5,04 

FP GMM 1,3322% 2,3323% 3,6645% 10,00 

 

Os resultados mostram o método proposto utilizando a configuração C75 apresenta a menor 

taxa de erro total do sistema. Contudo, o método GMM-UBM MAP apresenta a menor taxa 

de erro por falsa negação. Isto deve-se ao fato deste método modelar melhor o UBM do que o 

método proposto. O método TTD GMM apresentou o menor esforço computacional, mas 

obteve a taxa de erro cerca de 2% acima do método proposto. 

Com base nos resultados, pode-se concluir que, para a base de dados utilizada, o método 

proposto apresenta a melhor relação entre taxa de erro total e esforço computacional. Caso 

seja necessário utilizar o menor esforço computacional possível, o método TTD GMM deve 

ser utilizado. 
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8 Conclusões 

Neste trabalho é proposto um algoritmo de otimização do número de componentes gaussianas 

utilizado para modelar cada usuário da base de dados em um sistema de identificação de 

locutor baseado em GMM. O método proposto é independente para cada usuário. Desta 

forma, a inserção de um novo usuário no sistema não acarreta em novo treinamento de toda a 

base de dados. 

São apresentados os resultados de três conjuntos de testes: teste de ortogonalização, teste de 

otimização e teste comparativo com outros sistemas. O primeiro tem como objetivo avaliar se 

a ortogonalização da matriz de covariância traz benefícios à identificação de locutor. O 

segundo conjunto de testes avalia se o algoritmo de otimização proposto reduz a taxa de erro 

total do sistema e o esforço computacional. 

Os resultados do primeiro conjunto de testes mostram que a ortogonalização reduz em cerca 

de 4,1% a taxa de erro total do sistema quando não é utilizado UBM nos testes. Além disto, a 

menor taxa de erro total utilizando-se GMM ortogonal foi obtida com 16 misturas para cada 

usuário, enquanto para o GMM convencional foram necessárias 64 misturas: redução de 75% 

no número de misturas. Ainda neste primeiro conjunto de testes, foi verificado que a 

utilização de UBM em conjunto com o GMM ortogonal aumentou a taxa de erro em cerca de 

0,1%. Esse resultado foi obtido utilizando-se UBM modelado com 256 misturas. 

Os resultados do segundo conjunto de testes mostram que, para a situação sem utilização do 

UBM, o algoritmo de otimização diminui a taxa de erro em até 35% sem resultar em um 

aumento significativo na complexidade computacional (1,78%). Utilizando UBM, a menor 

taxa de erro, 1,12%, foi obtida modelando-se cada locutor com um número de misturas entre 

12 e 20 e o UBM com 256 misturas e fator R=1. É importante ressaltar que R=1 significa não 

ser necessário pré-definir nenhum limiar para o sistema. O menor esforço computacional foi 
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obtido modelando-se cada locutor com um número de misturas igual a 8, 16, 32, 64 ou 128 e 

o UBM com 128 misturas e fator R=1. Essa configuração apresentou um esforço 

computacional cerca de 70% menor que a configuração com a menor taxa de erro, mas houve 

um aumento de 3,3% na taxa de erro.  

Os resultados do terceiro teste mostram que o algoritmo proposto apresentou taxa de erro 

comparável a dos outros sistemas testados: 1,12% contra 1,37% do GMM-UBM MAP, 2,49% 

do TTD-GMM e 3,66% do FP GMM para a base de dados utilizada. O menor esforço 

computacional foi obtido pelo algoritmo TTD-GMM, sendo cerca de 2% menor do que o 

esforço computacional do algoritmo proposto. 

De forma resumida: 

• Este trabalho apresenta um algoritmo de otimização do número de componentes 

gaussianas utilizado para modelagem de cada locutor em um sistema de identificação de 

locutores; 

• Foram realizados três conjuntos de testes para verificação do desempenho do 

algoritmo proposto; 

• Foi verificado que o uso do GMM ortogonal reduz em cerca de 4,1% a taxa de erro em 

comparação ao GMM convencional; 

• O algoritmo de otimização proposto reduziu em até 35% a taxa de erro em 

comparação com o melhor resultado obtido pelo GMM ortogonal sem otimização; 

• A menor taxa de erro para a base de dados utilizada foi obtida utilizando-se o 

algoritmo de otimização: 1,12%; 

• O algoritmo proposto obteve, para a base de dados utilizada, taxa de erro (1,12%) 

comparável a dos outros três métodos de identificação de locutor: GMM-UBM MAP (1,37%), 

TTD-GMM (2,49%) e FP GMM (3,66%). 
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9 Trabalhos futuros 

• Validação do algoritmo proposto em situações adversas, como presença de ruído 

telefônico e perda de pacotes em uma rede IP; 

• Validação do algoritmo proposto para bases de treinamento com duração inferior a 10 

segundos, utilizado neste trabalho. Para aplicações comerciais é importante o teste 

com bases de treinamento curtas, de até 1 segundo, o equivalente à duração de 

aproximadamente uma palavra; 

• Utilização conjunta do algoritmo proposto com algoritmos de separação de trechos 

com voz e sem voz nas locuções, a fim de utilizar-se somente informação de voz na 

modelagem dos locutores. 
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Apêndice 1 
 
Coeficientes Mel-cepstrais normalizados 
 
O espectro )( ωjeG  pode ser representado por coeficientes mel-cepstrais generalizados [42]  
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Para obter uma estimativa não tendenciosa, é utilizado o critério a seguir [33] , que é 

minimizado em relação a ( ){ }D
ddc 0= :  
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e ( )ωNI  é o periodograma modificado de um processo ( )nx  fracamente estacionário com uma 

janela no tempo de tamanho N . Para extrairmos o ganho K  de )(zG , a equação (3) é 

reescrita como 
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Como )(zG  é um sistema de fase mínima, foi mostrado em [42]  que a minimização de E  

com relação a ( ){ }D
ddc 0=  é equivalente à minimização de 
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com relação a 

( ) ( ) ( )[ ]TDbbb ,...,2,1=b  (32) 

O ganho K  que minimiza E  é obtido fazendo-se 0\ =∂∂ KE : 

minε=K  (33) 

onde minε  é o valor minimizado de ε . 

Uma vez que ε  é convexo com relação a b  [34] , o problema de minimização de (11) pode 

ser resolvido pelo método de Newton-Raphson. Para o i-ésimo resultado ( )ib , resolvendo um 

conjunto de equações lineares 
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( )i

i
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−∇=∆ ε

 (34) 

são encontrados os valores 
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( ) ( ) ( ) ( ) ( ) ( ) ( )[ ]Tiiii Dbbb ∆∆∆=∆ ,...,2,1b  (35) 

onde H  é a matriz Hessiana TbbH ∂∂∂= /2ε . Então, o próximo resultado é obtido por 

( ) ( ) ( )iii bbb ∆+=+1
 (36) 

O gradiente ε∇  é dado por 
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e a matriz Hessiana H  é calculada através de 
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Como a matriz H  é uma matriz simétrica Toeplitz e Hankel, (14) pode ser resolvido 

utilizando um algoritmo rápido recursivo [35] . Os coeficientes ( )jih ,  e ( )dr~  podem ser 

calculados eficientemente através da FFT e de fórmulas de recursão [34] . Um valor inicial de 

( )0b  pode ser obtido pela FFT cepstral utilizando também uma fórmula de recursão [34] .  

Substituindo H  na equação (14) pela matriz identidade, pode-se derivar o método 

steepest descent do método de Newton-Raphson. Isto é, do i-ésimo resultado ( )ib  o próximo 

valor ( )1+ib  é dado por 

( ) ( )
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ii
bb

bb
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onde µ  é o passo de adaptação. 
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Assumindo que o tamanho N  da janela de tempo é suficientemente grande, pode-se 

interpretar (11) como o valor esperado do quadrado de ( )ne  

( )[ ]neE 2=ε  (42) 

onde ( )ne  é a saída do filtro inverso alimentado por ( )nx . De acordo com o que foi assumido, 

o gradiente calculado na equação (17) pode ser reescrito como 

( ) ( )[ ]nneE Φ−=∇ e2ε  (43) 

onde 

( ) ( ) ( ) ( )[ ]TD
n nenene ,...,, 21=Φe  (44) 

e ( )ned  é a saída do filtro ( )zdΦ . 

Para se chegar a um algoritmo adaptativo, é introduzida uma estimativa instantânea similar ao 

algoritmo LMS [36]  

( ) ( ) ( )nn ne Φ−=∇ e2ˆ ε  (45) 

De forma a suprimir a flutuação de b , ε∇  é estimado utilizando-se uma janela exponencial 

da seguinte forma 
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Com esta estimativa do gradiente, é possível especificar um algoritmo adaptativo baseado no 

método steepest descent: os coeficientes do vetor ( )nb  no instante n  são atualizados por 

( ) ( ) ( ) ( )nnnn εµ ∇−=+ bb 1
 (47) 

Quando o ganho do sinal ( )nx  é variante no tempo, µ  é normalizado por 
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onde ( )nε  é uma estimativa de ε  no instante n , dada por 
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Utilizando (13), pode-se estimar K  no instante n  a partir de ( )nε . 

Os coeficientes mel-cesptrais ( ){ }D
ddc 0=  podem ser obtidos de K  e b  usando-se (7) e (9). 

Uma vez calculados os coeficientes mel-cepstrais, eles serão normalizados em energia através 

de 
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onde t  representa o t -ésimo bloco, T  o total de blocos do sinal, t
normc  é o vetor de 

coeficientes normalizados do t -ésimo bloco e ( )0maxc  é o maior valor de ( )0c  dentre todos os 

blocos do sinal. 

Após a normalização, a média de cada uma das seqüências de coeficientes ao longo dos 

blocos do sinal é modificada para zero através de 
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